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à-vis de mes travaux et de mes connaissances. Ses capacités tout à fait remarquables de synthèse
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Chapitre 1

Introduction

1.1 Information et connaissance

Étymologiquement, le verbe connâıtre, provenant de l’ancien perse xsna, signifie « se rendre
compte » ou « prendre connaissance », et sous-entend à la fois une action et un sujet : un regard
(donc un point de vue) effectué par un individu, à l’égard d’un univers inconnu. Cependant, le jeu
de mots que ce terme cache (co − nâıtre) pourrait illustrer encore mieux le caractère dynamique
et subjectif de la connaissance. Ainsi, connâıtre pourrait être vu comme l’acte de donner du
sens à ce qu’on appelle généralement l’information. Cette action d’interpréter (attribuer un sens
à) une information donne son caractère subjectif. Connâıtre signifie créer des connexions entre
différents objets (physiques ou mentaux) de la réalité. De ce point de vue, la connaissance désigne
une mise en relation, et représente un processus dynamique réalisé par un sujet. Ce simple regard
vis-à-vis du concept de la connaissance est, en lui-même, un exemple de ce processus de création
de sémantique.

Si elle est souvent considérée comme une abstraction de la réalité physique (c’est-à-dire une
méta réalité), la connaissance est en elle-même l’expression et l’exemple d’une réalité physique.
Pour prendre forme, et pour être transmise, la connaissance recourt à un support physique. De
cette perspective, la connaissance est une fois de plus, une mise en relation de la réalité avec
elle-même.

Cependant, la connaissance n’est pas uniquement le résultat d’un processus d’association et
d’intégration d’objets de la réalité, mais aussi le résultat d’une exploration et d’une séparation
de la réalité, deux activités destinées à découvrir et définir ces objets. Si l’origine et la nature
de la connaissance font l’objet des études épistémologiques, la phénoménologie intrinsèque des
processus cognitifs (de création et de manipulation de la connaissance) fait l’objet des études
des sciences cognitives.

Placées au carrefour d’une étude pluridisciplinaire, les sciences cognitives visent à intégrer
différents résultats des recherches biologiques, neuroscientifiques, psychologiques, linguistiques,
et informatiques, à la fois pour proposer des modèles théoriques pour décrire les processus
cognitifs (ce qui en anglais porte le nom de theory of mind), et pour développer des systèmes
physiques capables d’implémenter et d’employer ces modèles théoriques.

Dans ce cadre d’étude, la démarche scientifique y participe en explorant la réalité et en créant
des objets abstraits (concepts, modèles, formalismes, etc.) qui pourraient décrire au mieux la
structure de connexion entre certains objets de la réalité. Cette entreprise vise à valider à la fois
la cohérence interne de cette méta réalité qu’elle conçoit, et sa corrélation avec l’expérience de
réalité qu’elle observe.

1



Chapitre 1. Introduction

« Like everything metaphysical the harmony between thought and reality is to be found
in the grammar of the language. » (L. Wittgenstein, Philosophical Investigations)

Si chaque connaissance fait preuve de son caractère relatif (subjectif), le même caractère
demeure quand il s’agit de fonder une théorie de la connaissance.

« All testing, all confirmation and disconfirmation of a hypothesis takes place already
within a system. And this system is not a more or less arbitrary and doubtful point
of departure for all our arguments ; nor it belongs to the essence of what we call an
argument. The system is not so much the point of departure, as the element in which
our arguments have their life. » (L. Wittgenstein, On Certainty)

Ainsi, nous pouvons affirmer que le cœur de tout système théorique repose sur une vision
ontologique de la réalité. Peut-être plus que dans beaucoup d’autres disciplines, dans le cas
des sciences cognitives, les débats philosophiques formulent non seulement les hypothèses des
systèmes théoriques, mais sillonnent également les visions et les approches de recherche. Loin
d’être conçue comme un « simple instrument de calcul », l’informatique elle-même est apparue
comme résultat d’un tel débat philosophique.

1.2 De l’épistémologie à l’informatique

Depuis les temps les plus anciens de l’histoire de la pensée humaine, les philosophes ont
vivement confronté leurs visions épistémologiques, c’est-à-dire leurs visions concernant la nature
et les frontières de la connaissance. Dans un ouvrage de référence de la philosophie, Critique
de la raison pure, I. Kant argumente l’impossibilité de connâıtre la réalité en tant que telle,
c’est-à-dire au-delà de nos moyens et modèles (perceptifs ou cognitifs) relatifs aux phénomènes
du réel. G. Deleuze, résume l’idée de cette critique kantienne, par la phrase suivante :

« Nous reconnaissons les choses, nous ne les connaissons pas. » (G. Deleuze, Proust
et les signes)

Cette vision délimite ainsi la réalité de la connaissance, et met en cause l’objectivité absolue
de cette dernière. Comme conséquence de cet argument, au cours des années, le discours épisté-
mologique s’est redirigé vers la problématique de l’acquisition et du traitement de l’information
pour créer et opérer avec des connaissances.

Sous un aspect formel, le noyau de ce thème inclut un fameux problème étudié par Leibniz,
et connu sous le nom allemand Entscheidungsproblem. En résumé, ce problème cherche à trou-
ver une description logique (c’est-à-dire un algorithme) capable de décider si une affirmation
quelconque (donc une connaissance), décrite dans un langage formel, est vraie ou fausse.

S’attelant à ce problème, K. Gödel montre qu’un système axiomatique cohérent du point
de vue de la logique classique, capable d’exprimer les principes arithmétiques élémentaires, est
incapable de valider toutes les affirmations concernant l’arithmétique des nombres naturels. De
plus, si un tel système est capable de valider certaines propositions logiques, il devient impossible
de prouver sa propre cohérence logique. Ces théorèmes de Gödel sur la non décidabilité de
certaines affirmations logiques mettent en évidence les limites non seulement de la connaissance,
mais aussi de la méthode scientifique même (la réfutation d’un théorème par une approche
inductive).

Intéressés par un autre problème mathématique, celui de la calculabilité d’une valeur nu-
mérique d’une fonction, A. Church [20], et A. Turing [117] conçoivent indépendamment deux
systèmes de manipulation de symboles, respectant les principes arithmétiques élémentaires. Uti-
lisant chacun son propre formalisme, les deux chercheurs montrent que ce problème se réduit au
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Entscheidungsproblem ci-dessus mentionné. Dans les deux cas, les auteurs confirment les résul-
tats de Gödel : il est impossible de construire un mécanisme capable de décider la valeur de vérité
de n’importe quelle affirmation logique. Malgré cette conclusion déconcertante, les résultats de
Church et Turing posent les bases d’une toute nouvelle discipline, c’est-à-dire celle du traite-
ment de l’information, ou plus brièvement, l’informatique. Les formalismes développés par les
deux auteurs, portant aujourd’hui respectivement les noms de λ−calcul et machine de Turing,
représentent les deux principaux formalismes implémentés par les modèles et les architectures
de calcul utilisés à présent dans le traitement de l’information.

Si les démarches de ces pionniers de l’informatique exhibent le caractère limitatif de la
connaissance, l’informatique s’est imposée comme discipline pour sa capacité de fournir un moyen
pratique d’explorer et de créer l’univers de la connaissance. Au début, elle a été utilisée comme
routine automatique de réfutation logique. Ensuite, elle est devenue un outil capable de simuler
différents aspects d’un modèle théorique, afin d’explorer les conséquences de son fonctionnement
dans un certain contexte. Enfin, plus récemment, l’informatique est devenue un instrument de
création de connaissance. Bien que les sciences cognitives utilisent l’informatique sous tous les
trois aspects mentionnés ici, son apport principal est celui d’outil de création de connaissance.
Actuellement, les différentes approches informatiques de ce domaine visent avec prédilection la
conception des modèles de traitement d’information, matérialisées sous la forme des solutions lo-
gicielles ou robotiques autonomes et adaptatives, capables de s’atteler aux problèmes complexes
de la connaissance.

1.3 Visions et approches générales de recherche

Si la connaissance, telle que nous l’avons présentée, représente un processus de création de
liaisons entre les objets d’une réalité, elle pourrait laisser entendre le fait que l’homme, en tant
que créateur de connaissance, est uniquement une entité de traitement d’information. Au premier
regard, ce concept de dichotomie de la réalité (concept ayant une forte influence dans l’histoire de
la pensée humaine) pourrait être considéré naturel et même désirable dans le cadre d’une analyse
théorique (afin de pouvoir bien définir les limites des objets de la réalité et opérer proprement
avec ces objets). Cependant, les conséquences de cette vision générale dualiste du monde, prise
comme hypothèse initiale pour expliquer de nombreux phénomènes, sont visibles non seulement
dans l’évolution des approches scientifiques et des discours philosophiques (voir par exemple les
séparations : masse - énergie, organique - inorganique, corps - esprit, etc.) mais aussi, sur un plan
global, dans la séparation de l’homme de son environnement et son effet dévastateur envers la
biosphère. Dans beaucoup de cas, cette hypothèse s’est rendue fallacieuse, et elle est aujourd’hui
très critiquée au milieu des débats philosophiques (voir le dualisme cartésien).

L’apparition des machines de calcul et de l’informatique comme discipline d’étude du trai-
tement de l’information a permis le développement des modèles théoriques fondés sur cette
hypothèse (c’est-à-dire celle qui considère la connaissance exclusivement comme processus de
traitement de l’information, entièrement dissocié de la réalité extérieure). Grâce aux pionniers
de l’informatique, comme A. Turing, J. McCarthy ou M. Minksy, cette hypothèse a pu être
implantée sous la forme des systèmes formels de manipulation de symboles. Cette entreprise
est devenue une des premières tentatives de s’atteler à la problématique des processus cogni-
tifs, et elle est devenue l’approche fondatrice du domaine général de recherche de l’Intelligence
Artificielle.

En lignes générales, cette approche, connue sous le nom anglais de computational theory of
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Fig. 1.1 – L’image du « canard-lapin » de J. Jastrow, utilisée par Wittgenstein
dans Philosophical Investigations pour analyser le concept de l’ambigüıté.

mind 1, considère que tout processus cognitif peut s’exprimer sous la forme d’un calcul, c’est-
à-dire par une châıne d’opérations élémentaires effectuées sur un ensemble (fini) de symboles.
Appliquée dans le cadre du système logique du premier ordre, elle est devenue ce qu’on appelle
aujourd’hui l’approche symbolique.

Malgré ses avantages, cette approche s’est vue assez rapidement limitée dans son but de
décrire la nature intrinsèque des processus cognitifs. Le cadre formel assuré par cette approche
computationnelle ne réussit pas à expliquer par exemple l’ambigüıté issue d’un traitement cog-
nitif. L’ambigüıté est une preuve de la subjectivité de l’acte de connaissance, or le traitement
formel symbolique se veut non ambigu. Ce paradigme de calcul tient fort à implémenter un
traitement déterministe : à partir d’une même entrée (information), on souhaite arriver tou-
jours à une même sortie (connaissance). Un des avantages de ce paradigme de calcul (traitement
basé sur une châıne inductive d’opérations) est que chaque résultat (intermédiaire ou final) peut
être analysé, validé ou réfuté dans un cadre logique formel. Cependant, appliqué à l’analyse des
images (en particulier au domaine de reconnaissance faciale), ce paradigme échoue à fournir une
solution robuste pour le processus cognitif de reconnaissance visuelle. Appliquer la même châıne
d’opérations à une forme quelque peu changée ou déformée d’une image conduit souvent à un
résultat différent, ce qui peut se traduire par une incapacité à reconnâıtre l’image initiale. De
plus, dans ce paradigme, il est impossible que la même image puisse signifier une fois une chose
et une autre fois une autre chose. Ainsi, ce paradigme ne réussit pas à expliquer l’ambigüıté
(la bistabilité) d’une image telle que celle du « canard-lapin » (voir la figure 1.1). L’image est
reprise par Kihlstrom dans [71] pour illustrer le fait que la perception n’est pas le produit exclusif
d’un stimulus, mais celui d’une activité mentale. Comme nous pouvons le constater, bien que
l’information initiale (le flot perceptif) reste inchangée, elle peut engendrer des résultats (des
connaissances) différents.

Les débats sur l’invariance ou la multistabilité d’un processus cognitif, mais aussi sur la
manière d’intégrer les composantes élémentaires du flot perceptif dans la connaissance (binding
problem), représentent des sujets centraux de l’étude de la psychologie Gestalt. Même si cette
théorie est plutôt une analyse phénoménologique de la nature des processus cognitifs, elle met
en évidence la nature émergente de ces processus, c’est-à-dire la création de nouveaux objets
mentaux à partir des opérations et interactions élémentaires avec la réalité.

Dans ce contexte, l’approche symbolique laisse entendre que, au cours du traitement de

1Dans la suite de ce document, pour faciliter la communication, nous allons utiliser l’anglicisme computation-

nelle pour faire référence à cette théorie.
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l’information, certains modules de traitement réalisent une interprétation de l’information, afin
de résoudre l’ambigüıté. Cependant, cet argument ne fait que déplacer le probl̀eme d’élucider
l’ambigüıté d’une information à une étape ultérieure que celle initiale (par exemple celle percep-
tive). Pour son analogie avec l’image induite vis-à-vis du processus mental humain, cet argument
fallacieux a été nommé l’argument de l’homuncule.

Comme alternative à cette approche symbolique, plusieurs chercheurs ont proposé une nou-
velle approche computationnelle, fondée sur l’hypothèse que tout processus cognitif est le résultat
émergent d’une multitude d’interactions entre différentes entités élémentaires de traitement d’in-
formation. À présent, cette approche, initiée par les travaux de F. Rosenblatt, D. E. Rumelhart
ou J. J. Hopfield sur les réseaux neuronaux, porte le nom de sub-symbolique ou connexion-
niste. L’aspect qui distingue essentiellement cette approche de celle symbolique réside dans la
dynamique du traitement de l’information : le flot de ce traitement n’est pas unidirectionnel
ou hiérarchisé, les entités de traitement s’influençant souvent réciproquement (directement ou
indirectement), via leurs connexions.

Les résultats expérimentaux et théoriques des recherches neurophysiologiques concernant
l’anatomie et le fonctionnement des systèmes nerveux ont trouvé rapidement leur écho dans ce
paradigme de traitement de l’information. Cette forme du paradigme computationnel connexion-
niste, qui intègre ou modélise certains aspects de ces résultats, définit ce qu’on appelle aujourd’hui
le domaine des neurosciences computationnelles.

Bien qu’il étende la portée de la modélisation computationnelle des processus cognitifs, ce
paradigme ne réussit pas, par lui-même, à aborder l’aspect relationnel dynamique de l’acte de
connaissance, c’est-à-dire l’interaction sujet−réalité : l’action effectuée par un sujet pour saisir
et traiter le flot d’information. Or, comme l’affirme A. Berthoz, la perception − l’étape initiale
même d’un processus cognitif − sous-entend un processus actif :

« La perception n’est pas seulement une interprétation des messages sensoriels : elle
est contrainte par l’action, elle est simulation interne de l’action, elle est jugement et
prise de décision, elle est anticipation des conséquences de l’action. » (A. Berthoz,
Le Sens du Mouvement)

Ainsi, tout processus cognitif dépend d’une interaction permanente avec l’environnement,
et sous-entend une perspective (un positionnement pré-cognitif) du sujet. Cet aspect de « la
perception [comme] une sélection active » (A. Berthoz) avait été exprimé à l’égard du niveau
phénoménologique de l’action par le philosophe M. Merleau-Ponty, qui déclarait : « la vision est
palpation par le regard ». De cette perspective, le processus cognitif est un processus incarné et
relationnel. Cette vision a conduit des chercheurs comme T. van Gelder ou I. Harvey à affirmer
que les processus cognitifs ont une nature intrinsèquement dynamique, plutôt qu’une nature
purement computationnelle [120, 56].

« In this vision, the cognitive system is not just the encapsulated brain ; rather, since
the nervous system, body, and environment are all constantly changing and simulta-
neously influencing each other, the true cognitive system is a single unified system
embracing all three. The cognitive system does not interact with the body and the
external world by means of the occasional static symbolic inputs and outputs ; ra-
ther, interaction between the inner and the outer is best thought of as a matter of
coupling, such that both sets of processes continually influencing each other’s direc-
tion of change. At the level at which the mechanisms are best described, cognitive
processing is not sequential and cyclic, for all aspects of the cognitive system are
undergoing change all the time. Any sequential character in cognitive performance
is the high-level, overall trajectory of change in a system whose rules of evolution

5



Chapitre 1. Introduction

specify not sequential change but rather simultaneous mutual coevolution. » (T. van
Gelder, What Might Cognition Be, If Not Computation ?)

Comme T. van Gelder l’affirme dans [120], un des défis majeurs des processus cognitifs
concerne la manière dont ils traitent l’aspect temporel de l’interaction entre le sujet et l’environ-
nement. Si le paradigme computationnel symbolique offre comme possibles outils de modélisation
le traitement séquentiel, modulaire ou hiérarchisé de représentations symboliques, il ne réussit
pas à saisir proprement les notions de la durée ou du rythme, intrinsèquement liées à la nature
temporelle d’un processus cognitif. Cet argument mène T. van Gelder à affirmer alors que le
processus cognitif est le résultat émergent du fonctionnement d’un système dynamique.

Néanmoins, le paradigme computationnel connexionniste est un cas particulier de système
dynamique. Si on considère que chacune des entités élémentaires implémente la dynamique d’un
processus, l’interaction de l’ensemble de ces entités forme un système dynamique complexe.
Notons que dans ce contexte, l’échange informationnel entre deux entités n’a plus une nature
purement symbolique, mais plutôt une nature numérique (quantitative). Remarquons également
que ce paradigme n’a plus besoin de faire recours à l’argument de l’homuncule pour expliquer
la procédure du traitement de l’information. Le résultat d’un système implémentant ce para-
digme d’information n’est pas une représentation symbolique d’un flot d’information, mais l’effet
émergent des interactions entre les entités élémentaires qui le composent.

Dans cette perspective, ce que nous appelons aujourd’hui esprit pourrait être considéré, pour
citer D. Siegel, comme étant un « processus relationnel incarné, qui régule le flot de l’énergie
et de l’information ». Par conséquent, l’intelligence pourrait être vue comme étant une qualité
qui caractérise la relation causale des interactions entre une entité et son environnement (y
compris l’entité elle-même). Au sens le plus large, l’intelligence est liée à la capacité d’une entité
à s’adapter à la dynamique de son environnement. Pour cette raison, le long de ce document,
toute référence aux systèmes intelligents sous-entendra la capacité de ces systèmes à interagir
avec un environnement a priori inconnu, et à s’adapter en permanence aux défis des réalités
qu’ils découvrent.

Si l’intelligence a été longtemps considérée comme uniquement un attribut du comportement
humain, on convient aujourd’hui à l’attribuer à une gamme assez large d’espèces vivantes. Notons
dans ce contexte que dans le sens le plus général, la vie est un processus dynamique résultant de
l’interaction d’une multitude de phénomènes de transfert énergétique, une forme d’organisation
de la matière capable d’échapper à l’immuabilité du minéral pour créer son propre équilibre dy-
namique. À travers le temps, l’évolution, processus intrinsèque de la vie, a permis aux organismes
vivants d’explorer le champ des possibilités décrit par les lois physiques, de développer et d’op-
timiser des mécanismes permettant d’accomplir différents types d’équilibres entre l’organisme
vivant et son environnement. Au cours de l’évolution, ces mécanismes se sont spécialisés de ma-
nière interdépendante, sous la forme d’outils d’exploration (organes de perception et d’action),
mais aussi d’outils de traitement, de régulation et de contrôle. Dans ce contexte, l’intelligence
désigne la capacité d’un organisme à s’adapter à la dynamique des interactions qu’il subit avec
l’environnement. De ce point de vue, l’intelligence ne définit pas une qualité irréductiblement liée
à la nature organique d’un sujet, se référant à la dynamique qui caractérise l’interaction d’une
entité avec le flot d’énergie et d’information. Cette vue a permis aux chercheurs du domaine de
l’intelligence artificielle d’énoncer ce que aujourd’hui on appelle la proposition de Dartmouth :

« Every aspect of learning or any other feature of intelligence can be so precisely
described that a machine can be made to simulate it. » (Dartmouth proposal, 1956)

Grâce à sa formulation pratique, cette hypothèse s’est vue adoptée rapidement par une grande
partie de la communauté scientifique, fondant ainsi la base épistémologique de la majorité des
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travaux informatiques dans le domaine de l’intelligence artificielle. Cependant, une certaine
minorité de cette communauté a contesté cette conjecture. Parmi les exposants de ce débat,
nous notons J. Searle, qui avait formulé l’argument suivant (de la chambre Chinoise) pour
combattre la proposition de Dartmouth : si une personne qui ne connâıt pas du tout la langue
chinoise, suit pas à pas une procédure de tri d’un ensemble de caractères chinois, qui garantit
la formulation des phrases correctes du point de vue syntaxique et sémantique, elle ne pourra
pas affirmer à la fin de cette procédure d’avoir compris la signification de ces phrases. Sous son
aspect fonctionnel, l’argument de J. Searle souhaite mettre en évidence la différence entre la
simulation et l’existence proprement dite de la pensée intelligente, autrement dit la différence
entre le processus de traitement de l’information et celui de compréhension de l’information.
Intituler alors un système intelligent serait-il le résultat d’une « campagne publicitaire » ou d’un
malentendu des notions sous-jacentes aux concepts de l’intelligence et de l’esprit ?

« The question of whether a computer is playing chess, or doing long division, or
translating Chinese, is like the question of whether robots can murder or airplanes
can fly – or people ; after all, the ”flight” of the Olympic long jump champion is only
an order of magnitude short of that of the chicken champion (so I’m told). These are
questions of decision, not fact ; decision as to whether to adopt a certain metaphoric
extension of common usage. » (N. Chomsky, Powers and Prospects)

Aujourd’hui, affirmer que les processus mentaux peuvent être entièrement émulés (cf. la pro-
position de Dartmouth) par d’autres systèmes physiques (des machines de calcul en particulier),
constitue l’hypothèse faible de l’intelligence artificielle, alors que la position de J. Searle de
distinguer les concepts de l’intelligence et la compréhension, définit l’hypothèse forte de l’intel-
ligence artificielle. Le sujet si la nature des processus cognitifs (chez les espèces vivantes) est
ontologiquement différente de la nature des processus cognitifs décrits par les théories actuelles
des sciences cognitives reste un aspect fondamental qui continue à être vivement débattu par les
théoriciens de ce vaste domaine de recherche, afin de décider s’il est nécessaire de continuer ce
que Wittgenstein appelait « le combat contre l’ensorcellement du langage ».

Malgré ces fondations conceptuelles, qui ne font pas l’objet d’un consensus sur le plan on-
tologique, l’informatique s’est démarquée dans le contexte des sciences cognitives en abordant
toujours un point de vue pratique. Ce point de vue, exprimé par A. Turing, un des pionniers de
cette discipline, considère que tout système artificiel dont son comportement (mis en évidence
dans un certain contexte et vis-à-vis d’une certaine problématique) est qualitativement indiscer-
nable du comportement humain, a le droit d’être considéré aussi intelligent [118]. Comme nous
pouvons le constater, cette perspective n’impose pas vraiment une définition, elle proposant
plutôt un critère d’évaluation du comportement global d’un système physique, et non pas de
son fonctionnement intrinsèque. Si ce point de vue anthropomorphique (construire des systèmes
physiques dont le comportement est similaire à celui d’une personne humaine) a conduit les cher-
cheurs à proposer le paradigme de traitement symbolique de l’information (similaire au langage
logico-mathématique développé par l’homme), grâce aux avancements des neurosciences, cette
perspective a pu se focaliser sur la manière dont le cerveau traite l’information et interagit avec
l’environnement.

Sous aspect historique, l’intelligence a évolué d’une phase d’utilisation de ressources natu-
relles, à une phase de construction et d’utilisation d’outils physiques, et enfin à une phase de
conception et d’utilisation d’outils mentaux. À l’égard de ce parcours, le temps est venu, comme
déclarait M. Pawlyn, pour que l’homme utilise les connaissances acquises « par la nature pendant
sa phase continue de recherche et du développement, effectuée depuis les derniers milliards d’an-
nées », plutôt que ses ressources brutes. Si la vision newtonienne de décortiquer les « principes
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de la nature » a été intensément appliquée pour étudier la phénoménologie de l’organisation
élémentaire de l’univers (même en abandonnant la méthode newtonienne), cette vision pourrait
guider également l’exploration des formes d’organisation plus complexes de la matière du même
univers, afin de comprendre le microcosme dans lequel nous vivons ou que nous-mêmes sommes.

Notre approche de recherche s’inscrit dans cette démarche générale de s’inspirer des solu-
tions biologiques développées par la nature au cours de l’́evolution, pour concevoir des modèles
informatiques de traitement d’information et d’interaction avec un environnement, modèles qui
soient capables d’explorer et de s’adapter en permanence à une réalité a priori inconnue.

En particulier, la source principale d’inspiration pour nos recherches est constituée par la
structure corticale. Les arguments qui nous ont conduit à focaliser notre intérêt de recherche
et de modélisation sur cette structure cérébrale reposent principalement sur le rôle déterminant
du cortex dans l’activité des processus cognitifs, ainsi que son caractère structurel générique au
niveau anatomique et fonctionnel.

Cependant, comme nous allons l’examiner dans le chapitre suivant, déceler les mécanismes
neurophysiologiques qui régissent au niveau cortical constitue un défi majeur pour les recherches
neuroscientifiques actuelles. Du point de vue de la démarche informatique, notre premier objectif
de recherche vise à examiner les résultats expérimentaux accumulés par la littérature du domaine
et mettre en évidence les principes fonctionnels de nature corticale qui pourraient servir à l’im-
plantation des systèmes artificiels de traitement d’information. Ensuite, nos travaux s’appuient
sur le processus cortical d’auto-organisation, processus intrinsèque au fonctionnement cortical,
responsable pour l’émergence et l’organisation de différentes cartes corticales.

Si les études expérimentales indiquent une forte influence de ce processus d’organisation corti-
cale dans le traitement d’information de nature uni- et multi- modale, les mécanismes neuronaux
sous-jacents qui le définissent restent largement inconnus.

Par conséquent, le deuxième objectif visé par notre recherche concerne la conception d’un
modèle de calcul neuronal capable d’exhiber des propriétés similaires aux propriétés qui caracté-
risent la structure corticale, et notamment le processus d’auto-organisation de nature corticale.
Étant placée dans un contexte informatique, nous notons que notre démarche de modélisation ne
suit pas comme condition nécessaire l’argument de plausibilité biologique, son but étant plutôt
celui de s’inspirer des résultats neuroscientifiques présents pour intégrer certaines caractéris-
tiques et principes de fonctionnement cortical dans un cadre formel étendu de calcul neuronal.
À cet égard, l’approche que nous proposons ici décrit le travail de conception d’un modèle de
traitement générique, distribué et évolutif de l’information, modèle qui pourrait être utilisé en-
suite pour le développement des applications logicielles, ainsi que des systèmes informatiques
situés.

Notre démarche de modélisation repose sur le formalisme des champs neuronaux dynamiques,
un paradigme connexionniste et dynamique de modélisation neuronale de l’activité corticale qui
a été appliqué avec beaucoup de succès dans la modélisation d’une multitude de mécanismes et
de processus de nature corticale. Cependant, comme nous allons le constater, l’utilisation de ce
paradigme dans le contexte de modélisation que nous avons décrit ici pose un défi supplémentaire
et formule un nouvel objectif pour nos travaux : trouver un modèle de champ approprié pour
l’implantation pratique du modèle de calcul neuronal conçu pour décrire le processus d’auto-
organisation.

Pour conclure, ce mémoire décrit une approche de conception computationnelle, connexion-
niste et dynamique, qui vise à modéliser le processus d’auto-organisation corticale, un processus
essentiel dans le traitement neuronal de l’information au niveau cortical. La section suivante ré-
sume le parcours des travaux effectués pour accomplir les objectifs de recherche décrits ci-dessus.
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1.4 Itinéraire de recherche en résumé

Si les débats vis-à-vis des limites théoriques des approches que nous avons présentées ci-
dessus (computationnelle en général et dynamique en particulier) pour expliquer la nature des
processus cognitifs sont loin de diminuer en portée ou intensité, les limites pratiques de ces
approches sont aussi loin d’avoir été atteintes. Les résultats des recherches effectuées dans ce
cadre théorique peuvent être utilisés dans le développement des systèmes situés et des solutions
logicielles plus adaptés à un spectre de problèmes plus large. Par conséquent, nous considérons
que les bases théoriques des paradigmes exposés ici méritent d’être explorées en profondeur. Nos
travaux de recherche, présentés dans ce mémoire, décrivent une telle entreprise.

Comme nous l’avons précisé dans le paragraphe 1.3, notre contexte général de recherche
concerne la conception des modèles computationnels bio-inspirés, capables de participer au dé-
veloppement des solutions logicielles ou robotiques, adaptatives et autonomes. L’objectif par-
ticulier que nous visons dans ce contexte se réfère à la modélisation des processus corticaux
d’auto-organisation. Les problématiques sous-jacentes à ce sujet sont abordées dans ce mémoire
comme suit.

Dans le deuxième chapitre, nous présentons les éléments fondamentaux concernant la struc-
ture et le fonctionnement du tissu cortical, structure cérébrale qui constitue pour nos démarches
de modélisation la source principale d’inspiration biologique. Ensuite, nous présentons un en-
semble d’outils théoriques, développés dans le cadre des paradigmes connexionnistes et dyna-
miques de l’approche computationnelle de modélisation des processus neuronaux. Basés à la fois
sur ces résultats expérimentaux et théoriques, nous mettons en évidence un certain nombre de
principes de modélisation neuronale, compatibles avec le fonctionnement cortical. Au final de ce
chapitre nous proposons une architecture neuronale d’auto-organisation, inspirée du traitement
cortical de l’information, et respectant les principes généraux énoncés.

Afin d’implémenter cette architecture dans le cadre d’un paradigme connexionniste et dy-
namique, dans le troisième chapitre nous présentons un formalisme général de calcul neuronal
dynamique, conçu pour modéliser l’activité corticale observée au niveau mésoscopique. Les dif-
férents modèles de référence de ce formalisme général de modélisation corticale, appelé modèle
des champs neuronaux dynamiques, sont analysés dans ce chapitre, mettant en évidence les
caractéristiques structurales et comportementales de chacun de ces modèles.

Les notions théoriques présentées dans le troisième chapitre nous permettent d’analyser dans
le chapitre suivant comment le modèle des champs neuronaux peut être utilisé pour concevoir
des architectures neuronales capables de modéliser différents aspects de processus cognitifs élé-
mentaires, comme l’attention, la décision, la planification des actions, etc. Le spectre varié de
ces applications nous aide à examiner différentes approches qui pourraient être utilisées dans
notre propre démarche de modélisation.

Ainsi, dans le cinquième chapitre, nous présentons un cadre étendu d’analyse du compor-
tement dynamique des modèles de champs neuronaux, examinant la capacité des modèles de
référence à être utilisés dans certains contextes applicatifs. Cette démarche se concrétise dans la
proposition d’une plate-forme empirique d’analyse dynamique de ces modèles neuronaux, et est
utilisée pour implémenter une procédure d’ajustement de paramètres d’un modèle quelconque de
champ, pour améliorer son comportement dynamique vis-à-vis d’un contexte applicatif donné.
Les conclusions de notre analyse sur la capacité des champs classiques à implémenter l’archi-
tecture neuronale d’inspiration corticale que nous avons introduite dans le deuxième chapitre
nous conduisent à considérer la conception d’un nouveau modèle de champ neuronal, capable
d’accomplir l’objectif que nous nous sommes établi.

Ainsi, dans le sixième chapitre, nous proposons un nouveau formalisme de type champ neu-
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Chapitre 1. Introduction

ronal, inspiré des modèles classiques de champs neuronaux, mais introduisant un mécanisme
neuronal de régulation locale, appelé mécanisme de rétro-inhibiton. Dans ce chapitre, nous dé-
taillons notre démarche de modélisation, examinant ensuite les performances du nouveau modèle
dans les scénarios d’auto-organisation. Comme nous allons le constater dans ce chapitre, les ré-
sultats de cette analyse nous confirment la capacité de ce nouveau modèle à implémenter avec
succès l’architecture neuronale d’auto-organisation proposée au début de ce mémoire.

Enfin, dans le dernier chapitre, nous résumons les résultats théoriques obtenus à travers
notre démarche de recherche, mettant en évidence également les perspectives de ces travaux de
modélisation neuronale d’inspiration corticale.
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Chapitre 2

Processus et principes de calcul
corticaux

Dans l’introduction de ce mémoire, nous avons évoqué les objectifs généraux de recherche
visés par les sciences cognitives. Dans ce contexte, nous avons situé l’informatique comme étant
à la fois un outil utilisé pour faciliter l’analyse des données expérimentales, et un support utilisé
pour développer des solutions caractérisées par un grand degré d’autonomie et une grande capa-
cité d’adaptation. Nous avons convenu de désigner de tels systèmes de traitement d’information
comme intelligents. Dans notre contexte de recherche, nous sommes intéressé par ce deuxième
axe de recherche, ce qui constitue le spectre d’étude de l’intelligence artificielle.

Parmi la multitude d’approches présentées dans le chapitre précédent, notre thèse se focalise
sur la conception de systèmes de traitement d’information de type neuronal connexionniste, abor-
dant une approche à la fois computationnelle et dynamique. Dans cette démarche scientifique,
les connaissances mises en évidence par les neurosciences, concernant les processus neuronaux
de nature corticale, constituent notre principale source d’inspiration.

Ce chapitre commence par présenter un résumé des faits expérimentaux, des hypothèses
théoriques, et des modèles formels concernant l’anatomie et le fonctionnement de la structure
corticale. Extrait de ces découvertes, un nombre de principes fonctionnels du traitement d’in-
formation sont énoncés, ceux-ci imposant pour la suite les lignes directrices pour la conception
de nos propres modèles neuronaux théoriques. Ensuite, l’apprentissage au niveau neuronal est
mis en évidence comme étant un processus déterminant dans le développement des capacités
comportementales d’adaptation d’un système neuronal, pris dans l’ensemble de ces processus
de traitement d’information. Les principaux types d’apprentissage neuronal sont énumérés et
décrits en lignes générales. Certaines approches théoriques de modélisation de ceux-ci sont en-
suite passées en revue. Dans ce contexte, nous évoquons notre intérêt pour la conception d’un
mécanisme neuronal général, capable d’émuler le processus d’auto-organisation corticale.

Dans la dernière section du chapitre, une architecture de calcul générique d’inspiration corti-
cale est proposée. Sa conception permet une description formelle unifiée, ainsi que la comparai-
son de plusieurs modèles d’apprentissage neuronal. Au final, les processus d’auto-organisation de
nature corticale sont décrits avec cette architecture. Prenant en compte dans l’implantation de
cette architecture des principes fonctionnels de calcul neuronal énumérés précédemment, nous
pouvons reformuler l’objectif de nos recherches dans un langage computationnel et dynamique.
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Chapitre 2. Processus et principes de calcul corticaux

2.1 Propriétés physiologiques et fonctionnelles du cortex

Le cerveau est généralement considéré comme étant la source génératrice du comportement
intelligent chez les organismes vivants évolués. Toutefois, l’intelligence n’est pas une caracté-
ristique réservée exclusivement aux espèces disposant d’un cerveau. Les plantes, les micro-
organismes, ou même les molécules individuelles 2 seraient capables de manifester un tel compor-
tement. En outre, nous pouvons constater souvent que le simple fait de disposer d’un cerveau ne
garantit pas l’engendrement d’un comportement intelligent. Nous pourrions nous demander ainsi
pourquoi essayer de concevoir des systèmes artificiels intelligents, basés sur les principes fonc-
tionnels cérébraux, alors que les connaissances scientifiques actuelles sur le fonctionnement du
cerveau restent largement incomplètes ? À part les raisons (et les désirs) anthropomorphiques,
souvent manifestées dans les activités créatrices humaines (culturelles ou scientifiques), nous
pouvons énumérer d’autres arguments. Ainsi, en poursuivant une démarche constructiviste du
cerveau (construire pour comprendre), nous serions capable de valider et d’enrichir les connais-
sances sur son mode de fonctionnement. Du point de vue épistémologique, ceci suivrait également
la devise socratique de la connaissance de soi. Un autre argument, d’ordre pragmatique, se ré-
fère au fait que le développement évolutif du cerveau est en directe corrélation avec les capacités
adaptatives des espèces : plus le cerveau est développé, plus l’espèce qui le possède est capable
d’adapter son comportement, face aux divers facteurs externes. La série des arguments peut
bien sûr s’élargir, mais nous considérons les aspects exprimés ici suffisamment pertinents pour
accorder attention à ce type d’approche scientifique. Bien que cette démarche ne vise pas à
reconstruire le cerveau en le simulant en laboratoire (le projet ambitieux Blue Brain [78] ayant
toutefois exactement ce but), elle propose une piste de recherche, en s’inspirant des solutions que
la nature a conçues et a validées au cours de l’évolution. De ce point de vue, la source principale
d’inspiration dans notre travail de recherche a été le cortex cérébral.

Le cortex cérébral est un tissu neuronal multi-couches (six couches chez l’homme), couvrant
la surface extérieure des hémisphères cérébraux. Chez l’homme, le tissu cortical a une épais-
seur variant entre 3 et 4 mm, une superficie d’environ 2600 cm2, un nombre approximatif de
28 × 109 neurones (d’un total estimé de 1011 neurones dans le cerveau humain), et un nombre
de connexions synaptiques d’environ 1012 (d’un total estimé à 1014 synapses dans le cerveau hu-
main) [87]. Du point de vue évolutif, le cortex cérébral est une des structures anatomiques les plus
récentes apparues en cours de l’évolution ; elle n’est mise en évidence que chez les mammifères.

Regardant ces aspects, l’on pourrait nous demander les raisons pour lesquelles nous avons
choisi directement le cortex comme source d’inspiration pour nos travaux, sans avoir pris en
compte les mécanismes cérébraux « primaires » (c’est-à-dire les mécanismes cérébraux fonda-
mentaux, communs à toutes les espèces possédant un cerveau). On pourrait également nous
accuser de vouloir doter, à tout prix, nos modèles théoriques de traitement d’information de cer-
taines « caractéristiques anthropomorphiques ». Par conséquent, on pourrait nous recommander
de commencer nos investigations scientifiques avec les mécanismes cérébraux des espèces moins
évoluées, qui seraient plus faciles à comprendre et à modéliser théoriquement. Face à ces re-
commandations pertinentes, nous mentionnons que ces sources d’inspiration font déjà l’objet
d’une multitude de recherches expérimentales et théoriques. Dans ce contexte, nous notons par

2Par exemple, Lagzi et al. ont montré dans [74] comment la chimiotaxie des molécules peut être utilisée pour
trouver la solution d’un labyrinthe. Dans leur expérience, les parois du labyrinthe sont couverts par une substance
chimique (les endroits différents du labyrinthe ont des valeurs différentes de pH, et l’endroit avec le pH minimum
désigne la sortie du labyrinthe). En contact avec ces parois, une molécule d’une autre nature chimique placée dans
le labyrinthe se déplace vers l’endroit ayant le pH minimum. Selon les résultats expérimentaux, les déplacements
effectués par ce type de molécules sont souvent (quasi) optimaux.
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2.1. Propriétés physiologiques et fonctionnelles du cortex

exemple les résultats expérimentaux concernant l’étude du système nerveux du nématode Cae-
norhabditis elegans. Grâce à ces travaux, il a été récemment montré que le système nerveux chez
les individus de cette espèce comprend précisément 302 neurones [73]. En outre, toutes leurs
connexions synaptiques ont pu être cartographiées [122]. Toutefois, si ces résultats permettent
de comprendre, par exemple, la coordination motrice nécessaire pour effectuer un déplacement
dans l’environnement [108], ils ne peuvent pas directement nous fournir des explications sur
les aspects cognitifs du comportement chez les espèces plus évoluées. Comme nous allons le dé-
tailler dans la suite, plusieurs caractéristiques fonctionnelles, propres à la structure corticale, ont
conduit les chercheurs à lui attribuer un rôle fondamental dans la génération et la dynamique
du comportement intelligent. Ces aspects constituent pour nos recherches un point de départ
essentiel.

De nombreuses études ont mis en évidence le rôle déterminant du cortex cérébral dans le trai-
tement de l’information visuelle [66], auditive [9], olfactive [126], tactile ou sensorimotrice, dans
la représentation et la planification des actions [16], ainsi que dans la génération du langage [45]
ou de la conscience [31]. Si cette multitude de processus mentaux dans lesquels le cortex est im-
pliqué a constitué une des principales motivations pour la poursuite d’une recherche approfondie
sur son fonctionnement, elle a constitué également une source d’inspiration pour la conception
des modèles de traitement d’information.

2.1.1 Ségrégation anatomique du traitement cortical

Les expériences neurophysiologiques ont montré que, pendant la première période de la vie
(chez l’homme, les premières années après la naissance), le cortex cérébral subit des transfor-
mations fonctionnelles importantes, résultant de l’expérience perçue par l’individu dans son
interaction avec l’environnement extérieur. Ainsi, le cortex subit un processus de spécialisation
fonctionnelle, formant différentes aires locales de traitement d’information. Selon la spécificité
de l’information traitée, différentes aires corticales ont été mises en évidence et classifiées par
Brodmann (voir sur la figure 2.1 certaines aires fonctionnelles du cortex). Comment une struc-
ture anatomique quasi homogène dans toute sa surface réussit à rendre possible un tel processus
de spécialisation fonctionnelle reste un sujet d’intenses recherches. Toutefois, d’un point de vue
informatique, cette propriété constitue une importante source d’inspiration. Nous pouvons pos-
tuler l’existence d’un mécanisme intrinsèque, de nature cortical, responsable d’un traitement
générique d’information. Mettre en évidence, comprendre et modéliser différents aspects de ce
mécanisme, représente une problématique de recherche partagée par la physiologie, les neuros-
ciences et l’informatique, problématique que nous nous approprions également.

2.1.2 Plasticité corticale

On pourrait considérer comme hypothèse que le processus de spécialisation corticale est
encodé génétiquement, et ce que nous observons après la naissance est exclusivement le dé-
roulement ontogénique de cet encodage. Toutefois, l’encodage génétique de toute l’information
nécessaire pour « retenir » la topologie des connexions neuronales, donnée par les 1012 synapses
estimées dans la structure corticale humaine, dépasserait toute la capacité informationnelle de
codage du génome. Il serait donc plus plausible à considérer que le code génétique ne contient
qu’une série limitée « d’instructions générales », nécessaires pour ce processus. En effet, l’envi-
ronnement et l’expérience ressentie par l’individu influencent en grande partie le processus de
ségrégation (spécialisation) corticale. Par exemple, Hubel décrit dans [64] plusieurs expériences
neurophysiologiques qui montrent les différences significatives entre la connectivité neuronale du
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Chapitre 2. Processus et principes de calcul corticaux

Fig. 2.1 – Les régions occupées par différentes aires Brodmann du cortex cérébral
humain. Par exemple, les aires 1, 2 et 3 définissent le cortex primaire somatosen-
soriel, responsable pour le traitement des perceptions liées au sens tactile ; l’aire 4
représente le cortex moteur primaire, impliqué dans le traitement du mouvement
des muscles et des articulations ; les aires Brodmann 17 (appelée aussi V1, ou cor-
tex visuel primaire), 18 (appelée aussi V2, ou cortex visuel secondaire), 19 (appelée
aussi V3, ou cortex visuel associatif) abritent les premières étapes du traitement
de l’information visuelle ; les aires 44 et 45 définissent ensemble l’aire de Broca,
responsable pour une partie importante du traitement du langage parlé, etc. Image
extraite du site web The Brain From Top to Down (http://thebrain.mcgill.ca).

cortex visuel primaire chez les chatons ou les macaques nouveau-nés, qui ont eu un de leurs yeux
suturé après la naissance (ou leurs stimuli visuels altérés), par rapport aux individus suivant
un développement neuronal normal. Ces résultats montrent que la structure corticale n’est pas
déterminée entièrement génétiquement (ou « câblée ») pour un individu, elle est plutôt modelée
par plusieurs facteurs externes. D’autres expériences ont également montré que ce processus de
spécialisation, loin de s’arrêter peu après la naissance, continue d’opérer pendant toute la vie de
l’individu. Ainsi, des études comme [33, 107, 44, 96] ont montré une réorganisation assez rapide
du cortex, en cas de lésions cérébrales, ou après un changement significatif subi par l’individu
au niveau perceptif (par exemple suite à l’amputation d’un membre ou suite à un entrâınement
soutenu pour mieux discriminer les sources et les qualia des perceptions). Est également bien
connu le fait que, par rapport aux autres personnes, les personnes aveugles « recrutent » certaines
parties des aires corticales du traitement visuel pour les utiliser pour des traitements perceptifs
d’une autre nature (par exemple sensorimotrice, auditive, olfactive etc.) [34]. Cette propriété
remarquable du cortex, à la fois de se spécialiser sous aspect fonctionnel et de se réadapter aux
changements signalés via des sources extra-corticales, définit la plasticité corticale. Du point de
vue informatique, elle soulève une fois de plus l’intérêt pour la modélisation d’un mécanisme
générique et adaptatif de traitement d’information.

La plasticité corticale se traduit par des changements au niveau structurel ou neurophy-
siologique des connexions neuronales. Ainsi, le processus cortical de spécialisation et d’adap-
tation peut engendrer la création ou la suppression des connexions entre différents neurones,
ainsi que des changements concernant le flot des neurotransmetteurs au niveau synaptique de
ces connexions. Ce dernier type de changement, qui se réfère à l’influence manifestée par l’in-
tensité d’activation d’un neurone vis-à-vis d’autres neurones avec lesquels il est connecté, est
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généralement modélisé par les poids des connexions synaptiques. Bien évidemment, un poids de
connexion synaptique nul entre deux neurones équivaut à l’absence de connexion entre ceux-ci.
Cette abstraction permet ainsi d’inclure aussi dans la modélisation le premier aspect de la plasti-
cité corticale évoqué ci-dessus. Le processus d’adapter (en permanence) les poids des connexions
synaptiques neuronales, au cours de l’interaction de l’individu avec l’environnement perçu, porte
le nom de plasticité synaptique. Dans un cadre plus général, les changements continus au niveau
neuronal, qui conduisent à une adaptation fonctionnelle de la structure corticale, portent le nom
d’apprentissage neuronal. Différents modèles théoriques ont été proposés au cours du temps
pour décrire les mécanismes intrinsèques de l’apprentissage neuronal de nature corticale. Un
bref passage en revue de ceux-ci est présenté dans la section 2.4 de ce chapitre.

2.1.3 Cartes corticales

Afin d’explorer les bases neuronales de l’apprentissage cortical, il est nécessaire d’examiner
dans un premier temps comment les neurones répondent aux stimuli perceptifs élémentaires.
Autrement dit, il est nécessaire d’étudier la corrélation entre un stimulus et les propriétés des
champs récepteurs et des motifs d’activation des neurones. Par champ récepteur d’un neurone on
comprend la zone de l’espace dans laquelle la présence d’un stimulus peut influencer son activité.
Par exemple, le champ récepteur d’un neurone du cortex visuel primaire représente la zone du
champ visuel qui, une fois stimulée, déclenche une réponse d’activation de la part du neurone.
Grâce aux avancées technologiques, qui ont rendu possible l’enregistrement in vivo ou in vitro
des activités électriques des cellules neuronales individuelles, l’activité de différents neurones
du tissu cortical a pu être enregistrée et analysée en détail, dans plusieurs cas de stimulation
perceptive.

Dans une série de travaux expérimentaux de référence [63, 65, 66], Hubel et Wiesel ont mis en
évidence le fait que des neurones du cortex visuel primaire (l’aire Brodmann 17 ou V1) répondent
d’une manière sélective aux différents stimuli visuels. De plus, les neurones montrent une spé-
cificité d’activation selon le contexte de stimulation ou les propriétés des stimuli. Par exemple,
une première expérience met en évidence l’existence des neurones dans V1 qui répondent avec
une forte fréquence d’activation seulement quand la rétine est stimulée avec une tache lumineuse
ayant une orientation particulière. Dans une autre expérience, Hubel et Wiesel montrent que
l’activation des mêmes neurones dépend aussi de la provenance du stimulus visuel dans le champ
visuel (ainsi, certains neurones ne s’activent que si le stimulus visuel provient par exemple de
l’œil gauche). Ces neurones ne sont pas séparés spatialement, mais ils sont répartis sur toute la
surface du cortex visuel primaire. La distribution spatiale de la sélectivité des neurones corticaux,
vis-à-vis d’une certaine modalité (caractéristique ou propriété fonctionnelle) d’un stimulus, porte
le nom de carte corticale de cette modalité. Selon la modalité du stimulus, différentes cartes cor-
ticales ont été mises en évidence : carte d’orientation (voir la figure 2.2 (a)), carte de dominance
oculaire (voir la figure 2.2 (b)), carte de sélectivité de couleurs, carte de préférence de direction
du mouvement du stimulus visuel, etc. Une caractéristique supplémentaire de cette organisation
en carte corticale est le fait que la relation topologique entre deux stimuli visuels distincts, situés
dans l’espace bidimensionnel de la rétine, est conservée dans l’espace bidimensionnel du tissu
cortical. Autrement dit, deux stimuli rétiniens voisins entrâınent l’activation de neurones voi-
sins dans la structure corticale. Cette propriété de projection topographique de l’espace visuel
rétinien sur l’espace bidimensionnel cortical visuel porte le nom de rétinotopie.

Explorant horizontalement (le long de la surface corticale) les réponses d’activation des neu-
rones corticaux de la zone V1, Hubel et Wiesel remarquent que la sélectivité de ces neurones
change graduellement, et non pas d’une manière aléatoire. Comme nous pouvons l’observer dans
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a. b.

Fig. 2.2 – Cartes corticales d’auto-organisation, mises en évidence dans le cortex
visuel primaire d’un macaque. a. Carte de préférence d’orientation. Les couleurs de
la carte correspondent aux préférences de chaque neurone vis-à-vis de l’orientation
d’une barre lumineuse qui stimule son champ récepteur. Si dans leur majorité, les
neurones montrent une seule préférence d’orientation, nous remarquons néanmoins
l’existence d’ensembles de neurones (appelés en anglais pinwheel formations ou
saddle points), qui regroupent dans leur voisinage des neurones ayant tout le
spectre de préférences d’orientation visuelle (un tel exemple est marqué par le
cercle blanc sur cette figure). b. Carte de dominance oculaire. Les couleurs (blanc
ou noir) correspondent aux préférences d’activation des neurones de V1, vis-à-vis
du positionnement d’un stimulus lumineux fixe, alternativement dans le champ
visuel de l’œil gauche ou droit. La zone entièrement blanche correspond au point
aveugle, et la zone entièrement noire correspond à la périphérie du champ visuel.
Images extraites du site web http://www.scholarpedia.org/article/V isual map.

la figure 2.2 (a), la préférence d’orientation des neurones du cortex visuel primaire varie généra-
lement peu d’un neurone à l’autre, avec l’exception notable de certains groupes de neurones où,
dans le même voisinage anatomique, se trouvent des neurones ayant n’importe quelle préférence
d’orientation. En fait, c’est cette représentation ordonnée (régulière) de la sélectivité neuronale le
long de la structure corticale qui donne le caractère de carte à ce type de spécialisation corticale.

2.1.4 Colonnes corticales

D’un autre point de vue, examinant verticalement (en profondeur) le tissu cortical, Hubel
et Wiesel mettent en évidence le fait que les neurones des différentes couches corticales, qui se
projettent sur la même position de l’espace bidimensionnel du tissu cortical, maintiennent dans
leur majorité la même sélectivité (préférence) vis-à-vis du stimulus visuel actif dans leur champ
récepteur. Ainsi, cette conservation verticale de la spécialisation neuronale exhibe une organisa-
tion en colonnes corticales de ce tissu nerveux (voir la figure 2.3). Le même type d’organisation
en colonnes avait été évoquée précédemment par Mountcastle pour le cortex somatosensoriel [86],
et depuis ces recherches, elle a été confirmée également pour beaucoup d’autres aires corticales.
Aujourd’hui, ces formations portent le nom de mini-colonnes corticales, alors que l’ensemble
compact de mini-colonnes qui exhibent toutes les valeurs de préférence vis-à-vis de la même
modalité du stimulus porte le nom de hyper-colonne corticale. Selon Mountcastle [87], une mini-
colonne contient généralement 80 − 100 neurones, alors qu’une hyper-colonne contient environ
50 − 100 mini-colonnes corticales, couvrant un diamètre d’environ 500− 750 µm.

Inspirés par ces résultats expérimentaux, Hubel et Wiesel ont postulé que chaque petite zone

16



2.1. Propriétés physiologiques et fonctionnelles du cortex

Fig. 2.3 – Illustration graphique de l’organisation en colonnes du cortex visuel
primaire. Si une exploration horizontale par l’introduction d’un électrode met en
évidence une variation graduelle de la préférence d’orientation des neurones, une
exploration verticale du tissu cortical met en évidence la même préférence d’orien-
tation. Les petits cercles sur la figure gauche symbolisent l’absence de préférence
d’orientation pour les neurones de la couche IV du cortex visuel primaire. Image
extraite de [94].

du cortex visuel primaire contient les « ingrédients » élémentaires nécessaires pour le traitement
de la scène visuelle perçue par les deux rétines, qui sont ensuite utilisés par les étages corticaux
supérieurs du traitement visuel. Cette vision, illustrée schématiquement dans la figure 2.4, porte
le nom du modèle du cube de glace (en anglais ice cube model). Toutefois, suite à des recherches
plus récentes, cette vision a été écartée, le traitement cortical n’étant plus considéré comme un
« empilement hiérarchique » de plusieurs étages de traitement (ce qui en anglais est nommé
par top-down), mais plutôt comme une interaction complexe entre différentes zones corticales.
Ainsi, cette nouvelle vision considère le traitement cortical comme étant un traitement de type
bottom-up, où le rôle déterminant est attribué aux boucles de feedback entre les différentes zones
corticales [14].

Les résultats de Hubel et Wiesel ont ouvert la voie à une multitude de recherches sur le
fonctionnement cortical. L’existence des cartes corticales dans d’autres aires corticales (audi-
tives, olfactives, somatosensorielles, sensorimotrices, associative, etc.) est également confirmée
aujourd’hui [127, 96, 6]. Toutes ces cartes corticales conservent la topologie de l’espace des sti-
muli perceptifs externes et montrent une organisation sous forme de colonnes corticales. Grâce
à cette capacité du cortex à s’organiser selon différentes propriétés (modalités) du flot d’infor-
mation perceptive, les cartes corticales sont aussi appelées cartes d’auto-organisation corticale.

L’organisation verticale en colonnes corticales et l’organisation horizontale en cartes topo-
graphiques montrent un caractère générique de la spécialisation fonctionnelle de la structure
corticale. Cette remarque a conduit des chercheurs comme Mountcastle ou Burnod à considérer
l’hypothèse que les colonnes corticales représentent les unités anatomiques discrètes du « calcul
cortical » ou, autrement dit, elles sont les modules fonctionnels élémentaires du traitement de
l’information au niveau cortical [87, 16]. De cette perspective, le cortex pourrait être vu comme
un pavage bidimensionnel d’unités de « calcul neuronal élémentaire« ou, pour faire référence à
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Fig. 2.4 – Illustration graphique du modèle du cube de glace, proposé par Hubel et
Wiesel dans [64] comme modèle d’organisation du cortex visuel primaire. Ce mo-
dèle postule que chaque zone locale de V1 contient toutes les unités fonctionnelles
élémentaires du traitement cortical, illustrées ici par les colonnes de préférence
d’orientation (symbolisées sur la face droite du cube), les colonnes de dominance
oculaire (symbolisées sur la face gauche du cube), et les colonnes de préférence de
couleur (symbolisées par les petites ellipses sur la face supérieure du cube). Tou-
tefois, ce modèle ne réussi pas à expliquer l’intégration d’autres caractéristiques
corticales, et entre en contradiction avec l’influence des traitements récurrents mis
en évidence dans la structure corticale. Image extraite et adaptée de [116].

Burnod, un hypercube en six dimensions, décrit par la topologie de connexion des unités des
six couches corticales regroupées spatialement en colonnes corticales. Si cette idée séduisante
par sa simplicité a influencé considérablement les approches neuroscientifiques ultérieures (qui
visaient expliquer le fonctionnement cortical), elle s’est vue récemment remise en cause par plu-
sieurs résultats expérimentaux [62]. Horton et Adams mettent en évidence le fait que certaines
espèces ne développent jamais des cartes corticales d’orientation. Paradoxalement, chez d’autres
espèces seulement un sous-ensemble d’individus développent ce type d’organisation corticale, ou
encore plus étonnamment, seulement une partie de leur cortex exhibe cette propriété. De plus,
à ce jour, les recherches expérimentales comparant ces espèces avec les autres (présentant des
colonnes corticales) n’ont pas pu mettre en évidence une différence significative d’acuité per-
ceptive ou d’autre capacité sensorimotrice. Ces aspects ont conduit Horton et Adams à prendre
en compte la possibilité que l’organisation en colonnes du cortex puisse être un épiphénomène
cortical (c’est-à-dire qui n’est pas conçu par un processus d’adaptation). Étayée par la vue que
l’évolution est d’abord un processus permanent d’exploration du possible, et seulement ensuite
un processus d’optimisation structurale [68], on pourrait considérer que l’évolution exploitera,
au cours du temps, l’organisation en colonnes du cortex cérébral, pour lui attribuer une fonction
spécifique. Malgré ces aspects fondamentaux, mis en cause par Horton et Adams, ces auteurs
confirment néanmoins que, souvent, les neurones partageant les mêmes caractéristiques vis-à-vis
de leurs champs récepteurs sont regroupés spatialement, et les connexions entre ces groupes
neuronaux sont généralement périodiques. Ces aspects de généricité et périodicité, soulignés par
cette vision, constituent pour nos recherches inspirées du traitement cortical, deux éléments
fondamentaux pour la modélisation corticale.

Même si l’organisation en colonnes corticales et le développement de certaines cartes cor-
ticales commence dans la période prénatale et se déroule même en absence d’une expérience

18



2.2. Paradigmes de modélisation neuronale

perceptive directe entre l’environnement et l’individu [64], l’interaction directe entre ces deux
entités joue un rôle déterminant dans ce développement cortical. Ce fait indique que l’organisa-
tion fonctionnelle corticale est le résultat d’un processus d’apprentissage neuronal.

Pour s’atteler à la problématique de la modélisation des processus neuronaux en général et
corticaux en particulier, les chercheurs ont proposé au cours des années différents paradigmes et
formalismes théoriques. Comme nous l’avons affirmé dans l’introduction de ce mémoire, notre
démarche de modélisation partage une vision générale de modélisation des processus cognitifs,
basée sur les approches computationnelle, connexionniste et dynamique. Dans la suite de ce
chapitre nous décrivons d’abord les architectures générales de réseaux neuronaux, présentant
ensuite comment le fonctionnement d’un modèle neuronal peut être considéré comme un système
dynamique, capable d’engendrer un comportement dynamique émergent et d’implémenter un
traitement à la fois computationnel et dynamique de l’information. Ces éléments théoriques
fondateurs nous permettront d’introduire dans la section 2.4 une architecture neuronale capable
d’offrir une possible modélisation du processus d’auto-organisation de nature corticale.

2.2 Paradigmes de modélisation neuronale

Le paradigme connexionniste considère que le fonctionnement du système nerveux peut être
décrit par les processus émergents de l’interaction d’un ou plusieurs réseaux d’unités élémentaires
modélisant l’activité des cellules nerveuses. Dans cette vue, un modèle neuronal est souvent défini
par un triplet de type (X,u,w), où X représente l’ensemble des unités élémentaires du réseau, et
pour chaque unité x ∈ X et chaque instant de temps t, u(x, t) représente l’activité de l’unité x,
et w(x, y, t) représente la force d’interaction entre cette unité et une autre unité, y. Souvent, la
partie (ou le total) des unités {x ∈ X} qui peut recevoir le flot informationnel externe (perceptif)
à traiter définit l’entrée du modèle. Dans le même contexte de modélisation, w(x, y, t) porte le
nom de poids des connexions synaptiques.

Les aspects qui différencient les modèles neuronaux entre eux concernent à la fois : le forma-
lisme décrivant l’activité u des unités élémentaires (qui modélisent généralement l’activité des
neurones ou groupes de neurones), la topologie des connexions établies entre ces unités, et les
mécanismes qui ajustent dynamiquement les paramètres libres du modèle.

Bien qu’au niveau théorique toutes les architectures de réseaux neuronaux sont représentées
par des structures de graphes, dans la plupart des cas, ces modèles neuronaux mettent en évi-
dence une structure hiérarchique de traitement de l’information. Ainsi, pour distinguer le flot
de traitement entre les différentes entités d’un modèle neuronal, les chercheurs ont proposé une
taxonomie pour caractériser les connexions synaptiques entre les unités d’un réseau de neurones.
Une unité neuronale peut recevoir des entrées provenant d’autres zones de traitement, hiérar-
chiquement inférieures, via des connexions afférentes ou feedforward. Une unité neuronale peut
recevoir également des entrées provenant des zones hiérarchiquement supérieures de traitement
(étages ultérieurs de traitement), via des connexions de feedback. Enfin, les connexions entre
les unités neuronales appartenant à la même zone hiérarchique de traitement sont dénommées
des connexions latérales. Dépendant de la distance (euclidienne) entre ces unités, les connexions
latérales sont parfois différenciées entre connexions latérales à courte distance et connexions la-
térales à longue distance. Cette taxonomie des connexions synaptiques est employée également
pour décrire la structure des connexions corticales (voir pour plus de détails [2]).

Cette classification des connexions synaptiques permet de distinguer différentes approches
de modélisation neuronale. Dans la suite, nous exposons brièvement les architectures neuronales
employées le plus souvent par ces approches.
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Fig. 2.5 – Différentes architectures de réseaux neuronaux. a. Réseau feedforward.
Ce type de réseau a une structure strictement hiérarchique. b. Réseau récurrent.
Ce type de réseau permet l’existence de connexions latérales à l’intérieur d’une
couche neuronale (ici la couche supérieure), et éventuellement des connexions de
feedback entre les unités des différentes couches. c. Réseau récurrent avec des
unités de type excitatrices/inhibitrices. Ce type de réseau prend en compte, à
part une couche d’entrée, deux couches neuronales distinctes (une exclusivement
excitatrice et une exclusivement inhibitrice), interagissant via des connexions ré-
currentes. Pour raisons de clarté les connexions latérales à longue distance ne sont
pas indiquées sur la figure. d. Réseau de type mémoire associative de Hopfield.
Dans ce cas d’architecture, toutes les unités sont connectées entre elles, et leurs
poids de connexion sont symétriques. e. Réseau de type réservoir. L’entrée du
système est reflétée dans l’état global d’un réservoir, qui est un réseau récurrent
d’unités neuronales avec des connexions synaptiques aléatoires (symbolisé sur la
figure comme l’ensemble d’unités sur le fond gris). Dans certaines variantes de
modélisation, la sortie du réservoir peut considérer des connexions de feedback
avec le réservoir ou avec l’entrée du réseau.

20



2.2. Paradigmes de modélisation neuronale

2.2.1 Réseaux feedforward

Comme le montre la figure 2.5 (a), ce type de modèle neuronal repose sur une architecture
neuronale complètement hiérarchisée, où les connexions entre les neurones sont exclusivement de
nature afférente (feedforward). De manière générale, cette approche de modélisation considère
une séparation des unités élémentaires en deux couches : une couche d’unités d’entrée, et une
couche d’unités de sortie. La dynamique de l’activité de chaque unité de sortie x évolue selon
une loi similaire à celle-ci :

τ
du(x, t)

dt
= −u(x, t) + f(

∑

y

wEXT(x, y, t)i(y, t)) (2.1)

où τ est une constante de temps, i(y) représente l’activité de l’unité d’entrée y, et f est une
fonction d’activation (souvent non-linéaire), qui modélise l’influence cumulative de la couche
d’entrée ressentie par une unité de sortie. L’indice EXT du poids wEXT(x, y, t) vient souligner
le fait que la connexion synaptique entre les unités x et y est de type feedforward.

Malgré la simplicité de ce type d’architecture, elle permet l’implantation de plusieurs modèles
de traitement neuronal.

2.2.2 Réseaux récurrents

Par rapport aux réseaux feedforward, les modèles de réseaux récurrents reposent sur une
architecture qui prend en compte des connexions latérales entre les unités appartenant à la
même couche neuronale (voir la figure 2.5 (b)). Souvent, ces modèles intègrent également des
connexions de feedback entre les unités des différentes couches. Par conséquent, la loi qui règle
la dynamique des activités neuronales peut généralement s’exprimer ainsi :

τ
du(x, t)

dt
= −u(x, t) + f(

∑

y

wEXT(x, y, t)i(y, t) +
∑

x′

w(x, x′, t)u(x′, t)) (2.2)

Bénéficiant des caractéristiques dynamiques plus riches qu’un réseau de type feedforward, ce
modèle général de réseau neuronal constitue la fondation des architectures d’une partie impor-
tante des modèles neuronaux actuels.

2.2.3 Réseaux d’unités excitatrices/inhibitrices

Étayé expérimentalement par plusieurs études physiologiques, Dale avait conjecturé dans [27]
un principe qui se réfère à la nature des cellules neuronales. Ce principe, connu aujourd’hui sous
le nom de la loi de Dale [30], affirme que chaque cellule neuronale a une influence soit excitatrice,
soit inhibitrice, et elle est la même vis-à-vis de toutes les cellules neuronales post-synaptiques
avec lesquelles elle est connectée. De plus, la nature de cette influence reste la même pendant
toute la durée de vie des cellules.

Un cas particulier de réseaux récurrents inspirés par ce principe considère une architecture
neuronale qui, à part la couche d’entrée, prend en compte deux autres couches d’unités : une pour
les unités excitatrices, et une pour les unités inhibitrices. La figure 2.5 (c) illustre graphiquement
ce type de modèle.

Dans ce contexte, l’équation 2.2, qui décrit la dynamique générale des activités des unités
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d’un réseau récurrent, se transforme en un système d’équations couplées :

τE
duE(x, t)

dt
= − uE(x, t)

+ f(
∑

y

wEXT(x, y, t)i(y, t)

+
∑

x′

wEE(x, x′, t)uE(x′, t)−
∑

x′

wEI(x, x
′, t)uI(x

′, t)) (2.3)

τE
duI(x, t)

dt
= − uI(x, t)

+ f(
∑

x′

wIE(x, x′, t)uE(x′, t)−
∑

x′

wII(x, x
′, t)uI(x

′, t)) (2.4)

où il est considéré que seulement la couche excitatrice reçoit des connexions afférentes de la
couche d’entrée, et wEE,EI,IE,II représentent les poids synaptiques modélisant l’efficacité des in-
teractions entre les deux types d’unités, excitatrices et inhibitrices.

Cette architecture peut être employée pour décrire la structure corticale d’un point de vue
mésoscopique, considérant le tissu cortical comme un ensemble d’unités neuronales excitatrices
ou inhibitrices, et l’activité corticale comme le résultat de la dynamique émergente des inter-
actions permanentes entre ces unités. Comme nous allons l’examiner dans le chapitre 3, cette
architecture a conduit au cours des années au développement des modèles de champs neuronaux
dynamiques, comme proposition de modéliser la topologie et l’activité de la structure corticale.
Cette approche, qui intègre à la fois le paradigme de modélisation connexionniste et celle de
type système dynamique, constitue le point de départ déterminant dans notre démarche de
modélisation bio-inspirée.

2.2.4 Réseaux de type mémoire associative

Un autre modèle de réseau neuronal récurrent, entièrement non-hiérarchisé, a été proposé
par Hopfield [60] (voir la figure 2.5 (d)), et est considéré aujourd’hui comme un modèle neuronal
de référence pour toute une suite d’autres modèles neuronaux.

Dans ce modèle, à chaque nouvel instant de temps, l’activité de chaque unité du réseau
change en fonction de son activité courante et de l’activité de toutes les autres unités du réseau
avec lesquelles elle est connectée, selon la règle suivante :

u(x, t+ 1) =







1 si
∑

x′

w(x, x′, t)u(x′, t) + θ(x) > 0

0 sinon

(2.5)

où θ(x) est un seuil neuronal d’activation, propre à chaque unité x du réseau. Notons qu’une
variante continue de cette règle peut être envisagée, similaire aux équations 2.1-2.4.

L’ordre de mise à jour des activités de l’ensemble des unités du réseau est entièrement aléa-
toire, et non pas imposé par un mécanisme centralisé d’évaluation. Cette évaluation asynchrone
des activités des unités du réseau accorde à ce modèle une forte plausibilité biologique.

Le modèle proposé par Hopfield associe à cette règle de mise à jour une fonction d’énergie,
définie comme suit :

E = −
1

2

∑

x,x′

w(x, x′, t)u(x, t)u(x′, t)−
∑

x

u(x, t)θ(x) (2.6)
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Considérons ensuite un tel réseau, où toutes les connexions synaptiques sont symétriques et
les unités ne sont pas connectées directement à elles-mêmes. Dans ce contexte, Hopfield montre
qu’une mise à jour asynchrone du réseau (suivant l’équation 2.5) garantit la convergence de tout
état initial du réseau vers un état qui correspond à un minimum local de la fonction d’énergie
E. Ces états sont des états stables du comportement dynamique du réseau.

Grâce à cette propriété, ce modèle neuronal peut être utilisé pour concevoir un mécanisme
de mémoire associative. Soit M = {s1, s2, . . . sn} ⊂ {0, 1}

card(X), une liste de n représentations
symboliques, correspondant à n objets que nous souhaitons mémoriser. Soit w tel que M fasse
partie de l’ensemble des états du réseau, pour lesquels la fonction E atteint un minimum local.
Le calcul pour trouver les poids synaptiques nécessaires pour satisfaire à cette condition doit
se réaliser selon une procédure d’apprentissage (voir la section 2.4). Selon la propriété ci-dessus
énoncée, les états de M sont stables. Par conséquent, imposer au réseau un état quelconque
s ∈M revient à « verrouiller » le réseau dans cet état s (tant qu’il est stable). Cet effet doit être
interprété comme la reconnaissance du réseau que l’état (ou la représentation) s a été mémorisé.

Notons également que, grâce à la même propriété, il existe une forte probabilité que tout
état s′, légèrement différent de s, converge vers s au cours du temps, s et s′ appartenant souvent
au bassin d’attraction du même minimum de la fonction d’énergie E. Cet aspect souligne la
robustesse au bruit du modèle proposé par Hopfield, et affirme donc qu’il est possible de retrouver
une information valide, mémorisée a priori, à partir d’une version incomplète ou altérée de celle-
ci. Mentionnons aussi que la puissance de calcul de ce modèle neuronal est équivalente avec celle
de la machine de Turing [104].

Bien que ce modèle de mémoire associative introduise plusieurs aspects novateurs, sa capacité
de stockage est assez réduite (approximativement 0.15 card(X)), et parfois, ses états stables
peuvent correspondre à des minima locaux ayant des valeurs de E assez élevées.

En dépit de ces limitations, il est généralement considéré que ce modèle neuronal a revitalisé
l’intérêt de la communauté du domaine de l’intelligence artificielle pour les réseaux neuronaux.
Suite à la parution de ce modèle, le paradigme des réseaux neuronaux est devenu un paradigme
de modélisation viable, alternatif au paradigme de modélisation symbolique, largement dominant
dans les approches théoriques qui ont précédé le modèle de Hopfield.

2.2.5 Réseaux stochastiques

Un modèle neuronal similaire au modèle de Hopfield ci-dessus analysé est l’ainsi nommée
machine de Boltzmann. Dans le cas des deux modèles, l’activité d’une unité du réseau peut avoir
seulement une des deux valeurs binaire, 0 ou 1, et la fonction d’énergie E pour chaque réseau
est donnée par l’équation 2.6. De cette expression résulte que la quantité d’énergie apportée par
l’activation d’une unité x équivaut à :

∆E(x, t) =
∑

x′

w(x, x′, t)u(x′, t) + θ(x) (2.7)

L’aspect qui différencie ces deux modèles se réfère à la loi d’activation de leurs unités neuro-
nales. Ainsi, l’activation de chaque unité x du réseau d’une machine de Boltzmann (c’est-à-dire
u(x, t) = 1) peut se réaliser seulement avec une probabilité p(x, t), où :

p(x, t) =
1

1 + e−
∆E(x,t)

T

(2.8)

où T est une valeur scalaire positive, qui représente la « température » du réseau. Le terme de
température provient d’une analogie avec un processus physique thermodynamique.
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Comme nous pouvons le remarquer, la mise à jour des activités du réseau est imposée par
une règle stochastique. Lorsque cette règle est appliquée de manière asynchrone pour les unités
du réseau, pour un T fixé, la probabilité d’un état du réseau dépend de son énergie E. Sur
le long terme, le réseau converge vers un « équilibre thermique », c’est-à-dire la distribution
des probabilités des états du réseau décrit une distribution de Boltzmann (d’où le nom du
modèle). Si T est abaissé graduellement, et si à chaque réduction, on laisse le réseau converger
vers un équilibre thermique, le niveau d’énergie du réseau converge vers son minimum global.
Ce processus de baisse progressive de T porte le nom de recuit simulé (en anglais simulated
annealing). Notons que pour T = 0, la règle d’activation de la machine de Boltzmann devient
entièrement déterministe, et le modèle neuronal devient par conséquent équivalent au modèle de
Hopfield.

Si le modèle de Hopfield pouvait être utilisé pour construire un mécanisme de mémoire as-
sociative, la machine de Boltzmann peut être utilisée pour concevoir un mécanisme capable de
générer une distribution statistique similaire à celle exhibée par un flot donné d’information. Au-
trement dit, ce modèle peut aider à générer une distribution de probabilités, à partir d’une série
de motifs d’activation. Pour que les probabilités de voir un réseau converger vers un ensemble
d’états soient dictées par une distribution externe donnée, il est nécessaire de trouver les poids
synaptiques w tels que les états de convergence les plus probables aient les niveaux d’énergie les
plus bas. Ce calcul peut être effectué par une procédure d’apprentissage (voir la section 2.4).

Par rapport au modèle de Hopfield, la machine Boltzmann, grâce à sa règle d’activation
stochastique, ne rencontre pas le problème des minima locaux trop élevés de la fonction d’énergie
E. Cependant, le temps nécessaire pour apprendre une distribution de probabilités augmente de
manière exponentielle avec la taille de la machine.

2.2.6 Réservoirs

Un dernier type de modèle de réseaux récurrents que nous présentons ici, est paru assez
récemment dans la littérature, et porte le nom de réservoirs (en anglais reservoir computing).

Ce modèle considère un réservoir, c’est-à-dire un ensemble d’unités avec des connexions
aléatoires (et souvent fixes), interposé entre un ensemble d’unités d’entrée et un d’unités de
sortie (voir la figure 2.5 (e)). Chaque nouvelle stimulation de l’entrée du réseau induit une
dynamique (non-linéaire) spatio-temporelle de l’activité globale du réservoir. Ces réponses du
réservoir (ses états) peuvent être ensuite combinées (linéairement), pour construire des réponses
adéquates en rapport avec la séquence des entrées présentées.

Selon ce principe fonctionnel du réservoir, une entrée, et par la suite toute une séquence
d’entrées du réseau se reflètent dans l’état du réservoir (ou, pour employer une métaphore, les
entrées trouvent leurs « échos » dans la dynamique du réservoir). Basés sur cet aspect dynamique,
plusieurs modèles de réservoir ont été proposés dans la littérature : les machines à état liquide
ou LSM (de l’anglais liquid state machines) [75], les réseaux à état écho ou ESN (de l’anglais
echo state networks) [69], ou les réseaux à état dépendant SDN (de l’anglais state-dependent
networks) [15]. Notons que, par rapport à l’architecture décrite ci-dessus, ESN inclut une boucle
entre les sorties et les entrées, et LSM intègre l’ensemble des unités d’entrée à l’intérieur du
réservoir.

Différentes règles d’apprentissage peuvent être envisagées pour ajuster les poids synaptiques
des unités connectées avec le réservoir, afin de conduire les sorties ou des séquences des sorties
(nommées des trajectoires) du réseau vers des états souhaités.

Si d’autres modèles généraux de réseaux visent à traiter (extraire et classifier) des caracté-
ristiques spatiales d’un espace d’entrée, le modèle de réservoir vise à traiter surtout les carac-
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téristiques temporelles de cet espace. En particulier, les réservoirs peuvent être utilisés en tant
que mécanismes de mémoire à court terme.

Le paradigme de calcul neuronal employé par les réservoirs montre plusieurs avantages. Par
exemple, le même réservoir peut être utilisé pour effectuer des traitements différents, et il peut
effectuer ces traitements à des échelles de temps différentes. Ces propriétés font de ce modèle est
un candidat important pour modéliser certains aspects génériques du traitement cortical (par
exemple les activités des neurones d’une mini-colonne corticale).

Toutefois, il faut noter que la généricité des réservoirs limite le contrôle explicite du réser-
voir. De plus, comme dans certaines études neurophysiologiques, l’analyse des sous-parties d’un
réservoir ne conduit pas à une meilleure compréhension de son fonctionnement global.

Nous considérons que ce paradigme de traitement neuronal, encore jeune, est potentiellement
un outil général et puissant de modélisation neuronale.

2.3 De la dynamique au calcul

Dans les sections précédentes nous avons pu observer que chaque nouvelle stimulation (entrée)
d’un réseau neuronal induit une certaine dynamique dans l’activité globale de ces unités. Ces
dynamique sont simples, comme celles de type stimulus-réponse, ou complexes, caractérisées par
des périodes transitoires et des états stables. Chaque modèle neuronal vise à utiliser, modifier
et faire valoir ses dynamiques, pour leur donner une certaine sémantique. Le plus souvent, les
opérandes de cette sémantique sont les états stables d’un système dynamique. Dans la suite,
nous traçons les lignes principales qui décrivent différentes méthodes pour réaliser le passage
d’un paradigme dynamique à un paradigme de calcul. Pour plus de détails sur ce vaste sujet, le
lecteur est invité à se reporter par exemple à [52, 51, 15, 98, 21, 58].

Pour commencer, remarquons que la dynamique exhibée par un réseau neuronal peut être
qualifiée relativement à une échelle de temps. À l’échelle temporelle de l’activation d’une unité
(qui correspond au niveau physiologique au temps de décharge d’un potentiel d’action d’un
neurone), la dynamique est exprimée en tant que trains d’impulsions électriques (dans les modèles
de spiking neurons), ou en tant que fréquence d’activation (dans les modèles de firing rate
neurons). A une échelle de temps plus grande, le réseau est caractérisé par des états stables
et des états transitoires. En particulier, la transition d’un état de stimulation du réseau à un
état stable est connue sur le nom de processus de relaxation. Notons que, d’un point de vue
macroscopique, l’activation d’une unité neuronale, ou la stabilité de l’état d’un réseau neuronal,
sont souvent des événements « discrets » de la dynamique exhibée par ce réseau.

2.3.1 Quelques notions de la théorie des systèmes dynamiques

Du point de vue conceptuel, l’évolution d’un système dynamique continu (en particulier d’un
réseau neuronal) peut être souvent décrite par une équation différentielle générale de type :

da(t)

dt
= F (a(t)) (2.9)

où a(t) caractérise l’état du système à l’instant t, et F est une fonction modélisant la mise à jour
de cet état. Notons que a(t) est souvent une représentation (vectorielle) de plusieurs paramètres
qui définissent l’état d’un système. Ainsi, a(t) peut retenir non seulement les états courants
d’activation des unités d’un réseau, mais aussi leurs historiques (dans une fenêtre de temps), ou
bien d’autres variables caractéristiques.
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Considérons A, l’ensemble de tous les états possibles a(t), dans lesquels le système peut
évoluer. Dans la terminologie des systèmes dynamiques, A est appelé l’espace des phases du
système dynamique considéré. L’évolution (déterministe) à partir d’un état quelconque a0, au
cours du temps, définit l’orbite de cet état a0.

Un sous-ensemble de l’espace des états, vers qui les orbites des états initiaux convergent dans
le temps, s’appelle un attracteur. Plusieurs types d’attracteurs peuvent être différenciés : le point
fixe ou le point d’équilibre, qui est un état dans lequel le système persiste, une fois cet état atteint
par une des orbites du système (par conséquent, a(t) est un point fixe si F (a(t)) = 0) ; le cycle
limite, qui est une orbite fermée, que le système est forcé de la parcourir périodiquement, une
fois qu’il y est capturé ; d’autres types, comme par exemple l’attracteur étrange, qui est aussi une
orbite, mais d’une topologie impossible à être exprimée dans un espace de dimension entière.
L’ensemble des orbites qui convergent vers un attracteur donné est connu sous le nom de bassin
d’attraction de l’attracteur.

Si ces notions aident à caractériser l’évolution d’un système dynamique, un autre aspect visé
par l’étude dynamique d’un système concerne sa robustesse. Il est ainsi important d’examiner
si les états vers lesquels un système converge (ses attracteurs) sont stables, c’est-à-dire si, suite
à des perturbations de l’état, le système est capable de revenir dans l’attracteur. Les outils
mathématiques les plus usitées dans un tel contexte d’analyse font appel à la théorie des bifur-
cations. Par définition, un point de bifurcation d’un paramètre v d’un système dynamique est
une valeur de ce paramètre qui, perturbée avec une quantité δ, entrâıne l’évolution du système
dynamique vers des orbites topologiquement différentes que celle obtenue en absence de cette
perturbation. Un point de bifurcation entrâıne alors un changement qualitatif par rapport à la
dynamique non-perturbée du système. Ce changement peut engendrer par exemple la création
ou la suppression de certains attracteurs.

2.3.2 Le calcul comme un effet émergent d’un système dynamique

Les concepts introduits dans la section précédente aident à mettre en évidence et à analyser
différents aspects qualitatifs clé concernant le comportement d’un système complexe, c’est-à-dire
différents effets émergents qui caractérisent la dynamique globale d’un tel système. Nous nous
référons ici aux effets émergents dans la mesure où la dynamique du système n’est pas issue
d’une décision centralisée basée sur une évaluation de l’état global du système, mais elle est uni-
quement la conséquence des activités et des interactions de ces activités des unités élémentaires
qui composent le système dynamique considéré.

D’un point de vue général, nous pouvons affirmer que la dynamique émergente d’un sys-
tème dynamique complexe repose sur ses attracteurs et sur les transitions entre ces attracteurs.
L’évolution dynamique entrâınée par la stimulation externe du système définit son mécanisme de
traitement d’information. Comprendre comment l’interaction des unités neuronales individuelles
peut se traduire dans un mécanisme de traitement d’information au niveau cérébral représente
un des défis majeurs des neurosciences. Le paradigme connexionniste de modélisation neuro-
nale vise à proposer des modèles de réseaux neuronaux capables de reproduire non seulement
des résultats « finaux » du traitement neuronal, mais aussi des dynamiques similaires à celles
observées expérimentalement.

Par exemple, le modèle des réseaux de type excitation/inhibition (revoir la section 2.2.3)
exploite la dynamique de compétition entre les activités excitatrices et inhibitrices de ses uni-
tés élémentaires. Le résultat de cette compétition locale se traduit souvent par la formation
de ce que l’on nomme bulles d’activité (en anglais bumps), c’est-à-dire de groupes compacts
d’unités qui restent actives, pendant que les autres unités participant à la compétition cessent
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leurs activités. Ce phénomène porte le nom de compétition de type le-gagnant-prend-tout (en
anglais winner-take-all ou WTA) si une seule unité reste active suite à la compétition, ou le-
gagnant-prend-presque-tout (en anglais winner-take-most ou WTM), si plusieurs unités gardent
un niveau d’activation non nul. Si les activités des unités gagnantes persistent dans le temps,
c’est-à-dire restent en équilibre (au moins pour une certaine période de temps), ces configurations
dynamiques du réseau constituent des attracteurs pour sa dynamique. La compétition neuronale
est alors un des paradigmes possibles pour faire converger l’évolution d’un réseau vers un état
stable (attracteur). Cependant, un tel mécanisme serait assez peu utile s’il permettait seulement
une transition (relaxation) d’un stimulus initial du réseau vers un de ses attracteurs. Ce qui
empêche de concevoir ces transitions comme un flot de traitement de type feedforward sont les
connexions récurrentes (de feedback), qui peuvent affecter les activités des unités du réseau (ga-
gnantes ou non), et implicitement les états dans lesquels le système réside déjà. Par conséquent,
les connexions récurrentes peuvent entrâıner la « sortie » du système de ses attracteurs, et la
poursuite d’autres orbites dynamiques. Par exemple, les connexions récurrentes peuvent induire
des perturbations dans les états des attracteurs, qui peuvent ainsi créer des points de bifurcation
et conduire ces états vers d’autres orbites dynamiques. Cet enchâınement dynamique (état ini-
tial, transition, attracteur, transition, etc.) peut définir, comme indiqué ci-dessus, un mécanisme
de traitement d’information.

Un autre exemple de traitement neuronal à base d’attracteurs est illustré par les modèles
de réseau de Hopfield ou de machine de Boltzmann (revoir les sections 2.2.4 et 2.2.5). Les états
stables de la dynamique de ces réseaux sont « construits » (par une procédure d’apprentissage)
tels qu’ils correspondent aux minima locaux d’une fonction d’énergie E, ce qui implique qu’ils
sont des points fixes (et implicitement des attracteurs) d’un système dynamique. Utilisant cette
propriété, ces modèles ont pu employer une sémantique de type mémoire associative pour leurs
états d’entrée : chaque nouvelle stimulation du réseau converge (de manière déterministe) vers
un attracteur. De plus, une légère modification de la stimulation initiale du réseau conduit le
plus probablement vers le même attracteur, étant donné que la similarité entre deux entrées est
corrélée avec leur probabilité de se trouver dans le même bassin d’attraction. Les capacités de
traitement d’information de ce mécanisme neuronal générique de mémoire associative peuvent
s’étendre si nous considérons, comme dans le cas des réseaux de type excitation/inhibition dé-
taillé ci-dessus, des mécanismes dynamiques pour explorer plusieurs attracteurs.

Une technique de modélisation similaire est souvent implantée avec l’aide des réservoirs (re-
voir la section 2.2.6). Pour « sortir » d’un attracteur, on peut considérer des variables locales
supplémentaires (des réservoirs), qui étendent l’espace des phases de sa dynamique, et qui corres-
pondent aux attracteurs initiaux (voir la figure 2.6). Dans ce contexte, les états de ces attracteurs
peuvent être rendus instables. Par conséquent, ces états peuvent devenir des attracteurs transi-
toires, appelés aussi des attracteurs ruines (en anglais transient attractors ou attractor ruins).
Notons que le système peut toujours converger vers ces états, si les variables de type réservoir
changent lentement. Cependant, le changement d’orbite dynamique est cette fois-ci possible,
étant réglé par la dynamique de ces réservoirs. Une méthode alternative pour définir une or-
bite dynamique à l’aide d’un réservoir est de créer des trajectoires dynamiques dans l’espace de
dimension card(X), où X est l’ensemble d’unités du réservoir. Chaque état global {u(x)}x∈X

du réservoir est défini par un point de cet espace multidimensionnel. Par conséquent, construire
une orbite dynamique pour le réservoir considéré revient à imposer des transitions entre deux
points distincts de cet espace d’états. Remarquons que cette méthode permet de définir ainsi
une représentation spatiale du caractère temporel d’une dynamique.

Les détails présentés ici viennent étayer la vision décrite dans l’introduction de ce document,
vision exprimée par van Gelder dans [120], qui postule la nature intrinsèquement dynamique
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Fig. 2.6 – Illustration schématisée d’un nombre d’attracteurs (symbolisés par
des points) d’un système dynamique, dans son espace de phases (symbolisé par le
fond gris de la figure). Les lignes pleines représentent des orbites du système dy-
namique appartenant aux bassins d’attraction de ces attracteurs. Les lignes poin-
tillées représentent des transitions qui permettent au système de « sortir » de ces
attracteurs et d’évoluer vers d’autres états stables (voir attracteurs). Les flèches
indiquent la convergence du système vers ses attracteurs. Le passage successif par
plusieurs attracteurs définit une trajectoire dynamique, qui peut être utilisée pour
l’implantation d’une sémantique de traitement d’information. Suivre le texte pour
plus d’explications.

des processus cognitifs. Soulignons que cet auteur affirme que la nature du traitement neuronal
n’opère pas avec des représentations symboliques, mais utilise un paradigme de calcul basé sur
les caractéristiques dynamiques des processus neuronaux.

2.4 Modèles d’apprentissage cortical

Au niveau le plus général de définition, l’apprentissage comprend l’ensemble des processus qui
permettent de traiter le flot de l’information sensorielle, en vue de mieux le prédire et le contrôler.
Autrement dit, l’apprentissage vise à créer et à organiser en permanence des représentations,
des modèles, des outils, des comportements, etc., capables de traiter de manière efficace un flot
continu d’énergie et d’information, même en absence (totale ou partielle) des éléments de ce flot
perceptif.

Au niveau d’un modèle neuronal, nous avons défini l’apprentissage neuronal comme étant
l’ensemble des processus qui visent l’ajustement continu de ses paramètres libres, et qui conduisent
à l’adaptation de la dynamique du modèle considéré, par rapport à son « expérience » perceptive.
Dans certains cas, nous pouvons différencier plusieurs échelles de temps auxquelles ces change-
ments ont lieu. Dans ce contexte, nous définissons le méta apprentissage neuronal comme étant
l’ajustement des variables dites « lentes » du modèle (comme par exemple les taux d’apprentis-
sage, les niveaux des seuils d’activation, etc.).

28
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2.4.1 Paradigmes d’apprentissage dans les modèles neuronaux

Pour un modèle neuronal, le processus d’apprentissage se réfère souvent à l’étape d’entrâı-
nement, pendant laquelle le modèle traite un par un, des exemples d’entrées appartenant à
un flot d’information (perceptive) et essaie d’ajuster ses paramètres libres, afin de mieux ré-
soudre certaines tâches. Selon la nature de ces tâches, on distingue généralement trois princi-
paux paradigmes d’apprentissage. L’apprentissage supervisé demande qu’après chaque nouvelle
entrée présentée au modèle, son traitement conduit à un état stable, qui correspond à un cer-
tain état attendu. Autrement dit, après l’apprentissage, le modèle doit être capable de mettre
en correspondance (de manière univoque) des entrées avec des états de sortie établis a priori.
L’apprentissage non-supervisé demande une organisation des paramètres du modèle, afin que la
dynamique du modèle puisse être corrélée avec certains aspects statistiques du flot d’information
perçue. Enfin, l’apprentissage par renforcement est un paradigme qui implémente des stratégies
de traitement d’information guidées par la maximisation d’une récompense (a priori définie par
certains critères).

Notons par exemple que l’apprentissage cortical relatif aux niveaux élémentaires de trai-
tement est essentiellement non-supervisé. Plus spécifiquement, ce processus d’apprentissage ne
vise pas à construire une correspondance entre des états d’entrée et des états de sortie, pour
la simple raison que les états de sortie ne peuvent pas être connus a priori. Aux niveaux de
traitement plus élevés (impliquant par exemple plusieurs régions corticales, ainsi que des zones
cérébrales extra-corticales), on peut mettre en évidence des processus d’apprentissage modélisés
par le paradigme d’apprentissage par renforcement [45].

Dans notre contexte de recherche, nous sommes intéressé à la modélisation théorique des
processus d’auto-organisation, mis en évidence dans les cartes corticales. Dans les paragraphes
suivants, nous analysons les modèles neuronaux théoriques sur lesquels repose notre démarche
de modélisation.

2.4.2 Apprentissage Hebbien

Il est généralement considéré que la base de l’apprentissage neuronal (et cortical en par-
ticulier) réside dans la plasticité synaptique [28], c’est-à-dire dans l’ajustement dynamique de
la force des connexions neuronales. Une des découvertes expérimentales fondamentales étayant
cette vue appartient à Hebb, qui avait énoncé dans [57] un principe devenu célèbre, connu au-
jourd’hui sous le nom de la loi de Hebb. En résumé, ce principe affirme que, si deux neurones, A
et B, sont liés par une connexion synaptique, et si l’activation de A entrâıne souvent une acti-
vation de B, alors l’efficacité de communication entre les deux neurones est renforcée, facilitant
en cours du temps ce type d’activation. Cette affirmation a connu plusieurs interprétations au
cours des années, mais elle est souvent énoncée ainsi : le poids de connexion synaptique entre
deux neurones dépend proportionnellement de la corrélation ou de la covariance de l’activation
des deux neurones. Ici, le poids de connexion synaptique modélise l’efficacité (ou la force) de
communication entre les deux neurones. Ainsi, la forme la plus simple de la loi de Hebb peut
s’exprimer par :

τ
dw(x, y, t)

dt
= u(y, t)u(x, t) (2.10)

où τ est une constante de temps, généralement appelé taux d’apprentissage.

Comme nous pouvons remarquer, telle quelle est définie, cette loi permet l’augmentation
illimitée des poids synaptiques. Afin d’empêcher ceci, différentes variantes normalisées de cette
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loi ont été proposées. Une de ces variantes, appelée la loi d’Oja [89], a l’expression suivante :

τ
dw(x, y, t)

dt
= u(y, t)u(x, t) − αu2(y, t)w(x, y, t) (2.11)

2.4.3 Cartes d’auto-organisation

L’auto-organisation est considérée comme étant l’émergence des formations (structures) spa-
tiales, temporelles ou fonctionnelles exhibées par un système complexe, dues à l’interaction des
parties composantes élémentaires de ce système, et influencées par un flot externe d’énergie ou
d’information. Différents niveaux d’analyse (physique, chimique, biologique, sociale, planétaire,
cosmique) ont mis en évidence un très grand nombre de processus d’auto-organisation pour les
systèmes naturels. Au niveau biologique, de nombreuses études ont montré par exemple la for-
mation des motifs géométriques répétitifs sur les exosquelettes ou sur la fourrure de certains
animaux, la formation des fourmilières, des ruches ou des troupeaux, la formation des hiérar-
chies sociales dans des groupes d’animaux etc. Beaucoup de travaux théoriques ont abordé le
problème de modélisation de ces phénomènes [119, 19, 111]. Malgré la difficulté de trouver et
formaliser les principes généraux qui régissent les processus d’auto-organisation, les auteurs de
ces études considèrent que le caractère non-linéaire des interactions des parties élémentaires du
système, l’existence de la compétition au niveau de ces interactions, et les boucles de feedback
(positif et négatif) sont des aspects essentiels dans ces processus.

Au niveau cortical, l’existence des cartes corticales, organisées selon les différentes modalités
des stimuli perceptifs (revoir la section 2.1), représente un exemple éloquent d’auto-organisation.
De nombreuses recherches ont été consacrées à l’étude de ce phénomène, et plusieurs formalismes
généraux de calcul ont été proposés, visant à expliquer l’émergence de cette organisation corti-
cale.

Différents mécanismes neuronaux sont supposés être employés par le cortex dans le traitement
de l’information sensorielle. Un de ces mécanismes considère que la structure corticale essaye de
réaliser une quantification vectorielle de l’espace multidimensionnel défini par le flot perceptif.
De manière générale, la quantification vectorielle vise à décomposer un ensemble de données en
plusieurs classes distinctes, et à associer à chaque classe un représentant (un vecteur) qui exhibe
(au moins) une propriété commune ou similaire avec les éléments de la classe qu’il représente.
Cette méthode de discrétisation et de synthèse d’information, appliquée à l’espace sensoriel
perçu par le cortex, pourrait être à la base d’un encodage neuronal cortical qui permettrait
l’optimisation du traitement cortical aux niveaux supérieurs. Notons que dans ce processus
de quantification vectorielle, l’espace à quantifier est a priori inconnu : le mécanisme qui doit
réaliser sa quantification ne connâıt aucune description de cet espace. Dans la majorité des cas,
l’espace est perçu exclusivement par une série (un flot) d’éléments extraits de cet espace, appelés
échantillons. La problématique décrite ici pour la quantification vectorielle, peut être exprimée
au niveau formel des cartes d’auto-organisation comme suit.

Considérons un espace d’entrée n-dimensionnel, Ξ ∈ R
n, et d : Ξ × Ξ → R

+ une fonction
de distance sur cet espace. Soit {ξ1, ξ2, · · · } ⊂ Ξ un ensemble d’échantillons tirés aléatoirement
de l’espace Ξ, suivant une distribution inconnue. La quantification vectorielle vise à trouver un
ensemble fini Ω de vecteurs de référence ou prototypes ω ∈ Ω, qui soient des éléments appartenant
à l’espace Ξ estimant le mieux possible la distribution de ces échantillons. Autrement dit, le choix
de l’ensemble des prototypes Ω vise à minimiser l’expression :

∑

ξ

d(ωξ, ξ) (2.12)
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où la somme est effectuée selon les éléments ξ ∈ {ξ1, ξ2, · · · } ⊂ Ξ, et ωξ représente le prototype
le plus proche de l’échantillon ξ, c’est-à-dire :

ωξ = argmin
ω∈Ω

d(ω, ξ) (2.13)

Parmi les différentes approches qui ont été proposées comme solution au problème de la
quantification vectorielle (voir par exemple l’algorithme k-means en ligne [76]), nous présentons
dans la suite une méthode de modélisation neuronale inspirée par la structure corticale. Cette
proposition est due à Kohonen [72], et porte le nom de cartes d’auto-organisation, ou en anglais
self-organizing maps (SOM).

Considérons X un espace topologique d’un ensemble d’unités neuronales, et r : X×X → R
+

la métrique sur cet espace (souvent la métrique euclidienne quand X ⊂ R ou X ⊂ R
2) 3. A

chaque unité x ∈ X, on associe un prototype ω(x).

A chaque instant de temps t, un nouvel échantillon ξ(t) est tiré aléatoirement de l’espace
d’entrée Ξ. Chaque unité x calcule la ressemblance entre cet échantillon ξ(t), et le prototype qui
lui est associé, ω(x, t). Soit xξ(t), l’unité dite « gagnante », qui ressemble le plus à cet échantillon
(qui correspond donc au prototype ωξ), c’est-à-dire qui minimise la distance d(w(x, t), ξ(t)).
L’algorithme de Kohonen impose alors que les prototypes du réseau ajustent leurs valeurs selon
la règle d’apprentissage suivante :

ω(x, t+ 1) = ω(x, t) + αv(r(x, xξ(t)), t)(ω(x, t) − ξ(t)) (2.14)

où α est une constante dans l’intervalle (0, 1), appelée taux d’apprentissage, et v est une fonction
de voisinage. Le caractère décroissant de la fonction v permet aux unités les plus proches (dans
l’espace X) de l’unité xξ(t) de modifier le plus leurs prototypes, afin de les approcher le plus
(dans l’espace Ξ) de l’échantillon ξ(t), et implicitement du prototype de cette unité xξ(t). Les
cas typiques pour la fonction de voisinage considèrent une fonction de type gaussienne (comme
dans 2.15), avec une taille variable, qui diminue en cours du temps (comme dans 2.16). Notons
toutefois que la taille variable de cette fonction de voisinage n’est pas une condition nécessaire
pour atteindre la quantification vectorielle, elle peut être considérée aussi bien fixe. Pour cette
raison, nos références suivantes à cet algorithme sous-entendront sa variante d’implantation avec
une fonction de voisinage de taille fixe.

v(r(x, xξ(t))) = exp (−
r(x, xξ(t))

2

2σ2(t)
) (2.15)

σ(t) = σ0 exp (−
t

τσ
) (2.16)

Considérant initialement des valeurs aléatoires pour l’ensemble des prototypes {ω(x, 0)}x∈X ,
et appliquant l’ajustement de leurs valeurs selon la procédure décrite ci-dessus, pour une sé-
quence aléatoire d’échantillons {ξ ∈ Ξ}, l’algorithme de Kohonen converge vers la quantification
vectorielle de l’espace d’entrée Ξ [24] (voir aussi, pour illustration, les exemples de la figure 2.7).
Cependant, cette procédure, en plus de la quantification vectorielle, réussit à mettre en corres-
pondance la similarité des prototypes avec la distance dans l’espace topologique X des unités
qui les représentent, réalisant ainsi une projection topographique de l’espace Ξ (ayant la mé-
trique d) sur l’espace X (ayant la métrique r). Comme souvent X est un ensemble de l’espace

3Soulignons ici que les espaces Ξ (l’espace d’entrée) et X (l’espace des positions des prototypes) ont souvent
des dimensions différentes, et par conséquent, leurs métriques (respectivement d et r) peuvent être distinctes.
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Fig. 2.7 – Cartes bidimensionnelles d’auto-organisation correspondant à diffé-
rents espaces d’entrée Ξ, qui ont été obtenues par l’implantation de l’algorithme
SOM. Les prototypes (symbolisés ici par les petits ronds) ajustent leurs valeurs
au cours du temps, afin de converger vers une quantification vectorielle et une
projection topographique de l’espace d’entrée considéré. Image extraite du site
web http://www.neuroinformatik.ruhr − uni− bochum.de.

euclidien mono- ou bidimensionnel, et Ξ est un espace multidimensionnel, l’algorithme de Koho-
nen réussi à réaliser une procédure de réduction de dimensionalité d’un espace, tout en gardant
des aspects topologiques de cet espace. Nous pouvons facilement déduire que ce résultat serait
utile pour la compression ou la visualisation abstraite des données appartenant à un espace
multidimensionnel, difficiles ou impossible à représenter visuellement dans l’espace 2D ou 3D.

L’algorithme SOM décrit une procédure d’apprentissage non-supervisé, étant donné que la
sortie finale (l’ensemble des prototypes) n’est pas comparée avec un résultat étalon donné (ou
avec un critère de performance). Notons également que SOM est capable de déduire un motif
(une structure) du flot d’information, à cause du fait qu’il traite en cours du temps plusieurs
échantillons similaires de l’espace d’entrée. Ce caractère aléatoire de découverte de l’espace
d’entrée permet de saisir l’aspect statistique de la topologie de cet espace. Autrement dit, ce
modèle d’apprentissage extrait la relation « invariante » entre les éléments redondants du flot
d’information.

Un autre aspect que nous pouvons remarquer dans la procédure SOM se réfère au fait que cet
algorithme implémente une compétition neuronale de type WTM : à chaque nouvelle présentation
d’un échantillon ξ(t), les unités neuronales entrent en compétition pour déterminer l’unité xξ

pour laquelle le prototype qui lui est associé est le plus proche de cet échantillon (proximité
du point de vue de la métrique d). De plus, même si cette procédure induit une architecture
hiérarchique de traitement, elle est une architecture neuronale de type récurrent et non pas
feedforward : l’unité qui gagne la compétition influence l’ajustement des valeurs des prototypes
qui ont participé dans le processus de compétition neuronale.

En résumé, les aspects analysés jusqu’ici mettent en évidence trois principes de traitement
d’information :

Compétition les unités entrent en compétition pour trouver le prototype le plus proche d’un
nouvel échantillon ;

Coopération l’unité gagnante permet, grâce à la fonction de voisinage, de définir un sous-
ensemble d’unités qui sont autorisées à effectuer une opération commune (ici, l’adaptation) ;

Adaptation les unités coopérantes ajustent les valeurs de leurs prototypes, en vue de les
approcher de l’échantillon présenté, mais le changement s’effectue de manière inversement
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proportionnelle avec la distance entre l’unité considérée et l’unité gagnante.

Selon Kohonen, l’algorithme SOM serait un pas important vers la modélisation des carac-
téristiques fondamentales du traitement d’information au niveau cortical (revoir aussi la sec-
tion 2.1). Si nous partageons cette opinion, nous considérons toutefois que le modèle proposé
par Kohonen montre certains inconvénients fonctionnels. Un premier aspect se réfère au fait que
la compétition neuronale évoquée par SOM nécessite le calcul d’un minimum global (la distance
d(w(x, t), ξ(t))), c’est-à-dire pour tout l’ensemble des prototypes. Si cette procédure est tout à
fait immédiate du point de vue mathématique, elle est une procédure centralisée, dont la mise
en œuvre par la nature neuronale du traitement cortical est peu probable. Un deuxième aspect,
intrinsèquement lié au premier, concerne le fait que le mécanisme pour trouver l’unité gagnante
de la compétition suppose une procédure séquentielle (voir synchrone) de recherche, employée
pour tous les prototypes du modèle. Toutefois, ce traitement séquentiel de l’information est peu
efficace du point de vue temps de réponse et donc, une fois de plus, peu probable au niveau bio-
logique (cortical). Un dernier aspect que nous mentionnons ici se réfère au fait que l’algorithme
SOM, tel qu’il est exprimé ici, ne peut pas s’étendre directement pour permettre l’existence
de plusieurs unités gagnantes. Cependant, un modèle ayant cette propriété pourrait être utilisé
pour modéliser le traitement multimodal d’information, remarqué au niveau cortical. Cet aspect
met en évidence le fait que l’algorithme proposé par Kohonen ne peut pas être utilisé dans un
contexte de traitement distribué de l’information, contexte essentiel non seulement au niveau
neurophysiologique, mais également au niveau de modélisation appliquée (voir robotique), né-
cessaire pour le développement des systèmes situés complexes. Par conséquent, la motivation
principale de notre démarche scientifique explorée dans la suite se réfère à la recherche d’un
mécanisme de calcul neuronal qui pourrait à la fois utiliser les concepts introduits par SOM, et
à la fois étendre son paradigme de traitement d’information à une large échelle. Pour poursuivre
ce défi, dans la section suivante, nous analysons plus en détail, d’un point de vue qualitatif, les
caractéristiques essentielles d’un traitement d’information de nature corticale, caractéristiques
qui seraient également souhaitables pour un système neuronal autonome et adaptatif.

2.5 Principes de calcul cortical

La vue principalement passive d’observation et d’analyse du monde du réel, imposée par
notre vision scientifique traditionnelle, a conduit, au cours des siècles, à une formalisation basée
sur la logique classique du traitement de l’information. Cette vision a l’avantage de pouvoir
soumettre chaque nouveau modèle de la réalité, décrit dans un langage logique formel, à une
validation théorique et expérimentale. Si cette approche permet ainsi la réfutation logique des
modèles incohérents, dans le monde du vivant, une stratégie de traitement d’information de type
enchâınement logique (observation − conception − validation) peut s’avérer souvent extrême-
ment coûteuse ou même fatale, vues les contraintes énergétiques et temporelles imposées par
l’environnement sur l’existence d’un organisme. L’incertitude et la complexité de la dynamique
de l’environnement ont souvent forcé la nature à concevoir des solutions approximatives, qui
réalisent un meilleur compromis entre plusieurs contraintes et contingences. La réfutation de ces
solutions est souvent traitée à une échelle de temps différente de celle de l’action de l’individu,
comme par exemple celle du mécanisme de la sélection naturelle.

Si la vision scientifique classique a réussi à créer, et crée encore un vaste et remarquable
univers de concepts, théories et modèles du réel, elle n’est pas arrivée (jusqu’à présent du moins)
à pouvoir proposer des solutions comparables aux solutions développées par la nature, en ce
qui concerne les capacités d’adaptation et de robustesse. Ceci a amené récemment une partie
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des scientifiques à chercher des alternatives aux solutions de traitement d’information basées
explicitement sur les formalismes mathématiques de la logique classique, comme par exemple
l’approche symbolique ou statistique (Machine Learning).

Comme anecdote, il est intéressant de remarquer que même le pionnier des modèles de traite-
ment de l’information avec un mécanisme de manipulation de symboles (qui intègre la méthode
de réfutation logique), Alan Turing, avait proposé, pour décider sur le caractère intelligent d’une
entité, une méthode de réfutation entièrement empirique [118].

Dans la section 2.1, nous avons présenté différentes propriétés anatomiques et fonctionnelles
du cortex cérébral, une des solutions les plus récentes que l’évolution a développé pour mieux
satisfaire les contraintes physiques imposées par l’environnement, afin d’optimiser la « régulation
du flot de l’énergie et de l’information » (Dan Siegel) perçu par un individu.

Sans doute une des contraintes les plus strictes imposées sur le fonctionnement métabolique
d’un organisme vivant concerne sa consommation énergétique. La sélectivité fonctionnelle de
la structure corticale, ainsi qu’une ségrégation spatiale et un traitement asynchrone du flot
d’information reçu, implémentés par une topologie de connexion neuronale prédominante locale
(avec beaucoup de connexions synaptiques à courte distance, et peu de connexions synaptiques à
longue distance) pourraient constituer une solution efficace pour minimiser à la fois le « câblage
dendritique » et le temps de propagation des signaux électriques, et par conséquent rentabiliser
le taux de consommation énergétique du tissu cortical.

Dans [51], Gros propose de prendre en compte certains principes dans la conception bio-
inspirée d’un système cognitif. Dans la suite, nous énumérons et nous détaillons chacun de ces
principes.

(A) L’absence des connaissances a priori de l’environnement. Contrairement à la majorité
des applications robotiques, un système cognitif artificiel ne doit pas inclure a priori des modèles
de la structure ou de la dynamique de l’environnement. Bien évidemment, une interdiction totale
des connaissances a priori est irréalisable, un minimum de modélisation étant toutefois nécessaire
pour décrire la nature sensorielle du flot d’information traitée.

(B) Traitement local de l’information. Afin d’être capable à s’adapter aux changements struc-
turaux ou dynamiques, ainsi que pour pouvoir être répliqué à des niveaux de complexité supé-
rieurs, un système cognitif artificiel doit reposer sur un traitement local de l’information.

(C) Architecture modulaire. Afin de pouvoir résoudre différentes tâches, un système cognitif
artificiel doit développer des mécanismes spécialisés de traitement d’information, basés sur des
modules de traitement qui interagissent, mais fonctionnent de manière autonome.

(D) Méta apprentissage via contrôle distribué. Le méta apprentissage, c’est-à-dire l’ajuste-
ment des paramètres « lents » des mécanismes d’apprentissage du système cognitif, qui règlent
l’adaptabilité et la sensibilité du système vis-à-vis les signaux qu’il perçoit ou qu’il traite, doit se
faire par des mécanismes de contrôle distribués. Les signaux de contrôle doivent être générés par
des unités d’analyse et de contrôle spécialisées. Ces unités doivent être capables d’évaluer certains
aspects de l’état global du système, et doivent s’activer seulement quand certaines conditions
sont remplies.

(E) Optimisation de la dynamique interne du système. Les transitions entre les états internes
du système doivent être réglées suivant des principes homéostasiques, et la dynamique du système
doit être optimisée afin que ces régimes transitoires n’influencent pas, d’une manière essentielle,
les états stables du système.

Les aspects énumérés ici tracent les principes généraux à suivre dans la conception des
systèmes cognitifs artificiels, et en particulier, des modèles neuronaux bio-inspirés. Une telle
approche permet de développer des solutions adaptables, autonomes et robustes, qui soient ca-
pables de créer et d’opérer avec des concepts abstraits, et qui favorisent l’émergence des propriétés
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dynamiques, allant jusqu’aux comportements.

Ces principes concernant la modélisation neuronale des systèmes cognitifs se retrouvent éga-
lement dans d’autres travaux. Par exemple, Alexandre rappelle dans [2] que le traitement cor-
tical est essentiellement distribué, se basant sur une compétition locale (mise en œuvre par des
connexions latérales au sein d’une région corticale traitant la même modalité du flot perceptif)
et sur une coordination cortico-corticale (mise en œuvre par des connexions à longue distance
ou par des connexions de feedback entre différentes régions corticales), et étant régulé par des
signaux de contrôle distribués. Grâce à ces aspects, un tissu principalement homogène au niveau
anatomique est capable d’exhiber une organisation modulaire complexe. Selon Alexandre, les
démarches futures de modélisation d’inspiration corticale des processus cognitifs comme l’at-
tention, la communication, la planification, la conscience, etc., devraient prendre en compte ces
principes constitutifs du traitement d’information exhibés par la structure corticale.

Sans imposer des directives qui réclament nécessairement la plausibilité biologique des mo-
dèles que nous pouvons proposer, ces principes visent à définir un cadre de développement
théorique et appliqué qui permet d’exprimer et maintenir le caractère général et évolutif des
solutions utilisant ce type de modèles. Pour ces raisons, notre approche de modélisation prend
en compte et reste attachée aux principes énoncés ci-dessus.

2.6 Architecture d’apprentissage compétitif d’inspiration corti-

cale

Inspirés d’une part par les principes de traitement d’information au niveau cortical, présentés
dans la section 2.5, et d’une autre part par le modèle SOM de cartes d’auto-organisation, décrit
dans la section 2.4, nous proposons ici une architecture neuronale générique d’apprentissage,
d’inspiration corticale.

Une première abstraction inspirée du traitement cortical est illustrée sur la figure 2.8. Cette
architecture décrit le processus d’auto-organisation en considérant deux modules distincts de
traitement : un module de détection, et un module de sélection. Le module de détection est
représenté par l’ensemble Ω de prototypes. Les deux modules reposent sur un ensemble d’unités
de calcul, placées dans un espace topologique X. L’analogie avec la structure corticale nous
amène à considérer X comme étant un espace bidimensionnel euclidien, ou mono-dimensionnel
euclidien, pour les cas plus simples qui correspondent à une bande fine de tissu cortical.

Comme dans l’algorithme de SOM, à chaque instant t, un nouvel échantillon ξ(t) est présenté
à tous ces prototypes. Chaque unité du module de détection, correspondant à chacun de ces
prototypes, calcule une valeur scalaire, notée i(x, t), proportionnelle à la ressemblance entre la
valeur du prototype et celle du nouvel échantillon. De manìere générale :

i(x, t) = f(d(ω(x, t), ξ(t))) (2.17)

où f est typiquement une fonction décroissante, et a des valeurs dans l’intervalle [0, 1] (pour des
raisons de normalisation). Cette fonction, souvent appelée fonction de reconnaissance (en anglais
tuning curve), quantifie la ressemblance entre un prototype et un échantillon : plus ceux-ci se
ressemblent, plus la valeur de f s’approche de 1.

La distribution {i(x, t)}x∈X , appelée aussi distribution ou configuration d’entrée, constitue
l’entrée du module de sélection. Comme réponse à cette stimulation, le module de sélection cal-
cule de manière distribuée une réponse {u(x, t)}x∈X , appelée aussi distribution ou configuration
d’activités neuronales. Ce calcul vise à favoriser (en leur attribuant une activité u élevée) un ou
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Fig. 2.8 – Illustration graphique d’une architecture neuronale d’inspiration cor-
ticale, décrivant le processus générique d’auto-organisation des cartes corticales.
L’architecture se compose de deux modules de traitement : un module de détec-
tion, et un module de sélection. Chaque nouvel échantillon ξ ∈ Ξ présenté au
modèle, stimule chaque unité x ∈ X du module de détection. Comme résultat,
ce module calcule une distribution {i(x)}x∈X , qui quantifie la ressemblance de
chacun de ses prototypes à l’échantillon ξ. Cette distribution stimule ensuite le
module de sélection, qui a comme but de favoriser l’activation des unités x cor-
respondant à un niveau de ressemblance (mesuré par i) le plus élevé localement.
Le résultat de ce calcul, représenté par la distribution {u(x)}x∈X , module, selon
une règle d’apprentissage, l’ajustement des prototypes ω(x).
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plusieurs groupes compacts d’unités, pour lesquelles l’effet cumulatif de la mesure de ressem-
blance quantifiée par i, est le plus élevé. Le module de sélection a ainsi le but d’extraire (de
manière distribuée) les groupes des prototypes les plus proches de l’échantillon ξ (du point de
vue de la métrique de l’espace Ξ). Notons ici l’analogie avec la fonction de voisinage implantée
par SOM, mais aussi la différence essentielle par rapport à ce concept : le traitement réalisé par le
module de sélection doit être distribué, et non pas centralisé, comme dans le cas de l’algorithme
de Kohonen.

L’activité neuronale u(x, t), résultante du calcul du module de sélection, participe ensuite à
l’ajustement des valeurs des prototypes, d’une manière similaire à l’apprentissage considéré par
l’algorithme SOM (revoir l’équation 2.14). Ici, la règle d’apprentissage Hebbien est définie par :

ω(x, t+ 1) = ω(x, t) + αu(x, t)(ω(x, t) − ξ(x, t)) (2.18)

La modélisation du processus d’auto-organisation que nous proposons ici suit les principes de
traitement cortical d’information énumérés dans la section précédente. Toutefois, pour réaliser le
passage de ce schéma descriptif à une implémentation réelle, nous présentons dans le paragraphe
suivant une architecture neuronale d’auto-organisation basée sur un modèle de réseau récurrent
de type excitation/inhibition.

2.6.1 Architecture neuronale d’auto-organisation basée sur la dynamique des
champs neuronaux

L’architecture présentée dans la figure 2.8, et décrite ci-dessus, repose sur un module de
sélection, au lieu de la procédure implémentée par l’algorithme SOM pour trouver le prototype
le plus ressemblant à un nouvel échantillon.

Examinant les différents paradigmes de calcul neuronal dynamique analysés dans les sec-
tions 2.2 et 2.3, nous avons choisi une approche basée sur le modèle des champs neuronaux
dynamiques pour implémenter le module de sélection de cette architecture d’auto-organisation.

Le modèle des champs neuronaux dynamiques est un modèle de réseau récurrent de type
excitation/inhibition, qui repose sur la conjecture (étayée expérimentalement) qu’un nombre
important de phénomènes et de mécanismes fonctionnels corticaux émergent d’un processus
de compétition neuronale locale et distribuée au niveau cortical. Les champs neuronaux dyna-
miques modélisent la structure corticale en considérant un ensemble bidimensionnel (ou mono-
dimensionnel dans les cas simplifiés) d’unités de calcul neuronal, connectées entre elles d’une
manière locale, et exerçant l’une vers l’autre soit une influence excitatrice, soit une influence
inhibitrice. Dans la suite de notre recherche, nous allons examiner en détail la manière dont ce
modèle peut en effet rendre possible une implémentation du module de sélection de l’architec-
ture d’auto-organisation, en accord avec les principes de calcul cortical que nous avons affirmé
vouloir suivre dans nos démarches de modélisation neuronale.

La variante discrétisée du schéma générale présentée dans la figure 2.8, illustrant cette fois-
ci l’implantation de l’architecture d’auto-organisation avec le modèle des champs neuronaux
dynamiques en tant que module de sélection, est présentée dans la figure 2.9.

Un premier aspect qui découle de cette implantation concerne le traitement local et distribué.
Comme nous pouvons l’observer à partir de ce graphique, les activités des unités élémentaires
de cette architecture (c’est-à-dire {i(x, t)}x∈X pour le module de détection, et {u(x, t)}x∈X pour
le module de sélection) sont entièrement déterminées par des calculs et des interactions locales.
Notons que dans ce contexte, une unité neuronale de l’architecture décrite ici ne correspond pas
à une cellule neuronale individuelle, mais plutôt à une abstraction fonctionnelle d’un groupe de
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Fig. 2.9 – Schéma discrétisé de l’architecture d’auto-organisation présentée dans
la figure 2.8. Le graphique présente en particulier l’implantation du module de
sélection, réalisée avec le modèle des champs neuronaux dynamiques. Les unités
de ce module sont localement couplées entre elles, via les poids synaptiques w− et
w+, et implémentent un modèle de réseau récurrent de type excitation/inhibition.
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neurones (cellule de calcul), comme par exemple l’unité fonctionnelle représentée par la mini-
colonne corticale. De ce point de vue, le modèle de traitement que nous proposons repose sur la
vision architecturale du cortex décrite par Burnod dans [16].

Dans un deuxième temps, notons que les deux modules de cette architecture doivent être
considérés comme deux processus dynamiques distincts, caractérisés par des paramètres variables
et aux constantes de temps très différentes. L’influence de ces paramètres dans le couplage des
deux modules de l’architecture neuronale décrite ici, mais aussi l’éventuel couplage avec d’autres
modules de traitement neuronal, doit être prise en compte dans la complexité de la dynamique
de ce système. Dans le contexte que nous décrivons ici, la réponse du module de sélection dépend
à chaque instant de la distribution d’entrée {i(x, t)}x∈X , calculée par le module de détection.
Comme nous allons le présenter et l’analyser dans les chapitres suivants, un champ neuronal dy-
namique répond à une telle stimulation avec une distribution d’activités neuronales {u(x, t)}x∈X

caractérisée par une ou plusieurs bulles d’activité neuronale, qui se constituent à l’endroit des
zones les plus stimulées localement par l’entrée i. Dans certains régimes et conditions de para-
métrage, les bulles convergent vers un état stable (devenant ainsi des attracteurs pour le système
dynamique du champ). Comme d’une part les bulles d’activité neuronale du champ, qui sont le
pendant de la fonction de voisinage dans SOM, deviennent fortes et stables seulement après un
certain temps de relaxation (une période transitoire), et comme d’une autre part la distribution
{u(x, t)}x∈X module l’ajustement des valeurs des prototypes (revoir la règle d’apprentissage de
l’équation 2.18), il est nécessaire que le module de détection ait une échelle de temps d’évolution
dynamique inférieure à celle du module de sélection. Afin d’implémenter cette contrainte dyna-
mique, dans nos simulations, nous considérons chaque nouvel échantillon ξ(t) constant pour 100
pas de simulation (ce qui implique i(x, t) constant pour la même période de temps). De plus,
pour permettre un apprentissage (l’ajustement des valeurs des prototypes) guidé principalement
par les bulles stables du champ neuronal, nous imposons un taux d’apprentissage assez faible,
α = 2 · 10−4. Ainsi, les prototypes s’ajustent essentiellement pour les unités ayant gagné la
compétition neuronale (c’est-à-dire les unités correspondant aux bulles d’activité neuronale).

Un autre aspect relatif à l’architecture illustrée sur la figure 2.9 est le schéma discret de calcul.
Notons que, si d’autres modèles préfèrent un formalisme mathématique continu pour exprimer
leurs propriétés fonctionnelles, ces modèles sont en général discrétisés lors de leur implantation
sur des machines (architectures) de calcul conventionnelles. Comme le but de nos recherches est
le développement de modèles neuronaux distribués et évolutifs, capables d’être utilisés dans des
architectures à large échelle de calcul parallèle intensif comme [42], nous avons choisi de décrire
notre modèle d’auto-organisation directement par un schéma discret. En outre, cette expression
discrète est en accord avec la structure discrète du tissu cortical.

Enfin, nous notons que, de manière analogue au réseau de Hopfield (voir la section 2.2.4),
l’architecture d’auto-organisation que nous proposons permet l’évaluation asynchrone des acti-
vités de ses unités élémentaires. Cette propriété vient confirmer l’attachement aux principes de
calcul cortical exprimés précédemment.

L’implantation logicielle de cette architecture d’auto-organisation basée sur la dynamique des
champs neuronaux est réalisée en utilisant la bibliothèque logicielle bijama [41], une plate-forme
de programmation parallèle multi-couches d’automates cellulaires.

2.6.2 Comparaison avec d’autres modèles de compétition neuronale

Analysant l’architecture neuronale d’auto-organisation décrite dans les paragraphes précé-
dents, nous pouvons observer qu’elle réussit à décrire plusieurs paradigmes de compétition, et
par extension, différentes approches de quantification vectorielle.
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Si par exemple le résultat du module de sélection est toujours une unique impulsion de Dirac,
qui correspond à l’unité x ayant la valeur i(x, t) maximale parmi toute la distribution d’entrée
{i(x, t)}x∈X , alors l’architecture implémente une version en ligne de l’algorithme k-means [76].

Dans un deuxième cas, si nous considérons le résultat du module de sélection comme étant
définit par une fonction de voisinage, généralement une gaussienne, centrée à l’endroit qui maxi-
mise la valeur i(x, t) de la distribution i, nous obtiendrons l’algorithme SOM proposé par Koho-
nen [72]. Notons que les deux algorithmes, k-means et SOM, reposent sur le calcul d’un extremum
global (pour trouver l’unité gagnante de la compétition). Dans ses implantations classiques, cette
procédure de calcul est centralisée, ce qui contrevient aux principes de calcul cortical qui consti-
tuent nos fondations de modélisation neuronale.

Une variante plus proche de notre démarche, qui s’intègre aussi dans le schéma général de
l’architecture d’auto-organisation que nous proposons ici, considère comme module de sélection
un réseau neuronal avec des poids synaptiques latéraux (les w+ et w− sur la figure 2.9) ajustables
au cours du temps. Toutefois, comme nous allons l’analyser dans la suite du document, ce
modèle neuronal, appelé RF-LISSOM [83, 84] nécessite une remise à zéro de toutes ses activités
neuronales, avant la présentation d’un nouvel échantillon. Nous considérons que cette procédure,
utilisant une opération centralisée sur toutes les activités du réseau neuronal du module de
sélection, contrevient également aux principes de calcul cortical évoqués dans ce chapitre.

2.7 Résumé

Motivés par un contexte de recherche qui vise le développement informatique des modèles
de calcul neuronal inspirés du fonctionnement cérébral, nous avons présenté dans le début de
ce chapitre plusieurs caractéristiques anatomiques et fonctionnelles du cortex cérébral qui pour-
raient constituer une forte source d’inspiration pour la conception future des systèmes cognitifs
de traitement d’information.

Nous avons ensuite passé en revue plusieurs paradigmes de modélisation neuronale. Dans
la section 2.3.2, nous avons présenté le traitement neuronal sous une perspective dynamique.
Dans ce contexte, nous avons souligné l’intérêt d’étudier différents aspects dynamiques concer-
nant l’évolution d’un réseau neuronal, et notamment la stabilité de ses états. Toutefois, d’une
part la complexité de ces systèmes dynamiques, et d’une autre part leur non-linéarité intrin-
sèque, rendent l’étude même des modèles neuronaux proposés assez difficile avec une approche
mathématique analytique.

Dans la même section 2.3.2 nous avons décrit plusieurs méthodes générales pour développer
des mécanismes de traitement d’information basés sur la dynamique d’un système neuronal. Bien
que ces variantes n’incluent pas, par exemple, des moyens de calcul neuronal à base d’oscillations
permanentes (voir les ondes de propagation d’activité neuronale, mis en évidence par des études
expérimentales comme [109, 50, 129]), nous considérons l’étude approfondie de ces approches
essentielle, dans le but de rapprocher les paradigmes courants de modélisation neuronale de
la manière dont le traitement neuronal a lieu au niveau cérébral. Dans cette vision, le calcul
neuronal peut être vu comme un effet émergent de la dynamique complexe issue de l’interaction
des unités fonctionnelles élémentaires. Guidées par cette vision, nos recherches visent à continuer
l’exploration des approches de modélisation neuronale dynamique, qui permettent d’étendre les
capacités des modèles de calcul neuronal d’inspiration corticale.

Afin de fonder une base solide de développement informatique, qui permettrait l’extension
et l’adaptabilité à large échelle des modèles neuronaux, dans la section 2.5, nous avons énuméré
et analysé un certain nombre de principes de modélisation du calcul cortical, principes qui ont
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2.7. Résumé

été également évoqués par plusieurs auteurs du domaine.
En accord avec ces principes, dans la section 2.6, nous avons proposé une architecture gé-

nérique d’auto-organisation, et nous avons décrit une implantation possible de celle-ci avec un
modèle de champs neuronaux dynamiques.

Dans le chapitre suivant nous allons présenter en détail le paradigme de calcul des champs
neuronaux dynamiques, analysant leurs caractéristiques dynamiques et fonctionnelles qui visent
à nous aider à implémenter l’architecture d’auto-organisation que nous avons proposée ici.

Nota : les travaux sur la conception de l’architecture d’auto-organisation d’inspiration cor-
ticale introduite dans la section 2.6 de ce chapitre ont été décrits en détail dans le cadre de
l’article 6, mentionné dans l’annexe A.
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Chapitre 3

Champs neuronaux dynamiques

Dans les chapitres précédents, nous avons conclu que l’essence du comportement intelli-
gent ne demeure ni dans la structure de l’information interprétée, ni dans l’anatomie des outils
de traitement d’information appartenant à l’interprète, ni même dans les représentations que
celui-ci conçoit parfois pour faciliter ce traitement. Cette essence réside dans la dynamique de
l’interaction continue entre l’interprète et le flot d’information perçue.

Du fait des propriétés remarquables exhibées par la structure corticale et présentées dans
le chapitre 2, de nombreuses études se sont consacrées à analyser la dynamique de traitement
d’information de nature corticale. L’homogénéité anatomique mésoscopique du cortex a permis
l’utilisation d’un cadre théorique et expérimental générique pour analyser les activités corticales
sous différentes conditions de stimulation.

Néanmoins, du fait qu’un vaste nombre de neurones composent le cortex, les outils expéri-
mentaux se sont vus vite limités dans leur ambition de mettre en évidence les aspects dynamiques
de l’activité corticale d’un grand ensemble de neurones. Pour aborder ce nouveau problème, au
lieu d’étudier en détail l’activité des neurones individuels, les chercheurs ont proposé de modéli-
ser l’interaction entre les activités neuronales des populations de neurones. Ces modèles ont été
appelés génériquement des modèles de champs neuronaux. Ayant comme but la modélisation
de type large échelle des processus de compétition et coopération des activités neuronales dans
le tissu cortical, plusieurs modèles théoriques ont été proposés et raffinés au cours du temps.
Des outils d’analyse provenant de la théorie des systèmes dynamiques ont permis la mise en
évidence de multiples phénomènes dynamiques de l’activité neuronale. Grâce aux avancées du
domaine, certains processus caractérisant la macro-dynamique corticale ont pu être expliqués,
mais aussi d’autres applications robotiques ont pu intégrer avec succès des solutions basées sur
la dynamique des champs neuronaux.

Le but de ce chapitre est de tracer l’évolution du domaine des champs neuronaux dynamiques
et présenter les modèles de référence du domaine, ainsi que les principaux résultats théoriques
existant dans la littérature.

Nous commençons par présenter les modèles fondateurs de champs neuronaux dynamiques.
Nous examinons ensuite les motifs dynamiques issus du comportement d’un champ et les as-
pects concernant l’existence ou la stabilité de ces phénomènes. Le chapitre se poursuit avec les
extensions notables de ces modèles afin d’enrichir leur dynamique. Au final, nous analysons les
méthodes de simulation numérique des champs neuronaux dynamiques.

Dans ce chapitre, nous analysons tous ces résultats de manière critique, afin d’offrir une
perspective de l’état de l’art et surtout une vision de l’avenir du domaine des champs neuronaux
dynamiques.

43



Chapitre 3. Champs neuronaux dynamiques

3.1 Concepts généraux

3.1.1 Nécessité d’une modélisation mésoscopique de l’activité corticale

Étant inspirés par les capacités remarquables du cerveau, les chercheurs se sont employés
à analyser au cours du temps divers aspects du fonctionnement cérébral, afin de comprendre
et révéler la nature intrinsèque du comportement intelligent. Différentes méthodes et niveaux
d’analyse ont vu le jour pour étudier la dynamique du traitement d’information de nature céré-
brale.

Motivés par ces résultats, les scientifiques ont longtemps cherché à décortiquer et mettre en
évidence l’ensemble des mécanismes cérébraux qui seraient responsables de la naissance et du
développement des comportements adaptatifs des organismes vivants [21, 95].

Plusieurs arguments fondés sur les propriétés remarquables du cortex, présentées dans le
chapitre 2, amènent à considérer que la structure corticale a un rôle décisif dans la formation et
le fonctionnement des processus cognitifs. Un des défis majeurs des chercheurs est de découvrir
les mécanismes intrinsèques de la plasticité corticale, c’est-à-dire d’expliquer comment à partir
d’une homogénéité anatomique le cortex réussit à se spécialiser et se réorganiser pour traiter un
flot perceptif multimodal, ainsi que pour résoudre des tâches cognitives très variées. Les résultats
expérimentaux obtenus grâce aux travaux de pionniers des neurosciences, comme Santiago Ramó
y Cajal [17, 18], Mountcastle [86] ou Hubel et Wiesel [66], ont ouvert le chemin pour une
abondance de recherches concernant diverses caractéristiques de la structure corticale. Toutefois,
la méthode expérimentale rencontre certaines limites, quand il s’agit de mettre en évidence
des aspects clé de la physiologie ou du fonctionnement cortical (par exemple l’intégralité de
la topologie de connexion ou l’interaction entre les activités de larges masses de neurones).
Par conséquent, les chercheurs ont essayé de concevoir des modèles théoriques du cortex, afin
de construire des hypothèses et d’inférer de nouvelles connaissances à propos des phénomènes
corticaux. Les champs neuronaux dynamiques s’inscrivent dans cette démarche, constituant une
tentative de décrire de manière formelle la compétition entre les activités neuronales corticales.

3.1.2 Approches de modélisation mésoscopique de l’activité corticale

Les travaux mentionnés ci-dessus ont pu mettre en évidence une organisation horizontale
en six couches, et une organisation verticale en colonnes du tissu cortical. D’après les éléments
présentés dans le chapitre 2, les colonnes corticales peuvent être considérées comme étant les
modules fonctionnels élémentaires du traitement neuronal cortical. Inspirés par cette perspective,
les modèles de champs neuronaux dynamiques considèrent le tissu cortical comme un maillage
ou un champ d’unités fonctionnelles. Cependant, les champs neuronaux ne se limitent pas à
modéliser l’activité des colonnes corticales, leur but étant de modéliser l’activité globale de
groupes (ou populations) de neurones, rassemblés ici sous le nom d’unités fonctionnelles. Cette
propriété de généricité fonctionnelle représente une des caractéristiques fondamentales de ce
paradigme neuronal.

Une deuxième abstraction de ce modèle porte sur la modélisation de la densité spatiale de
ces unités. Le rapport très élevé entre la superficie du tissu cortical (environ 2600 cm2 chez
l’homme) et le diamètre d’une colonne corticale (environ 300 − 600µm) permet de considérer
qu’au niveau mésoscopique, ce maillage d’unités fonctionnelles est un continuum. Notons X
l’ensemble support de ce maillage (les positions de ces unités fonctionnelles dans la couche
corticale). Ainsi, nous considérons dans la suite X = R pour le cas unidimensionnel, et X = R

2

pour le cas bidimensionnel.
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Le troisième aspect structurel pris en compte par le modèle des champs neuronaux considère
une topologie de connexion fixe entre les unités du champ. Celle-ci, généralement définie par un
noyau de poids des connexions latérales noté w, est une fonction relative à la distance entre les
unités du champ dans l’espace X. Dans la littérature, les fonctions w les plus souvent utilisées
sont : la fonction unitaire (voir l’équation 3.1), la fonction normale ou gaussienne (voir l’équa-
tion 3.2), le chapeau mexicain, appelée aussi différence de gaussiennes (voir l’équation 3.3), ou
le chapeau de magicien (voir l’équation 3.4).

w(|x− x′|) =

{

1 si |x− x′| ≤ R0

0 sinon
(3.1)

w(|x− x′|) = e−α|x−x′|2 (3.2)

w(|x− x′|) = A+e−a|x−x′|2 −A−e−b|x−x′|2 (3.3)

w(|x− x′|) = −w0(1− |x|)e
−|x−x′| (3.4)

Afin de pouvoir modéliser la dynamique corticale, il est nécessaire de prendre en compte la
façon dont son activité est influencée par l’activité neuronale d’autres sources extra-corticales.
Ainsi, le modèle général du champ considère que chaque unité fonctionnelle x ∈ X du champ
reçoit un stimulus i(x, t), qui définit l’entrée corticale à chaque instant du temps t. La réponse
u(x, t) de l’unité x définit son activité neuronale. Cette réponse dépend à la fois de la stimulation
externe i(x, t), mais aussi des activités neuronales des unités voisines, avec lesquelles l’unité x
est connectée (conformément au noyau des poids des connexions latérales w). Savoir comment
intégrer l’influence de ces facteurs dans l’activité globale u(x, t) de chaque unité x du champ,
à chaque instant de temps t, constitue le défi des modèles de champs neuronaux et donne la
particularité de la dynamique exhibée par chacun d’eux.

Une fois définies les « composantes élémentaires » du modèle de champ, il nous reste à
mettre en correspondance ces termes avec une interprétation physiologique de l’activité corticale,
ou autrement dit (d’un point de vue modélisation théorique et simulation informatique) il est
nécessaire de définir ce que chaque unité fonctionnelle x ∈ X du champ « calcule ».

Si nous interprétons i comme étant la somme des courants ioniques pré-synaptiques, u peut
être vu comme la fluctuation des potentiels électriques déclenchés par la stimulation du champ
avec i. Dans ce cas, nous pouvons affirmer que le champ modélise la génération et la dynamique
de propagation des potentiels d’action (en anglais spikes) sur la surface corticale. Cette interpré-
tation peut être modélisée en utilisant un codage neuronal de type d’intégration et décharge (en
anglais integrate and fire), pour chaque unité x du champ. Dans ce modèle d’activité neuronale,
les impulsions neuronales sont générées seulement si la contribution des courants pré-synaptiques
reçus par l’unité devient supérieure à un certain seuil prédéfini. Dans ce cas, u a la forme de
trains d’impulsions électriques (en anglais spike train), déchargées au cours du temps dans la
couche corticale.

Toutefois, bien qu’elles soient conçues pour modéliser fidèlement les processus physiologiques
neuronaux, ces approches ont en pratique un coût de modélisation très élevé. Afin de contourner
ces faiblesses, une nouvelle abstraction théorique, inspirée de la mécanique statistique, a été
proposée. Cette approche, appelée la théorie des champs moyens (en anglais mean field theory),
propose de modéliser seulement le nombre moyen d’impulsions générés dans l’unité de temps,
c’est-à-dire le taux de décharge des impulsions (en anglais firing rate). Pour cette raison, ces
modèles sont connus sous le nom de modèles fréquentiels (en anglais firing rate models). Montrant
une grande robustesse au bruit spatial ou temporel, ces modèles sont très souvent utilisés en
pratique, grâce à leur relative simplicité de simulation et à la possibilité de les étudier avec des
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outils théoriques. Toutefois, nous devons retenir que ces modèles ne sont pas capables de mettre
en évidence certains aspects temporels résultant de la dynamique sous-jacente des impulsions
neuronales (par exemple, ils ignorent l’importance des moments du temps de la génération des
potentiels d’action, ou encore, ils ignorent leur corrélation temporelle). En conclusion, cette
approche revient à considérer u(x, t) comme étant le taux instantané de l’activation neuronale
de l’unité x du champ. Elle soutient la vision assumée par les auteurs du domaine de modéliser
l’activité de groupes ou populations de neurones, et pas nécessairement l’activité individuelle
des cellules corticales.

Une approche de modélisation étendue, plus fidèle que cette dernière, prend en compte le
fait qu’à chaque instant du temps, une certaine fraction des unités actives du champ se trouvent
dans la période réfractaire (elles ne peuvent pas contribuer aux activités des unités voisines
avec lesquelles celles-ci sont connectées). Cet aspect est souvent modélisé par une fonction de
seuil (appelée également fonction de transfert), notée σ. Dans la pratique, ces fonctions sont
exprimées par une fonction de Heaviside (cf. 3.5) ou par des fonctions sigmöıdes (cf. 3.6, 3.7).

σH(u) =

{

0 si u ≤ 0
1 sinon

(3.5)

σ(u) = 1/(1 + e−u) (3.6)

σ(u) = tanh(u) (3.7)

3.1.3 Description générale de la dynamique d’un champ neuronal

Les éléments présentés dans les paragraphes précédents permettent de décrire de manière
formelle un modèle de champ neuronal. L’expression générale de ce type de formalisme peut
être écrite sous la forme suivante :

τ
du(x, t)

dt
= aA+ bB + cC +D (3.8)

A = −u(x, t) (3.9)

B =

∫

x′
w(|x − x′|)σ(u(x′, t))dx′ (3.10)

C = i(x, t) (3.11)

où la réponse u du champ évolue à chaque pas de temps t en fonction de ces quatre termes :
A, l’activité courante de l’unité ; B, la contribution des activités neuronales des unités voisines
avec lesquelles l’unité x est connectée ; C, la stimulation externe ; D, une quantité qui tient place
pour d’autres termes qui pourraient influencer l’activité d’une unité fonctionnelle (par exemple
un potentiel de repos, un niveau de bruit etc.). a, b et c sont des scalaires de pondération des
quantités exprimées par les termes A,B et C, et τ est une constante de temps. La figure 3.1
montre graphiquement certains de ces éléments.

Une fois intégrés sous la forme des équations de champ tous les principes de modélisation
corticale énumérés précédemment, nous pouvons nous demander quelles sont les valeurs numé-
riques des paramètres de ces équations. En fait, cette problématique ouvre toute une série de
questions sous-jacentes. Par exemple, une première question demanderait s’il existe des valeurs
physiologiques à attribuer à ces paramètres. Certaines études, comme par exemple [77], ont pu
mettre en correspondance différents paramètres d’un champ avec des valeurs physiologiques me-
surées expérimentalement. Toutefois, ces valeurs caractérisent souvent une classe assez limitée de
régimes dynamiques de l’activité corticale. Une deuxième question pourrait donc demander quels
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Fig. 3.1 – Illustration graphique du schéma général, décrit par les équations 3.8-
3.11, utilisé pour la modélisation de l’activité dynamique d’un champ neuronal
unidimensionnel.

sont les critères pour choisir ces valeurs. Comme nous allons constater dans la suite, de l’ana-
lyse de plusieurs modèles de champ neuronaux, différentes valeurs de leurs paramètres peuvent
engendrer un nombre assez varié de comportements dynamiques. Toutefois, pour trouver les in-
tervalles de valeurs qui garantissent ces comportements dynamiques, nous avons souvent besoin
de faire appel à une analyse mathématique approfondie de ces équations. Ces études analytiques
visent le plus souvent la recherche des conditions d’existence et de stabilité des solutions u(x, t)
des équations du champ. D’autres aspects analysés concernent l’étude dynamique des périodes
d’oscillation, des états d’équilibres, des temps de relaxation (le temps nécessaire pour u pour
revenir dans un état d’équilibre, quand le système dynamique subit une certaine perturbation),
ou bien d’autres temps de transitions considérés significatifs.

Nous constatons ainsi que le problème de choix de paramètres pour un champ neuronal
est un problème de recherche en soi. Dans le même contexte d’étude théorique, ce problème
entrâıne l’étude de la génération, la propagation et la stabilité de divers motifs dynamiques, dans
différents cas de l’évolution dynamique du champ. Une telle analyse pourrait faciliter l’évaluation
de l’influence des échelles temporelles ou spatiales de la modélisation, ou la mise en évidence de
certains méta-paramètres du modèle de champ.

3.1.4 Critiques du paradigme de modélisation des champs neuronaux dyna-
miques

L’équation générique de champ de type 3.8 met en évidence les éléments considérés essentiels
qui gouvernent la dynamique de l’activité corticale, responsables de la compétition entre les po-
pulations de neurones. Néanmoins, ces aspects de modélisation pourraient être parfois considérés
insuffisants pour capturer certaines dynamiques de l’activité corticale.

Une première remarque concerne le fait que le modèle des champs neuronaux dynamiques
ne fournit pas une explication pour l’ontogenèse de la topologie neuronale corticale. Le modèle
se base sur une topologie de connexion neuronale de type 1D (R) ou 2D (R2) a priori définie, les
poids des connexions latérales entre les neurones restant constants en temps. D’autre modèles,
notamment RF-LISSOM [83, 84], prennent en compte la plasticité de la connectivité corticale et
intègrent dans le modèle la dynamique d’adaptation des poids latéraux. Cependant, nous rappe-
lons que le but de ces modèles est loin d’offrir une explication pour tous les processus corticaux,
leur point fort étant plutôt de simplifier (abstraire) ces processus afin de faciliter l’étude à la
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fois théorique et de simulation de ces phénomènes. D’ailleurs, les champs neuronaux dynamiques
seraient destinés à mettre en évidence la compétition entre les activités de populations de neu-
rones, une fois les poids synaptiques des connexions latérales stabilisés, selon d’autres processus
neuronaux (d’apprentissage), intrinsèques à la structure corticale. De ce point de vue, nous pou-
vons affirmer que les champs neuronaux sont caractérisés par une échelle de temps supérieure à
la génération des trains d’impulsions neuronaux, mais inférieure à la durée de la réorganisation
des poids synaptiques corticaux.

Une autre critique des modèles actuels de champs neuronaux dynamiques concerne la mo-
délisation des unités neuronales avec des méthodes de type champ moyen et notamment des
modèles fréquentiels, considérés trop « simplistes » pour mettre en évidence des processus inhé-
rents à la dynamique corticale (comme par exemple mentionnés précédemment, les phénomènes
de synchronisation des activités corticales). L’argument opposé à cette critique affirme que les
simplifications de ces modèles sont bien une vision statistique de la probabilité de décharge neu-
ronale, une abstraction qui n’est pas sensible aux phénomènes perturbateurs de bruits, d’instabi-
lités temporelles ou de changements locaux spontanés de topologie de connexion. En résumé, ce
type de modélisation serait bien plus adéquat pour caractériser les phénomènes macroscopiques
globaux de l’activité corticale. Au détriment d’une grande fidélité physiologique, ces approches
aident à gagner une clarté et une efficacité dans la simulation de ces modèles. Cet aspect est
étayé par un intérêt constant de la communauté scientifique vis-à-vis de ces modèles fréquen-
tiels [92, 22]. En conclusion, la théorie de type champ moyen reste appropriée pour appréhender
qualitativement les processus concernant la macro-dynamique de la structure corticale [125, 29].

Enfin, nous mentionnons la critique de l’homogénéité des unités neuronales d’un champ
(toutes ayant les mêmes paramètres structurels), étant donné le fait que même si le cortex est
un tissu quasi homogène, nous pouvons bien distinguer différents types de cellules, et différents
types de connexions (la symétrie des poids de connexions n’étant pas biologiquement plausible).
La réponse vis-à-vis de cette remarque fait appel, comme avant, au fait que ces approches
moyennent les valeurs des paramètres caractérisant la couche corticale, également homogénéisent
ces valeurs. Cependant, même si ce n’est pas fréquent, nous trouvons dans la littérature des
tentatives d’inclure dans la modélisation des champs des poids de connexion asymétriques [61],
ou bien de prendre en compte l’interaction de plusieurs (couches de) champs ayant différentes
caractéristiques, qui introduisent ainsi une certaine hétérogénéité dans la modélisation [70].

Résumant ces remarques présentées ici, nous pouvons affirmer que les hypothèses de travail
considérées par les modèles de champs neuronaux dynamiques sont issues d’un besoin de faire un
compromis entre la difficulté d’une modélisation fidèle du point de vue biologique et, la nécessité
pratique d’étudier et simuler ces phénomènes dynamiques de nature corticale. La possibilité
d’employer des études théoriques complexes, ainsi que de simuler et d’utiliser leur dynamique
dans la conception de solutions bio-inspirées, constituent des avantages qui font de ce paradigme
un modèle neuronal digne d’être considéré dans les démarches de modélisation de la structure
corticale.

Les champs neuronaux dynamiques sont un domaine très actif, proposant souvent de nou-
velles extensions, afin d’enrichir la panoplie des phénomènes dynamiques d’inspiration corticale.
Même dans ces conditions d’hypothèses simplificatrices, il reste encore beaucoup d’aspects théo-
riques et pratiques à étudier, en ce qui concerne la dynamique des champs neuronaux. L’argument
ultime pour motiver l’intérêt vers les modèles de champs neuronaux dynamiques est que nous
sommes intéressés à découvrir ce que ces hypothèses nous permettent de modéliser, ou autre-
ment dit, comment nous pouvons exploiter ces hypothèses, quelle est leur capacité de calcul et
quelles sont leurs limites dans une démarche informatique. Ainsi, plutôt que de souligner les
déficiences de ces approches, nous nous attacherons d’abord à bien établir quelles sont leurs
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qualités. Notre but général de recherche est d’étudier les phénomènes émergents qui dérivent de
ces descriptions formelles de type champs neuronaux, afin d’ouvrir des pistes de recherche face
aux problématiques énumérées ci-dessus.

Dans la suite de ce chapitre, nous allons tracer l’itinéraire de l’évolution des modèles de
référence de champs neuronaux dynamiques, indiquant les nouveautés introduites par chaque
modèle, afin de discerner les particularités et capacités de ces approches.

3.2 Modèles théoriques et comportements dynamiques

3.2.1 Modèle de Wilson et Cowan

On doit la première formalisation historique notable de la compétition entre les activités
corticales aux auteurs Wilson et Cowan [125], au début des années 1970.

S’appuyant sur les résultats des travaux de Mountcastle, Hubel et Wiesel, qui étayent l’exis-
tence des unités fonctionnelles corticales, Wilson et Cowan proposent une nouvelle vision de
modélisation corticale. Faisant l’analogie avec la manière d’étudier certains phénomènes phy-
siques, ils considèrent que pour mettre en évidence les mécanismes des processus corticaux de
haut niveau, il faut modéliser l’activité du tissu cortical à une échelle spatiale plus grande que
celle du neurone.

Deuxièmement, ce modèle cortical prend en compte le principe neuro-physiologique de Dale [27,
30], qui affirme que (généralement) chaque cellule neuronale se manifeste soit comme excitatrice,
soit comme inhibitrice, vis-à-vis toutes les autres cellules post-synaptiques avec lesquelles elle
est connectée. De plus, le caractère (excitateur ou inhibiteur) des cellules reste inchangé pendant
toute leurs vies. En outre, Wilson et Cowan soulignent que multiples résultats expérimentaux
indiquent que l’activité corticale est principalement la conséquence des interactions entre ces
cellules excitatrices et inhibitrices.

Ces considérations ont permis à Wilson et Cowan d’élaborer le premier formalisme de ré-
férence de champs neuronaux dynamiques, qui modélise la compétition entre les populations
corticales excitatrices et inhibitrices. Ainsi, ce modèle comporte deux ensembles d’unités (de
type E - excitatrices et I - inhibitrices), réparties suivant une topologie bidimensionnelle. Tou-
tefois, basé sur des arguments d’homogénéité spatiale, le formalisme est décrit et analysé pour le
cas 1D, ce qui pourrait correspondre en réalité à une bande très fine (de l’épaisseur d’une seule
colonne) de tissu cortical. Pour encore faciliter l’usage pratique et l’étude mathématique du mo-
dèle, les auteurs ont opté pour la description du comportement du champ avec des équations
temporelles « lentes » (en anglais time coarse-grained equations), qui moyennent les variations
temporelles des variables dans une certaine fenêtre de temps.

Utilisant les notations introduites dans la section 3.1, le formalisme proposé par Wilson et
Cowan peut être décrit ainsi :

τ
duE(x, t)

dt
= −uE(x, t)

+(1− rEuE(x, t))

×σE(+(uE ⊗ wEE)(x, t)− (uI ⊗ wIE)(x, t) + iE(x, t)) (3.12)

τ
duI(x, t)

dt
= −uI(x, t)

+(1− rIuI(x, t))

×σI(−(uI ⊗ wII)(x, t) + (uE ⊗ wEI)(x, t) + iI(x, t)) (3.13)
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où ⊗ représente une opération de convolution spatiale, généralement définie comme :

(f ⊗ w)(x, t) = (w ⊗ f)(x, t) =

∫ ∞

−∞
w(y)f(x− y, t)dy (3.14)

Dans ces équations, uE(x, t) et uI(x, t) représentent respectivement le nombre d’unités ex-
citatrices et inhibitrices, actives à l’instant t et à l’endroit x du champ. iE(x, t) et iI(x, t) dési-
gnent les stimuli afférents instantanés des deux unités corticales, placées à l’endroit x du champ.
wEE , wII , wEI et wIE sont les noyaux des poids des connexions latérales entre les deux types
d’unités du champ (excitatrices et inhibitrices). σE et σI sont les fonctions de transfert pour les
deux ensembles d’unités. Pour finir, rE et rI sont les périodes réfractaires pour les deux types
de populations, et τ est la constante de temps membranaire.

S’intéressant aux phénomènes dynamiques globaux de l’activité du champ décrite par les
équations 3.12 et 3.13, Wilson et Cowan développent une analyse mathématique détaillée, afin
de pouvoir étudier l’influence des paramètres dans le comportement du champ. Ainsi, grâce à
cette analyse, les auteurs mettent en évidence trois modes de fonctionnement dynamique. Les
outils mathématiques qui leur ont permis d’obtenir les résultats résumés ci-dessous sont présentés
en détail dans la section 3.3.

Dans le cas du premier comportement dynamique observé (voir la figure 3.2 (a)), une brève
stimulation du champ, suffisamment élevée, induit une réponse forte du champ. Même après
l’arrêt de la stimulation, cette réponse continue à augmenter, atteint un niveau maximal, puis
descend vers son état de repos. Pour cette raison, ce comportement du champ est appelé acti-
vation transitoire. L’activation et la durée de ce mode dynamique du champ dépend à la fois de
l’intensité et de la durée du stimulus appliqué au champ.

Le deuxième comportement dynamique peut être mis en évidence en cas de stimulation
constante et continue d’une zone quelconque du champ. Dans certaines conditions de paramé-
trage, la réponse du champ est caractérisée par l’oscillation continue des activités excitatrices et
inhibitrices (voir la figure 3.2 (b)). Par conséquent, ce mode dynamique du champ est défini par
des cycles limites. La fréquence d’oscillation est proportionnelle à l’intensité de la stimulation,
mais elle reste indépendante de la largeur de celle-ci. Dans d’autres conditions de paramétrage,
le même type de stimulation de champ peut provoquer la propagation des ondes d’activités
excitatrices et inhibitrices dans le champ (voir la figure 3.2 (c)).

Le dernier type de comportement dynamique, évoqué par Wilson et Cowan, est caractérisé
par des états spatiaux stables non homogènes. Dans ce cas, la stimulation du champ génère
une réponse forte du champ, cette réponse persistant au même endroit et au même niveau
d’activation, même après que la source de stimulation a complètement disparu (voir la figure 3.2
(d)).

Notons que l’existence de chacun de ces régimes dynamiques est conditionnée par le dépas-
sement de certains seuils temporels ou d’intensité concernant la stimulation du champ.

Les deux auteurs considèrent que ces trois comportements (mis en évidence pour trois en-
sembles différents de paramètres du modèle) peuvent être vus comme modélisant trois spéciali-
sations anatomiques différentes du tissu cortical. La plausibilité biologique de cette affirmation
s’étaie sur la similarité observée entre les résultats numériques générés par la simulation du
modèle de champ, et les différents résultats expérimentaux sur le fonctionnement cortical.

Dans leur analyse, Wilson et Cowan proposent aussi des variantes plus élaborées du modèle,
qui prennent en compte par exemple, la vitesse de propagation latérale de l’activité neuronale.
Toutefois, c’est seulement récemment que les approches de modélisation ont reconsidéré l’in-
tégration de ces aspects dans l’expression analytique du champ, ainsi que leur impact dans le
comportement dynamique du champ. Souvent, les études faisant référence au modèle de Wilson
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a. b.

c. d.

Fig. 3.2 – Illustrations graphiques, extraites de [125], présentant divers compor-
tements dynamiques du modèle de Wilson et Cowan. Les paramètres affichés ici,
c’est-à-dire 〈E(x, t)〉 (ligne continue), 〈I(x, t)〉 (ligne pointillée) et P (ligne conti-
nue, figurée tout en bas des figures (b,c,d)), sont les correspondants des paramètres
uE(x, t), uI(x, t) et iE(x, t), présents dans les équations 3.12 et 3.13. Les flèches
marquent le moment d’arrêt de la stimulation. (a) régime d’activation transitoire,
pour différentes amplitudes P d’un stimulus (centré à l’endroit x0 du champ), qui
a été présenté pour différentes périodes de stimulation ; (b) trois phases successives
de l’évolution du champ, pendant une seule période d’un régime oscillateur ; dans
ce cas, le stimulus (centré à l’endroit x0 du champ) est maintenu en permanence ;
(c) génération d’une paire d’ondes de propagation, due à la brève présentation
d’un stimulus externe ; (d) deux états spatiaux stables non homogènes, générés
par la présentation de deux stimulations différentes ; une fois générées, les activités
excitatrices et inhibitrices du champ persistent en absence des stimuli initiaux.
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et Cowan préfèrent simplifier les équations, considérant les périodes de réfraction rE et rI nulles,
et les propagations latérales instantanées.

Intégrant plusieurs aspects essentiels de la modélisation corticale, le formalisme proposé par
Wilson et Cowan est devenu en cours du temps un modèle de référence des champs neuronaux
dynamiques, et comme nous allons le constater dans les prochains paragraphes, une source
d’inspiration fondamentale pour la suite des modèles proposés dans la littérature.

En résumé, les contributions de Wilson et Cowan abordent trois aspects principaux de modé-
lisation : (a) la description de type large échelle de l’activité neuronale du tissu cortical par un
champ continu d’un ensemble d’unités fonctionnelles génériques ; (b) la séparation des influences
neuronales des populations excitatrices et inhibitrices ; (c) la description de l’activité de chaque
unité du champ par des équations temporelles « lentes », désignant des contributions neuronales
moyennes.

3.2.2 Modèle d’Amari

Inspiré par les travaux de plus en plus nombreux visant la modélisation du tissu cortical,
Amari propose en 1977 un nouveau modèle de champ neuronal [4], basé sur les mêmes principes
de compétition et coopération entre les activités excitatrices et inhibitrices des neurones que le
modèle de Wilson et Cowan.

Généralisant la vision de modélisation fonctionnelle utilisée par Wilson et Cowan, Amari
propose un cadre formel étendu pour décrire l’activité neuronale d’un champ multi-couches,
c’est-à-dire une couche pour chaque ensemble de neurones corticaux du même type. Les couches
d’un tel champ ne correspondent pas nécessairement aux six couches anatomiques du tissu
cortical, la séparation proposée par Amari étant plutôt une méthode simplifiée pour formaliser
et étudier de manière unifiée les interactions de nature corticale.

Afin de faciliter encore plus l’étude analytique, Amari considère le cas particulier d’un champ
unidimensionnel mono-couche (intégrant dans la même couche les contributions excitatrices et
inhibitrices), où les connexions latérales à longue distance entre les unités fonctionnelles du
champ sont explicitement de nature inhibitrice. Cette condition revient alors à un noyau de poids
de connexion de type chapeau mexicain (voir la fonction 3.3). Considérant aussi les hypothèses
d’homogénéité spatiale du champ et la propagation instantanée des activités neuronales, Amari
décrit son modèle de base par l’équation suivante :

τ
du(x, t)

dt
= −u(x, t) +

∫ ∞

−∞
w(|x− x′|)σ(u(x′, t))dx′ + i(x, t) + h (3.15)

où la seule nouvelle notation introduite ici est h, désignant le niveau de repos de l’activité du
champ.

Alors que Wilson et Cowan basent leur approches sur les aspects structuraux de la modélisa-
tion corticale, ou la plausibilité biologique de leur modèle, Amari vise avec ce nouveau formalisme
une analyse théorique détaillée des aspects dynamiques du comportement du champ, notamment
l’existence et la stabilité des solutions de l’équation du champ.

Grâce à cette étude analytique, Amari met en évidence cinq principaux comportements dyna-
miques, c’est-à-dire cinq types de solutions d’équilibre pour l’équation du champ. Une première
solution, notée φ − solution, est caractérisée par une activité nulle pour toutes les unités du
champ. Au contraire, la deuxième solution, notée ∞− solution, présente un niveau d’excitation
maximal pour chaque unité du champ. Ces deux types de solutions sont monostables. Pour le
troisième type de solution, une forte stimulation du champ déclenche une propagation illimitée
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Fig. 3.3 – Différentes solutions u(x, t) de l’équation 3.15, obtenues dans diffé-
rentes conditions de paramétrage. Les solutions (a-c) sont obtenues en absence
de stimulation externe, alors que la solution (d) est le résultat d’une stimulation
externe fixe et permanente du champ. Chaque graphique montre en niveau de
gris l’intensité de la réponse u(x, t) du champ. L’abscisse représente le temps t
en nombre de pas de simulation, et l’ordonnée représente l’ensemble des positions
{x ∈ X} du champ. a. instabilités de Turing en domaine spatial ; b.∞−solution ;
c. a− solution en absence d’entrée ; d. a− solution en présence d’une stimulation
de type gaussienne, placée à l’endroit x0 = 10 du champ.

de l’excitation tout au long du champ. Si la stimulation initiale a un niveau plus faible, elle dé-
clenche une réponse qui s’évanouit en cours du temps (si cette stimulation est maintenue toujours
à un niveau faible). Une quatrième solution possible est caractérisée par une zone finie d’excita-
tion locale, appelée souvent bulle d’excitation. Cette solution, qui peut aussi s’évanouir en cours
de temps, est notée a− solution si elle s’étend sur une zone de longueur a. Ces deux dernières
solutions possibles sont donc bistables. Finalement, le cinquième type de solution maintient une
excitation périodique en domaine spatial (des zones d’excitations locales apparaissent partout
dans le champ). Ce type de comportement est appelé instabilité de Turing. La figure 3.3 montre
graphiquement certaines de ces solutions possibles de l’équation 3.15.

Parmi ces différents comportements que l’équation 3.15 peut exhiber, nous nous focalisons
dans les paragraphes suivants sur l’analyse de seulement deux de ces phénomènes dynamiques : la
formation des bulles stables d’excitation locale et l’émergence des instabilités de Turing. Comme
nous allons présenter ensuite dans le chapitre 4, de multiples travaux concernant la simulation
ou l’interprétation des processus physiologiques ou cognitifs font appel à une modélisation qui
exhibe ces deux comportements.
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Formations stables d’excitation locale

Un premier comportement remarquable du modèle d’Amari concerne l’émergence des forma-
tions stables d’excitation locale dans la réponse {u(x, t)}x∈X du champ. Ces formations, notées
a− solutions dans les travaux d’Amari, sont souvent connues dans la littérature sous le nom de
bulles d’activité (en anglais bumps ou bubbles). Ces formations spatiales sont des zones locales
d’unités du champ qui augmentent progressivement leur niveau d’activité neuronale, jusqu’à
attendre un seuil de saturation à l’équilibre.

Pour étudier les propriétés des formations stables d’excitation locale, Amari considère deux
cas séparés d’analyse : la réponse du champ respectivement en absence totale et, en présence
locale d’une stimulation externe stationnaire i. Pour des raisons de simplicité mathématique, son
analyse est réalisée pour une fonction de transfert σ = σH (voir l’équation 3.5), argumentant
toutefois qu’en considérant n’importe quelle autre fonction σ de type sigmöıde, les résultats
analytiques seront équivalents du point de vue qualitatif. Résumons ici ces résultats.

Comme mentionné, dans le premier cas d’analyse, Amari considère i(x, t) = 0,∀x ∈ X,∀t ≥
0. Notons :

R[u] = {x ∈ X | u(x) > 0} (3.16)

la région excitée du champ. Une solution locale de type bulle d’activité de longueur a doit
respecter à l’équilibre :

u(x, t) =

∫

R[u]
w(|x′|)dx′ + h (3.17)

Sans restreindre la généralité, nous pouvons considérer que la zone excitée occupée par la
bulle est exactement l’intervalle R[u] = (0, a) ⊂ R. Notons ensuite :

W (x) =

∫ x

0
w(|x′|)dx′

Wmax = max
x>0

W (x)

Wmin = min
x>0

W (x)

W∞ = lim
x→0

W (x)

Suite à son analyse, Amari établi les conditions d’existence des solutions que nous avons
décrites précédemment :

φ− solution ⇔ h < 0

∞− solution ⇔ 2W∞ > −h

a− solution ⇔ h < 0, a > 0,W (a) + h = 0

Plusieurs bulles peuvent émerger et coexister à l’équilibre dans le champ, à condition que
l’inhibition à longue distance soit suffisamment faible (pour que les contributions excitatrices
locales puissent dominer d’autres régions du champ). Ainsi, la densité des bulles d’activation
dans le champ est dictée par le profil du noyau des poids des connexions latérales, c’est-à-dire
le rapport entre l’influence cumulée des poids des connexions excitatrices et celle des poids des
connexions inhibitrices.

Ensuite, Amari étudie la stabilité de ces formations d’excitation locale. Dans son approche,
il calcule le déplacement des bords d’une région excitée, déplacement induit par un petit chan-
gement de l’activité neuronale des unités du champ. Pour que la bulle formée reste stable, ce
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déplacement doit converger vers zéro. Ceci se traduit dans la condition suivante :

dW (a)

da
< 0

Dans le deuxième cas d’analyse, Amari s’intéresse aux phénomènes transitoires qui précé-
dent l’atteinte d’un état d’équilibre d’une bulle d’activité, dans un contexte caractérisé par une
stimulation locale stationnaire du champ (i(x, t) = i(x)). Dans ces conditions, une bulle qui
commence à se former dans le champ est entrâınée dans un déplacement spatial local, afin de
trouver un état (y compris une position) d’équilibre. Elle se dirige vers un endroit où l’influence
de la stimulation i est la plus grande. En conséquence, si une bulle quelconque se forme au
début sur l’intervalle (x1(t), x2(t)), elle va se déplacer vers la gauche si i(x1(t)) > i(x2(t)), ou
vers la droite dans le cas contraire. Ce mouvement cesse quand les influences des stimuli externes
ressentis par la bulle sont équilibrées.

En dehors des stimulations externes, par définition, la réponse d’un champ neuronal dépend
des interactions entre les activités de toutes ses unités. Ainsi, dès leur apparition, les bulles d’ac-
tivation interagissent. Ainsi, si deux bulles sont suffisamment proches, elles vont se rapprocher
et fusionner en une seule, afin d’atteindre un état d’équilibre. Si elles se trouvent plus loin une
de l’autre, sans que la distance entre elles ne dépasse un certain seuil, les deux bulles vont se re-
pousser pour rétablir l’équilibre dynamique du champ. Finalement, si les deux bulles ont émergé
suffisamment loin une de l’autre, elles ne vont pas du tout interagir. Comme dans le cas d’analyse
précédent (d’absence totale de stimulation), le profil du noyau des poids des connexions latérales
impose des contraintes pour la densité des bulles d’activité qui peuvent coexister dans le champ.

Instabilités de Turing

Un deuxième phénomène dynamique révélé par le comportement des champs neuronaux
d’Amari se réfère aux instabilités de Turing. Dans certaines conditions de paramétrage et dans
un contexte d’absence totale de stimulation externe, le champ entier devient « pavé » avec des
motifs d’activation stationnaires périodiques dans le domaine spatial (voir la figure 3.3 (a)).

Les mêmes phénomènes dynamiques avaient été mis en évidence par Turing [119] dans sa
proposition de modéliser certains processus de morphogenèse par un système d’équations de type
réaction-diffusion. En résumé, Turing modélise l’interaction entre deux principaux processus
chimiques qui interviennent dans l’étape de développement de la forme d’un organisme : la
production locale des particules de substance (due aux réactions chimiques), et la propagation
de ces particules dans l’environnement interne de l’organisme (diffusion spatiale). Les résultats
de cette modélisation montrent la formation d’une distribution de concentration de substance
qui est caractérisée par des zones de forte concentration (bandes ou bulles) qui « sillonnent » de
manière périodique tout le champ. Ce phénomène porte, depuis les travaux de Turing, le nom
d’instabilités de Turing, et montre comment des états stables non-uniformes peuvent être générés
à partir des états homogènes.

Cette étude montre également comment l’agrégation à large échelle de comportements locaux,
décrits par des instructions « simples », peut engendrer des comportements complexes, tout à
fait nouveaux. Notons que cet intérêt de Turing pour le concept de l’émergence est présent dans
plusieurs de ses travaux. Par exemple, dans un autre ouvrage de référence pour le domaine
du traitement de l’information [117], Turing propose un mécanisme général de calcul, connu
actuellement sous le nom de machine de Turing. Ce mécanisme montre comment des procédures
de calcul très complexes peuvent être implémentées utilisant un ensemble minimal d’opérations
élémentaires.
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a. b.

Fig. 3.4 – Illustrations graphiques, extraites de [128], présentant deux types
d’instabilités de Turing : a. spatiale ; b. temporelle. Chaque graphique montre
l’amplitude de la réponse uE(x, t) de la couche excitatrice du champ neuronal.
Cette fois-ci, l’abscisse représente l’ensemble des positions {x ∈ X} du champ, et
l’ordonnée représente le temps t, en nombre de pas de simulation.

De manière intuitive, les processus de compétition de type excitation/inhibition de nature
corticale sont analogues aux processus chimiques de type réaction-diffusion décrits ci-dessus.
Avec cette analogie, il est possible de montrer que le comportement d’un champ neuronal en
absence d’une stimulation externe est capable d’exhiber aussi des phénomènes d’instabilités
de Turing. Amari est un des premiers chercheurs à étudier analytiquement les conditions de
manifestation de ce phénomène pour un modèle de champ neuronal. Maintenant il est bien
connu que d’autres modèles exhibent aussi des instabilités de Turing. Par exemple, la même
propriété a été mise en évidence pour un modèle légèrement différent que celui proposé par
Wilson et Cowan [128]. En outre, les graphiques de la figure 3.4, extraits de [128], mettent en
évidence l’existence des instabilités de Turing non seulement dans le domaine spatial (voir le
graphique (a)), mais aussi dans le domaine temporel (voir le graphique (b)).

Pour une étude approfondie sur le sujet des instabilités de Turing, le lecteur est invité à
consulter en détail [128]. Nous en retiendrons ici que l’émergence de ce phénomène dynamique
dépend de deux principaux facteurs : le rapport entre les contributions synaptiques excitatrices
et inhibitrices (rapport dicté par le profil du noyau des poids des connexions latérales), et la
pente des fonctions de transfert sigmöıdes qui modélisent le taux de décharge neuronal.

Comme décrit ci-dessus, dans les cas d’instabilité de Turing, les motifs d’activité neuronale
qui émergent dans un champ se manifestent avec une grande régularité spatiale ou temporelle.
Cet aspect peut être interprété comme un processus d’auto-organisation de l’activité corticale.
En effet, ce comportement dynamique a été utilisé pour expliquer certains phénomènes physio-
logiques corticaux. Ceci, ainsi que d’autres usages appliqués des phénomènes d’instabilités de
Turing sont présentés en détail dans le chapitre 4.

En résumé, Amari propose un modèle unifié des contributions excitatrices et inhibitrices d’un
champ neuronal unidimensionnel, utilisant un noyau des poids des connexions latérales de type
chapeau mexicain. Grâce à cette manière d’exprimer le formalisme des interactions neuronales,
Amari réussit à étudier dans un cadre théorique étendu plusieurs aspects clé concernant la dy-
namique des solutions des équations du champ. En particulier, dans ses travaux de référence,
il met en évidence des phénomènes dynamiques comme par exemple la formation des bulles lo-
cales d’activité neuronale ou l’apparition des instabilités de Turing, donnant aussi les conditions
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d’existence et de stabilité de ces comportements dynamiques.
Les deux formalismes neuronaux décrits jusqu’ici, c’est-à-dire celui proposé par Wilson et

Cowan et celui d’Amari, sont considérés comme étant les modèles fondateurs de la théorie des
champs neuronaux dynamiques. Dans la suite, nous allons présenter d’autres modèles théoriques
de référence qui leur ont succédé dans la littérature du domaine, proposés afin d’améliorer, d’en-
richir, d’intégrer ou de faciliter l’étude de certaines caractéristiques dynamiques de modélisation
ou d’analyse théorique.

3.2.3 Extension bidimensionnelle des modèles de champs neuronaux

Analyse de Taylor

Si les formalismes de champ proposés par Wilson et Cowan ou Amari sont décrits pour
une topologie générale du champ, ces auteurs analysent dans leurs travaux exclusivement le cas
des champs unidimensionnels. Alors que ce contexte facilite l’étude analytique de la dynamique
des modèles proposés, les champs neuronaux sont censés modéliser la structure corticale. As-
sez récemment, cet aspect a motivé les chercheurs à poursuivre une analyse plus détaillée du
comportement des champs bidimensionnels.

Une première démarche dans ce sens est due à Taylor [114], qui étend le modèle d’Amari
pour le cas X = R

2, reprenant aussi l’analyse menée par Amari à propos de l’existence et de la
stabilité des solutions du champ. Résumons dans ce qui suit ces résultats.

Partant des mêmes hypothèses de modélisation qu’Amari (c’est-à-dire l’homogénéité de la
topologie du champ et une connectivité d’inhibition longue distance de type chapeau mexicain
entre les unités de champ), Taylor montre que le champ doit respecter la même solution d’équi-
libre que celle décrite par Amari dans 3.17 pour le cas unidimensionnel.

Considérons maintenant, sans restreindre la généralité, que R[u] (la zone d’excitation du
champ, définie par 3.16) correspond à la zone DR = {x ∈ R

2 | |x| < R}. Notons :

WR(x) =

∫

DR

w(|x − x′|)dx′

W∞ = lim
R→∞

WR(x)

Suite à son analyse, Taylor met en évidence les conditions d’existence des solutions du champ,
conditions analogues à celles trouvées par Amari :

φ− solution ⇔ h < 0

∞− solution ⇔ W∞ > −h

DR − solution ⇔ h < 0, R > 0,WR(R) + h = 0

De manière similaire, Taylor déduit aussi les conditions de stabilité des DR − solutions :

dWR(x)

dR
< 0

Analyse de Werner et Richter

Malgré l’analyse de Taylor, qui montre une analogie parfaite entre ses résultats et ceux
d’Amari, Werner et Richter mettent en évidence dans [123] le fait que ces solutions ne sont pas
les seules possibles pour un champ bidimensionnel décrit par l’équation 3.15. En particulier, Wer-
ner et Richter abordent l’analyse dynamique du champ en cherchant des solutions symétriques
radiales.
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Reprenant les arguments d’Amari, la solution u(x) est une solution stationnaire de type
DR − solution si :

u(x) =

∫

DR

w(|x− x′|)dx′ + h (3.18)

ce qui devient vrai si et seulement si toutes les trois conditions suivantes sont remplies :

WR(x) > −h, pour|x| < R (3.19)

WR(R) = −h (3.20)

WR(x) ≤ −h, pour|x| > R (3.21)

Notons que, pour w de type chapeau mexicain et pour tout x suffisamment grand, WR(x)
s’approche de zéro, restant toujours négatif. Par conséquent, pour satisfaire la condition 3.21, il
est nécessaire que h soit négatif.

Amari, dans son analyse unidimensionnelle du champ, montre que pour h < 0 et la condi-
tion 3.20 satisfaite, les conditions 3.19 et 3.21 sont implicitement remplies. Toutefois, cette
affirmation peut devenir fausse dans le cas bidimensionnel. Si l’inégalité WR(0) > WR(R) est
toujours valable dans le cas unidimensionnel, elle n’est pas nécessairement vraie aussi dans le
cas bidimensionnel. Si WR(0) ≤ WR(R) et WR(R) = −h, la condition 3.19 ne peut pas être
satisfaite. Dans ce cas, u(x) est bien nul aux frontières de DR et négatif dehors DR, mais pas
positif dans tout l’intérieur de DR. Cette conclusion met en évidence l’existence des solutions
de type anneau d’excitation pour un champ bidimensionnel de type Amari.

Concernant la stabilité des DR − solutions, la conclusion d’Amari change dans la mesure
où, pour le cas bidimensionnel, la condition suivante est seulement nécessaire, mais pas aussi
suffisante :

dWR(x)

dR
< 0

Une analyse plus détaillée de Werner et Richter montre qu’une nouvelle dynamique peut
émerger dans le comportement du champ, dynamique caractérisée par une triple stabilité :
dépendant des conditions d’entrée, l’excitation émergée dans le champ peut s’évanouir, s’étendre
sur tout le champ ou se stabiliser sous une forme locale d’excitation.

En conclusion, nous pouvons affirmer que les travaux de Werner et Richter mettent en évi-
dence de nouveaux comportements dynamiques, dont la manifestation est intrinsèque à la topo-
logie du champ.

3.2.4 Modèle d’Erlhagen

Nous résumons ici l’approche de modélisation des champs neuronaux dynamiques employée
dans les travaux d’Erlhagen et de ses collaborateurs. Dans ses recherches [80, 35, 36, 61], Erlhagen
est principalement intéressé par l’utilisation des paradigmes dynamiques de traitement neuronal,
et notamment des champs neuronaux, pour développer des comportements robotiques autonomes
et adaptatifs, avec des capacités cognitives.

S’inspirant des modèles de ses prédécesseurs, Erlhagen propose dans [35] un modèle de champ
où les activités des unités excitatrices et inhibitrices sont exprimées selon les deux équations
suivantes :
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τ
du(x, t)

dt
= −u(x, t) + i(x, t) + h

+g(u(x, t)) × [

∫ ∞

−∞
wu(|x− x′|)σ(u(x′, t))dx′ − v(x, t)] (3.22)

τ
dv(x, t)

dt
= −v(x, t) +

∫ ∞

−∞
wv(|x− x

′|)σ(u(x′, t))dx′ (3.23)

La particularité de ce formalisme réside dans la modulation non-linéaire g (une fonction
sigmöıde) de l’influence cumulée des unités voisines du champ dans l’activité de chaque unité
excitatrice. D’après Erlhagen, g pourrait être interprété comme un mécanisme neuronal de feed-
back latéral qui aurait le rôle d’intégrer le contexte spatial du traitement neuronal, contexte
partagé par les champs récepteurs des unités voisines du champ.

Selon le seuil de la sigmöıde g, le champ décrit par les équations 3.22 et 3.23 exhibe deux
régimes fonctionnels. Si ce seuil est assez élevé, comme dans le cas du modèle de Wilson et Cowan,
le champ manifeste un comportement de type activation transitoire si stimulé brièvement avec un
signal externe local suffisamment fort. Dans les mêmes conditions de paramétrage, la réponse du
champ est capable de suivre un stimulus local et fort qui se déplace de manière continue le long
du champ. Au contraire, dans un deuxième régime de fonctionnement, si le seuil de la fonction
g est suffisamment petit, le champ produit des ondes d’activation qui s’auto-entretiennent et
continuent à se déplacer suivant la direction indiquée par la stimulation externe, même quand
celle-ci n’est plus active.

Le deuxième mode dynamique manifesté par ce modèle de champ pourrait être interprété
comme un mécanisme d’extrapolation vis-à-vis du processus de stimulation externe. Avec ce
modèle, Erlhagen offre une base de modélisation neuronale pour développer des mécanismes
génériques d’anticipation et d’extrapolation, ce qui faciliterait ensuite l’implantation des boucles
de prédiction dans des architectures neuronales.

L’approche présentée succinctement ici fait partie intégrante d’une vision plus large que
Erlhagen formule dans [36], et qui expose une approche générique du développement des solutions
robotiques, basée sur le paradigme des champs neuronaux dynamiques. Nous résumons cette
vision, ainsi que les résultats expérimentaux résultant de la mise en œuvre de cette approche
dans le chapitre 4.

Pour résumer, retenons ici que la démarche d’Erlhagen met en évidence l’importance des mo-
dulations non-linéaires qui peuvent influencer essentiellement l’intégration des différentes contri-
butions neuronales dans l’activité globale d’un champ.

3.2.5 Modèle de Pinto et Ermentrout

Pour des raisons de simplicité de formalisation ou d’analyse théorique, tous les modèles de
champ présentés jusqu’ici prennent en compte un nombre relativement restreint d’hypothèses de
modélisation, ce qui limite la diversité de comportements dynamiques possibles de ces modèles.
Même si plusieurs aspects dynamiques ont été mis en évidence et étudiés dans le cadre de ces
hypothèses, nous constatons un intérêt récent croissant vers l’intégration des aspects plus raffinés
dans la modélisation des activités neuronales.

Une approche de référence qui suit cette tendance appartient à Pinto et Ermentrout. Dans [92,
93], les auteurs analysent, un par un, différents aspects qui pourraient être inclus dans la modé-
lisation de l’activité de champ, examinant ensuite les conditions nécessaires ou suffisantes pour
générer certains comportements dynamiques.
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Une première variante d’extension proposée par Pinto et Ermentrout se réfère à la vitesse de
propagation de l’activité neuronale au long de l’axone. L’expression analytique de l’activité du
champ change dans ce cas comme suit :

τ
du(x, t)

dt
= −u(x, t) + i(x, t) + h+

∫ ∞

−∞
w(|x− x′|)σ(u(x′, t−

|x− x′|

v
))dx′ (3.24)

Les auteurs s’intéressent dans ce cas à l’existence des solutions u de type front d’onde pro-
gressive, c’est-à-dire de forme u(x − ct), où u(−∞) = 1, u(∞) = 0 et u(0) = θ (ici, c désigne la
vitesse de propagation du front de l’onde, et θ le seuil de l’activité neuronale du front). Analysant
le comportement dynamique du champ dans un contexte simplifié (la sigmöıde σ(u) = σH(u−θ)
de type Heaviside avec le seuil θ, et le niveau de repos d’activité neuronale h, nul) et en absence
de stimulation externe, les auteurs constatent que la vitesse de propagation par l’axone, v, peut
avoir une influence sur la vitesse c de l’onde d’activité seulement si ces deux variables (v et c)
ont des valeurs numériques très proches. Toutefois, les enregistrements physiologiques expéri-
mentaux montrent un rapport d’environ deux ordres de magnitude entre les vitesses v et c. Par
conséquent, Pinto et Ermentrout concluent que, pour la majorité des cas, la vitesse v pourrait
être considérée infinie.

Une deuxième approche concerne la prise en compte de l’influence des courants ioniques et
synaptiques dans la génération de l’activité neuronale :

τ
du(x, t)

dt
= gL(uL − u(x, t)) + i(x, t) + h

+gsyn(

∫ ∞

−∞
w(|x − x′|)σ(u(x′, t−

|x− x′|

v
))dx′)(usyn − u(x, t)) (3.25)

où gL et uL représentent la conductance et le potentiel de fuite (en anglais leak), et gsyn et usyn

représentent la conductance et le potentiel synaptiques.
Dans ce cas, une analyse similaire à celle du premier cas conclut sur le fait que varier le

potentiel synaptique est équivalent à la modification du seuil de la fonction non-linéaire σ.
Dans un troisième temps, les auteurs examinent les effets de l’introduction d’une influence

inhibitrice de feedback sur l’activité du champ :

τ
du(x, t)

dt
= −u(x, t) + i(x, t) + h+

∫ ∞

−∞
w(|x − x′|)σ(u(x′, t))dx′ − v(x, t) (3.26)

1

η

dv(x, t)

dt
= −v(x, t) + u(x, t) (3.27)

D’après les auteurs, v pourrait représenter l’adaptation de la fréquence de décharge neuronale,
la dépression synaptique, ou un autre processus lent qui limite l’excitation dans le réseau.

Cette fois-ci, les auteurs s’intéressent à l’existence des impulsions progressives dans le champ.
Étudiant le comportement du champ dans les même hypothèses simplifiées que celles mentionnées
précédemment, les auteurs déduisent une relation numérique entre la vitesse de l’impulsion, v, la
largeur a de cette impulsion, et le seuil de décharge de la fonction sigmöıde σ. Quand l’influence de
feedback est lente (η petit), il existe deux solutions de type impulsion : une étroite et lente, et une
autre large et rapide. Avec l’augmentation de η, les deux solutions convergent et disparaissent.

Dans la suite de ce document, quand nous allons faire référence au modèle de Pinto et Er-
mentrout, nous allons considérer implicitement le modèle de champ défini par les équations 3.26

60
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et 3.27. Ce dernier formalisme a fait l’objet de nombreuses études, plusieurs chercheurs ma-
nifestant un intérêt croissant vers ce nouveau modèle de champ. En particulier, comme nous
allons présenter dans le prochain chapitre, nos travaux ont été également beaucoup inspirés par
ces approches de modélisation. Nous notons aussi que, si la plupart des études récentes de ce
modèle ont porté sur les aspects analytiques de sa dynamique (voir la section 3.3), notre re-
cherche a été motivée par l’utilisation de ses caractéristiques dynamiques dans des contextes
pratiques, appliqués, et notamment ceux qui visent la conception des mécanismes neuronaux
d’auto-organisation.

En conclusion, soulignons que Pinto et Ermentrout proposent des alternatives de modélisa-
tion neuronale, capables d’intégrer le traitement des phénomènes axonaux, dendritiques ou de
feedback, et d’étendre les caractéristiques dynamiques des modèles classiques des champs neuro-
naux.

3.2.6 Autres modèles de champ

Poussés par la nécessité d’une modélisation biologique plus détaillée, ou encore par un besoin
pratique, qui demande aux modèles de champs neuronaux d’expliquer ou d’exhiber un comporte-
ment dynamique complexe, plusieurs auteurs ont proposé récemment différentes alternatives de
modélisation aux modèles de champ déjà existants, afin d’étendre ou raffiner l’ensemble de leurs
caractéristiques. Dans leur vaste majorité, ces propositions concernent souvent un des quatre
aspects de modélisation énumérés ci-dessous :

– la dynamique des phénomènes de propagation des impulsions électriques au long de l’axone ;
– la dynamique des activités électriques provenant de l’arbre dendritique ;
– l’adaptation dynamique du niveau de repos de l’activité des cellules neuronales ;
– l’ajustement dynamique des poids synaptiques des connexions latérales entre les unités

neuronales du champ.

Modélisation de la dynamique axonale

Si Pinto et Ermentrout ont accordé une importance réduite à la dynamique axonale dans leurs
travaux, comme nous l’avons déjà présenté dans la section 3.2.5, d’autres auteurs reconsidèrent
la pertinence de la prise en compte de cet aspect dans le formalisme d’un champ neuronal [67].

Par exemple, se basant sur le fait (montré expérimentalement) que les fibres axonales des
connexions intracorticales ne sont pas myélinisées, Hutt, Bestehorn et Wennekers [67] proposent
la modélisation des interactions neuronales dans la couche corticale par une équation de champ
qui prend en considération la vitesse de propagation des impulsions électriques le long des axones
de ses unités neuronales.

Hutt et al. décrivent le taux de décharge instantanée PE,I(x, t) au niveau des synapses exci-
tatrices et inhibitrices des cellules par l’expression suivante :

PE,I(x, t) =

∫ ∞

−∞
βE,IfE,I(x, x

′)P (x′,
|x− x′|

v
)dx′ + µE,IP

ext(x, t) (3.28)

où βE,I sont des facteurs de pondération pour les fonctions fE,I qui définissent la probabilité
des connexions synaptiques latérales, v est la vitesse de propagation des impulsions à travers
l’axone, P ext est une activité excitatrice externe, modulée par les constantes de couplage µEI .
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Les potentiels électriques créés par ces impulsions dans les synapses peuvent ensuite être
exprimés ainsi :

uE,I(x, t) = gE,I

∫ t

−∞
hE,I(t− τ)PE,I(x, τ)dτ + µE,IP

ext(x, t) (3.29)

où hE,I modélisent les fonctions de réponse impulsionnelle et gE,I représentent les facteurs de
gain synaptique.

Rassemblant les deux équations 3.28 et 3.29, et fixant des valeurs pour certains paramètres de
ces équations (voir [67]), le potentiel électrique au niveau des membranes des cellules neuronales
peut être calculé suivant l’équation unifiée :

u(x, t) = uE(x, t)− uI(x, t)

=

∫ t

−∞
dt

∫ ∞

−∞
{h(t − τ)(aEfE(x, x′)− aIfI(x, x

′))

×σ(u(x′, τ −
|x− x′|

v
)) + µP ext(x, τ)}dx′ (3.30)

Analysant la stabilité des solutions de cette équation intégrale, Hutt et al. mettent en évi-
dence des régimes dynamiques caractérisés par des ondes progressives, et en particulier par
des phénomènes d’instabilité de Turing ou des « défauts topologiques » (pour plus de détails,
voir [67]). Rappelons au final que dans ce modèle de champ la valeur u(x, t) représente un po-
tentiel électrique, et non plus un taux de décharge instantanée des impulsions nerveuses, comme
dans les cas des modèles traditionnels présentés jusqu’ici.

Modélisation de la dynamique dentritique

Cette deuxième alternative de modélisation concerne les modèles de champ qui intègrent
dans leur formalisme la propagation retardée des impulsions électriques le long des dendrites.

Roxin, Brunel et Hansel proposent dans [100] un modèle de champ considérant un délai
temporel fixe δ nécessaire pour la propagation des activités neuronales entre chaque paire d’unités
connectées du champ :

τ
du(x, t)

dt
= −u(x, t) + σ(i(x, t) +

∫ ∞

−∞
w(|x− x′|)u(x′, t− δ)dx′) (3.31)

où σ(u) = uσH(u).

Utilisant des méthodes analytiques ou numériques, les auteurs mettent en évidence une
large gamme de régimes dynamiques pour cette équation : état uniforme stationnaire, bulle
stationnaire, bulle oscillante, état uniforme oscillant, ondes stationnaire, ondes de propagation,
ondes vacillantes, et état dynamique apériodique (voir la figure 3.5).

Dans une analyse complémentaire à celle-ci, Roxin et al. examinent une modélisation plus
réaliste de l’équation 3.31, avec des neurones impulsionnels (dont les activités sont décrites par
un modèle de type Hodgkin-Huxley). Les résultats de cette deuxième analyse montrent des
comportements dynamiques généralement analogues à ceux observés dans le premier cas. Cette
conclusion conduit ainsi à considérer suffisante la modélisation avec des unités neuronales fré-
quentielles, afin d’assurer un comportement dynamique qualitativement pertinent pour le modèle
de champ proposé. L’introduction d’une modélisation simple des phénomènes dendritiques rend
le modèle plus riche et plus réaliste au niveau dynamique.
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Fig. 3.5 – Illustrations graphiques, extraites de [100], présentant divers compor-
tements dynamiques du modèle de Roxin et al. Pour chacun de ces graphiques,
l’abscisse représente le temps t, et l’ordonnée représente l’espace x. L’amplitude
de l’activité neuronale u(x, t) est représentée par niveaux de gris. Du haut vers
le bas, les graphiques montrent, pour la colonne gauche : bulle oscillante, état
uniforme oscillant, ondes stationnaires et état dynamique apériodique ; et pour la
colonne droite : bulle stationnaire, ondes de propagation, ondes stationnaires et
état dynamique apériodique.

Dans le même contexte de modélisation, nous notons également ici les résultats de Bress-
loff et Folias [13, 39, 40], qui examinent en détail le comportement dynamique du modèle de
Pinto et Ermentrout, pour lequel ils interprètent la contribution v(x, t) comme étant une in-
fluence inhibitrice ressentie par chaque neurone du champ, due aux phénomènes de propagation
dendritique (voir les équations 3.26 et 3.27). Dans ces travaux, Bressloff et Folias analysent l’in-
fluence des entrées non-homogènes sur la stabilité des activités impulsionnelles stationnaires du
champ. Suite à cette analyse, ils montrent que (a) une non-homogénéité suffisamment grande de
la stimulation externe peut induire une stabilisation des réponses impulsionnelles stationnaires
et (b) une réduction graduelle de la non-homogénéité de la stimulation externe peut induire la
formation des fronts d’ondes oscillants, appelés en anglais breathers (voir la figure 3.6).

Modélisation de la dynamique du niveau de repos neuronal

Comme établi dans le paragraphe 3.2.2, Amari montre que la condition d’existence et de
stabilité d’une bulle d’excitation, pour l’activité d’un champ en absence de stimulation externe,
se traduit par une relation directe entre le niveau de repos général du champ et la forme du noyau
des poids des connexions latérales. Ce fait pourrait sous-entendre que le niveau de repos neuronal
h a une valeur prédéterminée. Toutefois, certains auteurs ont considéré approprié d’inclure et
d’examiner dans leurs approches de modélisation l’ajustement dynamique du niveau h de repos
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Fig. 3.6 – Illustrations graphiques, extraites de [39], présentant l’activité d’un
champ de type Pinto et Ermentrout, en condition de stimulation externe non-
homogène. En fonction du rapport entre le nombre de paires d’impulsions émises
pendant une période d’oscillation (0 : 1 pour le graphique gauche, 1 : 4 pour le
graphique du milieu, et 1 : 2 pour le graphique droit), et aussi de l’amplitude de la
stimulation externe, le champ peut exhiber des fronts d’ondes oscillants (gauche),
ou peut émettre des impulsions supplémentaires (graphique du milieu et graphique
à droite).

de l’activité neuronale.
C’est le cas du modèle proposé par Erlhagen dans [36], où l’ajustement dynamique de ce

paramètre suit la règle suivante :

dh(t)

dt
= −rh,minch(t)(h(t) − hmin)− rh,max(1− ch(t))(h(t) − hmax) (3.32)

où rh,max et rh,min sont des taux d’ajustement, |hmin| > Wmin et |hmax| < Wmax sont les niveaux
de repos minimal respectivement maximal du champ, et ch(t) est un paramètre qui varie selon
l’expression :

ch(t) = (Nu(t)−Ni(t))Nu(t) (3.33)

Nu et Ni indiquent à chaque instant du temps t, l’existence d’une activité neuronale du
champ ou d’une stimulation externe :

Nu(t) = σH(

∫

x∈X
u(x, t)dx) (3.34)

Ni(t) = σH(

∫

x∈X
i(x, t)dx) (3.35)

D’après ces relations, le paramètre ch(t) est un paramètre indicateur, qui devient actif seule-
ment quand l’activité du champ n’est plus « soutenue » par une source de stimulation externe.
Son activation permet, dans ce contexte, de déclencher le réajustement général du niveau de
repos de l’activité du champ.

Par conséquent, un modèle de champ de type Amari, qui modifie son niveau de repos selon
ce critère, serait capable d’exhiber, en cas d’une forte stimulation externe, des bulles d’excitation
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d’une durée finie, qui s’évanouissent graduellement une fois que la stimulation qui les a générées
n’est plus active. Comme nous allons présenter dans la section 4.2.1 du chapitre suivant, ce com-
portement dynamique permet d’implémenter un mécanisme de mémoire facilitant la restitution
de la continuité temporelle de l’activité, un aspect essentiel pour concevoir ensuite différents
mécanismes cognitifs neuronaux.

Une autre approche notable a été proposée par Coombes et Owen dans [23]. Reprenant les
conclusions des recherches de Hill (datant de 1936), Coombes et Owen conçoivent un modèle
de champ où le niveau de repos h varie selon l’évolution de l’activité u du champ : si u se
maintient élevé pour suffisamment longtemps, le seuil d’activation du champ augmente aussi,
progressivement ; réciproquement, le seuil d’activation redescend graduellement, une fois que
l’activité u diminue vers ce niveau de repos. Ce comportement est traduit par Coombes et Owen
dans l’équation suivante :

dh(x, t)

dt
= −(h(x, t)− h0) + kg(u(x, t) − θ) (3.36)

où h0 est le seuil minimal du niveau de repos, g modélise l’adaptation de h selon le niveau courant
d’excitation dans le champ (typiquement par une fonction sigmöıde), et k est un facteur qui
module cette adaptation. Remarquons que, par comparaison au modèle d’ajustement dynamique
proposé par Erlhagen, cette deuxième approche considère que le niveau de repos de chaque unité
de champ évolue indépendamment des autres unités du champ, alors que dans 3.32, h(t) est un
paramètre de l’ensemble du champ. Nous déduisons d’ici que seulement l’approche de Coombes
et Owen respecte les principes de calcul cortical énoncés dans la section 2.5, notamment la
localité du traitement neuronal dans la structure corticale.

Analysant le comportement dynamique du champ dans des hypothèses simplifiées (noyau des
poids des connexions latérales de type chapeau mexicain et g une fonction de type Heaviside),
les auteurs mettent en évidence différentes conditions nécessaires pour que le nouveau modèle de
champ soit capable d’exhiber des motifs (des bulles ou des ondes de propagation) d’excitation
stables.

Modélisation de la dynamique des poids synaptiques. Plasticité et paradigmes d’ap-
prentissage

Parmi les différents processus dynamiques qui caractérisent le fonctionnement d’une structure
neuronale, le phénomène du changement adaptatif des poids des connexions entre les unités
neuronales (nommé généralement l’apprentissage des poids synaptiques) est, par excellence, ce
qui confère à cette structure neuronale ses capacités d’adaptation.

Pour une structure de type champ neuronal, cet apprentissage concerne l’ajustement dyna-
mique (et autonome) du noyau des poids des connexions latérales. Par conséquent, nous limitons
notre discours dans ce paragraphe aux approches concernant exclusivement cet aspect. L’appren-
tissage d’autres poids synaptiques dans des architectures neuronales plus évoluées (y compris
celles se basant sur la dynamique des champs neuronaux et visant à implémenter des mécanismes
d’apprentissage non-supervisé, ou par renforcement) est abordé dans le chapitre 4, qui présente
en détail les applications notables des modèles théoriques de champ.

Dans une série de travaux de référence du domaine [106, 83, 84], Miikkulainen, Bednar, Choe
et Sirosh abordent le problème de l’ontogenèse et du développement synergique des connexions
latérales entre les colonnes corticales. De leurs approches, nous résumons ici celle concernant
le modèle de développement neuronal RF-LISSOM. L’architecture de ce modèle comprend une
couche de stimulation extra-corticale et une couche corticale (voir la figure 3.7). Chaque unité
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Fig. 3.7 – Illustration graphique, extraite de [83], qui décrit l’architecture géné-
rale du modèle RF-LISSOM. Le modèle est composé d’une couche extra-corticale
(symbolisée ici par la couche inférieure) et d’une couche corticale, implémentée
par un champ neuronal (symbolisé ici par la couche supérieure). Chaque unité du
champ est connectée avec un ensemble d’unités extra-corticales (via son champ
récepteur), et avec différentes unités voisines du champ (qui exercent une influence
excitatrice à courte distance ou une influence inhibitrice à longue distance).

corticale x reçoit la contribution cumulée i(x, t) des activités neuronales d’un ensemble compact
RF (x) (le champ récepteur de l’unité x) de neurones afférents (appartenant à la couche extra-
corticale). Notons que, dans cette architecture, les champs récepteurs de deux unités corticales
distinctes peuvent se chevaucher partiellement. Ainsi, la stimulation externe reçue par une unité
quelconque x du champ est décrite par l’expression :

i(x, t) =
∑

y∈RF (x)

wEXT (x, y, t)s(y, t) (3.37)

où wEXT (x, y, t) représente le poids synaptique de la connexion afférente entre l’unité corticale
x et l’unité extra-corticale y (qui appartient au champ récepteur RF (x) de l’unité x), et s(y, t)
représente le niveau d’activation de l’unité extra-corticale y.

Dans la couche corticale, les unités sont liées par des connexions latérales (excitatrices à
courte distance et inhibitrices à longue distance), qui permettent la mise en œuvre des processus
de coopération locale et de compétition globale. Stimulée par i(x, t), l’activité de chaque unité
corticale est définie comme suit :

u(x, 0) = σ(i(x, t)) (3.38)

u(x, t) = σ(i(x, t) + γE

∑

y∈X

wE(x, y, t)u(y, t − 1)− γI

∑

y∈X

wI(x, y, t)u(y, t − 1)) (3.39)

où γE et γI sont deux paramètres scalaires pondérant respectivement les contributions latérales
excitatrices et inhibitrices, et σ une fonction de transfert sigmöıde qui peut ajuster ses seuils en
cours du temps, afin de permettre une adaptation de la sélectivité locale du champ.
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Les poids synaptiques des connexions latérales et des connexions afférentes s’ajustent suivant
une règle de Hebb normalisée :

w(x, y, t + 1) =
w(x, y, t) + αu(x, t)p(y, t)

∑

y∈X

w(x, y, t) + αu(x, t)p(y, t)
, x ∈ X (3.40)

où w représente à la fois wEXT , wE ou wI , α représente le taux d’apprentissage (ayant des
valeurs différentes pour les trois types différents de connexions), et p(y, t) représente l’activité
pré-synaptique, c’est-à-dire à la fois s(y, t) pour les connexions afférentes, ou u(y, t) pour les
connexions latérales.

Pour illustrer l’efficacité de leur modèle, les auteurs abordent plusieurs problèmes concernant
l’émergence des cartes corticales auto-organisées (par exemple la carte de dominance oculaire ou
la carte de la sensibilité d’orientation), le codage épars (la minimisation du nombre de neurones
actifs impliqués dans un certain traitement), le problème de segmentation et de regroupement
visuel. Étant donné que l’ajustement des poids synaptiques est réalisé en permanence (ne cesse
pas après un certain nombre de pas), le modèle vise aussi à expliquer des phénomènes de réor-
ganisation corticale en cas de lésion cérébrale ou sensorielle.

D’après les auteurs, au début de chaque simulation, l’activité du champ forme un profil
avec une seule bulle d’excitation mais, avec le temps, la réponse du champ se distribue dans
plusieurs bulles locales. Par conséquent, la plupart des connexions latérales affaiblissent leurs
poids synaptiques, pour arriver finalement à être complètement élaguées. Cette approche réussit
donc à expliquer l’émergence des interactions de type chapeau mexicain entre les unités de
champ, forme généralement utilisée dans les modèles classiques des champs neuronaux.

Malgré ces résultats, le modèle présente trois inconvénients notables. Au regard des consi-
dérations informatiques présentées dans la section 2.5, l’ajustement des poids synaptiques est
effectué seulement après que toutes les unités du champ ont atteint un état d’équilibre. Deuxiè-
mement, la normalisation de ces poids utilise une procédure de calcul global. Troisièmement, à
chaque pas de temps, les unités du réseau remettent à zéro leur niveau d’activité. Tous ces trois
aspects mettent en évidence l’existence de processus centralisés, ce qui pourrait être interprété
comme une contradiction aux principes de traitement local de nature corticale, principes évoqués
dans la section mentionnée avant.

D’autres travaux abordent la problématique de l’ontogenèse et du développement structural
des champs neuronaux dynamiques. C’est le cas de Gläser, Joublin et Goerick [49]. L’approche
de ces auteurs consiste à intégrer dans la modélisation des activités neuronales du champ des
principes d’homéostasie, réglant de manière dynamique et autonome le rapport entre les contri-
butions excitatrices et inhibitrices des unités du champ, afin de maintenir la stabilité globale
du champ à travers le temps. L’architecture de leur modèle est similaire à celle du modèle
RF-LISSOM, avec la différence que la couche corticale est séparée en deux couches d’unités :
excitatrices et inhibitrices. La dynamique de l’activité corticale est modélisée par un champ
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neuronal de type Wilson et Cowan :

τE
duE(x, t)

dt
= −uE(x, t) +

∑

y∈X

g(|x− y|)wEE(x, y, t)σ(uE(y, t))

−
∑

y∈X

wEI(x, y, t)σ(uI (y, t))

+
∑

y∈X

wEXT (x, y, t)σ(i(y, t)) + hE(x, t) (3.41)

τI
duI(x, t)

dt
= −uI(x, t) +

∑

y∈X

g(|x− y|)wIE(x, y, t)σ(uE(y, t)) + hI (3.42)

où σ est une fonction de transfert sigmöıde, et g est une fonction de distance qui décrôıt de
manière exponentielle, et qui module l’efficacité des connexions latérales. Cependant, les poids
de ces connexions ne sont pas imposés a priori, et s’ajustent en cours du temps selon une règle
d’apprentissage de type Oja :

w(x, y, t + 1) = w(x, y, t) + p(x, t)u(y, t)− w(x, y, t)p2(x, t) (3.43)

où w et p ont la même signification que dans l’équation 3.40.

Les auteurs affirment que cette modélisation du processus d’apprentissage ne suffit pas pour
maintenir en permanence l’équilibre dynamique entre les contributions excitatrices et inhibitrices
du champ. Par conséquent, Gläser et al. proposent une modélisation plus détaillée de ce proces-
sus, basée sur un modèle de plasticité synaptique homéostasique. Inspirés par les conclusions des
travaux expérimentaux comme [101, 46], les auteurs introduisent un nouveau paramètre dyna-
mique, BDNF (de l’anglais brain-derived neurotrophic factor), qui intervient dans la régulation
de l’activité de certaines cellules neuronales :

BDNFK(x, t) = 1 + βH
ā(x, t− 1)− â

â
(3.44)

où βH est le taux d’apprentissage homéostasique, aK(x, t) représente le taux de décharge (firing
rate) instantané d’une activité neuronale a quelconque, ā représente sa moyenne temporelle,
â représente un taux de décharge visé par l’état homéostasique, et K ∈ EXT,E, I indique
la provenance de l’activité a (c’est-à-dire d’une couche extra-corticale, d’une couche corticale
excitatrice ou d’une couche corticale inhibitrice).

Se basant sur le fait qu’un niveau élevé de BDNF induit une réduction des poids synaptiques
des connexions excitatrices, et un niveau bas de BDNF induit une augmentation des poids
synaptiques des connexions inhibitrices et vice-versa [46], Gläser et al. proposent de modifier la
règle d’apprentissage définie par l’équation 3.43 comme suit :

w∗EXT (x, y, t) =
w∗EXT (x, y, t− 1) + α∆wEXT (x, y, t)

BDNFE(x, t)BDNFEXT (y, t)
(3.45)

w∗EE(x, y, t) =
w∗EE(x, y, t− 1) + α∆wEE(x, y, t)

BDNFE(x, t)BDNFE(y, t)
(3.46)

w∗EI,IE(x, y, t) = (w∗EI,IE(x, y, t− 1) + α∆wEI,IE(x, y, t))BDNFE(y, t) (3.47)

où w∗EXT,EE,EI,IE sont les nouveaux poids des connexions synaptiques.
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3.2. Modèles théoriques et comportements dynamiques

Comme dernier point dans leur approche de modélisation, les auteurs prennent en compte
l’ajustement dynamique des potentiels de repos de l’activité neuronale des unités excitatrices :

hE(x, t) = hE(x, t− 1) + βT
û− ūE(x, t− 1)

û
(3.48)

où βT est le taux d’ajustement homéostasique du niveau de repos de l’activité neuronale.
Le modèle neuronal décrit ici est ensuite appliqué par Gläser et al. à la résolution d’une tâche

de coordination sensorimotrice œil-main. L’espace d’entrée, c’est-à-dire l’ensemble des stimuli
perçus par la couche extra-corticale, est défini par les coordonnées spatiales qui encodent les po-
sitions du regard et de la main (relatives au corps ou à l’œil). Les expériences montrent que les
profils des champs récepteurs des unités corticales s’ajustent en cours du temps. Par conséquent,
avec le temps, les entrées similaires de stimulation induisent des sorties (l’activité neuronale du
champ) similaires. Cet aspect confirme une quantification vectorielle de l’espace d’entrée par le
modèle neuronal proposé. Toutefois, ces résultats ne montrent pas une organisation topogra-
phique de la couche corticale (les unités voisines du champ neuronal n’ont pas nécessairement
des champs récepteurs similaires). Afin de rendre possible cet aspect, il est nécessaire d’imposer
certaines contraintes au niveau des connexions latérales entre les unités du champ.

Le problème de l’émergence des représentations topographiques est abordé dans [48]. Glä-
ser et al. regardent les SOM comme étant des réseaux élastiques d’unités connectées, leur but
étant de respecter des contraintes de distance, afin de minimiser les défauts de représentation
topographique. Dans cette interprétation, les auteurs proposent comme contrainte le critère de
minimisation de la longueur totale du circuit des connexions latérales. Sous l’aspect de la modé-
lisation, ils proposent un mécanisme local qui modélise les interactions entre les unités corticales
par des interactions similaires aux ressorts physiques. Ainsi, chaque unité x du champ ressent
deux types d’influences (forces élastiques), une force attractive F (x, y)+ et une force répulsive
F (x, y)− comme décrit par les équations :

F+(x, y) ∝ w(x, y, t) |x − y| (3.49)

F−(x, y) ∝ |x− y|−1 (3.50)

Par conséquent, les distances entre les unités du champ s’ajustent pour maintenir l’équilibre
dynamique entre ces interactions :

∆xE ∝
∑

y∈X

(F+
EE(x, y) + F+

IE(x, y) + F+
EI(x, y) + F−EE(x, y)) (3.51)

∆xI ∝
∑

y∈X

(F+
IE(x, y) + F+

EI(x, y) + F−II(x, y)) (3.52)

Suite à cette modélisation, les relations de voisinage entre les unités du champ changent au
cours du temps, ce qui se traduit par un processus de réorganisation topographique.

Les résultats de Gläser et al. montrent comment la quantification vectorielle et la repré-
sentation topographique, obtenues grâce aux traitements corticaux d’information, sont deux
propriétés distinctes et (relativement) indépendantes, fait mis en évidence également par des
études expérimentales récentes [59].

Nous notons que les méthodes de modélisation présentées par Gläser et al. permettent de
minimiser le nombre initial de paramètres du modèle nécessaires à fixer (étant donné l’ajustement
automatiquement des autres paramètres). Les auteurs soulignent également que, par rapport
au modèle RF-LISSOM, les poids synaptiques sont ajustés à chaque pas de temps, alors que
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dans l’approche de Miikkulainen et al., l’ajustement se produit seulement après la stabilisation
globale de l’activité du champ. De ce point de vue, le modèle proposé par Gläser et al. respecte
pleinement les principes de calcul cortical énoncés dans la section 2.5. Cependant, la complexité
de ce modèle peut nous inciter à chercher des alternatives de modélisation pour des processus
spécifiques de traitement cortical, modèles qui seraient plus appropriés pour une implémentation
informatique à large échelle.

3.3 Méthodes d’analyse dynamique des modèles de champ

Si les différentes propositions de formalisation de l’activité corticale décrivent souvent in-
tuitivement certains processus neuronaux concernant la dynamique corticale au niveau macro-
scopique, le caractère non-linéaire des équations intégro-différentielles de ces formalismes rend
souvent impossible la résolution exacte de ces équations et, par conséquent, la description ex-
haustive de leurs régimes dynamiques.

Cette difficulté a conduit nombreux auteurs à concevoir différents outils analytiques pour
étudier le comportement dynamique des modèles théoriques proposés. Ces études visent géné-
ralement à trouver les conditions nécessaires ou suffisantes pour l’existence et la stabilité des
solutions des équations du champ.

Toutefois, étant donnée la complexité de ce vaste sujet, et le rôle plutôt périphérique qu’il joue
dans nos recherches, nous nous limitons ici à énumérer seulement quelques aspects qualitatifs
concernant cette littérature. Pour une synthèse de ces travaux, nous recommandons au lecteur
de s’adresser à l’excellente thèse de Venkov [121] (voir notamment le chapitre 7), qui examine
en détail la dynamique de plusieurs modèles de champs neuronaux, réalisant également une
comparaison étendue entre les différentes méthodes d’étude analytique de ces modèles théoriques.

Une des méthodes les plus souvent employées pour établir la stabilité d’une solution de
champ est celle de l’analyse des perturbations. En résumé, une solution u(x, t) est considérée
stable si en la perturbant avec une petite quantité ψ(x, t), elle converge toujours vers sa forme
stationnaire ū(x) :

u(x, t) = ū(x) + φ(x, t) (3.53)

Amari, dans un des premiers travaux dédiés à ce sujet [4], utilise cette méthode d’analyse
pour examiner la dynamique des régions de frontière qui caractérisent une solution u(x, t). Ainsi,
la condition de stabilité pour une solution de type bulle d’excitation {u(x, t)|u(x, t) > 0 pour
∀x ∈ (x1, x2), et u(x, t) ≤ 0 pour ∀x ∈ X \ (x1, x2)} revient à imposer :

∂u(x, t)

∂x
(xi(t), t)

dxi

dt
+
∂u(x, t)

∂t
(xi(t), t) = 0, i = 1, 2.

Toutefois, si cette méthode est appropriée pour analyser la stabilité des solutions caractéri-
sées par des régions contiguës stationnaires (comme celles définies par une unique bulle d’exci-
tation), elle ne peut pas être utilisée pour analyser d’autres types de solutions plus complexes
(par exemple avec un comportement oscillatoire), ou encore pour les solutions non-homogènes
(dépendant de l’entrée de stimulation externe i(x, t)).

Une alternative à cette approche, très souvent utilisée dans la littérature, considère la dérivée
de la condition 3.53 pour la variante linéarisée de la solution homogène u(x, t) du champ (obtenue
notamment en linéarisant les fonctions sigmöıdes intervenant dans les équations). Ce système
d’équations est ensuite converti dans un système d’équations différentielles ordinaires, grâce à
un développement en série Fourier de la fonction φ :

φ̂(k, t) =

∫ ∞

−∞
φ(x, t)eikxdx (3.54)
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Avec ces notations, le nouveau système d’équations peut s’exprimer sous une forme algébrique
de type ∂tZ = A ·Z, où Z = [φ̂]T . Ainsi, les invariants det(A) et tr(A) de la matrice A peuvent
être calculés, ce qui permet au final d’obtenir les valeurs propres λ± du nouveau système linéaire.
En fonction de ces valeurs, plusieurs types d’instabilité dynamique peuvent être mis en évidence
(Turing, Hopf, ou de Turing-Hopf).

Une troisième alternative que nous ne faisons qu’évoquer ici est proposée par Coombes
dans [22], et se base sur la fonction d’Evans. Bien que cette dernière approche se prouve élé-
gante pour étudier la stabilité d’ondes non-linéaires dans un domaine sans frontières, Venkov
montre dans [121] (chapitre 7) que l’approche d’Amari et celle d’Evans garantissent l’obtention
des mêmes résultats qualitatifs pour les solutions de type bulles stationnaires d’activité. Toute-
fois, la méthode développée par Coombes facilite l’étude d’autres modèles théoriques de champ
(modélisant les délais axonales ou synaptiques) dans le cadre unifié de la même plate-forme
analytique.

Grâce à ces études, nous connaissons aujourd’hui certains intervalles pour les valeurs des
paramètres qui garantissent certains régimes dynamiques. Malgré une contribution fortement
importante vis-à-vis de l’avancement du domaine des champs neuronaux dynamiques, cette
analyse théorique a été souvent réalisée dans des conditions assez restrictives, en absence de
stimulations externes, ou dans des régimes qui ne sont pas suffisamment pertinents ou utiles
du point de vue biologique ou robotique. La difficulté d’analyser de manière exhaustive les
comportements dynamiques de ces modèles a mené les chercheurs à se consacrer de plus en
plus à des études théoriques approfondies, afin de trouver certaines conditions nécessaires ou
suffisantes pour caractériser divers aspects dynamiques. Nous considérons néanmoins que cette
réorientation vers un « problème technique » a détourné en quelque sorte l’attention de l’intérêt
pratique à utiliser ces modèles dans des applications de simulation des processus corticaux,
pourtant une des motivations principales initiales de la conception de tels modèles.

3.4 Méthodes de simulation des modèles théoriques

Si le but initial de la formalisation des activités corticales était l’étude analytique, avec des
outils mathématiques, du fonctionnement cortical, les recherches récentes s’orientent de plus en
plus vers l’utilisation de ce paradigme dynamique comme outil pour le traitement de l’infor-
mation. Afin de répondre aux défis de ce nouveau but, les chercheurs ont dû développer des
méthodes de calcul robustes et efficaces, qui soient capables de simuler les formalismes mathé-
matiques décrivant les modèles de champs proposés. Ainsi, simuler les équations d’un champ
revient à discrétiser un système continu d’équations intégro-différentielles. Toutefois, notons que
le système dynamique modélisé par ces modèles, c’est-à-dire le cortex, est un système discret
en soi : les neurones (ou les colonnes corticales) sont des entités discrètes dans l’espace, et les
impulsions électriques qu’ils génèrent sont des événements discrets dans le temps. Si la forma-
lisation mathématique en domaine continu facilite l’étude analytique des régimes dynamiques
d’un modèle neuronal, elle doit être « reconvertie » en une expression discrète, afin de pouvoir
simuler les comportements dynamiques du modèle.

Ici nous résumons les principales méthodes de simulation utilisées dans la littérature, mettant
aussi l’accent sur leurs avantages ou leurs limites.

Une première (et la plus souvent utilisée) approche de simulation des équations de champ
fait appel à la méthode de discrétisation d’Euler. En résumé, celle-ci affirme que nous pouvons
obtenir une approximation de la solution u(t) de l’équation ∂u(t)

∂t = f(t, u(t)) si nous utilisons la
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formule discrète récursive :

u(t+ 1) = u(t) + ∆t f(t, u(t)) (3.55)

où u(0) = u0 représente une condition initiale du système et ∆t le pas de discrétisation.

Si cette méthode a en général un faible coût de calcul, elle peut toutefois devenir inefficace si
le pas de discrétisation ∆t est trop petit, car trop de pas sont nécessaires pour atteindre l’instant
où u devient stationnaire. u(t) peut également devenir inexact si, au contraire, ce pas est trop
grand. Pour améliorer ces aspects, une généralisation de cette méthode est parfois utilisée pour
assurer une meilleure précision pour les résultats de simulation. Celle-ci, appelée la méthode
de Runge-Kutta, utilise plusieurs points dans l’intervalle [tn, tn+1] (typiquement 4 points) pour
estimer la valeur approximative de u(t). Toutefois, cette méthode est plus coûteuse du point de
vue calculatoire.

Certains outils logiciels implémentant ces méthodes, comme par exemple XPPAUT [37] (dé-
veloppé par B. Ermentrout), ou GENESIS [11] (développé au laboratoire de J. Bower), offrent
la possibilité de simulation des équations de champ non-linéaires, donnant aussi la possibilité
de créer et de visualiser des diagrammes des trajectoires dynamiques de l’univers des phases du
modèle, des bifurcations de Hopf, des courbes null-cline etc.

Une autre méthode pour simuler numériquement la solution d’une équation de champ utilise
les réseaux de convolutions. Il est immédiat d’observer que par exemple, la forme discrète de
l’équation du modèle d’Amari 3.15, peut être écrite ainsi :

∆u(x, t) = −u(x, t− 1) + (u⊗ w)(x, t− 1) + i(x, t) + h(x, t) (3.56)

où ⊗ est l’opérateur de convolution spatiale, comme défini par l’équation 3.14. Ainsi, l’activité
du champ à l’instant t, {u(x, t)}x∈X peut être exprimée comme la somme de l’activité de plu-
sieurs champs : le champ de l’activité neuronale au pas précédent, {u(x, t − 1)}x∈X , le champ
résultant de la convolution entre {u(x, t− 1)}x∈X et le noyau des poids des connexions latérales
{w(|x − y|)}y∈X , le champ de la stimulation externe courante {i(x, t)}x∈X et le champ repré-
sentant le niveau de repos de l’activité neuronale {h(x, t − 1)}x∈X . Si cette méthode permet
un calcul numérique assez rapide de l’activité neuronale u d’un champ, elle ne peut pas être
utilisée pour simuler des équations de champ couplées. Dans ce cas, pour calculer (au même
pas de temps) les valeurs de deux variables (exprimées par des équations de champ couplées), il
faudrait établir une priorité de calcul pour ces valeurs. Toutefois, le fait d’imposer cette priorité
de calcul signifierait d’imposer une synchronisation de l’activité des deux variables. Comme le
montre aussi l’analyse de l’automate cellulaire du Jeu de la Vie de Conway [47, 88], une pro-
cédure d’évaluation synchrone peut engendrer des comportements oscillants incorrectes, ce qui
affecterait complètement le régime dynamique de la solution continue du champ. Par conséquent,
cette méthode est appropriée exclusivement pour exprimer l’activité d’un champ d’une manière
feedforward.

En outre, nous notons que la modélisation numérique des traitements de type multimodal,
ou des traitements de champs ayant différentes échelles de temps, peut entrâıner également des
comportements qui ne correspondent pas aux résultats établis par les études analytiques des
équations continues. Cet aspect, évoqué aussi par Coombes dans [22] ou Hutt et al. dans [67],
montre les limites de ces méthodes de discrétisation.

A cause des raisons énumérées ici, nous avons choisi de simuler numériquement les modèles
de champs (dans nos analyses empiriques) par un schéma de mise à jour asynchrone, employée
à chaque pas de simulation. Ceci implique le fait que l’activité de chaque unité du champ est
mise à jour utilisant la forme discrète de l’expression qui la décrit, mais l’ordre de mise à jour
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pour les unités du champ est aléatoire, pour garantir une évaluation asynchrone de l’ensemble
de ces unités.

A cause des raisons énumérées ici, nous avons choisi de simuler numériquement les modèles
de champs (dans nos analyses empiriques) par un schéma de mise à jour asynchrone, employée
à chaque pas de simulation. Ainsi, les équations du modèle de champ sont discrétisées selon
la méthode d’Euler décrite par l’équation 3.55, considérant un pas de discrétisation temporelle
∆t = 1. En outre, afin de contourner les effets indésirables des évaluations synchrones et garantir
une évaluation asynchrone pour l’ensemble des unités du champ, l’ordre de mise à jour pour ces
unités est aléatoire. De ce point de vue, le schéma d’évaluation que nous employons dans nos
simulations est similaire à la règle d’activation stochastique utilisée par le modèle de réseau
récurrent de Hopfield (revoir la section 2.2.4).

3.5 Discussion

Dans ce chapitre, nous avons examiné en détail les caractéristiques structurales et les pro-
priétés dynamiques, ainsi que les approches générales d’étude pour plusieurs modèles de champs
neuronaux dynamiques.

Issu d’un besoin pratique de modélisation fonctionnelle de la structure corticale, le para-
digme des champs neuronaux dynamiques utilise une approche de modélisation connexionniste,
computationnelle et dynamique pour modéliser l’activité électrique au niveau mésoscopique sur
la surface corticale. Tous les formalismes théoriques de ce paradigme reposent sur le principe gé-
néral conformément auquel la dynamique des activités corticales peut s’exprimer par le résultat
des interactions entre différentes entités fonctionnelles élémentaires (neurones ou ensembles de
neurones). Ce principe, compatible avec les principes de calcul neuronal que nous avons présentés
dans la section 2.5, confère aux modèles de champs neuronaux un avantage supplémentaire dans
l’implantation logicielle des architectures de calcul à large échelle qui soient discrètes, parallèles
et distribuées.

Grâce à ses caractéristiques structurelles, le modèle de champs neuronaux présente quelques
propriétés fonctionnelles qui le distinguent d’autres formalismes neuronaux. Premièrement, ce
paradigme implémente un modèle simple et général, local et distribué de compétition entre plu-
sieurs sources de stimulation. De plus, son activité est souvent stable et robuste par rapport
aux sources de bruit, ce qui peut conduire à considérer la dynamique des champs neuronaux
comme le résultat émergent d’un processus de construction de cohérence. Enfin, l’activité de
chaque unité du champ maintient une trace temporelle du processus de compétition, elle s’ajus-
tant graduellement en fonction d’elle-même, des sources externes de stimulation, mais aussi des
activités d’autres unités du champ. Cette caractéristique permet au champ de générer un com-
portement dynamique fonctionnant à une échelle de temps différente de l’échelle dynamique des
signaux électriques qui le stimule, ce qui peut être vu comme une hiérarchisation temporelle du
traitement de l’information.

Bien qu’au niveau élémentaire les activités des unités du champ ont une expression assez
simple, la nature (excitatrice ou inhibitrice) et l’ampleur de leurs interactions (modélisée par les
noyaux des poids de connexions latérales) peuvent engendrer au niveau global du champ une
grande variété de comportements dynamiques. Afin d’étudier certains aspects (comme les condi-
tions d’existence et de stabilité) de ces phénomènes, plusieurs auteurs ont proposé différentes
méthodes et outils analytiques. Toutefois, comme nous l’avons exprimé dans la section 3.3, le
caractère non-linéaire de ce paradigme rend difficile ou incomplète l’étude analytique pour tout
le spectre dynamique de ces comportements exhibés par les modèles de champs neuronaux.
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Malgré ces difficultés, ou les hypothèses simplificatrices employées par les modèles de champs
neuronaux dynamiques, ce paradigme s’est imposé comme une alternative viable aux autres ap-
proches (symboliques ou connexionnistes) pour modéliser différents aspects de la dynamique de
l’activité corticale. En outre, ce paradigme offre une base théorique formelle pour la conception
et le développement des modèles de calcul neuronal, capables d’implémenter la vision de calcul
comme effet émergent d’un système dynamique, que nous avons décrite dans la section 2.3.2.
Pour étayer ce point de vue, dans le chapitre suivant, nous examinons en détail comment certains
comportement des champs neuronaux dynamiques ont pu être mises en évidence expérimenta-
lement, mais aussi comment les propriétés dynamiques des champs neuronaux peuvent être
exploitées dans un contexte pratique de modélisation des processus cognitifs et des systèmes
situés. Cependant, comme nous l’avons déjà fait dans ce chapitre, et nous allons le faire égale-
ment dans le chapitre suivant, l’usage appliqué des modèles des champs neuronaux fait surgir
parfois un certain nombre de problèmes pratiques concernant leur comportement dynamique.
Pour traiter une partie de cet ensemble de problèmes, nous proposons dans le chapitre 5 une
approche alternative d’étude de ce paradigme de calcul neuronal.
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Chapitre 4

Applications des champs neuronaux
dynamiques

Dans le chapitre 2, nous avons mis en évidence le rôle du traitement cortical dans une mul-
titude de processus neuronaux, et nous avons ensuite énuméré différentes approches de modéli-
sation neuronale, inspirées par les caractéristiques anatomiques et fonctionnelles de la structure
corticale. Inspirés nous aussi par ces résultats expérimentaux et théoriques, nous avons pro-
posé dans la section 2.6.1 une architecture générique d’auto-organisation, qui vise à modéliser le
traitement cortical de l’information, lié à l’émergence des cartes corticales d’auto-organisation.

Afin d’implémenter cette architecture, nous avons promu dans le paragraphe 2.6.1 l’usage
des champs neuronaux dynamiques, un paradigme de calcul neuronal conçu pour modéliser
la compétition neuronale au niveau de la structure corticale. Dans ce contexte, nous avons
décrit le principe fonctionnel selon lequel un champ neuronal dynamique peut être utilisé pour
implémenter le module de sélection de l’architecture d’auto-organisation introduite avant.

Pour fonder les bases théoriques de notre démarche, nous avons présenté dans le chapitre
précédent les fondements de modélisation des champs neuronaux dynamiques, et nous avons
ensuite présenté plusieurs alternatives de formalisation mathématique de ce modèle de calcul
neuronal. Si ces formalismes montrent une variété des approches de modélisation de l’activité
corticale, l’étude phénoménologique de leur dynamique est un sujet amplement exploré par
la communauté scientifique. Afin de mieux comprendre les caractéristiques et les capacités de
ces formalismes, il est nécessaire de placer ces différents modèles de champs neuronaux dans
un contexte fonctionnel pratique. Par conséquent, dans ce chapitre nous présentons plusieurs
résultats de référence qui concernent l’utilisation des champs neuronaux dynamiques dans ce
contexte appliqué, résultats qui ont constitué pour nous également des sources d’inspiration
pour nos propres approches de modélisation.

Les démarches d’utilisation pratique des champs neuronaux dynamiques, liées à la conception
d’applications bio-inspirées, abordent généralement une des trois problématiques de modélisation
suivantes : (a) la modélisation au niveau neurophysiologique, qui vise à corréler les données enre-
gistrées expérimentalement avec celles obtenues par la simulation des champs neuronaux ; (b) la
modélisation des processus cognitifs, qui vise à proposer des architectures neuronales capables de
modéliser les mécanismes sous-jacents aux processus cognitifs ; (c) la modélisation des systèmes
situés (et en particulier des plates-formes robotiques), qui vise à doter un système physique
d’un comportement autonome et adaptatif, similaire au comportement des systèmes biologiques
évolués. Dans ce chapitre, nous analysons au fur et à mesure ces approches de modélisation,
indiquant aussi la portée de leur influence vis-à-vis de notre démarche de modélisation.
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4.1 Modélisation de l’activité corticale au niveau physiologique

Les approches décrites dans les paragraphes suivants visent à corréler différents comporte-
ments dynamiques d’un champ neuronal (bulles d’activité, ondes de propagation, instabilités
de Turing) avec différents phénomènes neuro-physiologiques mis en évidence par les résultats
expérimentaux.

4.1.1 Modélisation de l’activité du cortex visuel primaire, induite par une
stimulation visuelle simple

Dans [81], Meyer examine plusieurs phénomènes neurophysiologiques observés sur la surface
corticale, et enregistrés utilisant la technologie VSDI (imagerie cérébrale par teinture volto-
sensible). Offrant une haute résolution spatiale et temporelle, la technique VSDI permet d’en-
registrer l’activité électrique de larges masses de neurones, ce qui rend possible la comparaison
entre des données expérimentales caractérisant la dynamique mésoscopique de l’activité neuro-
nale, et des données résultant d’une modélisation théorique de ces phénomènes.

Afin d’expliquer la dynamique de certaines activités corticales, Meyer considère une modéli-
sation des réponses du cortex visuel primaire avec des champs neuronaux dynamiques. Dans ses
travaux, Meyer examine la réponse spatio-temporelle exhibée par l’aire V1 du cortex d’un chat
(voir la figure 4.1 (B), colonne droite), induite par la présentation de différents stimuli visuels
(voir la figure 4.1 (B), colonne gauche).

Meyer propose une architecture neuronale de type feedforward, qui modélise les étapes de
traitement de l’information visuelle, à partir de la stimulation rétinienne jusqu’à l’activité du
cortex visuel primaire (voir la figure 4.1 (A)). Remarquons que la structure générale de cette
architecture est aussi intégrée dans l’architecture neuronale d’auto-organisation que nous avons
proposée dans la section 2.6, mais dans notre modélisation, l’activité de la couche corticale agit
comme une contribution de feedback vis-à-vis de la couche d’entrée (c’est-à-dire la couche du
module de détection).

Dans le modèle de Meyer, la réponse de la couche corticale est modélisée en utilisant une
variante normalisée du modèle de champ neuronal de Wilson et Cowan (revoir la section 3.2.1).
Notons que ce modèle de champ neuronal prend en compte la séparation des contributions
excitatrices et inhibitrices de l’activité corticale. Ceci permet de quantifier la réponse globale de
la couche corticale comme étant une combinaison linéaire des activités excitatrices et inhibitrices,
et d’ajuster plus facilement les paramètres libres du modèle.

Comparant les résultats des données expérimentales avec les résultats obtenus par la simu-
lation du modèle, Meyer met en évidence une haute corrélation entre les deux (voir les colonnes
centrale et droite de la figure 4.1 (B)). Ces résultats permettent ainsi de considérer la pertinence
de modélisation des réponses corticales par les modèles des champs neuronaux dynamiques, et
de concevoir un mécanisme neuronal qui puisse expliquer l’́emergence des phénomènes neuro-
physiologiques liés au traitement de l’information visuelle.

4.1.2 Modélisation de la préférence d’orientation visuelle

Dans [8], Ben-Yishai et al. modélisent la préférence d’orientation des neurones du cortex
visuel primaire par une approche de type champ moyen. L’activité neuronale u d’une unité du
champ ayant la préférence d’orientation θ, est modélisée par l’équation 4.1. Comme nous pouvons
remarquer, ce modèle repose sur un traitement feedforward du flot d’information visuelle, modulé
par les interactions latérales de la couche corticale. Pour un stimulus visuel d’orientation θξ = 0,
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(A) (B)

Fig. 4.1 – (A) Architecture neuronale proposée par Meyer, modélisant l’enchâı-
nement des traitements neuronaux générés par une stimulation visuelle simple.
Le signal visuel perçu par la rétine active le corps géniculé latéral, qui stimule
ensuite le tissu cortical de l’aire Brodmann 17. L’activité de V1 est modélisée par
un champ neuronal dynamique de type Wilson et Cowan. L’activité électrique cor-
ticale est quantifiée par une expression linéaire des contributions excitatrices et
inhibitrices du champ. (B) Résultats expérimentaux (colonne centrale) et de simu-
lation (colonne droite), obtenus pour différents stimuli visuels (colonne gauche).
Ces résultats représentent des valeurs moyennes pour une série de 16 observations.
Illustration graphique, extraite de [81].

la stimulation d’une unité du champ ayant la préférence θ est modélisée par la fonction h,
définie dans l’équation 4.2. Cette fonction décrit la fonction de reconnaissance (tuning curve) de
la préférence d’orientation d’une unité, et prend en compte l’amplitude A, le contraste lumineux
c du stimulus visuel, ainsi qu’un facteur ǫ, qui module la distribution des stimuli perçus par
chaque unité du champ (par exemple, pour ǫ = 0, toutes les unités du champ reçoivent la même
entrée).

τ
du(θ, t)

dt
= −u(θ, t) + σ

(

h(θ) +

∫ π/2

−π/2

dθ′

π
(−λ0 + λ1 cos(2(θ − θ′)))u(θ′, t)

)

(4.1)

h(θ) = Ac(1 − ǫ+ ǫ cos(2θ)) (4.2)

Selon les auteurs, l’activité du champ ainsi modélisée est corrélée avec les réponses de préfé-
rence d’orientation visuelle qui ont pu être observées expérimentalement. Malgré ces résultats,
nous observons que ce modèle réalise exclusivement un traitement de type feedforward, n’in-
tègre aucun mécanisme adaptatif (d’apprentissage), et ne réussit pas à expliquer l’émergence
des cartes d’auto-organisation de préférences d’orientation visuelle.

4.1.3 Modélisation des phénomènes neurophysiologiques anormaux

Si la dynamique des bulles stables d’excitation locale dans un champ neuronal peut expliquer
plusieurs phénomènes observés expérimentalement au niveau physiologique, l’émergence et la
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propagation spatio-temporelle d’ondes d’activité neuronale pourraient expliquer des phénomènes
dynamiques qui caractérisent certains cas de fonctionnement cérébral anormal ou pathologique.

Ainsi, dans [12], Bressloff et al. utilisent une variante généralisée des équations de Wilson et
Cowan (revoir les équations 3.12 et 3.13) pour modéliser l’activité neuronale du cortex visuel
primaire et étudier l’apparition des phénomènes d’hallucination visuelle. Dans leur approche,
les auteurs prennent en compte plusieurs aspects de modélisation. Premièrement, ils modélisent
la projection rétinotopique déformée de V1, caractérisée par le fait que la fovéa est représentée
par une densité de neurones corticaux plus grande que les autres zones rétiniennes. Ensuite,
les auteurs considèrent la distinction entre les connexions latérales liant des unités appartenant
à la même hyper-colonne (c’est-à-dire la région corticale caractérisée par l’ensemble d’unités
dont les préférences d’orientation couvrent tout le spectre de la sensibilité d’orientation), et les
connexions latérales à longue distance, liant les unités avec la même préférence d’orientation
appartenant à deux hyper-colonnes différentes.

Considérant ce modèle, Bressloff et al. montrent qu’en fonction de certaines conditions de
paramétrage, le champ peut avoir deux modes dynamiques de fonctionnement : un cohérent
avec les observations de Hubel et Wiesel, et un autre instable, dans lequel des ondes d’excitation
émergent et se propagent dans la couche corticale. Étudiant plus en détail le comportement du
modèle dans des contextes de stimulation visuelle avec des formes géométriques utilisées dans
les expériences d’hallucination, les auteurs formulent des explications possibles pour l’apparition
et la persistance des expériences visuelles réelles.

Intéressés par les cas d’anomalie de fonctionnement cortical, Golomb et Amitai étudient
dans [50] l’influence de la vitesse de propagation de l’activité neuronale dans la dynamique
corticale globale, et comparent des données expérimentales avec les données simulées d’un modèle
cortical, basé également sur des équations de champ similaires à celles de Wilson et Cowan.
Animés par les mêmes questions, Pinto et Ermentrout analysent plus en détail du point de vue
théorique la problématique de la propagation des activités neuronales dans [92, 93], proposant le
modèle de champ décrit dans la section 3.2.5. Les résultats de ces études convergent à conclure
que la dynamique des ondes de propagation exhibée par leurs modèles, provoquant des rafales
d’excitation, peut être mise en correspondance fidèlement avec les enregistrements électriques
corticaux qui ont été observés dans les cas de crises d’épilepsie.

4.2 Modélisation des processus cognitifs élémentaires

Les paragraphes suivants présentent l’utilisation du paradigme des champ neuronaux dy-
namiques dans le contexte de modélisation des mécanismes cognitifs élémentaires, comme la
mémoire, l’attention ou même les processus qui interviennent dans la phénoménologie de la
conscience. Comme nous allons le constater, les auteurs utilisent dans leurs démarches de mo-
délisation la dynamique des bulles d’activité des champs neuronaux à la fois comme attracteurs
d’un système dynamique, comme mécanisme de compétition et de sélection neuronale, ou comme
mécanisme dynamique favorisant la persistance ou permettant l’anticipation d’un certain pro-
cessus ou événement neuronal.

4.2.1 Modélisation des mécanismes neuronaux de mémoire

Dans la section 2.2.4, nous avons présenté une approche de modélisation d’un mécanisme de
mémoire, basée sur un modèle de réseau neuronal récurrent (le réseau de Hopfield). En résumé,
l’approche de Hopfield consistait à associer chaque attracteur du système dynamique du réseau
à un élément de mémoire. Dans la suite de ce paragraphe, nous présentons plusieurs approches
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Fig. 4.2 – Architecture neuronale multi-couches proposée par Simmering et al.,
qui modélise un mécanisme de mémoire spatiale. Suivre le texte pour les détails.
Illustration graphique, extraite de [105].

Fig. 4.3 – Implantation proposée par Wilimzig et al., pour un modèle de mémoire
associative de type stimulus-réponse, qui associe à une caractéristique perceptive
une action motrice possible. En cours du temps, une décision motrice peut être
favorisée par l’augmentation progressive d’une préforme d’activation. Suivre le
texte pour plus de détails. Illustration graphique, extraite de [124].

79



Chapitre 4. Applications des champs neuronaux dynamiques

inspirées par le même principe, mais utilisant cette fois-ci la dynamique des champs neuronaux.
Comme nous allons le constater, dans ce cas, les attracteurs du système dynamique du modèle
(champ) correspondent aux bulles stables de l’activité neuronale du champ.

Dans [105] Simmering et al. proposent un modèle général de mémoire spatiale basé sur
la dynamique conjointe de cinq couches de champs neuronaux (voir la figure 4.2) : un champ
perceptif PF , un champ de type mémoire de travail SWM (ou mémoire à court terme), un champ
inhibiteur partagé Inhib, et deux champs de mémoire à long terme, LTMPF et LTMSWM ,
respectivement couplés avec les deux premiers champs. La couche perceptive PF est stimulée par
une distribution de stimuli, qui excite à son tour SWM , et imprime ainsi une trace temporelle.
Les deux couches, PF et SWM sont interconnectées avec Inhib, ce qui se traduit par une
augmentation en amplitude des zones de forte activité de PF et SWM , et une inhibition des
autres zones de ces deux champs. Cette dynamique implémente ainsi un effet d’augmentation
du contraste perceptif, ce qui aide à l’entretien de l’activité neuronale en absence du stimulus
d’entrée initial. Intégrant également un processus d’apprentissage Hebbien, la dynamique des
champs LTMPF et LTMSWM génère une activité qui augmente graduellement avec la durée de
l’activité des deux couches afférentes, PF et SWM . Cette dynamique progressive influence les
champs PF et SWM , déplaçant leurs zones d’activités existantes, ou en créant de nouvelles,
qui correspondent à de nouveaux stimuli d’entrée.

En variant certains paramètres de ce modèle (comme par exemple l’influence des projections
feedforward entre les couches neuronales, ou l’amplitude et la portée des influences excitatrices
et inhibitrices), les auteurs examinent la capacité de ce modèle neuronal à mémoriser le po-
sitionnement d’un objet apparu dans la scène visuelle, ou la capacité à discriminer entre une
nouvelle et une ancienne position d’un tel objet. En changeant ces paramètres, ainsi que les
échelles de temps des interactions entres les différents champs neuronaux du modèle, les auteurs
mettent en évidence plusieurs comportements dynamiques, similaires aux différentes phases du
développement cortical. Selon [105], les résultats de ces expériences peuvent être mis en corres-
pondance avec les résultats des tests de mémorisation, obtenus respectivement par des enfants,
des adolescents ou des adultes.

Comme l’affirment les auteurs, les résultats de cette approche, basée sur la dynamique des
champs neuronaux pour modéliser des mécanismes de mémoire, viennent renforcer le lien entre les
neurosciences théoriques et comportementales. Toutefois, nous considérons que cette démarche
est difficilement extensible pour permettre la mémorisation de plusieurs objets, ou pour concevoir
une architecture avec des champs neuronaux bidimensionnels.

Dans une approche alternative de modélisation, qui utilise la variante bidimensionnelle du
modèle de champ neuronal d’Amari (revoir la section 3.2.3), Wilimzig et Schöner proposent
dans [124] un mécanisme de mémoire associative de type stimulus-réponse. Comme le montre la
figure 4.3, chaque unité du champ 2D encode l’association entre une caractéristique perceptive
et une décision d’action (motrice). Les auteurs implémentent dans la dynamique du champ le
concept de préforme (en anglais preshape), qui représente une stimulation locale préférentielle
du champ suite à une perception, mais préalable à la prise de décision. L’amplitude de cette
stimulation augmente avec la probabilité d’un choix de décision, et facilite ainsi l’activation
des réponses liées aux certains choix d’actions possibles. Si plusieurs actions sont candidates
pour la même entrée perceptive, elles entrent en compétition via le mécanisme d’interaction
des contributions excitatrices (locales) et inhibitrices (à longue distance) du champ neuronal.
Comme les deux auteurs affirment, cette approche peut offrir une explication détaillée pour
certains effets psychophysiques observés expérimentalement.

Dans ce modèle, les processus de perception, de décision et de planification interagissent en
permanence, approche qui met en question la perspective traditionnelle conformément à laquelle
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ceux-ci seraient indépendants, séquentiels et hiérarchisés. Cependant, notons que ce modèle de
mémoire n’intègre pas, à l’instar du modèle de Simmering et al., un paradigme d’apprentissage
des associations perception-action.

Comme évoqué dans la section 3.2.6, une autre alternative pour concevoir un mécanisme
neuronal de mémoire, basé sur la dynamique des champs neuronaux, est formulée par Erlha-
gen dans [36]. Celle-ci considère un modèle de champ d’Amari, pour lequel le niveau de repos
neuronal h s’ajuste dynamiquement selon l’équation 3.32. Un tel champ permet, dans un pre-
mier temps, la formation d’une forte activation du champ en présence d’une stimulation externe
(par exemple une source perceptive). De plus, grâce au mécanisme de compétition neuronale, le
champ peut sélectionner une seule zone d’activation, si nécessaire. Une fois l’activité du champ
générée, elle devient persistante, même si l’entrée initiale cesse de stimuler le champ. Toutefois,
si ce comportement dynamique est désirable pour implémenter un mécanisme de mémoire, il est
nécessaire que l’activité du champ disparaisse aussi après un certain délai, laissant la possibilité
de mémoriser un nouvel état perceptif. Pour résoudre ce problème, Erlhagen intègre au modèle
d’Amari un mécanisme d’« oubli ». En absence d’une stimulation externe, le champ augmente
graduellement son niveau global de repos neuronal, de manière proportionnelle au surplus cou-
rant d’excitation. Au cours du temps, ce phénomène entrâıne la descente de l’activité du champ,
et donc l’effacement de la mémoire, ce qui permet l’implantation correcte de la sémantique
envisagée par un modèle de mémoire neuronale.

Si cette approche représente une source d’inspiration pour nos propres approches de modélisa-
tion (discutées dans le chapitre suivant), nous réitérons ici la remarque faite dans la section 3.2.6,
concernant la procédure d’ajustement du niveau de repos neuronal du champ : cette adaptation
est effectuée de manière centralisée, pour toutes les unités du champ, fait qui contrevient aux
principes de modélisation neuronale que nous avons établis dans la section 2.5.

4.2.2 Modélisation des processus d’attention

Un autre intérêt des recherches basées sur la dynamique des champs neuronaux est représenté
par la modélisation des mécanismes d’attention. Les approches explorant cet aspect considèrent
que la compétition neuronale exhibée par cette dynamique possède les propriétés dynamiques
pour implémenter le caractère sélectif du processus d’attention.

Utilisant la dynamique des bulles d’activité d’un champ neuronal de type Amari, Rougier et
Vitay [99] proposent un mécanisme neuronal pour expliquer l’émergence du processus d’atten-
tion. Leurs expériences montrent la capacité du modèle à suivre des cibles statiques ou mobiles
individuelles, en présence d’un bruit spatial de grande intensité, ou en présence d’autres stimuli
spatiaux distracteurs. Basés sur ces résultats, Fix, Alexandre et Rougier proposent ensuite un
mécanisme pour modéliser le mouvement saccadique oculaire volontaire, c’est-à-dire un proces-
sus neuronal qui vise à focaliser de manière séquentielle l’attention sur des cibles visuelles ayant
différentes caractéristiques [38]. Le modèle, illustré graphiquement dans la figure 4.4, considère
d’abord une étape d’extraction de certaines caractéristiques (couleurs, orientation, contraste,
etc.) de la scène visuelle. Les résultats de ce traitement sont ensuite traités en parallèle par
deux processus distincts : un pour l’analyse spatiale, et un pour l’analyse de ses caractéristiques.
Le premier vise à sélectionner la zone d’intérêt spatial de la scène visuelle (via un mécanisme
de compétition de type champ neuronal), la mémorisation de cet endroit, et l’anticipation des
conséquences de la saccade suivante sur l’ensemble du traitement visuel. La deuxième voie de
traitement vise à implémenter un mécanisme pour désigner le nouvel endroit le plus saillant
concernant les caractéristiques de la scène visuelle. En fonction du résultat de ce traitement, une
décision pour déplacer la zone de focalisation ou pour exécuter une saccade oculaire, est prise.
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Fig. 4.4 – Architecture neuronale intégrant le traitement des saccades oculaires,
proposée par Fix et al. pour modéliser un processus d’attention visuelle. Illustra-
tion graphique, extraite de [38].

L’effet de cette commande est intégré dans la première voie de traitement via une boucle de
connexion récurrente.

Dans une autre approche, basée sur le modèle de Wilson et Cowan, Schneider et Erlha-
gen [103] proposent une modélisation des phénomènes de mouvement saccadique liés au colliculus
supérieur. Les auteurs décrivent un mécanisme neuronal responsable de l’intégration et la sélec-
tion des stimuli visuels, ciblés par un sujet qui doit les suivre en permanence. La comparaison
des résultats du modèle simulé avec les statistiques biologiques enregistrées expérimentalement
conforte un certain nombre d’hypothèses sur le fonctionnement du colliculus supérieur. Nous
remarquons également que, en dépit du fait qu’il ait été conçu pour modéliser la compétition
des activités corticales, le modèle des champs neuronaux dynamiques est utilisé avec succès
dans la modélisation d’autres structures cérébrales, ce qui montre que ce modèle pourrait être
vu comme un paradigme général de traitement d’information, valable pour plusieurs structures
anatomiques cérébrales. Notons également que le modèle des champs neuronaux dynamiques est
une structure topologique, ce qui lui confère un avantage supplémentaire dans les démarches de
modélisation de structures neuronales ayant une organisation anatomique bidimensionnelle.

4.2.3 Vers la modélisation des mécanismes neuronaux liés aux phénomènes
de la conscience

Abordant un des défis les plus grands de la science actuelle, le problème de la conscience,
Taylor [113] propose un modèle neuronal hiérarchisé capable de reproduire plusieurs aspects de
la phénoménologie primaire de l’expérience consciente. Le fonctionnement de ce modèle repose
sur la dynamique des champs neuronaux bidimensionnels de type Amari (plus spécifiquement,
comme décrit dans la section 3.2.3). En résumé, ce modèle considère que la première étape de
l’émergence d’une expérience consciente est définie par l’extraction et l’encodage des caracté-
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ristiques du flot d’information perceptive. Au second palier de traitement, plusieurs sites de
mémoire tampon sont couplés entre eux par des connexions inhibitrices, afin de permettre la
compétition et la sélection des caractéristiques codées dans la première étape. Au dernier niveau,
les modules de traitement établissent des connexions de feedback avec les modules des étages
inférieurs, permettant l’émergence et le développement des processus d’attention qui modulent
la sélectivité des étapes précédentes du traitement d’information. Utilisant le comportement dy-
namique des bulles d’activité des champs neuronaux, Taylor propose des mécanismes capables
d’expliquer plusieurs phénomènes psychophysiques liés à l’expérience consciente. Pour illustrer
cette approche, nous nous appuierons dans la suite sur deux exemples.

Dans un premier cas, Taylor examine le mouvement apparent d’un stimulus lumineux qui,
après une brève disparition (moins de 200 ms), réapparâıt dans la proximité de cet emplace-
ment. L’auteur explique ce phénomène en utilisant la dynamique des bulles d’excitation. Plus
spécifiquement, l’illusion optique ressentie au niveau conscient serait le résultat d’un processus
de relaxation (une période transitoire) entre les deux états stables, correspondant à l’activation
du champ induite par les deux stimuli visuels. Dans ce cas, l’évolution du champ se traduit
par un déplacement lent (une trace d’activité neuronale) d’un endroit de stimulation à l’autre.
L’auteur suggère que ce comportement dynamique peut se répercuter aux niveaux supérieurs
du traitement visuel, induisant l’impression que l’événement initial de stimulation visuelle serait
continu, et non pas discret, comme décrit ci-dessus.

Un mécanisme neuronal similaire serait responsable aussi de certains phénomènes manifestés
quand une image est fixée sur la rétine pendant plusieurs secondes. Avec le temps, l’image perçue
se dégrade, laissant place à l’apparition d’illusions optiques. Pour étayer cette hypothèse, Taylor
propose un modèle de champ neuronal unidimensionnel, composé par deux couches neuronales
s’inhibant réciproquement, qui encode deux caractéristiques antagonistes des objets visuels (dans
son exemple deux couleurs très différentes). Une étude analytique de l’équation du champ montre
que celle-ci admet au moins trois types de solutions (excitation étendue à l’infini, oscillations
spatiales permanentes et bulles d’activités locales), chaque solution ayant un comportement dy-
namique qui peut être mis en correspondance avec la perception consciente des illusions visuelles
ressenties dans le contexte des images stabilisées.

Contrairement aux études analytiques d’autres modèles de champ, qui s’intéressent souvent
exclusivement à la stabilité des solutions, Taylor remarque qu’un aspect important dans un
contexte de modélisation appliquée concerne l’étude de la durée de stabilisation et la durée de
vie des bulles d’activité d’un champ. Analysant cette problématique, Taylor met en évidence
l’influence de plusieurs facteurs liés à cet aspect : le rapport entre le taux de croissance de
l’activité neuronale et le temps de saturation de l’activité du champ, la force des connexions
latérales, ou la pente des fonctions de transfert sigmöıdes. Parmi d’autres travaux s’intéressant
à ces aspects pratiques de modélisation d’un champ neuronal, nous mentionnons [3, 121].

Les résultats de ces travaux viennent renforcer l’opinion suivant laquelle l’exploitation des
paradigmes neuronaux, comme les champs neuronaux dynamiques, peut apporter des éléments
nouveaux dans la compréhension des processus cérébraux (et en particulier corticaux) décrits
jusque récemment seulement au niveau phénoménologique. Notons toutefois que les résultats de
Taylor concernant l’expérience consciente se limitent au traitement du flot perceptif élémentaire,
et n’abordent pas des sujets essentiels comme les qualia, l’émergence du langage, la formulation
des hypothèses (l’abduction), les mécanismes d’inférence logique (induction), etc.
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4.3 Modélisation des traitements sensorimoteurs et des systèmes
situés

Dans les sections suivantes, nous abordons le sujet de la modélisation d’inspiration corticale
des traitements de nature sensorimotrice, un sujet essentiel pour le développement des systèmes
autonomes et adaptatifs, capables d’explorer et d’agir dans un environnement a priori inconnu.
Dans ce contexte, les champs neuronaux dynamiques sont utilisés principalement comme des mé-
canismes de compétition, de sélection, ou d’encodage neuronal des positions ou des commandes
motrices (ou d’autres paramètres) des systèmes situés. Certains de ces systèmes intègrent égale-
ment des modèles neuronaux (par exemple des modèles de mémoire) décrits précédemment, afin
de développer un comportement plus complexe et mieux adapté aux tâches motrices considérées.
Notons aussi que, grâce à la dynamique transitoire d’un champ neuronal, le temps de relaxation
d’une activité de champ peut induire un ajustement graduel de certaines variables du système
dynamique utilisant le champ. Comme nous allons le constater, cette propriété est utilisée par
certains auteurs pour implémenter un déplacement moteur lisse des plates-formes robotiques
conçues, ou pour implémenter des hiérarchies temporelles de traitement moteur.

4.3.1 Problématiques et approches de modélisation

Si les approches de modélisation énumérées ci-dessus visent, du point de vue théorique, à
approfondir la compréhension des processus fonctionnels de la structure corticale, le point de
vue pratique de ces démarches vise à intégrer ces résultats dans la conception des systèmes
physiques, afin de les rendre capables de planifier, coordonner, décider et contrôler leurs actions
d’une manière autonome et adaptative. Dans la suite de cette section nous analysons plusieurs de
ces approches destinées à construire des systèmes situés (en particulier des systèmes robotiques).

Nous rappelons que pour les systèmes situés, l’action, c’est-à-dire l’interaction avec l’en-
vironnement extérieur, représente le facteur déterminant pour développer un comportement
dynamique adaptatif. Dans l’espace physique, l’action, au sens le plus élémentaire, est motrice.
Ainsi, le traitement sensorimoteur a pour objectif l’apprentissage de la corrélation entre diverses
sources sensorielles (visuelles, auditives etc.) et proprioceptives (ou kinesthésiques), afin de pou-
voir percevoir et interpréter les conséquences de ses actions, notamment les mouvements des
membres et de leurs articulations. Dans le contexte le plus général, ce traitement sensorimoteur
pose deux problèmes majeurs :

Le problème mécanique (PM) - déterminer le rapport bidirectionnel entre l’ensemble des
actions motrices et l’espace physique, c’est-à-dire :

• le problème cinématique direct (PCD) : déduire la configuration future (dans l’espace 3D)
des articulations du corps, suite à une action motrice ;

• le problème cinématique inverse (PCI) : concevoir une action motrice qui induira une
configuration future particulière (dans l’espace 3D) des articulations du corps ;

Le problème d’utilité (PU) - interpréter et quantifier les conséquences des actions motrices
effectuées.

Approches pour résoudre le problème mécanique (PM)

Comme présenté ci-dessus, le premier problème abordé par tout traitement sensorimoteur
concerne son aspect mécanique. Cet aspect comporte en lui-même, deux problématiques fonc-
tionnelles. Ainsi, dans un premier temps, le système robotique doit être capable de prédire les
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positions de ses membres (et surtout de leurs extrémités) dans l’espace physique tridimensionnel,
avant l’engendrement d’une action motrice (PCD). Deuxièmement, le robot doit être capable de
concevoir une action motrice (ou une série d’actions motrices) qui puisse diriger ses membres
d’une configuration posturale vers une autre, ou plus spécifiquement (pour une extrémité d’un
membre), d’une position vers une autre position dans l’espace physique tridimensionnel (PCI).
Remarquons ainsi que, si le problème cinématique direct est assez simple à résoudre, le problème
inverse est très difficile à traiter. En effet, le plus souvent, les solutions du PCD ne peuvent pas
explorer l’ensemble de toutes les actions possibles à effectuer, afin d’en proposer une comme
solution du PCI, ou encore, il existe un nombre infini de possibilités pour atteindre un point
donné de l’espace 3D avec l’extrémité d’un bras.

Pour résoudre PCD et PCI, deux approches différentes ont été proposées au cours du temps.
La première est la solution automatique, qui formalise PCD par un calcul de matrices de trans-
lation et de rotation en coordonnées homogènes. Ainsi, selon cette approche, résoudre PCI se
réduirait aussi à un calcul, celui des matrices inverses. Cette solution est employée typiquement
dans la plupart des systèmes robotiques industriels. Toutefois, si un tel robot dispose de plus de
6 degrés de liberté, la matrice du modèle direct devient singulière, et par conséquent, le calcul de
son inverse devient impossible. Un argument supplémentaire souligne encore plus radicalement
les limites de cette approche : le comportement décrit par cette méthode de calcul matriciel est
complètement « câblé », ce qui rend inutile toute stratégie d’adaptation à ce niveau de traite-
ment d’information. Afin de trouver une alternative à cette approche, les recherches scientifiques
se sont de plus en plus intéressées à trouver des variantes qui s’inspirent du traitement moteur
des organismes vivants. Ces variantes s’affranchissent du recours à un modèle direct, qui serait
exprimé explicitement par des équations.

Approches pour résoudre le problème d’utilité (PU)

Si l’action est un instrument grâce auquel un organisme vivant ou un système situé peut
explorer son environnement (l’univers perceptible), l’interaction avec cet environnement a sou-
vent un aspect téléologique. L’existence de tout système ouvert est contrainte par la satisfaction
de plusieurs critères (imposés par exemple par les lois physiques, métaboliques, etc. et dans le
monde du vivant, ces critères mènent à la formulation (implicite ou explicite) des buts (souvent
contradictoires). Dans ce contexte, l’action représente l’outil permettant l’accomplissement de
ces buts. Cependant, la complexité intrinsèque de ces critères, mais aussi l’impossibilité pra-
tique d’explorer toutes les actions possibles pour atteindre ces buts, exige la conception d’une
stratégie pour générer les actions, afin d’approcher le système qui les exécute de ses buts. Par
conséquent, la stratégie a besoin d’évaluer en permanence l’état du système par rapport à ses
buts. Remarquons ici que, pour un système ouvert, la conception des buts, ainsi que les stratégies
conçues pour les atteindre, fondent le caractère subjectif d’un tel système. Trouver ce rapport
essentiellement subjectif entre une action et ses conséquences définit ce que nous avons appelé
précédemment le problème d’utilité (PU). Basés sur cette perspective, nous pouvons affirmer
que, du point de vue de l’organisation de la matière, le PU est un des aspects essentiel qui
différencie le monde minéral (inanimé) du monde vivant (animé).

Résoudre le PU revient alors à définir (de manière implicite ou explicite) les buts et à conce-
voir les stratégies d’un système ouvert donné. Toutefois, proposer une solution générale pour le
PU, c’est-à-dire une stratégie générale pour satisfaire un but, quel que soit ce but, est une en-
treprise impossible. Pour ceci, remarquons que Entscheidungsproblem (concevoir un algorithme
pour décider la valeur de vérité de n’importe quelle proposition exprimée dans la logique d’ordre
un) est un cas particulier du PU, et ce problème a été prouvé insoluble par Turing [117]. Par
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conséquent, le PU doit être abordé dans des contextes spécifiques.

Malgré ces difficultés inhérentes, la nature a réussi à développer au cours de son évolution
différentes stratégies assez générales, pour aborder le PU. La sélection naturelle et l’apprentis-
sage par renforcement sont deux tels exemples éloquents. Bien qu’elles s’exercent à des échelles
spatiales et temporelles très différentes, les deux stratégies reposent sur un principe commun :
traiter et intégrer en permanence les influences de feedback du processus d’interaction système
− environnement. Inspirée par ces aspects, la communauté scientifique a proposé au cours des
années plusieurs approches pour aborder le PU, visant principalement la conception de systèmes
situés.

La première méthode théorique pour résoudre le PU s’inspire de la théorie Darwinienne de la
sélection naturelle, et emploie des algorithmes évolutifs. En résumé, une telle technique favorise
le développement des traits fonctionnels qui permettent au système de satisfaire au mieux ses
buts, supprimant (ou inhibant) en même temps les autres traits fonctionnels. Malgré le succès
enregistré par cette approche (notamment dans le domaine robotique ou celui des systèmes multi-
agent en tant que technique d’optimisation), elle requiert beaucoup de ressources de calcul, et
par conséquent est peu efficace pour développer des systèmes adaptatifs, capables de réagir en
temps réel. Pour cette raison, dans les paragraphes suivants, nous n’entrons pas dans les détails
pratiques liés à l’implantation de cette méthode.

La deuxième méthode théorique employée pour résoudre le PU, part de l’hypothèse que
tout signal moteur perturbé par certaines sources de bruit peut se corriger au cours du temps,
favorisant graduellement la composante intrinsèque correcte, c’est-à-dire celle qui valorise le
mieux le critère d’utilité. Cette méthode porte le nom de l’apprentissage implicite [110], et elle
s’étaie sur un effet de type bootstrapping, où chaque nouvelle dextérité motrice optimise les
capacités motrices déjà acquises.

La troisième et dernière méthode que nous mentionnons ici vise à minimiser les erreurs des
actions effectuées par un système, intégrant dans sa dynamique une fonction de récompense.
Cette fonction a le but d’évaluer la qualité des actions individuelles et des séquences d’actions
exécutées par le système, récompensant le système quand ces actions induisent un rapprochement
de ses buts, et le pénalisant dans le cas contraire. Selon [110], cette approche porte le nom de
l’apprentissage explicite ou apprentissage par renforcement. Ainsi, cette technique vise à adapter
le comportement d’un système, en corrigeant ou en optimisant sur le long terme la série de ses
actions (par exemple le déplacement de ses membres), vis-à-vis des buts considérés.

Vu l’usage très répandu de cette troisième stratégie chez les espèces évoluées (celles disposant
d’un cerveau), les paragraphes suivants mettent l’accent sur le développement des traitement
sensorimoteurs intégrant cette stratégie comme méthode générale pour résoudre le PU.

4.3.2 Modélisation à l’aide d’un système dynamique dual

Une première approche de modélisation sensorimotrice que nous présentons ici, et qui vise la
résolution du PM, appartient à Bergener et ses collaborateurs. Dans [10], ces auteurs abordent
la problématique de conception d’une plate-forme robotique, capable de se déplacer dans un
environnement a priori inconnu et d’éviter les différents obstacles fixes ou mobiles. Le robot a
pour but de localiser, reconnâıtre et saisir certains objets, et même d’interagir avec des sujets
humains.

Pour résoudre le PM, les auteurs proposent une approche basée sur l’implantation d’un sys-
tème dynamique dual. Chaque changement de la configuration des articulations des membres du
robot est « traduit » dans la dynamique du système dual. Cette approche facilite la résolution du
PCD. Cette association action − dynamique ne représente pas la formalisation symbolique du
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fonctionnement moteur du robot, mais elle représente une réverbération permanente de l’action
du robot dans la dynamique du système dual. Comme nous allons le constater dans la suite, le
système dual est aussi un système réactif, sa dynamique influençant en retour la dynamique du
système robotique, afin de développer et de contrôler les stratégies motrices (pour résoudre le
PCI). Bergener et al. choisissent comme système dynamique dual le modèle des champs neuro-
naux.

Pour implémenter le système dual, Bergener et al. définissent d’abord le concept de variables
comportementales. Celles-ci sont des paramètres scalaires ou vectorielles, qui caractérisent les
comportements élémentaires du robot (par exemple la position dans l’espace 3D de l’extrémité
d’un bras du robot, l’angle de rotation de sa tête, etc.). Ensuite, la valeur de chaque variable
comportementale est associée à un état dynamique d’un champ neuronal (le système dual). Uti-
lisant le modèle de champ d’Amari comme support (voir la section 3.2.2), les auteurs imposent
aux φ−solutions de l’équation de champ la sémantique des états moteurs sans but, et aux solu-
tions locales de type bulle(s) d’activité neuronale la sémantique des états moteurs correspondant
à des différents buts précis. Les orbites et les points de bifurcation dans l’espace des phases de
la dynamique du champ neuronal permettent de faire le passage du système robotique d’un état
moteur à un autre, développant ainsi une stratégie d’exploration motrice.

Comme nous l’avons précisé ci-dessus, cette stratégie générale est appliquée pour guider le
déplacement d’un robot dans un espace tridimensionnel. Les cibles visuelles reconnues par le
robot sont modélisés par des stimulations excitatrices du champ neuronal, en temps que les
obstacles sont modélisés par des stimuli inhibiteurs. La prise de décision pour le déplacement
du robot se réalise grâce au mécanisme de compétition neuronal, qui génère une seule bulle
d’excitation à la fois. Dans le même temps, l’amplitude de cette bulle modélise le niveau de
confiance de la décision prise, est augmente, de manière proportionnelle, la vitesse de déplacement
du robot. Pour éviter les impasses de revisiter les endroits déjà explorés, le modèle utilise un
mécanisme de mémoire à court terme.

De manière similaire, le modèle intègre deux modules supplémentaires de traitement senso-
rimoteur, pour modéliser respectivement le mouvement du bras et de la tête du robot.

La stabilisation de l’état global du système se réalise grâce aux boucles de feedback entre
les modules de traitement du modèle. L’intégration permanente de ces influences dans la dyna-
mique du robot produit un ajustement graduel des différents paramètres du système, et induit
un fonctionnement lisse et robuste de ses mouvements. Ainsi, un changement comportemental
n’est pas un changement brusque, comme dans les approches de traitement à base de règles
symboliques.

Les modules de traitement du système robotique évoluent à des échelles de temps diffé-
rentes. Par exemple, le mouvement de la tête est plus rapide que le mouvement du bras du
robot qui, à son tour, est plus rapide que le déplacement du corps du robot. Cette sépara-
tion temporelle permet un couplage « flou » entre les différents modules de traitement, tout en
gardant un fonctionnement interne stable et cohérent, pour chacun de ces modules. Le même
aspect favorise l’émergence des hiérarchies de traitement d’information, hiérarchies qui peuvent
changer dynamiquement si les rapports entre les échelles de temps changent (ou s’inversent) au
cours du temps. Ce concept de séparation temporelle entre les différents modules de traitement
d’un système dynamique a été pris en compte dans la modélisation de l’architecture neuronale
d’auto-organisation que nous avons décrite dans la section 2.6.1.

Pour conclure, soulignons le fait que cette approche de modélisation par un système dual
s’inscrit dans l’approche générale de calcul neuronal basée sur la dynamique des réseaux neuro-
naux, approche que nous avons décrite dans la section 2.3.2.
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Fig. 4.5 – Architecture neuronale de traitement sensorimoteur, proposée par
Stringer et al. dans [110]. Le modèle comprend un module postural, un module
moteur (qui encode la commande motrice courante), et un module décisionnel
(qui conçoit la commande motrice future). L’activité de chaque module est implé-
mentée par la dynamique d’un champ neuronal. Suivre le texte pour les détails.
Illustration graphique, extraite de [110].

4.3.3 Modélisation par duplication des commandes motrices

Partageant la même vision dynamique du traitement moteur que celle décrite par Bergener
et al., Stringer et al. s’intéressent dans [110] à l’intégration de la copie efférente du signal moteur
dans l’ensemble des processus d’apprentissage neuronal.

Selon les théories neuromotrices courantes (pour une vue d’ensemble des modèles de contrôle
moteur de type feedforward, le lecteur est invité à consulter par exemple [82]), chaque fois
qu’une commande motrice (c’est-à-dire un signal nerveux efférent) est envoyée aux effecteurs,
le signal moteur serait dupliqué et traité en parallèle, afin de distinguer ses conséquences de
celles dues aux actions externes au corps, déclenchées par une interaction avec l’environnement.
Ainsi, ce mécanisme permettrait non seulement la conception d’un modèle moteur interne de
type feedforward (qui contribuerait donc à la résolution du PCD), mais il faciliteraient aussi
la prédiction des actions motrices initiées par le système nerveux, pour améliorer le contrôle
moteur.

Ayant le but d’implémenter ce mécanisme neuronal dans un système robotique autonome,
Stringer et al. proposent dans [110] une architecture neuronale composée de trois modules de
traitement (voir la figure 4.5), chacun gouverné par une dynamique similaire au modèle de
champ neuronal d’Amari (revoir la section 3.2.2). Le premier module, appelé module d’état ou
module postural, encode la position courante du robot, position qui est perçue grâce aux capteurs
visuels et proprioceptifs du robot. Le deuxième module neuronal, le module moteur, encode la
commande motrice courante effectuée par le robot. Pour finir, le module moteur décisionnel a le
rôle de sélectionner la prochaine commande motrice à être exécutée.

Ces trois modules communiquent entre eux via deux principales boucles synaptiques. La
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première voie synaptique part d’un couplage Sigma-Pi4 liant les unités des modules postural et
moteur, et retourne vers le module postural. Celle-ci permet au modèle neuronal d’apprendre la
corrélation entre une commande motrice réalisée et la position courante du robot dans l’espace, ce
qui lui permet finalement de résoudre le PCD. Une seconde voie synaptique connecte un couplage
Sigma-Pi des unités des modules postural et décisionnel avec les unités du module moteur. Cette
deuxième boucle a le rôle d’implémenter le modèle moteur inverse (donc de résoudre le PCI) :
chaque fois qu’une commande motrice ou un déplacement vers une nouvelle position dans l’espace
3D sont envisagés par le robot, cette boucle conçoit la nouvelle commande motrice (ou séquence
de commandes), qui pourrait réaliser ce but.

Dans ce modèle (voir la figure 4.5), les poids w1 encodent la posture du robot. Les poids w2

du couplage Sigma-Pi de la première voie synaptique encodent les actions motrices du robot,
et sont ajustés en fonction d’une trace temporelle de l’activité des unités posturales, et non
pas de la réponse instantanée de ces unités. Cet aspect permet au module postural de créer un
apprentissage robuste, et plus rapide, du modèle moteur direct. Deuxièmement, le niveau de repos
de l’activité du champ neuronal, (le terme h de l’équation 3.15), s’ajuste aussi dynamiquement,
variant de manière différente pour chaque unité individuelle du champ.

Afin de résoudre le PCD, le modèle suit d’abord une étape d’entrâınement. Pendant celle-ci,
des commandes motrices sont générées automatiquement, le robot percevant leurs conséquences
(de manière visuelle et proprioceptive), ce qui lui permet d’apprendre le modèle moteur direct.
Les poids synaptiques w2 s’adaptent et se stabilisent au bout de ce processus. Comme particu-
larité des résultats expérimentaux de cette étape, Stringer et al. remarquent que ces poids de
connexion, qui intègrent la trace temporelle de l’apprentissage postural, deviennent asymétriques
en cours du temps. Sur le long terme, cet aspect permet au modèle de découvrir plus facilement
les motifs temporels dans le flot de l’information traitée.

Le PCI est résolu par l’apprentissage des poids w3 de la seconde voie synaptique. Ainsi, après
l’étape d’entrâınement, le robot est soumis à la résolution de plusieurs tâches motrices, comme
par exemple contrôler la force et la vitesse de ses mouvements, ou atteindre une cible fixe. Dans
cette étape, le modèle d’apprentissage n’utilise pas des connexions de feedback, mais repose sur
les capacités motrices acquises pendant la première étape. Cependant, le modèle laisse ouverte
la possibilité d’utiliser un contrôle moteur de type feedback immédiat, qui pourrait intégrer
pendant l’étape d’entrâınement les informations sensorielles, directement dans le signal moteur.

Afin de résoudre le PU, c’est-à-dire pour optimiser le modèle cinématique inverse par rapport
aux buts moteurs considérés, les auteurs considèrent deux approches générales de modélisation.
Dans un premier temps, ils intègrent dans leur modèle un apprentissage implicite (par boots-
trapping). Toutefois, pour que cette méthode ait du succès, il est nécessaire que les commandes
motrices correctes dominent le bruit restant dans le signal moteur après la phase d’entrâınement
du système.

Dans une approche alternative, les auteurs utilisent le paradigme d’apprentissage explicite
(par renforcement) pour résoudre le PU. Dans ce cas, le système est récompensé (et permet
l’ajustement de ses poids synaptiques) seulement quand une séquence d’actions motrices conduit
à la satisfaction du but demandé, et non pas à chaque instant que le robot s’approche de son
but (par exemple une cible fixe).

4Deux couches neuronales A et B sont connectées par un couplage de type Sigma-Pi vers une autre couche
neuronale C, si l’activité post-synaptique de chaque unité ci de la couche C est influencée par une activité cumulée
des deux autre couches, portant la forme

P

j,k wijkajbk. Dans cette expression, où aj est le taux de décharge pré-
synaptique d’une unité de la couche A, bk est le taux de décharge pré-synaptique d’une unité de la couche B,
et wijk désigne le poids de connexion post-synaptique de l’unité i de la couche C, qui est activée par les unités
pré-synaptiques des unités j et k respectivement provenant des couches neuronales A et B.
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Dans les deux cas d’apprentissage, le système réussit à minimiser, au fur et à mesure, ses
erreurs par rapport à l’exécution des commandes motrices. Par conséquent, dans les scénarios
considérés, le robot arrive à accomplir les tâches demandées avec une haute précision, même
en absence des stimuli visuels et/ou proprioceptifs. De plus, le système est capable d’exécuter
ses mouvements avec des vitesses et des forces arbitraires, produisant les séquences motrices
toujours dans le même ordre, respectant ainsi les principes du programme moteur généralisé
énoncés par Schmidt dans [102].

4.3.4 Modélisation par utilisation d’une carte cognitive de cellules de transi-
tion

Dans [26], Cuperlier et al. décrivent la conception d’une architecture neuronale modulaire
pour résoudre à la fois PM et PU. Ce modèle a le but d’implémenter un mécanisme adapta-
tif pour le déplacement d’une plate-forme robotique mobile dans une enceinte fermée (divisée
éventuellement dans plusieurs pièces, à l’intérieur desquelles peuvent être placés différents objets
fixes), a priori inconnue par le robot.

Les auteurs implémentent un processus d’exploration de l’environnement, pendant lequel le
robot construit une carte topographique de l’espace découvert. Cette carte est composée d’un
ensemble de nœds discrets, appelés cellules de position, chacune d’elle encodant la position du
robot relative à l’environnement. Bien que cette structure aide à résoudre le PCD, elle s’avoue
insuffisante pour planifier de manière efficace les actions du robot, surtout quand la complexité
de l’espace exploré offre plusieurs possibilités pour atteindre une certaine position de l’environ-
nement.

Afin de traiter le PCI, les auteurs proposent la conception d’une structure neuronale supplé-
mentaire : une nouvelle carte, composée de plusieurs cellules de transition. Comme leurs nom le
suggère, chaque cellule de cette carte encode une possible transition, d’une cellule de position
vers une autre. Cette carte cognitive permet ainsi de définir des trajectoires entre deux positions
quelconques de l’enceinte, qui ont été déjà explorées.

Selon les auteurs, l’architecture neuronale de leur modèle s’inspire des mécanismes de trai-
tement séquentiel de l’information, implémentés dans les structures cérébrales du hippocampe
et du cortex préfrontal.

Le robot vise à satisfaire plusieurs buts (donc résoudre un PU multiple), se qui se traduit
par une exploration continue de l’environnement pour trouver les endroits qui lui permettent
d’accomplir ces buts. Dans le modèle neuronal proposé par Cuperlier et al., chaque but a associé
un indicateur de satisfaction (une valeur scalaire), qui décrôıt progressivement avec le temps
passé depuis la dernière satisfaction du but. Le but courant à satisfaire est choisi selon un
processus de compétition.

Dans ce contexte, l’action motrice à effectuer (la transition vers une nouvelle position) est
réalisée grâce à un mécanisme de type champ neuronal dynamique. Le champ reçoit en entrée
plusieurs angles de direction que le robot puisse choisir. Si ces angles possibles sont suffisam-
ment proches, le résultat de la compétition neuronale indiquera un nouvel angle de direction
moyennant ces valeurs. Au contraire, si ces angles diffèrent beaucoup entre eux, le mécanisme
de compétition du champ sélectionnera un seul angle de direction parmi toutes ces variantes.
Grâce à la dynamique intrinsèque du champ, le résultat de la compétition est toujours stable,
ce qui permet au robot de construire une stratégie de déplacement robuste.

Comme les auteurs remarquent, l’usage du mécanisme de champ neuronal décrit ici peut
s’étendre pour inclure le traitement de plusieurs sources d’information (visuelle, auditive, etc.),
afin de permettre un traitement sensorimoteur multimodal.
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(A) (B)

Fig. 4.6 – (A) Architecture neuronale de traitement sensorimoteur, proposée par
Erlhagen et al. dans [36]. (B) Plusieurs phases de l’évolution de la dynamique des
modules qui composent cette architecture, pendant un scénario de coordination
entre deux robots ayant le but de collecter des objets de la scène visuelle. Suivre
le texte pour les détails. Illustrations graphiques extraites de [36].

4.3.5 Modélisation de la coordination des tâches robotiques

Intéressés en général par l’intégration des approches de modélisation bio-inspirée dans le
développement des plates-formes robotiques, Erlhagen et ses collaborateurs ont abordé dans [35,
36], d’une manière plus focalisée, la problématique de conception des systèmes situés utilisant
la dynamique des champs neuronaux.

Traitement de la coordination motrice de deux robots

Un premier cas de modélisation vise la coordination de deux robots mobiles, qui doivent
résoudre une tâche motrice commune : trouver et amener des objets dans un certain endroit de
la scène spatiale. Les robots ne communiquent pas entre eux explicitement, mais ils sont capables
d’observer et d’inférer l’activité de leur partenaire. Pour modéliser le traitement sensorimoteur
de chaque robot, les auteurs proposent une architecture neuronale comme celle illustrée dans la
figure 4.6 (A).

Dans ce modèle, l’entrée visuelle stimule d’abord une couche neuronale WM (provenant
de l’anglais working memory), qui implémente le modèle de mémoire de travail présenté dans
la dernière partie de la section 4.2.1, et qui est basé sur le modèle d’Erlhagen décrit dans la
section 3.2.4. Ce champ neuronal encode le contexte visuel donné par le positionnement des
objets dans la scène 3D. Cette mémoire de travail permet au robot de maintenir la cohérence du
flot perceptif visuel, même dans les cas d’occlusion temporaire des objets de la scène visuelle.
Cette couche influence directement un autre champ neuronal, qui encode le but moteur du robot.
Ensemble, les deux couches composent le module PFC (provenant de l’anglais prefrontal cortex).

Un deuxième module de traitement, représenté dans la figure 4.6 (A) par la couche STS
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(provenant de l’anglais superior temporal sulcus), encode le déplacement du robot partenaire.
Pour implémenter ce module, Erlhagen et al. utilisent une dynamique de type onde de propaga-
tion d’un champ neuronal, qui a le rôle d’anticiper le mouvement du robot partenaire. L’activité
de ce module s’ajuste en fonction du but moteur établi par le robot, mais influence à son tour la
deuxième couche du module PFC, qui encode ce but. Ce module vise à maintenir la cohérence
entre la perception visuelle et le but moteur suivi par le robot.

Le troisième et dernier module l’architecture présentée dans la figure 4.6 (A), PreMC (pro-
venant de l’anglais premotor cortex), modélise une séquence d’actions motrices, qui doit être
réalisée par le robot pour atteindre son but.

L’architecture décrite ici est utilisée par Erlhagen et al. pour coordonner les actions motrices
de deux robots (c’est-à-dire un PU partagé). Chaque robot analyse la scène 3D. Les objets
saillants de la scène visuelle stimulent la couche WM (voir la figure 4.6 (B)). En même temps,
la couche STS qui modélise l’activité du robot partenaire, s’active. Un processus de compétition
neuronale sélectionne le but du robot, c’est-à-dire choisi un objet à collecter de la scène, et induit
un déplacement du robot vers cet objet. Par conséquent, la couche STS du robot partenaire
s’active, générant une onde de propagation, qui aide à inférer cette décision. Si ce robot choisit le
même objet, l’activité de cette couche neuronale inhibe sa décision. La capacité de prédiction de
la couche STS, ainsi que la capacité de mémorisation de la coucheWM , assurent la continuité du
comportement moteur, pour chaque robot qui suit son but, ceci n’étant pas interrompu pendant
les brèves occlusions du robot partenaire par les objets de la scène.

Notons que ce modèle de traitement sensorimoteur utilise exclusivement les propriétés dy-
namiques de l’interaction robot − environnement, sans intégrer un modèle d’apprentissage pour
améliorer son comportement en cours du temps. Cette approche peut ainsi devenir assez limitée,
quand les buts et les interactions du robot avec l’environnement augmentent en complexité.

Traitement sensorimoteur par imitation

Dans la deuxième application pratique, proposée par les mêmes auteurs de [36], un robot est
censé saisir un objet et le placer à un endroit établi, derrière un obstacle qui est représenté par
un pont (voir la figure 4.7 (A)). Le défi de la tâche oblige le robot à décider s’il doit déplacer
l’objet par au-dessous ou par au-dessus du pont, selon sa hauteur. Pour résoudre cette tâche,
donc pour résoudre le PCI, Erlhagen et al. font appel aux résultats expérimentaux de Rizzolatti
et al. [97], qui avaient mis en évidence l’existence des neurones miroir (neurones qui s’activent
quand un geste donné est effectué non seulement par le sujet même, mais aussi par un autre
individu). Par conséquent, Erlhagen et al. proposent l’implantation d’un circuit neuronal miroir,
qui a le but de simuler une action effectuée par un autre agent, utilisant ses propres moyens
moteurs. Dans le cas de cette application, l’agent qui aide le robot, en lui montrant plusieurs
exemples de résolution de cette tâche motrice, est une personne humaine.

Afin d’intégrer dans son comportement l’expérience exhibée par l’agent humain, le robot
étend l’architecture décrite dans la figure 4.6 (A) (voir pour comparaison la figure 4.7 (B)).
Dans ce nouveau modèle, la couche F5 encode le répertoire des actions motrices élémentaires
acquises par le robot, en même temps que la couche PF aide à combiner les actions qui seraient
capables d’atteindre le but moteur du robot (codé par la couche secondaire du module PFC).
Modélisant la caractéristique fonctionnelle des neurones miroir, la couche F5 s’active à la fois
quand une action motrice est effectuée par un agent, et à la fois quand elle est effectuée par le
robot lui-même.

Pour apprendre l’association entre le but moteur du robot et les actions motrices effectuées
par l’agent, les poids des connexions synaptiques entre les couches STS et PF s’ajustent au
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(A) (B)

Fig. 4.7 – (A) Représentation visuelle d’une tâche robotique motrice, qui vise à
déplacer des objets, d’une manière optimale, par dessous ou par dessus un pont,
et les placer correctement sur d’autres objets. (B) Schéma de fonctionnement dy-
namique d’un modèle neuronal qui étend l’architecture illustrée dans la figure 4.6
(A), utilisée pour résoudre cette tâche motrice. Suivre le texte pour les détails.
Illustrations graphiques extraites de [36].

cours du temps, selon une règle d’apprentissage de type Hebbien.

Comme les auteurs remarquent, cette approche d’apprentissage moteur par imitation est
efficace dans le scénario considéré, mais elle est dépendante de l’expérience fournie par l’agent
externe. De plus, si le contexte du scénario change d’une manière sensible, le robot trouve diffi-
cilement ou même impossible l’adaptation de son comportement, afin de résoudre les nouveaux
buts. Pour cette raison, afin de concevoir des plates-formes robotiques, il est essentiel que le
traitement moteur, facilité par ce paradigme d’apprentissage imitatif, soit couplé avec le déve-
loppement d’un comportement intrinsèquement générique, capable d’explorer et de s’adapter en
permanence aux changements perçus par le système situé.

4.3.6 Modélisation intégrant l’apprentissage par renforcement

Les deux approches décrites dans les paragraphes suivants présentent deux démarches qui,
afin de concevoir une solution pour le PU, font appel au paradigme d’apprentissage par renfor-
cement [112]. Dans ce contexte, les champs neuronaux dynamiques ont le rôle d’encoder dans la
forme de leurs solutions stables (en particulier dans l’amplitude et l’extension spatiale des bulles
d’activité) certains aspects numériques qui permettent d’implémenter une version distribuée de
l’algorithme d’itération de la valeur ou de l’algorithme de Q-learning.

Implantation distribuée de l’algorithme d’itération de la valeur

Dans [115], Toussaint propose une architecture de traitement sensorimoteur d’inspiration
corticale, capable d’apprendre et de contrôler l’influence des actions effectuées par un robot,
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Fig. 4.8 – Architecture neuronale de traitement sensorimoteur, proposée par
Toussaint, composée par trois couches neuronale : une perceptive, une motrice,
et une corticale (générique), associant les deux autres couches. Le modèle vise
l’implémentation de deux processus dynamiques : un responsable pour l’estimation
de l’état courant du système, et un responsable pour la planification des actions
motrices futures. Suivre le texte pour les détails. Illustration graphique extraite
de [115].

vis-à-vis de la réalité qu’il perçoit. Le fonctionnement du robot est le résultat des interactions de
trois couches de traitement : une couche perceptive, une couche corticale et une couche motrice
(voir la figure 4.8).

Les unités de la couche perceptive répondent selon la reconnaissance d’une certaine caracté-
ristique dans le flot d’information enregistrée par les capteurs du robot. Les unités de la couche
motrice encodent les commandes motrices réalisées par le robot. La boucle perception-action
est arbitrée par la dynamique de la couche corticale. L’activité neuronale de chaque unité de la
couche corticale est modélisée par une équation différentielle de type champ neuronal. Celle-ci
s’ajuste en permanence, prenant en compte d’une part les stimuli provenant de la couche per-
ceptive, et d’une autre part l’influence cumulée et pondérée des activités des autres unités de
la couche corticale, chacune modulée par un facteur d’activation dépendant de la commande
courante encodée par la couche motrice.

Pour développer un comportement orienté vers un but, le modèle dynamique intègre un mé-
canisme d’apprentissage par renforcement. Plus précisément, la conception consiste à introduire
un nouveau champ, appelé champ-valeur, qui implémente une version distribuée de l’algorithme
d’itération de la valeur (voir [112] pour plus de détails), et améliore l’estimation de la récompense
obtenue par le robot.

Le comportement du robot s’adapte selon l’ajustement des paramètres libres du modèle pré-
senté, ajustement gouverné par trois processus dynamiques. Premièrement, grâce à l’algorithme
de Growing Neural Gas [43], une nouvelle unité de traitement est ajoutée dans la couche per-
ceptive, chaque fois que l’ensemble des unités actuelles de cette couche répondent de manière
trop faible à un nouveau stimulus d’entrée. Deuxièmement, selon un apprentissage Hebbien, les
champs récepteurs des unités de la couche perceptive et de la couche motrice s’ajustent au cours
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du temps, s’organisant ainsi dans des cartes topographiques. En dernier lieu, une règle temporelle
d’apprentissage Hebbien est implémentée pour ajuster les poids des connexions latérales de la
couche corticale. Cette loi dynamique favorise les ajustements des poids qui entrâınent l’augmen-
tation de la corrélation entre les activations pré-synaptiques (provenant de la couche perceptive)
et celles post-synaptiques (stimulant la couche motrice pour exécuter des commandes), et donc
améliorent la prédiction des actions effectuées.

L’auteur expose les avantages de son modèle en étudiant le comportement du robot dans un
scénario d’exploration d’un labyrinthe. Dans un premier temps, le robot explore aléatoirement
mais exhaustivement l’environnement. Pendant cette étape, il construit de manière incrémen-
tale une carte topographique discrète, représentant le labyrinthe découvert. Ensuite, quand on
demande au robot de retrouver un objet placé dans un endroit quelconque du labyrinthe, son
mode de fonctionnement change. Pendant cette étape, il utilise la carte construite précédemment
pour concevoir des plans d’exploration du labyrinthe, ainsi que pour améliorer la stratégie de
recherche guidée par le mécanisme de renforcement implémenté dans le modèle. Les résultats
de cette expérience montrent la capacité du robot à se diriger dans le labyrinthe et à retrouver
les objets rapidement. Cependant, les atouts de l’approche proposée par Toussaint sont mis en
évidence quand la configuration initiale de l’environnement appris par le robot change à cause de
l’insertion d’un ou plusieurs obstacles dans le labyrinthe. Comme le processus du robot respon-
sable de la découverte du labyrinthe est un processus adaptatif, le robot est capable de traduire
ces changements dans sa carte topographique, une fois qu’ils sont perçus. Grâce à cet aspect,
la stratégie de planification change aussi dynamiquement. Par conséquent, le robot optimise
en permanence son comportement, les résultats expérimentaux montrant aussi comment cette
adaptation continue minimise les trajectoires employées par le robot pour atteindre les nouveaux
objets, évitant les régions bloquées du labyrinthe.

Si ces résultats montrent la validité du modèle proposé par Toussaint, nous remarquons,
comme dans l’approche d’Erlhagen et al., la nécéssité du modèle de suivre une première étape
d’apprentissage, entièrement distincte de l’étape suivante, d’exploitation motrice. Comme nous
l’avons mentionné aussi précédemment, nous considérons que cet aspect impose certaines limites
dans le fonctionnement du robot.

Implantation distribuée de l’algorithme de Q-learning

Afin de traiter le problème de la recherche d’un objet connu dans un environnement inconnu
avec un robot mobile, Gross et al. proposent dans [53] une approche similaire à celle de Toussaint,
basée sur le développement des stratégies d’apprentissage par renforcement avec des champs
neuronaux. Pour stimuler le développement d’une capacité motrice adaptative, exigée par la
complexité des scénarios pratiques, les auteurs imposent au fonctionnement du robot quelques
contraintes supplémentaires. Ainsi, pour résoudre le PU, le robot dispose d’une quantité d’énergie
limitée pour atteindre son but, il n’est pas en contact visuel avec la cible au début de l’expérience,
et il reçoit une récompense positive seulement quand il réussit à reconnâıtre l’objet cible cherché.
Le schéma architectural proposé par Gross et al. est décrit dans la figure 4.9.

Pour aborder le problème du traitement moteur, les auteurs utilisent une approche de modé-
lisation dynamique basée sur l’algorithme de Growing Neural Gas [43], pour encoder de manière
topographique les actions possibles du robot. Ensuite, Gross et al. utilisent des champs neuro-
naux bidimensionnels de type Amari (revoir la section 3.2.2), pour modéliser un mécanisme de
prise de décision par un processus de sélection distribuée. La séquence des décisions prises définit
la stratégie d’exploration du robot. Pour guider la stratégie du robot, les auteurs intègrent dans
leur modèle une implantation distribuée de l’algorithme de Q-learning d’apprentissage par ren-
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Fig. 4.9 – Architecture neuronale de traitement sensorimoteur, proposée par
Gross et al. pour résoudre le guidage d’un robot dans une enceinte. Les para-
mètres qui définissent l’état courant du robot (IS) sont encodés par une couche
neuronale (SM). Le modèle utilise une carte topographique (sMM) d’actions mo-
trices, possibles à être réalisées par le robot, et un champ neuronal (dMM) pour
choisir la meilleure action à effectuer. Suivre le texte pour les détails. Illustration
graphique extraite de [53].

forcement, algorithme qui a le but d’évaluer les expériences passées pour apprendre la fonction
valeur optimale (voir [112] pour plus de détails). Cette valeur et la probabilité d’exécuter une
action donnée sont codées respectivement par l’amplitude et la variance des bulles d’activité d’un
champ neuronal. Cette approche permet de développer une méthode d’exploration aléatoire et
distribuée dans l’espace des actions.

Grâce à cette architecture de traitement d’inspiration corticale, les auteurs montrent que les
résultats expérimentaux obtenus sont caractérisés par un taux de succès supérieur par rapport
au cas d’implantation classique de l’algorithme Q-learning. Un aspect notable à mentionner est
que le robot réussit à résoudre la tâche sans avoir la nécessité d’initialiser les valeurs d’action,
une approche qui caractérise aussi la plupart des solutions traditionnelles du problème. De plus,
le modèle de Gross et al. ne nécessite pas de faire la séparation entre l’étape de reconnaissance
de l’environnement et l’étape de résolution effective de tâches motrices, comme dans le cas des
approches de modélisation présentées précédemment.

4.4 Apprentissage d’architectures neuronales basé sur la dyna-

mique des champs neuronaux

L’apprentissage réalisé par une architecture de traitement neuronal d’information se traduit
le plus souvent par un processus d’ajustement dynamique des poids synaptiques des connexions
reliant ses unités neuronales. Différents auteurs ont proposé en cours du temps des modèles neu-
ronaux complexes, capables d’expliquer certaines propriétés de ces mécanismes d’apprentissage.

Dans les travaux que nous allons analyser dans la suite, l’activité des champs neuronaux
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Fig. 4.10 – Architecture neuronale proposée par Amari pour modéliser le pro-
cessus d’auto-organisation des poids synaptiques des connexions afférentes reliant
différentes couches neuronales. Dans ce modèle, une distribution externe I stimule
la couche Y via les connexions synaptiques afférentes s0(x), qui à sont tour, sti-
mule la couche X via les connexions synaptiques s(x, y). Suivre le texte pour les
détails. Illustration graphique extraite de [5].

dynamiques est utilisée pour moduler (au niveau local) l’ajustement de certains paramètres de
l’architecture d’apprentissage considérée. Les facteurs déterminants qui caractérisent la dyna-
mique des champs et qui influencent le déroulement du processus d’apprentissage sont géné-
ralement : le temps de relaxation, l’amplitude, l’extension spatiale et la période de stabilité
des bulles d’activité du champ. Comme nous allons le constater, dans ces contextes, le champ
neuronal est aussi un mécanisme capable de favoriser l’émergence d’une cohérence de plusieurs
activités neuronales, grâce à son mécanisme intrinsèque de compétition neuronale.

4.4.1 Apprentissage des connexions afférentes

La première approche résumée ici, concernant la modélisation des processus d’apprentissage,
est celle d’Amari [5], qui propose une architecture neuronale capable d’exhiber une organisation
topologique des connexions synaptiques.

Comme le montre la figure 4.10, l’architecture est composée par deux couches neuronales,
notées X et Y . La couche Y fournit à la coucheX une contribution excitatrice, via les connexions
afférentes s(x, y, t). En même temps, les unités de la couche X reçoivent également des contri-
butions inhibitrices, provenant d’une autre couche neuronale I, de nature extra-corticale. La
dynamique fonctionnelle des deux couches X et Y est décrite par l’équation 3.15 du modèle
d’Amari de champ neuronal. Alors que les poids des connexions latérales relatives à chaque
couche sont considérés fixes, les poids des connexions afférentes (reliant d’une part les unités
des couches Y et X, et d’une autre part celles reliant les unités des couches I et X), s’ajustent
en cours du temps. La plasticité de ces connexions (s0(x) et s(x, y)), est modélisée par une loi
Hebbienne, et est modulée par l’activité des deux couches neuronale, X et Y :

τ1∆s0(x, t) = −s0(x, t− 1) + α1f(u(x, t− 1)) (4.3)

τ2∆s(x, y, t) = −s(x, y, t− 1) + α2a(y, t − 1)f(u(x, t)) (4.4)
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où a(y, t) désigne l’activité de l’unité y de la couche I, u(x, t) désigne l’activité de l’unité x de la
couche Y , τ1,2 représentent des constantes de temps, et α1,2 sont des valeurs scalaires positives.

Selon Amari, suite au processus d’apprentissage décrit par ces équations, les connexions
afférentes entre les couches X et Y atteignent une auto-organisation topographique. Amari
étudie analytiquement les conditions nécessaires pour l’émergence de ce phénomène, mettant
en évidence également les cas d’auto-organisation de ces connexions afférentes dans plusieurs
structures spatiales similaires aux colonnes corticales.

En dépit des résultats expérimentaux obtenu par cette modélisation, Amari remarque la dif-
ficulté d’obtenir une auto-organisation si les poids synaptiques sont considérés initialement aléa-
toires. Notons également que le processus d’auto-organisation modélisé par Amari ne concerne
pas la capacité de quantification vectorielle, qui caractérise les cartes corticales d’auto-organisation.

4.4.2 Apprentissage multimodal

Une deuxième approche de modélisation pour un mécanisme d’apprentissage neuronal est for-
mulée par Ménard et Frezza-Buet dans [79]. Dans cet étude, les auteurs s’intéressent à la concep-
tion d’une architecture de calcul générique de traitement multimodal, (appelée bijama [41]),
tout en respectant les principes de traitement cortical présentés dans la section 2.5. Les auteurs
proposent un modèle d’auto-organisation des modules de traitement cortical qui interagissent
entre eux, et qui intègrent également un processus d’apprentissage par renforcement, afin de
coordonner et maintenir la cohérence de l’activité globale du système.

Le modèle définit dans un premier temps un ensemble de cartes neuronales unimodales,
chacune encodant une seule caractéristique (de perception ou d’action) du flot d’information
traitée (par exemple la préférence d’orientation). Le modèle définit ensuite des cartes associatives
qui rapprochent les informations provenant des différentes cartes unimodales.

Pour chaque carte neuronale, le cycle de traitement neuronal se déroule suivant les trois
étapes énumérées ci-dessous :

− chaque unité de la carte évalue son niveau de sensibilité actuelle par rapport à une nouvelle
stimulation externe ;

− les activités issues de la première étape entrent en compétition locale (grâce à un mé-
canisme de type champ neuronal), générant une réponse neuronale caractérisée par des
bulles d’excitation dans des endroits correspondant à une forte activité d’entrée

− une règle d’apprentissage de type SOM ajuste les poids synaptiques entre les unités de
la carte, renforçant proportionnellement les connexions qui correspondent à une forte
réponse du champ neuronal considéré dans la deuxième étape

Comme dans le cas des SOM, le processus neuronal décrit ici converge vers l’auto-organisation
des poids des connexions synaptiques entre les unités de la carte, modélisant ainsi par des
relations topologiques une représentation distribuée et discrète d’un ensemble d’entrée.

Ce qui est plus spécifique à l’architecture du modèle bijama est la modélisation des connexions
associatives entre les différentes cartes unimodales. Les auteurs du modèle proposent un méca-
nisme de connexion avec des directions préférentielles : deux cartes unimodales peuvent être
connectées via des bandes directionnelles d’unités (voir la figure 4.11). Ce mécanisme assure
l’implantation d’un processus de relaxation dynamique, ayant le but de trouver et mainte-
nir la cohérence dynamique de plusieurs activités neuronales (grâce à un phénomène de ré-
sonance neuronale, similaire à celui proposé par Grossberg dans [54]). Notons également que les
connexions associatives peuvent être considérées comme une approche de modéliser l’influence
des connexions cortico-corticales à longue distance [55, 91], aspect souvent ignoré dans la mo-
délisation classique des champs neuronaux dynamiques.
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Fig. 4.11 – Architecture neuronale d’inspiration corticale, proposée par Ménard
et Frezza-Buet pour modéliser des processus de traitement multimodal. L’activité
neuronale de plusieurs cartes associatives unimodales est mise en correspondance
via des connexions synaptiques préférentielles. Un processus d’apprentissage dis-
tribué de ces connexions vise à adapter en permanence l’activité de ces cartes,
afin de maintenir la cohérence du traitement multimodal. Suivre le texte pour les
détails. Illustration graphique extraite de [79].

Cette architecture neuronale à vocation à faire le passage au niveau de la modélisation
multimodale, permettant de proposer une solution générique (ou un cadre général) pour traiter
aussi le problème de la liaison (en anglais binding problem), souvent posé par la psychologie
Gestalt.

Les auteurs utilisent cette plate-forme neuronale pour développer deux applications de trai-
tement cognitif, notamment l’encodage phonétique dépendant de la sémantique des mots ou
la résolution d’une tâche de mouvement d’un bras robotique pour atteindre une position dans
l’espace visuel tridimensionnel. Les résultats obtenus montrent la capacité du modèle proposé à
s’adapter et traiter de manière générique les flots d’information de différentes natures.

Le caractère modulaire et générique du traitement de l’information implémenté par ce modèle
vise à offrir une approche de modélisation évolutive, capable de traiter d’une manière distribuée
et interdépendante plusieurs sources sensorimotrices du flot informationnel.

L’architecture présentée ici décrit un modèle de traitement neuronal qui repose sur la capacité
d’auto-organisation des cartes corticales unimodales. De ce point de vue, notre démarche de
concevoir un mécanisme générique d’apprentissage d’auto-organisation, basé sur la dynamique
des champs neuronaux (voir la section 2.6.1), vise à aider ce modèle à mieux exploiter ses
capacités fonctionnelles.

4.5 Discussion

Comme nous avons pu constater le long de ce chapitre, le paradigme dynamique des champs
neuronaux a été appliqué avec succès dans une grande variété d’approches de modélisation
neuronale.

Cependant, différents aspects pratiques ou théoriques font que le spectre des comportements
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dynamiques exhibés par les champs neuronaux est seulement partiellement mis en évidence
expérimentalement, ou exploité dans les applications de modélisation neuronale. Pour cette rai-
son, il est nécessaire que les recherches futures des champs neuronaux continuent à explorer les
possibilités d’utiliser leurs propriétés dynamiques dans les contextes pratiques de modélisation
neuronale.

Si certaines de ces approches visent à corréler au mieux leurs résultats avec les observations
expérimentales, nous considérons que le fait de suivre strictement la plausibilité biologique de
ces modèles ne doit pas être un but en soi, pour tous les modèles conçus. De ce point de
vue, comme souligné dans la section 2.5, nous considérons plus important le fait de respecter
certains principes de modélisation neuronale, afin de maintenir l’évolutivité des approches de
modélisation proposées.

Analysant les approches de modélisation neuronale présentées dans ce chapitre, nous avons
pu constater que la majorité de ces approches utilise la dynamique des bulles d’activité neuronale,
et seulement une minorité fait usage des phénomènes d’ondes de propagation de l’activité d’un
champ, ou d’autres phénomènes dynamiques instables exhibés par un champ neuronal. Comme
les bulles d’activité représentent les attracteurs du système dynamique décrit par le champ, la
majorité des approches examinées ici suivent les lignes générales du paradigme de calcul neuronal
basé sur la dynamique des attracteurs, décrit précédemment dans la section 2.3.2.

Résumant l’analyse des modèles pratiques utilisant le paradigme des champs neuronaux
dynamiques, nous pouvons affirmer que ce modèle général d’inspiration corticale permet d’im-
planter des mécanismes neuronaux d’encodage, de sélection, de compétition, de coordination et
de traitement locale et distribué d’une ou plusieurs sources d’informations perceptives, d’actions
ou de commandes motrices. En outre, nous soulignons le rôle des champs neuronaux dynamiques
dans la modélisation des processus cognitifs élémentaires et des processus de plasticité neuronale
(d’apprentissage).

Dans un contexte plus général de modélisation neuronale, toutes les approches résumées ici
s’inscrivent dans la vision générale exposée par van Gelder concernant le traitement cognitif [120],
vision qui considère que les processus cognitifs ont une nature intrinsèquement dynamique,
essentiellement différente de la nature explicitement prédicative des représentations symboliques.
Comme nous l’avons déjà évoqué dans la section 1.3, cette vision de calcul dynamique, que nous
défendons également, a un rôle fondateur dans notre démarche générale de recherche.

Tout le long de notre discours, nous avons réitéré notre intérêt vis-à-vis de la modélisation
des processus d’apprentissage qui régissent la dynamique du traitement cortical. Cependant, si
les approches examinées dans ce chapitre ont abordé plusieurs aspects concernant ce sujet, elles
n’offrent pas une réponse définitive à la problématique de modélisation des processus corticaux
d’auto-organisation. L’analyse des approches présentées ici nous permet d’aborder dans la suite
ce problème de modélisation, dans la perspective des champs neuronaux dynamiques, formulée
initialement dans la section 2.6.1.
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Chapitre 5

Méthodologie d’étude empirique des
champs neuronaux dynamiques

Conçus comme un modèle de la compétition entre les activités neuronales de la structure
corticale, les champs neuronaux dynamiques sont un formalisme mathématique suscitant un
intérêt croissant de la part de la communauté des chercheurs des neurosciences. Bien que le
chapitre précédent mette en évidence les avancées notables de ce domaine de recherche, diffé-
rents aspects de modélisation (et en particulier le caractère non-linéaire du modèle) rendent la
dynamique du modèle suffisamment complexe pour que la compréhension de son comportement
devienne un problème d’étude en soi. Par conséquent, chaque nouveau modèle de champ proposé
dans la littérature a bénéficié de nombreuses études analytiques concernant son comportement
dynamique. Toutefois, ces études n’offrent pas aujourd’hui toutes les réponses nécessaires pour
acquérir une compréhension exhaustive de ces comportements.

Si la nécessité de comprendre la phénoménologie corticale a conduit à l’apparition des for-
malismes théoriques de type champs neuronaux dynamiques, la nécessité de développer des
systèmes situés, inspirés du fonctionnement cérébral, réclame l’utilisation pratique des résul-
tats acquis par ces travaux de modélisation. Comme nous l’avons évoqué dans le chapitre 4,
le paradigme des champs neuronaux dynamiques a été utilisé avec beaucoup de succès dans la
conception bio-inspirée des systèmes situés.

Malgré les résultats obtenus par les deux axes de recherche (théorique et appliquée), nous
considérons qu’au cours du temps, un certain écart s’est creusé entre leurs objectifs. Ainsi, dans
la plupart des cas, les recherches théoriques ont été focalisées sur la dynamique des solutions ho-
mogènes (en absence de stimulation externe), ou décrivent parfois un contexte d’étude simplifié
(linéarisant les équations de champ). À l’autre extrémité du spectre des recherches, les applica-
tions utilisant les champs neuronaux dynamiques comme « moteur neuronal » ont dû souvent
se confronter à un problème de réglage de paramètres pour les équations de champ, afin de
mettre en accord la dynamique d’un champ avec les contraintes imposées par le fonctionnement
de l’architecture neuronale implémentée.

Concluant sur ces remarques, nous considérons nécessaire un rapprochement des deux ap-
proches, théorique et appliquée, afin de relier les exigences demandées par l’utilisation pratique
de ce modèle avec l’étude théorique de son comportement dynamique.

Pour répondre à ces requêtes d’ordre pragmatique, nous proposons dans ce chapitre une
méthode alternative d’analyse, pour examiner et régler le comportement dynamique des champs
neuronaux dans des contextes pratiques. Dans la première section, nous présentons le contexte
d’analyse des modèles de champs, introduisant aussi les notions de scénario et d’expérience,
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relatives à l’évaluation dynamique d’un champ. Ensuite, nous proposons un ensemble de critères
de performance et un instrument de mesure pour évaluer la capacité du champ à satisfaire ces
critères. Ceci permet de concevoir une méthode générale d’évaluation empirique par simulation
numérique, capable d’estimer la qualité dynamique d’un champ par rapport aux critères de
performance considérés. Basé sur cette procédure, dans la dernière partie du chapitre, nous
présentons une méthodologie d’ajustement de paramètres pour les équations de champ, afin
d’améliorer la qualité dynamique du modèle de champ examiné.

5.1 Scénarios pertinents pour évaluer la dynamique d’un champ

Comme nous l’avons pu le constater dans le chapitre précédent, la vaste majorité des appli-
cations se basant sur la dynamique des champs neuronaux utilisent la capacité de ces modèles
à générer des bulles d’excitation locale. Ce constat provient principalement du fait que dans un
contexte pratique, un système fonctionnel (neuronal) quelconque traite un flot informationnel de
nature externe au système et est influencé de manière déterminante par ce flot, perçu grâce à ses
capacités perceptives. D’un autre point de vue, les travaux analytiques résumés dans le même
chapitre montrent un intérêt d’étude de la dynamique des solutions homogènes des équations de
champ, c’est-à-dire en absence de stimulation externe.

Par conséquent, nous reconsidérons dans ce chapitre la pertinence d’une étude approfondie
de la dynamique des bulles d’excitation locale dans plusieurs contextes de stimulation. Bien
qu’il soit impossible d’énumérer tous ces contextes, nous pouvons néanmoins mettre en évidence
certains cas de stimulation qui résument de manière concise des contextes clé, rencontrés au
cours d’évolution dynamique d’une application. Ces contextes définissent les scénarios de stimu-
lation dans lesquels nous allons examiner en détail dans la section 5.3 la dynamique des champs
neuronaux. Un tel scénario est défini par l’ensemble {i(x, t)}x∈X,0≤t<T , qui décrit l’évolution
temporelle de la stimulation externe pour chaque unité de champ, pour un intervalle de temps
fixé.

Dépendant de la nature de l’application où ils peuvent être rencontrés, nous distinguons
plusieurs catégories de scénarios. Les paragraphes suivants présentent quelques-uns de ces scé-
narios, groupés selon la nature des applications qui s’y rapportent. Notons toutefois que tous ces
scénarios sont indépendants un de l’autre, la classification que nous avons employée ici visant
de mettre en évidence certaines propriétés dynamiques communes qui caractérisent générale-
ment la dynamique des sources de stimulation externe des champs neuronaux. Basée sur ces
observations, notre approche vise à traiter ensuite la problématique de la définition formelle
d’un comportement attendu d’un champ neuronal, dans ces contextes de stimulation externe.
Ces aspects sont abordés dans la section 5.2, où nous proposons également un instrument nu-
mérique d’évaluation du comportement d’un champ neuronal quelconque vis-à-vis d’un scénario
arbitraire de stimulation. Grâce à cet outil d’évaluation, nous présentons dans la section 5.3 une
analyse détaillée des comportements dynamiques exhibés par les modèles de champs neuronaux
classiques dans chacun des scénarios que nous introduisons dans cette section.

Pour garder un niveau de description assez simple, nous illustrons ici seulement les scéna-
rios de stimulation unidimensionnelle, notant cependant que les mêmes scénarios peuvent se
généraliser pour le cas bidimensionnel.
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a.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

b.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

c.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

d.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

e.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

f.

 0

 0.5

 1

 0  25  50  75  100  125  150  175  200

 0

 10

 20

 30

g.

 0

 0.5

 1

 0  25  50  75  100

 0

 10

 20

 30

h.

 0

 0.5

 1

 0  25  50  75  100

 0

 10

 20

 30

Fig. 5.1 – Plusieurs scénarios unidimensionnels, conçus pour examiner diffé-
rents aspects dynamiques, souvent rencontrés dans la modélisation neuronale des
processus d’attention. Pour chaque graphique, l’abscisse représente le pas de si-
mulation t, alors que l’ordonnée représente les positions x ∈ X du champ. L’in-
tensité de stimulation i(x, t) est représentée en niveaux de gris (le blanc symbolise
une absence d’activité, et le noir symbolise le niveau maximal de cette stimula-
tion). Description des scénarios de stimulation : a. stimulus gaussien individuel
stationnaire ; b. stimulus gaussien stationnaire accompagné d’un stimulus distrac-
teur voisin de la même amplitude ; c. stimulus gaussien stationnaire accompagné
d’un stimulus distracteur voisin d’une amplitude inférieure ; d. stimulus gaussien
individuel stationnaire, translaté avec 10 unités après 100 pas de simulation ; e.
stimulus gaussien stationnaire accompagné, après 100 pas de simulation, d’un nou-
veau stimulus d’une amplitude et d’une variance supérieures ; f. stimulus gaussien
stationnaire, qui après 100 pas de simulation, est translaté avec 5 unités et devient
accompagné d’un nouveau stimulus de la même intensité ; g. stimulus gaussien qui
suit une translation périodique de vitesse constante, et qui devient accompagné de
deux stimulus gaussiens adjacents, du même type ; h. champ neuronal très bruité,
avec un stimulus gaussien individuel qui suit une translation périodique de vitesse
constante. Tous les scénarios présentés ici sont affectés par une source uniforme
et aléatoire de bruit.
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Fig. 5.2 – Scénarios d’exploration, conçus pour examiner la capacité des champs
à générer des réponses sélectives, même dans des contextes où toutes les unités de
champ sont stimulées de manière équiprobable, avec la même intensité. Les deux
scénarios présentés ici sont affectés par la même source uniforme et aléatoire de
bruit, mais ils diffèrent par l’amplitude des stimuli considérés.

5.1.1 Scénarios d’attention

Comme nous l’avons déjà remarqué dans le paragraphe 4.2.2, le paradigme des champs neu-
ronaux dynamiques a été souvent utilisé dans la littérature du domaine des neurosciences pour
modéliser différents aspects concernant les processus neuronaux, et notamment les mécanismes
neuronaux d’attention. Pour cette raison, nous sommes intéressé dans notre analyse suivante à
examiner plus en détail le comportement des champs neuronaux dans des scénarios appropriés
pour les contextes de modélisation du processus de l’attention. La figure 5.1 présente une série
de scénarios que nous considérons pertinents pour ce type d’applications.

Ces scénarios visent à mettre en évidence le comportement des mécanismes de compétition
et de coopération neuronale modélisés par les champs neuronaux dans des scénarios d’attention,
analysant la capacité de ces modèles de formuler des réponses sélectives et maintenir ou adapter
ensuite leurs réponses, selon la dynamique induite par la distribution des stimuli d’entrée. Les
scénarios considèrent les cas des distracteurs (fort (b) ou faible (c)), les cas de changements
brusques survenus dans la distribution de stimuli (d-g), ou bien le cas des distributions très
perturbées par une source de bruit uniforme (h).

5.1.2 Scénarios d’exploration

Par un scénario d’exploration nous entendons un scénario dans lequel soit toutes les unités du
champ sont excitées par une stimulation externe de la même intensité, soit toutes ces unités sont
stimulées par une source uniforme de bruit. La figure 5.2 présente deux exemples de scénarios
d’exploration. Ces cas permettent d’étudier la manière dont un champ formule sa réponse en
présence d’une stimulation uniforme. Autrement dit, ces scénarios sont appropriés pour examiner
la capacité d’un champ à « explorer » une entrée équiprobable pour toutes ses unités, et à
sélectionner ensuite un sous-ensemble de ces unités, formulant ainsi la réponse du champ. En
conclusion, ces scénarios visent à étudier le caractère sélectif du champ, dans un contexte ou
quasiment toutes les unités du champ ressentent la même intensité de stimulation.

5.1.3 Scénarios auxiliaires

Finalement, la figure 5.3 illustre différents autres cas de stimulation neuronale qui permettent
ainsi une étude étendue du comportement des champs. Ces scénarios visent à examiner la capacité
du champ de choisir parmi plusieurs possibilités distinctes (a), la capacité d’utiliser un effet de
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Fig. 5.3 – Plusieurs scénarios auxiliaires, mettant en évidence d’autres aspects dy-
namiques d’une distribution de stimulation neuronale. Description des scénarios
de stimulation : a. trois stimuli gaussiens stationnaires de différentes amplitudes ;
b. trois stimuli gaussiens stationnaires de la même amplitude, deux d’entre eux
étant suffisamment proches pour induire un effet de coopération locale ; c. deux
stimuli gaussiens qui partent d’une source commune et qui suivent une transla-
tion périodique de vitesse constante, dans deux directions opposées ; d. stimulus
gaussien individuel qui suit une translation périodique accélérée ; e. deux stimuli
gaussiens de la même amplitude et variance, qui apparaissent alternativement.
Tous les scénarios présentés ici sont affectés par une source uniforme et aléatoire
de bruit.

coopération locale dans le processus de compétition (b), ou la capacité à maintenir un choix,
une fois que le processus de compétition en a généré un (c). Enfin, les scénarios (d,e) visent à
examiner l’influence de la vitesse de déplacement ou changement d’un stimulus, par rapport à
l’ajustement de la réponse du champ.

5.1.4 Scénario d’auto-organisation unidimensionnelle

Étant donné notre intérêt pour l’auto-organisation dans nos recherches, nous proposons ici
un scénario conçu pour examiner la capacité de l’architecture décrite dans la section 2.6 à auto-
organiser un ensemble unidimensionnel de prototypes, Ω. La figure 5.4 définit l’ensemble bidi-
mensionnel Ξ = {ξ = (ξ1, ξ2) ∈ [0, 1] × [0, 1] | 0.5 ≤

√

ξ21 + ξ22 ≤ 1}, représentant la distribution
d’entrée qui est quantifiée par les prototypes Ω = {ω(x) = (ω1(x), ω2(x)) ∈ [0, 1]×[0, 1] | x ∈ X}.

L’ensemble X des positions des unités du champ neuronal est un intervalle d’entiers [1..n],
et les connexions synaptiques entre ces unités décrivent un graphe cyclique. Nous avons décidé
de choisir cette forme particulière pour X, afin que ses frontières n’influencent pas le processus
d’auto-organisation (et donc elles n’induisent pas des effets de bord dans la dynamique du
champ). Pour cette raison, l’ensemble Ξ est conçu en conséquence. Néanmoins, comme nous
allons le constater dans la section des résultats expérimentaux (voir principalement dans 5.3.4),
cette topologie de l’espace Ξ joue aussi un rôle important dans l’évolution du processus d’auto-
organisation.
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Fig. 5.4 – L’ensemble Ξ = {ξ = (ξ1, ξ2) ∈ [0, 1] × [0, 1] | 0.5 ≤
√

ξ21 + ξ22 ≤ 1},
illustré par l’anneau gris dans la figure, définit la distribution bidimensionnelle
considérée pour résoudre la tâche d’auto-organisation unidimensionnelle. L’en-
semble Ω de prototypes à quantifier Ξ sont figurés aussi (par les petits ronds et
leurs connexions latérales) avec leurs valeurs initiales aléatoires, définies au début
du scénario.

Ainsi, à chaque présentation d’un nouvel échantillon ξ ∈ Ξ à l’entrée de l’architecture neu-
ronale d’auto-organisation, chaque unité x de la couche de reconnaissance répond avec une
activité neuronale d’intensité i(x), proportionnelle à la distance relative entre le prototype ω(x)
et l’échantillon ξ :

i(x, t) = f1(ω(x), ξ) = e−α0 d2(ω(x),ξ(t)) (5.1)

où d représente la distance euclidienne dans l’espace bidimensionnel R
2, et α0 est une constante

scalaire positive (α0 = 5 dans nos simulations). Notons que dans ce scénario, la stimulation
externe {i(x, t) | x ∈ X} de la couche corticale de l’architecture neuronale d’auto-organisation
n’est pas imposée arbitrairement en tout x et à chaque pas de temps, comme dans les scénarios
précédents, mais elle est calculée selon l’expression décrite ci-dessus.

5.1.5 Scénario d’auto-organisation bidimensionnelle

Afin d’examiner le comportement et la performance de l’architecture neuronale d’auto-
organisation dans un contexte pratique plus élaboré et approprié à notre thématique de re-
cherche, nous proposons ici un scénario qui modélise le processus de développement des cartes
d’orientation visuelle, similaires à celles observées expérimentalement dans la structure neuronale
du cortex visuel primaire.

Ainsi, dans ce nouveau scénario, les deux couches de l’architecture d’auto-organisation consi-
dèrent un champ X bidimensionnel. La distribution d’entrée Ξ est définie par l’ensemble continu
d’angles d’orientation [−π

2 ,
π
2 ]. Chaque prototype de la couche de reconnaissance développe une

sensibilité d’orientation préférentielle, relative à une orientation quelconque ξ(t) d’un nouvel
échantillon de Ξ :

i(x, t) = f2(ω(x, t), ξ(t)) =

{

cos(|ω(x, t) − ξ(t)|) si |ω(x, t) − ξ| ≤ π
2

cos(π − |ω(x, t)− ξ(t)|) sinon
(5.2)

Afin d’analyser l’influence de la forme de la fonction de reconnaissance dans le fonctionne-
ment global du processus d’auto-organisation, nous considérons également le cas d’une deuxième
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Fig. 5.5 – Les graphiques des fonctions de reconnaissance f2(ω, ξ) (figure gauche)
et f3(ω, ξ) (figure droite), définies par les expressions 5.2 et 5.3, et utilisées dans
les scénarios d’auto-organisation bidimensionnelle.

fonction de reconnaissance, qui définit la sensibilité d’orientation des prototypes selon l’expres-
sion :

i(x, t) = f3(ω(x, t), ξ(t)) =

{

e−|ω(x)−ξ| si |ω(x, t)− ξ| ≤ π
2

e−π+|ω(x)−ξ| sinon
(5.3)

Pour comparaison, les deux fonctions f2(ω, ξ) et f3(ω, ξ) sont illustrées sur la figure 5.5, pour
ω, ξ ∈ [−π

2 ,
π
2 ].

5.2 Évaluation des capacités dynamiques d’un champ neuronal

Dans cette section nous présentons en détail une méthode d’analyse dynamique, capable de
qualifier le comportement des champs neuronaux dans les différents scénarios de stimulation que
nous avons introduits précédemment.

Cette approche s’étaie sur le fait qu’un modèle est considéré approprié pour un contexte pra-
tique donné si son utilisation conduit à une certaine performance pour le système qui l’emploie.
Ceci implique souvent l’existence d’une certaine attente du concepteur vis-à-vis des capacités
fonctionnelles du modèle en question. Le paragraphe 5.2.1 décrit plusieurs comportements des
champs neuronaux, attendus dans certains scénarios-clé. Les raisons pour lesquelles ces compor-
tements peuvent être considérés comme souhaitables sont discutés dans les paragraphes 5.2.1
et 5.2.4, le dernier fournissant une forte justification réclamée par l’utilisation pratique des
champs dans des scénarios d’auto-organisation. Les propriétés communes de ces comportements
attendus sont ensuite extraites et abstraites dans 5.2.1, sous la forme de deux critères de per-
formance. Cette formulation permet ensuite d’introduire dans 5.2.2 un instrument de mesure
capable d’évaluer numériquement la capacité d’un champ neuronal à satisfaire ces critères. Le
paragraphe suivant définit la notion de champ de référence, afin que le dernier paragraphe de
cette section puisse décrire notre plate-forme d’évaluation empirique de la dynamique des mo-
dèles de champs neuronaux, utilisant les outils d’analyse présentés précédemment.

5.2.1 Propriétés dynamiques souhaitables et critères d’optimalité

Si dans les paragraphes précédents nous avons énuméré plusieurs cas d’utilisation pratique
des champs neuronaux, nous analysons dans la suite ce que nous attendons de la dynamique
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Chapitre 5. Méthodologie d’étude empirique des champs neuronaux dynamiques

d’un champ dans ces contextes de modélisation.
Mikhailova et Goerick abordent dans [85] une problématique pragmatique, visant la réponse

souhaitable d’un champ neuronal, afin d’utiliser celui-ci comme mécanisme de sélection d’activa-
tion neuronale. Inspirés par leurs travaux, nous proposons dans la figure 5.6 une liste étendue de
comportements souhaitables d’un champ neuronal, qui correspondent aux réponses désirées d’un
champ dans plusieurs scénarios-clé. Pour des raisons de simplicité visuelle, les cas illustrés dans
cette figure se réfèrent exclusivement aux scénarios de stimulation unidimensionnelle. Toutefois,
nous pouvons facilement imaginer les réponses des champs bidimensionnels correspondant aux
scénarios représentés ici.

Toujours pour simplifier la compréhension de ces comportements attendus, nous présentons
dans cette figure exclusivement des réponses de champ caractérisées par une unique bulle d’ex-
citation. Nous justifions ce choix par le fait que ce qui nous intéresse dans ces contextes est
la manière dont la stimulation externe influence la dynamique d’une bulle d’excitation (et son
voisinage) dans le champ. Autrement dit, les cas présentés dans la figure 5.6 se focalisent sur
la « zone d’influence » d’une seule bulle d’excitation de l’activité du champ. Toutefois, comme
nous allons le constater prochainement, notre analyse ne se restreint pas à ce cas particulier.

Analysant la dynamique désirée des champs, présentée graphiquement dans la figure 5.6, nous
pouvons déduire les arguments qui justifient de considérer comme souhaitables tels comporte-
ments. Tous les cas énumérés ici (et notamment les cas (a-e)) illustrent le principe fondateur
des champs neuronaux, c’est-à-dire celui de la compétition neuronale. En effet, le champ est
supposé s’activer le plus fortement (générer une bulle d’excitation) aux endroits correspondant
aux sources de stimulation les plus significatives, ce qui lui donne un caractère de sélectivité
(a). Si plusieurs sources sont d’amplitude comparable, les unités du champ doivent entrer en
compétition afin de n’en retenir qu’une seule (b, c). Il est important de remarquer que, afin
de « choisir » l’endroit où s’activer, le champ doit prendre en compte la contribution cumulée
locale de la stimulation externe, et pas seulement la stimulation individuelle de chaque unité.
Ainsi, des distracteurs comme ceux présents dans les cas (d,e) ne devraient pas influencer de
manière décisive la réponse du champ. Plus spécifiquement, l’effet d’une collaboration entre les
unités voisines est illustré dans (f). En résumé, nous pouvons affirmer que ces comportements
s’inscrivent dans une dynamique de collaboration locale et compétition globale. Nous ajoutons
à ces propriétés la nécessité du champ de reformuler sa réponse après chaque changement de
configuration de stimulation, afin de rester cohérente avec les principes énoncés ci-dessus (voir le
cas (g)). Finalement, nous imposons qu’un champ soit capable de maintenir son caractère sélectif
même en absence de stimulation (voir le cas (h), similaire au cas (c) d’exploration). Même si ce
comportement pourrait sembler inapproprié, il est tout à fait en accord avec les propriétés dyna-
miques mises en évidence jusqu’ici. Le simple fait que le champ soit stimulé avec une faible (voir
nulle) source de stimulation ne devrait pas empêcher la sélectivité du champ. Autrement dit,
le processus de compétition neuronale ne devrait pas tre influencé par le niveau de stimulation.
De plus, comme nous allons constater dans le paragraphe 5.2.4, cette propriété est essentielle
pour la résolution des scénarios d’auto-organisation. Ce comportement nous conduit à souligner
également un dernier point. Le fait que l’activation du champ ne doit pas être influencée par le
niveau absolu de la stimulation externe nous fait considérer assez naturellement que l’amplitude
de son état stable ne doit pas non plus dépendre de ce niveau de stimulation. Par conséquent,
afin de simplifier l’analyse ultérieure, nous considérons ici seulement des réponses de type bulle
d’excitation forte (atteignant le niveau de saturation).

Les raisons présentées ici nous invitent à considérer ces comportements dynamiques comme
souhaitables. Même si cette liste n’est pas exhaustive, car bien d’autres comportements dy-
namiques peuvent être envisagés pour un champ, nous considérons néanmoins que ce spectre
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Fig. 5.6 – Les réponses attendues (figurées par les lignes en gras) d’un champ neuronal unidi-
mensionnel qui est soumis aux différents scénarios de stimulation externe (figurés par les lignes
fines). Les courbes présentées ici ont le but d’illustrer de manière qualitative plusieurs comporte-
ments souhaitables des champs neuronaux. Elles ne font pas l’objet d’une simulation numérique
authentique. Chaque rang (a-h) décrit un nouveau scénario, et l’évolution temporelle de l’acti-
vation désirée du champ est résumée de gauche à droite par trois états (début, intermédiaire et
final). Le champ est supposé générer une seule bulle d’activité neuronale. a. sélectivité, b. compé-
tition, c. exploration (plateau haut), d. compétition (distracteur fort), e. compétition (distracteur
faible), f. collaboration, g. adaptation, h. exploration (plateau bas).
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Fig. 5.7 – Un exemple de réponse stabilisée d’un champ neuronal unidimensionnel, qui satisfait
les propriétés (P ∧ Q).

comportemental mérite d’être examiné en détail, étant donné sa pertinence vis-à-vis des appli-
cations pratiques.

Synthétisant tous les comportements présentés dans la figure 5.6, et les extrapolant pour
un champ capable de générer simultanément plusieurs bulles d’excitation, nous pouvons dériver
deux propriétés dynamiques générales, valables pour tous ces comportements désirés.

Propriété P. Pour la réponse stabilisée d’un champ neuronal, les bulles d’activité neuronale se
situent dans des endroits où la stimulation externe est localement la plus forte.

Propriété Q. Pour la réponse stabilisée d’un champ neuronal, l’extension spatiale et l’amplitude
des bulles d’activité neuronale ne dépendent pas du niveau de la stimulation externe i, et la
distance entre deux bulles voisines doit être contenue entre deux bornes limites (bmin et bmax,
avec bmin < bmax, comme illustré dans la figure 5.7), afin que les bulles ne soient ni trop
éloignées, ni trop proches une de l’autre.

La propriété (P) définit le caractère sélectif d’un champ, alors que la propriété (Q) définit
une contrainte de forme et de densité des bulles d’excitation dans le champ, ce qui dicte la portée
de l’influence d’une bulle d’excitation dans le champ.

Désormais, nous sommes intéressé à découvrir les champs neuronaux qui satisfont les deux
propriétés énoncées ici, (P ∧ Q). Par conséquent, dans le paragraphe suivant nous proposons un
instrument de mesure capable d’évaluer la capacité d’un champ à satisfaire ces deux critères de
performance, à travers son évolution temporelle.

5.2.2 Instrument d’évaluation

Afin de pouvoir évaluer numériquement la capacité d’un champ neuronal à remplir les condi-
tions décrites par les propriétés (P) et (Q), nous devons d’abord traduire l’énoncé de ces pro-
priétés sous une forme analytique.

Fixons t, l’instant de temps pour lequel nous conduisons notre analyse de mesure. Comme t
est choisi arbitrairement, afin de simplifier les notations, nous omettons dans la suite de l’ana-
lyse l’indice temporel. Soit {i(x)}x∈X la distribution d’entrée de la stimulation du champ, et
{u(x)}x∈X la réponse des unités du champ, enregistrées à ce moment de temps fixé. Notons R

X

l’ensemble des fonctions de X à valeurs dans R, ensemble qui contient également l’entrée et la
réponse du champ. Sur cet ensemble, considérons ensuite la fonction de distance euclidienne d :

a ∈ R
X , b ∈ R

X , d(a, b) =

√

∫

x∈X
(a(x)− b(x))2dx (5.4)
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Fig. 5.8 – Interprétation géométrique du coefficient ∆Bi (u), l’erreur résiduelle
d’une réponse u de champ à satisfaire (P ∧ Q), dans un scénario i donné. La
courbe dessinée en gras sur les deux figures représente l’ensemble Bi des réponses
satisfaisant pleinement le propriétés (P ∧ Q) par rapport à i. La réponse u du
champ est satisfaisante vis-à-vis de (P ∧ Q) si les écarts marqués par le symbole
∗ dans les deux figures : (d(i, u) − d(i,B)) (sur la figure à gauche) et d(u,B) (sur
la figure à droite), sont petits.

Afin de faciliter la compréhension de notre approche analytique, la présentation de la méthode
d’évaluation des champs est accompagnée dans la figure 5.8 de son interprétation géométrique.

Considérons une distribution quelconque u′ d’activités neuronales. Si elle est caractérisée
exclusivement par des bulles d’excitation d’amplitude maximale et de même extension spatiale,
soit θu′ l’ensemble des positions des centres de ces bulles dans l’espace X. Si la distance entre
deux bulles voisines k et l, centrées aux positions xk, xl ∈ θu′ , respecte les inégalités :

∀k 6= l, bmin ≤ ||xk − xl|| ≤ bmax (5.5)

où || · || désigne la métrique (euclidienne) de l’espace X, alors nous pouvons affirmer que la
distribution u′ satisfait la propriété (Q). Nous notons que, afin de permettre l’émergence d’une
unique bulle d’activité dans le champ, il suffit de considérer une valeur suffisamment grande
pour le paramètre bmin (bmin →∞). Considérons ensuite B ⊂ R

X (figuré aussi sur la figure 5.8),
l’ensemble de toutes les réponses possibles d’un champ (composées seulement par des bulles
d’excitation), qui satisfont correctement la condition (Q). Nous déduisons immédiatement que,
afin de satisfaire (Q), u doit appartenir à l’ensemble B, ce qui équivaut à :

d(u,B) = min
u′∈B

d(u, u′) = 0 (5.6)

D’autre part, la propriété (P) affirme que la formation des bulles d’activité dans le champ est
réalisée par les zones de forte stimulation locale du champ. Ainsi, la réponse u doit être corrélée
avec la stimulation i du champ, afin de considérer qu’elle satisfait la propriété (P). Bien que
d(u, i) = 0 assurerait la parfaite corrélation entre u et i, cette condition imposerait que u soit
une « simple copie » de la distribution i. Toutefois, cette condition devient incompatible avec
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Chapitre 5. Méthodologie d’étude empirique des champs neuronaux dynamiques

la condition (Q), qui demande u ∈ B (sauf pour le cas évident où i aussi est un élément de
l’ensemble B). Par conséquent, nous convenons de considérer plutôt :

d(i, u) − d(i,B) = 0 (5.7)

comme condition de satisfaction de la propriété (P).

Pour mieux comprendre le sens de cette condition, introduisons :

Bi = {u ∈ B | d(i, u) = min
u′∈B

{d(i, u′)}} (5.8)

le sous-ensemble des éléments de B (respectant donc (Q)), qui sont les plus proches de la distri-
bution i (qui sont donc les plus corrélés avec i). Cet ensemble est mis en évidence par la ligne
en gras sur les deux graphiques de la figure 5.8. On pourrait chercher les réponses respectant (P
∧ Q) parmi les éléments de cet ensemble Bi. Ceci revient à imposer comme condition nécessaire
pour une distribution quelconque u :

d(u,Bi) = 0 (5.9)

afin qu’elle soit considérée satisfaisante vis-à-vis des deux propriétés (P ∧ Q). Toutefois, d’un
autre point de vue, nous pouvons considérer également que les distributions u convenables sont
celles qui réussissent à être corrélées avec i de la même manière que les éléments de Bi sont
corrélés avec i. En effet, cette affirmation se traduit analytiquement sous la forme imposée par
la condition 5.7.

En résumé, nous considérons que les conditions 5.7 et 5.6 décrivent correctement les critères
souhaités par les propriétés (P ∧ Q). Afin d’unifier ces deux conditions, définissons :

∆Bi (u) =
√

(d(i, u) − d(i,B))2 + d2(u,B) (5.10)

l’erreur résiduelle de la satisfaction de (P ∧ Q) par une distribution u quelconque, en cas de
stimulation i fixée. Définissons également la version normalisée de ce coefficient :

∆̄Bi (u) = ∆Bi (u)/d(0,B) (5.11)

Ces notations nous permettent de démontrer l’affirmation :

∆̄Bi (u) = 0 ⇔ ∆Bi (u) = 0 ⇔ d(u,Bi) = 0 (5.12)

La première partie de cette affirmation étant triviale, nous nous concentrons sur la démons-
tration de l’équivalence entre le deuxième et le troisième terme de cette proposition. Ainsi,
∆Bi (u) = 0 implique d’une part d(u,B) = 0, donc u ∈ B, et d’une autre part d(u, i) = d(i,B) =
d(i,Bi), ce qui implique que u est un élément de B qui minimise sa distance à i. Par conséquent,
u ∈ Bi, et donc d(u,Bi) = 0. Réciproquement, si d(u,Bi) = 0, alors u ∈ Bi ⊆ B, donc d(u,B) = 0.
De la même condition, comme u ∈ Bi, nous déduisons immédiatement que d(u, i) = d(i,B). Ces
deux résultats confirment que ∆Bi (u) = 0, ce qui finit de prouver l’équivalence entre le critère
imposé par 5.9 et celui imposé par la valeur ∆Bi (u) nulle.

Afin de mieux évaluer la capacité d’un champ à respecter (P ∧ Q), il est souvent nécessaire
d’estimer aussi le degré de satisfaction de ces propriétés par la réponse du champ. Pour ceci,
nous pouvons nous servir de l’implication :

d(u,Bi) ≤ ǫ⇒ ∆Bi (u) ≤ ǫ (5.13)
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qui affirme que si (P ∧ Q) sont satisfaites avec une marge d’erreur ǫ, alors la valeur ∆Bi (u) ne
peut elle non plus dépasser ce seuil ǫ. En effet,

Bi ⊆ B ⇒ d(u,B) ≤ d(u,Bi) ≤ ǫ

∀u′ ∈ B, |d(i, u) − d(i,B)| = |d(i, u) − d(i, u′)| ≤ d(u, u′) ⇒ |d(i, u) − d(i, u′)| ≤ d(u,Bi) ≤ ǫ

Toutefois, l’affirmation réciproque de 5.13 n’est plus valable cette fois-ci. Si le coefficient
∆Bi (u) est petit, ceci implique d’une part que u est proche de l’ensemble B des réponses qui
respectent (Q) (donc u minimise la distance d(u,B) figurée par le symbole ∗ dans la partie
gauche de la figure 5.8). D’autre part, la corrélation entre les deux distributions i et u, qui vise
à minimiser la distance d(i, u), est approximativement la même que la corrélation entre i et les
éléments de B les plus proches de i, qui est numériquement exprimée par d(i,B). Ce deuxième
aspect implique que u doit minimiser l’écart entre d(i, u) et d(i,B) (figuré aussi par le symbole ∗
dans la partie droite de la figure 5.8). Bien que ces conditions induites par ∆B

i (u)ǫ n’impliquent
pas nécessairement une distance réduite entre u et l’ensemble Bi des réponses « idéales », nous
avons choisi de relaxer la contrainte d(u,Bi) ≤ ǫ par la condition ∆Bi (u) ≤ ǫ. Ainsi, nous
allons considérer toujours satisfaisantes toutes les réponses u de champ qui sont corrélées avec la
distribution d’entrée i d’une manière similaire à ce que le sont les éléments de Bi (qui respectent
pleinement (P ∧ Q)).

Pour résumer, dans cette section nous avons présenté un critère analytique pour définir la
capacité d’un champ neuronal à répondre à une stimulation externe i, respectant les propriétés
souhaitables (P) et (Q) introduites dans le paragraphe précédent. Dans la suite de nos démarches,
nous sommes intéressé à trouver des champs neuronaux capables de produire une valeur proche de
zéro pour l’erreur résiduelle ∆Bi (u). Cet objectif est traité dans la section 5.2.5 de ce chapitre, qui
présente en détail une méthodologie d’évaluation des champs neuronaux, basée sur l’instrument
de mesure présenté ici.

5.2.3 Implantation de l’instrument d’évaluation. Champs de référence

L’expression de l’instrument d’évaluation des champs décrit au paragraphe précédent fait
appel plusieurs fois au calcul d’une distance entre une fonction (la distribution u ou i) et un en-
semble de fonctions (B ou Bi). Si cette approche est appropriée pour exprimer quantitativement,
de manière simple et intuitive, la capacité d’un champ à satisfaire (P ∧ Q), sa mise en pratique
n’est pas tout à fait directe. Cette section décrit une implantation générique pour réaliser ce
calcul numérique.

Soit u une distribution quelconque d’activités neuronales. Conformément à la définition 5.6,
pour u donné, calculer d(u,B) revient à trouver une distribution u′ ∈ B qui minimise la distance
d(u, u′). Afin de concevoir une procédure de minimisation pour cette distance, il est nécessaire
de décrire l’ensemble continu B sous une forme paramétrique.

Réexaminant la propriété (Q) des réponses attendues d’un champ, nous constatons qu’elle
impose deux contraintes. La première se réfère à la forme des bulles d’excitation : leurs extensions
spatiales et amplitudes sont indépendantes de la stimulation externe i. Ceci implique que la forme
des bulles doit être une caractéristique intrinsèque au champ (en effet, celle-ci est souvent dictée
exclusivement par le noyau des poids des connexions latérales, utilisé par le modèle de champ).
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Fig. 5.9 – Les formes des bulles d’excitation définies par les expressions 5.14-5.16,
qui pourraient caractériser une réponse stabilisée d’un champ neuronal quelconque
(ici figurées avec un rayon R = 3).

Différentes formes de bulles d’excitation peuvent être envisagées, comme par exemple :

b1(x, xc) = e
−2||x−xc||

2

R2 (5.14)

b2(x, xc) =

{

1 si ||x− xc|| ≤ R
0 sinon

(5.15)

b3(x, xc) =







e4(1−
||x−xc||

R
)−1

e4(1−
||x−xc||

R
)+1

si ||x− xc|| ≤ R

0 sinon
(5.16)

Les fonctions b1..3, également présentées de manière graphique dans la figure 5.9, désignent
chacune la forme d’une bulle centrée en xc (une position arbitraire du champ), R étant le rayon
souhaité pour la bulle, et || · || la métrique (euclidienne) utilisée sur l’espace X. Dépendant du
noyau des poids des connexions latérales, la forme des bulles générées par un champ neuronal
peut ressembler à une des formes décrites par les fonctions b1..3. Par exemple, la fonction b3
décrit le plus fidèlement la forme des bulles générées par les modèles de champ que nous exami-
nons dans nos expériences. Par conséquent, dans le cas particulier des expériences numériques
ultérieures, nous considérons b3 comme étant la forme attendue pour une bulle d’activité d’un
champ neuronal.

Suite à cette première conclusion concernant (Q), nous pouvons affirmer que chaque élément
u′ ∈ B peut s’exprimer sous une forme générale de type :

u′(x) =
∑

xj∈θ′

b3(x, xj) (5.17)

où θ′ représente une configuration pour les positions xj ∈ X des centres des bulles d’activité
neuronale, générées par le champ. Afin de satisfaire pleinement (Q), cette expression doit res-
pecter la contrainte de densité des bulles stables qui peuvent coexister simultanément dans le
champ. Conformément à la condition 5.5, la distance ||xk − xl|| entre les centres de deux bulles
voisines k et l doit être contenue entre deux valeurs, bmin et bmax. Si nous considérons Θ comme
étant l’ensemble de toutes les configurations possibles θ′ (respectant donc la propriété (Q)), nous
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00. dmin = ∞ ; Sol← φ.
01. soit {δ1, · · · , δn} une base canonique de R

n, où n = dim(X).
02. générer toutes les configurations discrétisées possibles

Θ̂ = ∪{θ̂′}, qui valident 5.5.

03. pour chaque θ̂′ ∈ Θ̂
04. calculer u′(x) =

∑

xj∈θ̂′ b3(x, xj).

05. k = 0.
06. pour (k < 2 ∗ n ∗ card(θ̂′) + 1)

07. avec xj = Rand(θ̂′), δl = Rand({δ1, · · · , δn}) et α =
Rand({−1,+1}),

chacun choisi aléatoirement,

soit θ̂′′ = θ̂′ \ {xj} ∪ {xj + αδl}.

08. si (θ̂′′ valide 5.5) alors

09. calculer u′′(x) =
∑

xj∈θ̂′′ b3(x, xj)

10. si (d(u, u′′) < d(u, u′)) alors

11. θ̂′ ← θ̂′′ ; u′ ← u′′

12. revenir au pas 05.

13. si (d(u, u′) < dmin) alors

14. Sol← θ̂′.

Fig. 5.10 – Procédure de calcul de la distance d(u,B) par descente du gradient.
Notons que r = Rand(S) désigne un élément r choisi aléatoirement de l’ensemble
S. Suivre le texte pour plus de détail.

pouvons affirmer que l’ensemble B est décrit de manière bijective par l’ensemble Θ. Dans ces
conditions, calculer la distance d(u,B) se traduirait à chercher une configuration θ′ de positions
valides (en accord avec la propriété de densité) de bulles d’activité, qui minimise la distance
d(u, u′).

L’analyse déroulée jusqu’ici nous permet de décrire une procédure de recherche combinatoire
pour calculer la distance d(u,B), basée sur un algorithme de descente de gradient. Cette pro-
cédure est décrite sous forme de pseudo-code dans la figure 5.10, et expliquée en détail dans la
suite. Notons que cette méthode ne représente pas une procédure de simulation numérique du
comportement dynamique d’un champ neuronal, mais elle permet d’examiner et de quantifier
certaines propriétés de son comportement. Par conséquent, la procédure présentée ci-dessous
ne fournit pas une alternative à l’implantation d’un champ neuronal, elle étant un instrument
complémentaire d’analyse dynamique du champ.

Tout d’abord, l’ensemble Θ est discrétisé sous la forme Θ̂. Ensuite, plusieurs configurations
initiales de type θ̂′, qui définissent les endroits possibles xj ∈ X des bulles d’activité dans le
champ, sont générées de manière combinatoire (similaire au problème de placement de N reines
sur un échiquier). Les deux inégalités imposées par 5.5 réduisent de manière significative le
nombre de variantes possibles θ̂′. Néanmoins, leur génération combinatoire suppose l’implanta-
tion d’une procédure non-distribuée et très coûteuse du point de vue complexité de calcul.

Pour chaque configuration initiale θ̂′, la réponse u′ du champ est calculée selon l’expres-
sion 5.17. Ensuite, une nouvelle configuration θ̂′′ est générée à partir de celle-ci. Pour la générer,
un déplacement spatial de l’ordre du pas de discrétisation est induit, seulement pour une po-
sition xj , choisie aléatoirement de la configuration θ̂′. Si cette nouvelle configuration respecte
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toujours la condition 5.5 de la densité de bulles d’activité neuronale, u′′ est calculé de manière
similaire à u′, utilisant donc la même expression 5.17. Si, suite à ce calcul, d(u, u′′) < d(u, u′),
la configuration θ̂′ est remplacée par la nouvelle θ̂′′, et la descente du gradient est continuée. Si
au contraire, aucun ajustement local de la configuration θ̂′ ne minimise d(u, u′), la procédure
d’optimisation s’arrête, trouvant un minimum local. La descente stochastique (c’est-à-dire par
ajustement aléatoire des positions xj) augmente considérablement les chances de ne pas être
« attiré » trop vite vers un minimum local, au détriment d’un autre minimum voisin, encore
plus petit. Nous notons également que l’inégalité stricte présente au pas 10 de l’algorithme de
descente du gradient peut être considérée non-stricte si, dans l’implantation de l’algorithme,
on tient compte aussi des positions déjà visitées pendant le processus d’optimisation. Cet as-
pect permet une descente du gradient dans les régions de plateau, améliorant radicalement la
recherche du minimum local (nous avons choisi de ne pas inclure cet aspect directement dans
l’algorithme présenté dans la figure 5.10, afin d’illustrer exclusivement le principe de calcul, et
non pas ses détails d’implantation).

Quand la procédure d’optimisation locale de chaque configuration initiale θ̂′ est achevée, une
comparaison avec la solution provisoire, trouvée jusqu’à ce pas de l’algorithme, est réalisée. Si
cette nouvelle configuration minimise à son tour la distance d(u, u′), elle est retenue comme solu-
tion potentielle. A la fin de la boucle 03, toutes les configurations initiales auront été examinées,
et Sol désignera une des configurations u′ pour lesquelles d(u, u′) = d(u,B).

Soit i une distribution de stimuli externes donnée. Une distribution u′ ∈ B minimisant la
distance d(i,B), calculée par la procédure décrite ici, satisfait pleinement (par définition) les deux
propriétés (P ∧ Q). Pour cette raison, appelons u′ la réponse de référence pour l’activité d’un
champ neuronal (cette réponse peut aussi être considérée comme étant une réponse « idéale » du
champ, par rapport aux propriétés (P ∧ Q)). Par extension, nous appellerons aussi un champ
de référence toute activité d’un champ neuronal, calculée par cette procédure, quelle que soit i.
Remarquons que, pour une telle réponse u′ du champ, ∆Bi (u′) = 0.

Le fait que toutes les réponses d’un tel champ soient calculées par une procédure combina-
toire, ayant donc une grande complexité de calcul et étant totalement non-distribuée, ne nous
satisfait pas à déclarer que nous avons trouvé, par cette procédure de descente de gradient,
les moyens techniques de produire l’activité d’un champ neuronal. Ceci nous motive donc pour
poursuivre la recherche d’un champ neuronal, capable de satisfaire en effet les critères souhaités,
décrits par les deux propriétés (P ∧ Q). Nous soulignons néanmoins que cette procédure de
calcul nous permet de réaliser une comparaison empirique des capacités des champs neuronaux
à satisfaire à ces propriétés attendues.

Utilisant la procédure présentée ci-dessus pour calculer les réponses de référence d’un champ
neuronal, nous justifions dans le paragraphe suivant que (P ∧ Q) sont en effet des propriétés
souhaitables pour les contextes de modélisation d’auto-organisation.

5.2.4 Pertinence des critères d’optimalité

Dans le paragraphe 5.2.1 de ce chapitre nous avons présenté plusieurs comportements atten-
dus de la part d’un champ neuronal, quand il est stimulé par différentes sources de stimulation
neuronale externe. Ces comportements ont été formalisés sous la forme des propriétés dyna-
miques (P) et (Q). Si le même paragraphe offre plusieurs justifications pour considérer ces
propriétés comme souhaitables, la plus forte argumentation vis-à-vis de ces propriétés nous est
offerte par l’analyse des comportements des champs respectant (P ∧ Q), dans des contextes de
modélisation d’auto-organisation neuronale, le sujet central de notre recherche, qui est abordé
de nouveau dans ce paragraphe.
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Afin de resituer ce contexte de modélisation, nous rappelons ici les trois étapes principales
du processus d’auto-organisation, tel qu’il est mis en œuvre par l’architecture neuronale d’ins-
piration corticale décrite dans la section 2.6. La première étape consiste en la présentation d’un
nouvel échantillon ξ(t) au module de reconnaissance, à chaque pas de temps t. Deuxièmement,
les unités de ce module répondent à cette nouvelle entrée, chacune avec une activité neuronale
i(x, t). Dans la dernière étape, cette distribution stimule la couche corticale de sélection, qui
formule sa réponse u(x, t), pour chaque unité du module de sélection. Dans le discours que nous
avons développé jusqu’ici, nous avons apporté, un par un, plusieurs arguments concernant la
nécessité de considérer le module de sélection de l’architecture neuronale proposée comme étant
un champ neuronal. Notre principale motivation de recherche étant la mise en évidence des
champs neuronaux capables de participer au processus d’auto-organisation, nous examinons ici
la capacité des champs de référence, introduits dans le paragraphe précédent, à organiser cor-
rectement la topologie de plusieurs prototypes, initialisés de manière aléatoire. Par conséquent,
nous examinons empiriquement dans la suite le comportement des champs de référence dans le
scénario d’auto-organisation unidimensionnelle décrit dans le paragraphe 5.1.4. Afin de valider
les résultats de cette expérience, une comparaison visuelle avec les résultats de l’algorithme SOM
de Kohonen, décrit dans la section 2.4.3, est présentée dans la figure 5.11.

Considérons l’implantation du processus d’auto-organisation par des champs neuronaux de
référence. Ainsi, pour chaque pas de simulation, après la troisième étape de ce processus, la
réponse u du module de sélection est calculée utilisant la procédure combinatoire décrite dans
le paragraphe précédent. Dans ce cas de modélisation, u est le résultat de la procédure de
minimisation de la distance d(i,B), ce qui revient à affirmer qu’il est un élément de Bi, ensemble
de réponses d’un champ satisfaisant pleinement les propriétés (P ∧ Q).

Nous notons que, dans les simulations numériques de ce scénario, nous avons considéré une
valeur bmin → ∞, afin que la condition de densité de la propriété (Q) impose l’existence d’une
unique bulle d’activité dans le champ. Nous avons fixé également un pas de discrétisation δ = 1
(valable aussi pour toutes nos autres simulations numériques), et un rayon R = 4 pour la
bulle d’excitation attendue. Ces paramètres permettent de définir complètement l’ensemble B
discrétisé.

Utilisant cette implantation de champ pour le module de sélection de l’architecture d’auto-
organisation, nous pouvons simuler numériquement le déroulement du scénario unidimensionnel
décrit dans 5.1.4. Ainsi, en réalisant ceci, nous pouvons constater que le réseau des prototypes
converge vers un état stable, caractérisé par une topologie de connexion auto-organisée, comme
illustré dans la figure 5.11 (b), toute à fait similaire à celle obtenue par l’implantation de l’algo-
rithme SOM de Kohonen (voir la même figure, cas (a)), algorithme décrit dans la section 2.4.3,
et appliqué en considérant une fonction de voisinage de taille fixe.

Les bons résultats présentés sur la figure 5.11 s’appuient sur deux principales caractéristiques
dynamiques des champs de référence, que nous détaillons dans la suite.

La première caractéristique est liée à la capacité du champ à générer des bulles d’activité
en condition de faible stimulation. En effet, au tout début de l’expérience, les distributions i
générées par le module de reconnaissance de l’architecture neuronale d’auto-organisation sont
caractérisées par seulement quelques pics d’activité. Cet aspect est dû au fait que les prototypes
sont initialisés avec des valeurs aléatoires, ce qui implique que très peu d’unités du module de
reconnaissance s’activent (concordent avec l’échantillon ξ présenté). Toutefois, même si certaines
unités génèrent une activité i de forte amplitude, il est très improbable que toutes ces unités
vont se trouver proches l’une de l’autre, afin qu’elles puissent stimuler suffisamment le module
de sélection, et entrâıner par conséquent une forte réponse de sa part. L’avantage des champs
respectant les propriétés (P ∧ Q) est qu’ils sont capables (par définition) de générer une bulle
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a. b.

Fig. 5.11 – Comparaison entre les résultats d’auto-organisation obtenus utilisant
l’architecture neuronale décrite dans 2.6 pour implémenter l’algorithme SOM de
Kohonen (voir la figure a), et utilisant les champs de référence (satisfaisant plei-
nement les propriétés (P ∧ Q)) comme module de sélection de cette architecture
(voir la figure b).

d’excitation forte, même dans des conditions de très faible stimulation externe. Ainsi, quel que
soit i, le module de sélection mené par les champs de référence garde son caractère de sélec-
tivité, et en particulier dans tous les cas similaires au cas (h) illustré graphiquement dans la
figure 5.6, qui énumère plusieurs comportements attendus d’un champ neuronal. Cet aspect est
crucial au début du processus d’auto-organisation, étant donné que l’apprentissage (c’est-à-dire
l’ajustement) des prototypes se réalise en fonction de l’existence d’une bulle d’excitation dans
la réponse u du champ.

La deuxième caractéristique dynamique du champ, également essentielle pour le processus
d’auto-organisation, se réfère à l’adaptation de la réponse du champ suite à un changement de
la distribution i provenant du module de reconnaissance. En effet, le champ de référence utilisé
dans cette expérience est conçu (par définition) pour respecter (P ∧ Q). Or, comme le montre
le cas (g) de la figure 5.6 des comportements souhaitables, un tel champ est censé reformuler
sa réponse en accord avec les modifications de la distribution i. Maintenant correctement sa
capacité de sélectivité, le champ reste sensible aux changements enregistrés au niveau du module
de reconnaissance, ce qui permet de favoriser toujours l’ajustement de la majorité des prototypes
répondant le mieux aux échantillons {ξk} ⊂ Ξ présentés au cours du déroulement du scénario
d’auto-organisation.

En conclusion, nous pouvons affirmer que les résultats présentés ci-dessus valident empirique-
ment le fait que (P) et (Q) sont deux propriétés suffisantes pour un champ neuronal, afin qu’il
puisse conduire correctement un processus d’auto-organisation, comme décrit par l’architecture
d’inspiration corticale introduite dans la section 2.6.

Malgré les très bonnes performances des champs de référence, nous tenons à souligner encore
une fois que ces champs ne sont pas de vrais champ neuronaux, mais les résultats d’un calcul par
une procédure de recherche combinatoire, qui ne respecte pas les principes de calcul neuronal que
nous avons définis dans le paragraphe 2.5. Ainsi, ces champs ne sont pas appropriés pour un usage
pratique dans des applications de modélisation corticale, mais ont vocation à montrer la capacité
des propriétés (P ∧ Q) à garantir la bonne convergence du processus d’auto-organisation.
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Fig. 5.12 – Schéma général d’évaluation empirique des champs neuronaux.

5.2.5 Plate-forme d’analyse empirique de la dynamique des champs neuro-
naux

Le paragraphe précédent avait conclu sur la pertinence des propriétés (P ∧ Q), alors que
le paragraphe 5.2.3 avait évoqué l’inefficacité pratique d’utiliser un algorithme de descente de
gradient pour concevoir un champ neuronal capable de satisfaire ces propriétés. Changeant la
perspective de ce problème, on peut se demander si un modèle quelconque de champ, décrit
par un formalisme mathématique, est capable de satisfaire à ces deux propriétés. Par consé-
quent, dans ce paragraphe, nous présentons une plate-forme d’analyse empirique des modèles de
champs neuronaux, qui a pour but d’évaluer leurs performances vis-à-vis de ces deux propriétés
dynamiques, dans différents contextes de stimulation.

En résumé, cette méthode définit une approche empirique de type banc d’essai (en anglais
benchmark), qui utilise la simulation numérique, et qui consiste à évaluer numériquement la
capacité d’un champ neuronal à satisfaire aux critères de performance souhaités (en l’occurrence
(P ∧ Q)), dans un ou plusieurs scénarios. La figure 5.12 illustre de manière schématique le
principe de cette approche.

Le triplet (scénario, modèle de champ, instrument d’évaluation) définit une expérience de
simulation. Le déroulement d’une expérience suppose qu’à chaque instant discret t du scénario
i considéré, la réponse u du champ est calculée (par une méthode de simulation numérique
du modèle de champ) et l’instrument d’évaluation mesure la capacité du modèle de champ à
satisfaire aux critères de performance considérés. Une expérience a donc le rôle de simuler et de
collecter les valeurs numériques calculées par l’instrument d’évaluation vis-à-vis de l’évolution
du champ, à travers le scénario i examiné. Ces données peuvent servir ensuite à une analyse plus
détaillée de la dynamique du champ.

Une expérience peut être répétée plusieurs fois (pour le même scénario), afin de constater
l’éventuelle l’influence des facteurs aléatoires vis-à-vis du comportement du champ, facteurs qui
ne peuvent pas être contrôlés par la simulation (par exemple l’effet de l’évaluation asynchrone,
etc.). Ceci permettrait une meilleure observation de la statistique de ces aspects dynamiques
aléatoires.

L’instrument d’évaluation que nous proposons d’utiliser pour cette plate-forme d’évaluation
empirique est l’indicateur ∆̄Bi (u), défini par l’équation 5.11. Cet indicateur numérique dénote
l’erreur résiduelle de la capacité instantanée d’un champ neuronal à satisfaire aux propriétés (P
∧ Q). Ainsi, une valeur nulle de ∆̄Bi (u) indique une satisfaction totale des deux propriétés par
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l’activité du champ, vis-à-vis d’un scénario i et un instant t donnés.

Comme nous pouvons le constater, cet indicateur dépend à la fois du moment t auquel
l’activité u du champ est évaluée, et du scénario i examiné. Pour cette raison, une comparaison
directe entre différentes valeurs de cet indicateur, pour différentes scénarios i, peut s’avérer
peu concluante. Comme nous allons l’observer dans la section suivante, au lieu de qualifier
globalement la capacité d’un champ à satisfaire les deux propriétés (P ∧ Q), il est nécessaire
d’analyser la dynamique d’un champ d’une manière individuelle, pour chaque scénario considéré.

Notons également que l’indicateur ∆̄Bi (u) ne mesure pas le degré de satisfaction des pro-
priétés (P ∧ Q). Cependant, si sa valeur converge vers 0, nous pouvons affirmer que le champ
améliore son degré de satisfaction de ces propriétés. En outre, notons que chaque modification
du scénario de stimulation i se reflète par une période transitoire dans la dynamique du champ.
Généralement, à la fin de ce processus, le champ atteint un nouvel état stable (un attracteur).
Normalement, pendant les périodes transitoires, la valeur de ∆̄Bi (u) augmente, afin que le champ
puisse « reformuler » son caractère sélectif par rapport à la nouvelle distribution de stimulation
i. Si ce caractère sélectif se manifeste de nouveau (en rapport avec le nouveau i), après la sta-
bilisation de l’activité du champ, la valeur ∆̄Bi (u) redescend vers 0. Pour analyser en détail cet
aspect dynamique d’un champ, nous définissons sa courbe de qualité dynamique, pour un scéna-
rio i donné, comme étant la séquence des valeurs ∆̄Bi (u), enregistrées pour une série successive
de pas de simulation t ≥ 0.

Comme nous sommes intéressé principalement par les états stables de la dynamique d’un
champ neuronal (surtout les bulles stables d’activité neuronale), nous introduisons également
une mesure statistique de l’évaluation du champ. Ainsi, nous proposons de tracer l’histogramme
de qualité d’un champ neuronal, examiné pendant une expérience. Un tel histogramme de qualité
est déduit à partir de la courbe de qualité, en échantillonnant l’intervalle des valeurs ∆̄Bi (u)
enregistrées pendant l’expérience, et en cumulant pour chaque sous-intervalle le nombre de pas
où la réponse u atteint le niveau ∆̄Bi (u) dans le sous-intervalle respectif. En conclusion, si le
champ neuronal est capable de satisfaire les propriétés (P ∧ Q), et en plus, le temps cumulé des
périodes de stabilité du champ domine le temps cumulé des périodes des régimes transitoires,
l’histogramme de qualité du champ affiche une distribution inclinée vers les valeurs faibles de
∆̄Bi (u). Cet aspect est une indication que, la plupart du temps, le champ est capable de satisfaire
les critères imposés par les deux propriétés, (P ∧ Q).

Dans ce paragraphe nous avons décrit une approche empirique pour évaluer numériquement
la capacité des champs neuronaux à satisfaire certains critères de performance souhaités, dans
plusieurs scénarios de stimulation. Cette plate-forme automatique d’évaluation, implantée en
pratique sous la forme d’une plate-forme logicielle, est utilisée dans la section 5.3 pour examiner
le comportement des champs neuronaux classiques, vis-à-vis des deux propriétés dynamiques,
(P ∧ Q), dans différents contextes clé de stimulation.

Enfin, mentionnons que cette méthode aide à s’atteler au problème du choix de paramètres
pour une équation de champ, un aspect abordé dans la section 5.4.

5.3 Analyse du comportement dynamique des modèles classiques

Utilisant la plate-forme d’évaluation empirique des champs neuronaux dynamiques introduite
au paragraphe précédent, nous examinons dans ce paragraphe de manière détaillée le comporte-
ment de deux modèles classiques de champs neuronaux, dans les contextes de stimulation décrits
par les scénarios présentés dans la section 5.1. Les deux modèles analysés ici sont : le modèle
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d’Amari, décrit dans la section 3.2.2, et référé ici par l’abréviation CNDA, et deuxièmement
le modèle de Pinto et Ermentrout, présenté dans la section 3.2.5 du chapitre 3, et abrégé ici
CNDPE.

Les valeurs numériques pour les paramètres utilisés pour simuler les expériences présentées
dans les paragraphes 5.3.1 à 5.3.3 sont :

− Paramètres généraux
• X = 0, 1, · · · , 29
• nombre de pas de simulations par expérience : 200

− Paramètres CNDA (cf. l’équation 3.15)
• constante de temps τ = 0.3−1

• noyau des poids des connexions latérales de type chapeau mexicain, cf. l’équation 3.3 :
A+ = 0.8, A− = 0.5, a = 0.05, b = 0.001

• fonction sigmöıde σ, similaire à celle de l’équation 3.6, définie comme une fonction
linéaire par morceaux :

σ(u) =















0 u = 0
0.4u 0 < u ≤ 0.25
1.6(u− 0.25) + 0.1 0.25 < u ≤ 0.75
0.4(u− 0.75) + 0.9 0.75 < u ≤ 1

• niveau de repos neuronal h = 0
− Paramètres CNDPE (cf. les équations 3.26 et 3.27)
• constantes de temps τ = 0.3−1 et η = 0.85−1

• noyau des poids des connexions latérales de type chapeau mexicain, cf. l’équation 3.3 :
A+ = 0.67, A− = 0.35, a = 0.05, b = 0.001

• la même fonction sigmöıde σ, linéaire par morceaux, utilisée pour CNDA
• niveau de repos neuronal h = 0

Afin de minimiser l’influence des effets de bord de la topologie de X sur les réponses des
champs, toutes les expériences de simulation considèrent une topologie de connexion circulaire
pour les unités des champs, c’est-à-dire une topologie de type anneau pour le cas 1D, et de type
tore pour le cas 2D.

5.3.1 Scénarios d’attention

Dans ce paragraphe nous présentons les résultats expérimentaux de l’évaluation des modèles
CNDA et CNDPE, dans les scénarios d’attention considérés dans 5.1.1. La figure 5.14 résume
les expériences déroulées pour ces scénarios. Le format de présentation de ces résultats est décrit
sur la figure 5.13.

Comme nous pouvons constater analysant l’ensemble des courbes et des histogrammes de
qualité tracées pour CNDA et CNDPE, les deux modèles examinés montrent une capacité éle-
vée de satisfaction des critères dynamiques souhaités. Ils sont à la fois capables de sélectionner
une zone pertinente des stimuli externes, et de s’adapter aux changements intervenus dans leur
distribution au cours du temps. Le caractère sélectif et adaptatif leur confère une bonne dyna-
mique dans l’ensemble, ce qui rend ces deux modèles de champ appropriés pour être utilisés dans
des applications pratiques de modélisation des mécanismes d’attention. Ces résultats viennent
confirmer le succès de ces modèles dans la littérature du domaine, et en particulier du modèle
d’Amari, dans ce contexte de modélisation neuronale, ou dans des contextes cognitifs connexes
(voir la modélisation de certains aspects ou mécanismes neuronaux de mémoire, de processus
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scénario de stimulation i réponse u du champ CNDA réponse u du champ CNDPE

courbe de qualité exprimant
graphiquement l’évolution temporelle

du coefficient ∆̄Bi (u),
pour le modèle CNDA

histogramme associée
à la courbe qualité,

calculée pour le modèle CNDA

courbe de qualité exprimant
graphiquement l’évolution temporelle

du coefficient ∆̄Bi (u),
pour le modèle CNDPE

histogramme associée
à la courbe qualité,

calculée pour le modèle CNDPE

Fig. 5.13 – Légende générale détaillée pour les figures 5.14-5.16, représentant
plusieurs résultats expérimentaux.

aidant à l’émergence de la conscience, à la sélection des actions motrices, etc.), fait déjà évoqué
aux paragraphes 4.2 et 4.3.

5.3.2 Scénarios d’exploration

Dans ce paragraphe nous présentons les résultats expérimentaux de l’évaluation des modèles
CNDA et CNDPE, dans les scénarios d’exploration considérés dans 5.1.2. La figure 5.15 résume
les expériences déroulées pour ces scénarios. La signification des graphiques reste la même que
celle décrite pour la figure 5.14.

Comme nous l’avons précisé dans le paragraphe 5.1.2, ces scénarios ont été conçus pour tester
la capacité des champs à maintenir leur caractère sélectif dans des conditions où, a priori, suite à
une stimulation uniforme du champ, chaque unité a la même probabilité d’intensifier son activité
afin de rendre le champ sélectif. Si les deux modèles, CNDA et CNDPE, réussissent à générer
une bulle d’activité quand toutes les unités du champ reçoivent une forte stimulation (comme
dans le cas (a) de la figure 5.15), aucun d’eux est capable d’avoir une réponse sélective dans des
conditions de faible stimulation externe (voir le cas (b) de la même figure).

Comme nous allons analyser plus en détail dans les sections 5.3.4 et 5.3.5, dédiées aux
scénarios d’auto-organisation, ce fait a une influence déterminante dans le processus d’auto-
organisation, tel qu’il est conçu par notre approche cortico-inspirée.

5.3.3 Scénarios auxiliaires

La figure 5.16 présente les résultats expérimentaux enregistrés en simulant les expériences
des scénarios auxiliaires, précédemment définis dans la figure 5.3. La signification des graphiques
reste la même que celle décrite pour la figure 5.14.

Même si ces scénarios pouvaient être considérés aussi comme scénarios d’attention, ils ont
pour but d’étudier en particulier l’influence de certains facteurs dynamiques tels que : la capacité
du champ à « décider » la région de stimulation à sélectionner, quand plusieurs réponses possibles
entrent en compétition (voir les cas (a,c), qui font référence à la propriété (b) illustrée dans la
figure 5.6) ; la capacité de collaboration évoquée par le cas (f) de la figure 5.6 (autrement dit la
capacité du champ à « mettre en balance » la contribution de plusieurs stimuli locaux afin de
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Fig. 5.14 – Résultats expérimentaux de l’évaluation des modèles CNDA et
CNDPE, dans les scénarios d’attention considérés dans la figure 5.1. La signi-
fication de ces graphiques est décrite sur la figure 5.13. Suivre le texte pour plus
de détails.
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Fig. 5.15 – Résultats expérimentaux de l’évaluation des modèles CNDA et
CNDPE, dans les scénarios d’exploration considérés dans la figure 5.2. La si-
gnification de ces graphiques est décrite sur la figure 5.13. Suivre le texte pour
plus de détails.
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Fig. 5.16 – Résultats expérimentaux de l’évaluation des modèles CNDA et
CNDPE, dans les scénarios auxiliaires considérés dans la figure 5.3. La signifi-
cation de ces graphiques est décrite sur la figure 5.13. Suivre le texte pour plus de
détails.

pouvoir sélectionner une zone pertinente de la stimulation externe) (voir le cas (b)) ; la vitesse
de réponse du champ aux changements survenus dans la distribution des stimuli d’entrée (voir
les cas (d,e)).

La qualité des deux modèles est très comparable dans les cas (a-c), mais comme nous pou-
vons le constater, le modèle CNDPE montre une adaptabilité légèrement meilleure face aux
changements de la stimulation externe.

5.3.4 Scénario d’auto-organisation unidimensionnelle

Dans ce paragraphe nous abordons de nouveau le sujet d’auto-organisation, cette fois-ci en
utilisant les champs neuronaux CNDA et CNDPE. Ainsi, nous sommes intéressé ici à exami-
ner leur capacité à auto-organiser un ensemble unidimensionnel de prototypes, ayant le but de
réaliser la quantification vectorielle du domaine d’entrée Ξ défini dans le paragraphe 5.1.4. La
figure 5.17 montre les résultats du processus d’auto-organisation (après la présentation de 12000
échantillons, pour chaque 100 pas de simulation), pour chacun des modèles de champ considérés.

Afin de comprendre les causes de ces résultats insatisfaisants, nous résumons ici les conclu-
sions de deux paragraphes précédents de ce chapitre, 5.2.4 et 5.3.2.

Premièrement, nous rappelons que l’expérience d’auto-organisation examinée ici a été pré-
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a.

b.

c.

Fig. 5.17 – Les étapes initiale (a), intermédiaire (b), et finale (c), de l’expérience
d’auto-organisation unidimensionnelle, déroulée conformément au scénario décrit
dans 5.3.4. Comparaison entre les résultats obtenus utilisant comme module de
sélection de l’architecture d’auto-organisation d’inspiration corticale le modèle
CNDA (colonne gauche), et le modèle CNDPE (colonne droite).
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Fig. 5.18 – Les histogrammes de qualité correspondant respectivement aux mo-
dèles CNDA (a) et CNDPE (b), obtenues après la présentation de 12000 échan-
tillons dans le scénario unidimensionnel d’auto-organisation.

cédemment réalisée dans la section 5.2.4, pour les champs neuronaux de référence (c’est-à-dire
ceux conçus tels qu’ils puissent satisfaire pleinement les propriétés (P ∧ Q)). Les résultats de
cette expérience ont conclu que les champs de référence sont capables de conduire correctement
le processus d’auto-organisation, accomplissant proprement la réorganisation topologique des
prototypes.

Deuxièmement, grâce aux résultats expérimentaux de l’analyse dynamique empirique conduite
dans la section 5.3, nous avons pu constater que les deux modèles de champ, CNDA et CNDPE,
sont capables dans la vaste majorité des cas d’avoir un comportement dynamique similaire à
celui souhaité (c’est-à-dire respectant les propriétés dynamiques (P ∧ Q)). Néanmoins, le pa-
ragraphe 5.3.2 de cette section montre qu’aucun des deux modèles ne réussit à maintenir son
caractère sélectif dans le cas de faible stimulation.

Remarquons à partir de ces deux observations que la différence qualitative majeure entre les
comportements des deux types de champs, d’une part ceux définis par les modèles classiques
CNDA et CNDPE, et d’une autre part les champs de référence, se réfère à leur capacité de
sélectivité dans tous les scénarios de stimulation. Comme nous allons l’analyser en détail dans
la section 5.3.6, cet aspect s’avère déterminant pour l’obtention d’une bonne performance dans
le cas de modélisation du processus d’auto-organisation.

5.3.5 Scénario d’auto-organisation bidimensionnelle

Examinons finalement ici la capacité des modèles CNDA et CNDPE à accomplir correctement
la tâche d’auto-organisation bidimensionnelle décrite dans le paragraphe 5.3.5.

La figure 5.19 présente les résultats de cette expérience quand la courbe de reconnaissance
des prototypes est donnée par l’équation 5.2, et la figure 5.20 présente les résultats de cette
expérience quand la courbe de reconnaissance des prototypes est donnée par l’équation 5.3.

Nous pouvons observer que dans le premier cas de simulation considéré, les deux modèles
de champ sont capables d’assurer la convergence du processus de quantification vectorielle vers
la bonne réorganisation des prototypes. Toutefois, les mêmes champs ne sont plus capables de
garantir la même qualité des résultats, quand les prototypes changent légèrement la forme de
leur fonction de reconnaissance. Les différences qualitatives observées dans ces expériences sont
discutées en détail dans le paragraphe suivant.
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a. b.

Fig. 5.19 – Expérience d’auto-organisation bidimensionnelle, déroulée conformé-
ment au scénario décrit dans 5.3.5, en considérant comme fonction de reconnais-
sance pour les prototypes la fonction f2 définie par l’équation 5.2. Comparaison
entre les résultats obtenus utilisant comme module de sélection de l’architecture
d’auto-organisation d’inspiration corticale le modèle CNDA (figure (a)), et le mo-
dèle CNDPE (figure (b)).

a. b.

Fig. 5.20 – Expérience d’auto-organisation bidimensionnelle, déroulée conformé-
ment au scénario décrit dans 5.3.5, en considérant comme fonction de reconnais-
sance pour les prototypes la fonction f3 définie par l’équation 5.3. Comparaison
entre les résultats obtenus utilisant comme module de sélection de l’architecture
d’auto-organisation d’inspiration corticale le modèle CNDA (figure (a)), et le mo-
dèle CNDPE (figure (b)).
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Fig. 5.21 – Les histogrammes de qualité correspondant respectivement aux mo-
dèles CNDA (a) et CNDPE (b), obtenus après la présentation des 400 premiers
échantillons dans le scénario unidimensionnel d’auto-organisation.

5.3.6 Discussion

Nous analysons ici les résultats des expériences décrites au cours des paragraphes précédents,
afin de synthétiser du point du vue qualitatif les capacités dynamiques des champs classiques
examinés, CNDA et CNDPE.

Dans un premier temps, nous avons pu remarquer que les modèles classiques de champ réus-
sissent à satisfaire les critères sous-jacents aux propriétés (P ∧ Q), dans la grande majorité
des scénarios examinés. La variété des scénarios d’attention montre que CNDA et CNDPE se
prêtent à être utilisés dans la modélisation des mécanismes neuronaux qui ont besoin d’implan-
ter des processus neuronaux sélectifs et persistants. Ces modèles de champs sont capables à la
fois de s’activer localement, dans les zones correspondant aux sources de stimulation les plus
pertinentes, et de suivre ces stimuli pendant leur évolution. Les résultats des scénarios auxi-
liaires mettent en évidence aussi la vitesse d’adaptation des réponses des champs, le modèle
CNDPE ayant une latence d’adaptation très faible, ce qui lui confère une meilleure mobilité par
rapport à la distribution de stimulation (pour les conditions de paramétrage considérées dans
nos expériences). Le même groupe d’expériences montre également la capacité de ces modèles de
champ à saisir correctement les zones pertinentes de stimulation externe, même quand plusieurs
(un nombre fini) réponses équivalentes sont possibles. La même conclusion reste valable quand
il s’agit d’explorer une plage continue de réponses équiprobables de haute intensité. Toutefois,
l’activité de chacun des champs reste faible, dans le contexte clé défini par une faible stimulation
externe. Par conséquent, dans ce cas, la propriété de sélectivité exigée par (P ∧ Q) n’est plus
respectée. Cet aspect s’avère crucial dans l’implantation des processus d’auto-organisation. Les
deux modèles de champ ne réussissent pas à obtenir les résultats attendus dans le cas unidimen-
sionnel, et s’ils les réussissent toutefois dans le cas bidimensionnel, leurs comportements globaux
ne sont pas robustes : en changeant quelque peu un facteur externe au champ (la fonction de
reconnaissance des prototypes), aucun d’eux n’est capable d’accomplir de manière satisfaisante
l’auto-organisation des prototypes. Étant donné l’intérêt central de l’auto-organisation dans nos
recherches, détaillons ci-dessous les causes de l’échec des deux modèles de champ, examinés dans
ce type de scénarios.

Pour commencer cette analyse, nous rappelons que dans notre implantation d’inspiration
corticale du processus d’auto-organisation, le champ neuronal dynamique a le rôle de mettre en
œuvre une compétition de type WTM. La réponse du champ module la règle d’apprentissage
des valeurs des prototypes (c’est-à-dire leurs ajustements graduels pour réaliser la quantification
vectorielle du domaine d’entrée Ξ).
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Au tout début de chaque expérience, les prototypes ont des valeurs aléatoires. De plus, ces
valeurs n’appartiennent pas nécessairement à Ξ. Pour le scénario d’auto-organisation unidimen-
sionnel, Ξ est une bande circulaire (couronne) des points du plan ξ = (ξ1, ξ2), alors que les
prototypes ω = (ω1, ω2) sont initialisés uniformément sur la région (le carré) du plan englobant
Ξ (voir la figure 5.17 (a)). Une fois qu’un échantillon ξ ∈ Ξ est présenté au module de reconnais-
sance de l’architecture d’auto-organisation, chaque prototype formule une réponse proportion-
nelle à son rapprochement de ξ (en terme de distance euclidienne), dans l’espace bidimensionnel.
Initialement, peu de prototypes ont la chance de se trouver près de l’échantillon ξ, et il est peu
probable que ces prototypes-là correspondent à des unités voisines dans X. Par conséquent, les
éventuelles activités fortes qui stimulent le champ au début du processus d’auto-organisation
sont éparpillées sur X, et agissent plutôt comme un bruit faible. Comme nous l’avons constaté
empiriquement en examinant les scénarios d’exploration (revoir la figure 5.15 (b)), les deux
modèles classiques de champ (CNDA et CNDPE) ne répondent pas de manière sélective dans
des conditions de faible stimulation. Le champ reste « inactif », tant que les stimuli externes
restent principalement faibles, avec seulement quelques pics éparpillés d’activité. Pendant tout
ce temps, les valeurs des prototypes s’ajustent très peu, et toutes de la même manière, étant
donné que leur ajustement est dicté directement par l’activité du champ. Au cours du temps, ce
phénomène induit un rapprochement des valeurs des prototypes de la moyenne des échantillons
ξ présentés. Dans le cas de notre scénario, cette valeur moyenne correspond au centre de la
couronne Ξ. L’effet « d’attraction » des prototypes vers cette valeur peut être observé pour les
deux modèles de champ, sur la figure 5.17 (b), qui montre une étape intermédiaire du processus
d’auto-organisation unidimensionnelle.

Le fait que de plus en plus de prototypes aient des valeurs qui soient proches implique le fait
qu’un échantillon, également proche de ces valeurs, induit un nombre significatif de réponses de
reconnaissance i(x, t) fortes. Cette modification lente de la distribution {i(x, t)}x∈X induit une
réponse de plus en plus forte de la part du champ. Ainsi, comme le montrent les expériences
des scénarios d’attention, la distribution u est capable de former dans ces conditions, une ré-
ponse locale de type bulle d’activité. Par conséquent, les prototypes qui correspondent à cette
zone d’activité du champ réajustent leurs valeurs. Ce processus entrâıne l’éloignement de ces
valeurs de la moyenne des valeurs des prototypes, chacune essayant de se différencier, afin de
réaliser la quantification vectorielle de l’espace Ξ. Néanmoins, les autres prototypes avec des
valeurs similaires, continuent à garder ces valeurs. Au cours du temps, ce phénomène empêche
un déploiement complet des prototypes sur l’ensemble de l’espace d’entrée Ξ, fait constaté expé-
rimentalement et illustré sur la figure 5.17 (c). Notons que la topologie non convexe de l’espace
d’entrée contribue à cet effet indésirable. Les différents échantillons « attirent » les prototypes
qui existent dans leur proximité (dans la métrique de l’espace Ξ), mais en même temps, ces
prototypes sont « attirés » entre eux, par leur proximité de connexion (donc par la métrique de
l’espace X). Comme nous pouvons le constater empiriquement, dans le contexte unidimensionnel
considéré pour le scénario d’auto-organisation, ces deux contraintes de proximité ne peuvent plus
être satisfaites pour tous les prototypes. Vis-à-vis de ces résultats expérimentaux, remarquons
aussi que, grâce à sa vitesse supérieure d’adaptation des bulles d’activité, le champ CNDPE
réussit à déployer un nombre sensiblement plus grand de prototypes. Cependant, même dans ce
cas, le processus d’auto-organisation ne converge pas vers un résultat final satisfaisant.

Un aspect supplémentaire que nous observons dans cette expérience d’auto-organisation, se
réfère aux histogrammes présentées dans la figure 5.18. Ces histogrammes indiquent une qualité
satisfaisante de la dynamique du champ, à la fois pour les modèles CNDA et CNDPE. Afin de
comprendre ce résultat, nous rappelons que les histogrammes représentent, par définition, l’ex-
pression d’un caractère moyen de l’évolution de l’événement analysé. D’après notre analyse, les
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Chapitre 5. Méthodologie d’étude empirique des champs neuronaux dynamiques

deux champs ont une faible sélectivité au début de l’expérience. Pour vérifier cette affirmation,
nous avons retracé les histogrammes de qualité pour les deux modèles de champ, exclusivement
pour les 400 premiers échantillons présentés dans le scénario d’auto-organisation unidimension-
nelle. Comme nous pouvons le constater dans la figure 5.21, les deux champs montrent un faible
caractère de sélectivité au début de cette expérience. Cependant, comme nous l’avons précisé
ci-dessus, après plusieurs pas de simulation (c’est-à-dire plusieurs échantillons présentés), la
stimulation du champ augmente, et avec elle, le caractère sélectif des deux champs examinés.
Par conséquent, en moyenne, les deux champs montrent en effet une sélectivité satisfaisante
par rapport à leur stimulation externe, fait illustré graphiquement par les histogrammes de la
figure 5.18.

De cette analyse détaillée nous pouvons conclure que le caractère sélectif d’un champ neu-
ronal est une qualité essentielle pour assurer la réussite du processus d’auto-organisation, et
il est déterminant qu’elle se manifeste dès le début de ce processus. A l’égard de cet aspect,
nous constatons qu’une « simple » mesure statistique du processus d’auto-organisation n’est pas
suffisante pour évaluer la performance d’implantation de ce processus. Cet aspect montre ainsi
la nécessité d’examiner individuellement le comportement des champs neuronaux, dans des scé-
narios clé, capables de mettre en évidence les aspects dynamiques intrinsèques de ces modèles
neuronaux.

Basé sur ces premières conclusions, nous analysons ensuite les résultats issus du deuxième
scénario d’auto-organisation considéré. Cette fois-ci, le domaine d’entrée est unidimensionnel
(Ξ = [−π

2 ,
π
2 ]), mais l’ensemble X des unités de champ est bidimensionnel. Le fait que Ξ est dans

ce cas contigu et convexe, et que X est bidimensionnel, augmente la probabilité que dès le début
du processus d’auto-organisation, plusieurs prototypes voisins dans l’espace Ξ soient aussi voisins
dans l’espace X (en fait les unités du champ qui leur correspondent). Ceci favorise l’apparition
des réponses sélectives dans le champ neuronal de la couche corticale de l’architecture d’auto-
organisation, plus tôt que dans le cas précédemment étudié. Comme affirmé, une bonne sélectivité
du champ dans ces conditions lui confère la réussite de réorganisation des prototypes, comme
montré dans la figure 5.19. Toutefois, reconsidérant le même scénario, mais cette fois-ci avec
un petit changement dans la forme de la fonction de reconnaissance des prototypes, les réseaux
des prototypes ne convergent plus vers des états désirables en ce qui concerne leurs topologies.
La particularité de cette nouvelle fonction de reconnaissance étant qu’elle est légèrement plus
sélective que la première utilisée, elle n’entrâıne plus l’apparition des zones locales de forte
stimulation. De manière similaire au cas du scénario unidimensionnel, le champ est stimulé dans
ces conditions seulement avec des activités fortes plus rares et plus éparses, ce qui se prouve être
en dessus du seuil de sélectivité des deux champs étudiés. Comme dans le cas unidimensionnel
d’auto-organisation, les comportements des champs se ressemblent : les valeurs des prototypes se
rapprochent de la moyenne de l’ensemble Ξ (aussi 0), mais la topologie convexe de Ξ favorise une
convergence rapide vers la même valeur pour tous les prototypes dans le cas du modèle CNDA
(voir la figure 5.19 (a)). Le modèle CNDPE réussit, tout comme dans le premier scénario analysé,
à atteindre des partitions de prototypes réorganisées topologiquement, mais malgré la meilleure
adaptation de ce modèle aux changements des stimulations externes, les résultats finaux restent
peu satisfaisants (voir la figure 5.19 (b)).

Nous soulignons aussi que les deux expériences réalisées ici pour le même scénario bidimen-
sionnel montrent également le manque de robustesse des modèles de champ, vis-à-vis de certains
facteurs de modélisation (ici la fonction de reconnaissance des prototypes).

Comme conclusion finale, les résultats de l’évaluation empirique des champs classiques d’Amari
et de Pinto et Ermentrout en font des candidats à la modélisation des processus de compéti-
tion, de sélection et de persistance neuronale, mais pas à la modélisation des processus d’auto-
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5.4. Méthodologie d’ajustement fin des paramètres d’un modèle de champ

organisation, tels que nous les avons conçus dans notre travail de thèse. De plus, le fait que les
champs de référence montrent empiriquement la capacité de mener correctement un tel proces-
sus d’auto-organisation nous offre un argument pour rechercher un modèle de champ capable
d’implanter proprement le module de sélection de l’architecture d’auto-organisation proposée,
tout en respectant les principes de calcul neuronal énoncés dans paragraphe 2.5. Cet aspect est
abordé dans le prochain chapitre, dans lequel nous proposons un nouveau formalisme de champ
neuronal, capable en effet d’accomplir ces desiderata.

5.4 Méthodologie d’ajustement fin des paramètres d’un modèle

de champ

Dans cette section, nous proposons d’utiliser l’instrument de mesure introduit dans la sec-
tion 5.2.2, ainsi que la plate-forme d’évaluation empirique présentée dans la section 5.2.5, pour
implémenter une procédure d’ajustement des paramètres d’un modèle de champ neuronal. Cette
procédure vise à trouver les paramètres d’un modèle de champ neuronal, capables d’optimiser
son comportement, vis-à-vis les propriétés dynamiques (P ∧ Q) présentées dans la section 5.2.1.
Cette procédure est composée de plusieurs étapes, qui sont résumées ci-dessous. Nous illustrons
cette approche d’ajustement des paramètres en considérant le modèle CNDA, présenté dans la
section 3.2.2.

Dans un premier temps, nous déclarons comme paramètres libres un certain nombre de
paramètres du modèle, que nous allons faire varier au cours de cette procédure. Ensuite, nous
précisons les plages de valeurs pour ces paramètres libres. À cause du fait que la procédure
décrite ici repose sur une simulation numérique, il est nécessaire que les valeurs possibles des
paramètres libres soient des valeurs discrètes.

Pour le modèle CNDA, défini par les équations 3.3 et 3.15, nous considérons les paramètres
fixes suivants :

τ = 0.3−1, h = 0, a = 0.35, b = 0,

et le triplet (α1, α2, α3) des paramètres libres du modèle, tel que :

F (x) = 1/(1 + e−α1(2x−1))

A+ = α2

A− = α3

où σ(x) = (F (x)−F (0))/(F (1)−F (0)) est la fonction sigmöıde qui apparâıt dans l’équation 3.15.
Nous considérons les plages de valeurs discrètes suivantes, pour les trois paramètres libres

du modèle CNDA : α1 ∈ [1, 9] (5 valeurs), α2 ∈ [0.2, 1.2] (11 valeurs), α3 ∈ [0, 0.3] (31 valeurs).
Dans la deuxième étape de la procédure d’ajustement des paramètres, il est nécessaire de dé-

finir un scénario i pour lequel on souhaite optimiser le comportement du champ. Les paragraphes
précédents de ce chapitre nous ont montré empiriquement que le succès d’utilisation d’un champ
neuronal dans la modélisation des processus d’auto-organisation dépend de son comportement
dynamique relatif aux scénarios d’attention et d’exploration. Afin d’optimiser le comportement
du modèle CNDA dans les deux contextes de stimulation externe, nous proposons comme scéna-
rio i pour cette procédure d’ajustement de paramètres, le scénario présenté dans la figure 5.22
(a). Nous pouvons affirmer que ce scénario met en évidence les situations clé de stimulation du
champ, rencontrées pendant le déroulement du processus d’auto-organisation. Ce scénario vise
à tester si le champ est capable de générer une bulle d’activité neuronale dans des conditions
de faible stimulation (premier tiers du scénario), ainsi que dans des conditions de stimulation
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Fig. 5.22 – Deux scénarios similaires, conçus pour prendre en compte la dyna-
mique de plusieurs situations clé de stimulation, rencontrées pendant le dérou-
lement du processus d’auto-organisation. Les premiers 100 pas de simulation du
scénario i représentent un bruit aléatoire, les 100 pas suivants représentent un sti-
mulus gaussian local, et les derniers 100 pas de simulation représentent toujours
un stimulus gaussian, mais placé à un autre endroit de la distribution i. Les deux
scénarios (a) et (b) diffèrent par l’amplitude des stimuli gaussians.

locale forte (le reste du scénario), et si le champ est capable de modifier sa réponse, en accord
avec les changements dynamiques, intervenus dans la distribution des stimuli externes.

Dans la troisième étape de la procédure d’optimisation, la capacité du champ à satisfaire
les propriétés (P ∧ Q) vis-à-vis du scénario i considéré, est évaluée en utilisant la plate-forme
d’évaluation empirique décrite dans la section 5.2.5. Pour chaque combinaison de valeurs des
paramètres, la moyenne des valeurs ∆̄Bi (u) enregistrées pendant le déroulement de l’expérience
est calculée, et considérée comme l’erreur moyenne du champ à satisfaire les critères imposés
par les deux propriétés dynamiques. Notons que ∆ = 0 pour un champ respectant entièrement
les propriétés (P ∧ Q), et ∆ = 1 si le champ manifeste une absence totale d’activation vis-à-vis
du scénario considéré. Notons aussi que la valeur de ∆ peut même dépasser le seuil unitaire, si
l’activité du champ est évaluée comme étant considérablement insatisfaisante par rapport aux
propriétés (P ∧ Q). Dans le cas de notre exemple, cette valeur est symbolisée par ∆(α1, α2, α3).

La dernière étape de la procédure décrite ici comprend une recherche exhaustive, pour trouver
la combinaison des valeurs des paramètres libres du modèle de champ, qui minimise la valeur
moyenne ∆ 5. Pour le cas illustré ici, la valeur minimale de ∆(α1, α2, α3) est 0.40, et elle est
atteinte pour le triplet α⋆

1 = 1, α⋆
2 = 0.6, α⋆

3 = 0.09. Remarquons néanmoins que, si on impose
α1 > 1 et on répète la procédure décrite ci-dessus, le minimum de ∆(α1, α2, α3) est atteint chaque
fois pour α2 = 0.3, α3 = 0.03. Le fait que ∆(1, α⋆

2, α
⋆
3) = 0.40 et ∆(α1, 0.3, 0.03) ≈ 0.49, pour

les autres valeurs de α1 relève l’influence des contributions non-linéaires dans le comportement
dynamique du champ. Afin de mieux percevoir l’influence des paramètres dans le comportement
du modèle CNDA, la figure 5.23 montre graphiquement les valeurs de ∆(α1, α2, α3), pour α1 =
α⋆

1 = 1.

La figure 5.24 présente plusieurs comportements typiques, exhibés par le modèle CNDA pour
α1 = α⋆

1 = 1, et différents cas de paramétrage pour α2 et α3. Comme nous pouvons l’observer
sur cette figure (voir le graphique (A)), le comportement considéré optimal du champ (selon la

5Notons que la complexité de calcul de la procédure décrite ici peut être réduite si, au lieu d’employer une
recherche exhaustive pour trouver la combinaison des valeurs des paramètres qui optimisent le comportement du
champ neuronal, on utilise un algorithme de recherche de descente de gradient, similaire à l’algorithme présenté
dans la figure 5.10.
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Fig. 5.23 – Les valeurs de l’indicateur ∆(1, α2, α3), obtenues suivant la procédure
d’ajustement de paramètres du modèle CNDA, pour le scénario considéré dans
la figure 5.22 (a). Les paramètres α⋆

2 et α⋆
3 pour lesquels ∆(1, α2, α3) atteint le

minimum se trouvent à l’intersection des deux lignes tracées sur la graphique (a).
L’illustration est reprise sur le graphique (b), qui représente en outre plusieurs
points significatifs du comportement dynamique du champ. Le point A de ce
graphique correspond au triplet (α⋆

1, α
⋆
2, α

⋆
3), pour lequel la valeur ∆(1, α2, α3)

atteint le minimum. Suivre le texte pour plus de détails.

valeur minimale de l’indicateur ∆) répond aux attentes formulées vis-à-vis de sa dynamique,
par rapport au scénario considéré. Dans d’autres conditions de paramétrage du modèle CNDA,
les comportements dynamiques du champ différent considérablement. Ainsi, pour le point B
symbolisé sur la figure 5.23 (b), le champ formule une réponse similaire à la distribution d’entrée
i perçue (voir la figure 5.24 (B)). Le point C de la figure 5.23 (b) montre un champ qui est
capable de formuler une réponse locale de type bulle d’activité dans des conditions de faible
stimulation externe, mais qui est incapable d’adapter sa réponse face aux changements brusques,
intervenus dans la distribution de cette stimulation (voir la figure 5.24 (C)). La réponse du champ
correspondant au point D de la figure 5.23 (b) est similaire à la réponse du champ représenté
par le point B de la même figure (voir la figure 5.24 (D)). Enfin, pour certaines valeurs des
paramètres α2 et α3, le champ exhibe une réponse entièrement saturée, c’est-à-dire une activité
ayant la valeur u(x) = 1, pour chacune de ses unités x ∈ X. Cette réponse, correspondant au
point (E) de la figure 5.23 (b), n’est pas illustrée sur la figure 5.24.

Si les paramètres (α⋆
1, α

⋆
2, α

⋆
3) qui minimisent la valeur de l’indicateur ∆(α1, α2, α3) corres-

pondent à un champ neuronal d’Amari ayant un comportement souhaitable (comme l’illustre la
figure 5.24 (A)), nous somme intéressé à examiner dans la suite la robustesse de ce comportement.
Par conséquent, dans un premier temps, nous examinons l’influence de l’évaluation asynchrone,
ainsi que celle du bruit de la source de stimulation, sur le comportement global du champ. Pour
ceci, la capacité du champ optimal (c’est-à-dire le CNDA avec α1 = α⋆

1, α2 = α⋆
2, α3 = α⋆

3) est
réévaluée 50 fois, pour le même scénario illustré sur la figure 5.22 (a). L’évolution dynamique de
l’indicateur ∆̄Bi (u) pour le comportement moyen du champ optimal dans ces conditions, est re-
présentée graphiquement sur la figure 5.25 (a). Comme nous pouvons l’observer sur cette figure,
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C. D.

Fig. 5.24 – Plusieurs comportements représentatifs du modèle CNDA, obtenus
pour α1 = α⋆

1 = 1, et différentes valeurs des paramètres α2 et α3, comme réponse
au scénario de stimulation présenté dans la figure 5.22 (a). Ces cas de paramétrage
correspondent aux points A-D, marqués sur la figure 5.23 (b). Le point E de la
figure mentionnée correspond à une réponse du champ avec un niveau d’activité
u(x, t) = 1,∀x, t, mais ce comportement du champ n’est pas illustré sur cette
figure.
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Fig. 5.25 – a. La moyenne et la déviation standard de l’indicateur ∆̄Bi (u), obtenues
après l’évaluation répétée (50 fois) du comportement du champ optimal, vis-à-vis
du scénario présenté dans la figure 5.22 (a). b. Le comportement dynamique du
même champ optimal, vis-à-vis du scénario considéré dans la figure 5.22 (b).

le champ est capable de générer une bulle d’excitation dans des conditions de faible stimulation,
et d’adapter sa réponse quand cette stimulation change son profil, fait confirmé par la conver-
gence de l’indicateur ∆̄Bi (u) vers des valeurs inférieures, après chaque changement significatif
intervenu dans la distribution de stimulation i du champ. Cet aspect confirme la robustesse du
champ optimal par rapport aux sources de bruits ou aux effets de l’évaluation asynchrone.

Dans un second temps, nous examinons le comportement du champ vis-à-vis d’un nouveau
scénario de stimulation, considéré dans la figure 5.22 (b). Comme nous pouvons le remarquer
en analysant la figure 5.25 (b), le champ est incapable d’adapter cette fois-ci sa réponse, face au
nouveau scénario. Cet aspect montre que le comportement du champ optimal n’est pas robuste,
par rapport aux scénarios de stimulation considérés.

En conclusion, cette procédure nous confirme empiriquement la difficulté pratique pour trou-
ver les paramètres appropriés pour que le modèle de champ d’Amari soit capable de satisfaire,
d’une manière robuste, les propriétés (P ∧ Q), dans différents contextes de stimulation. Cepen-
dant, cette procédure peut être utilisée avec succès pour ajuster les paramètres d’un modèle
de champ neuronal, afin de rendre le champ capable d’exhiber un caractère sélectif dans les
scénarios individuels, comme les scénarios d’attention.

5.5 Discussion

Dans ce chapitre nous avons proposé une approche d’analyse empirique, pour examiner la
capacité des champs neuronaux classiques à participer à la modélisation de différents processus
neuronaux, et notamment ceux liés à l’auto-organisation corticale. Cette approche, issue d’une
nécessité pratique d’utilisation des champs neuronaux, s’est concrétisée dans l’analyse de plu-
sieurs comportements souhaitables d’un champ neuronal, formalisés sous l’expression de deux
propriétés dynamiques, (P) et (Q).

Grâce à un instrument d’évaluation numérique, conçu pour quantifier la satisfaction des
propriétés (P ∧ Q) par un champ neuronal quelconque, nous avons examiné empiriquement la
capacité de champs neuronaux classiques (CNDA et CNDPE) à respecter ces propriétés dyna-
miques, dans différents contextes pratiques de stimulation. Les résultats expérimentaux de cette
procédure d’évaluation ont pu confirmer que ces modèles de champ sont appropriés pour être
utilisés dans la modélisation des processus de mémoire ou d’attention.

Cependant, une étude expérimentale étendue du comportement de ces champs nous a révélé
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l’incapacité de ces modèles à accomplir des résultats satisfaisants dans les scénarios d’auto-
organisation. Cet instrument nous a permis ensuite d’examiner plus en détail la cause de ces
résultats insatisfaisants. Ainsi, nous avons pu mettre en évidence que la qualité de ces résultats est
liée à la capacité du champ à générer une bulle d’activité neuronale dans des conditions de faible
stimulation externe. Afin d’améliorer le comportement des champs dans ce type de scénarios,
nous avons conçu une procédure d’ajustement des paramètres du modèle. En résumé, les résultats
expérimentaux de cette approche nous ont montré que le comportement des champs classiques
dans les conditions de faible stimulation externe s’inscrit dans un des trois cas de figure : (1)
le champ est incapable de générer une bulle d’activité ; (2) le champ est capable de générer
une bulle d’activité, mais cette bulle demeure au même endroit du champ, une fois qu’elle a été
générée, et le champ est incapable d’adapter sa réponse vis-à-vis d’autres sources de stimulation ;
(3) le champ est capable de générer une bulle d’activité en conditions de faible stimulation et
il est capable d’adapter sa réponse seulement dans certains autres cas de stimulation, ce qui
implique l’instabilité de ce comportement par rapport aux conditions de stimulation.

En conclusion, nous pouvons affirmer que pour faire usage des propriétés dynamiques des
champs neuronaux dans la modélisation des processus d’auto-organisation, il est nécessaire de
proposer une alternative aux modèles classiques des champs neuronaux, capable de contourner
les problèmes de fond énumérés ci-dessus. Plus spécifiquement, ce modèle nécessite l’implan-
tation d’un mécanisme dynamique robuste, capable à la fois de générer une bulle d’activité,
indépendamment de l’amplitude des stimuli perçus par le champ neuronal, et de limiter la durée
de vie des bulles qui sont générées à partir d’une faible stimulation externe.

Dans le chapitre suivant, nous abordons la problématique de modélisation d’un tel méca-
nisme, en exploitant les avantages illustrés par les modèles classiques examinés, mais en s’inspi-
rant aussi d’autres approches de modélisation qui ont été présentées dans les chapitres précédents.

Nota : les travaux décrits dans ce chapitre ont fait l’objet des articles 1, 2 et 5, énumérés
dans l’annexe A.
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Chapitre 6

Champs neuronaux dynamiques
pour l’auto-organisation

Intéressé par la modélisation des processus d’auto-organisation s’inspirant du traitement
cortical de l’information, nous avons proposé dans 2.6 une architecture de calcul neuronale, qui
intègre les principaux aspects fonctionnels de ce processus. Nous avons ensuite prêché dans 2.5
pour une mise en œuvre de cette architecture qui respecte certains principes de modélisation
de calcul neuronal. Conduit d’une part par ces principes, et d’une autre part par une approche
de modélisation d’inspiration corticale unifiée et générique, nous avons choisi le paradigme des
champs neuronaux dynamiques comme modèle de calcul neuronal pour implémenter le module
de sélection de l’architecture d’auto-organisation proposée.

Une analyse empirique détaillée présentée dans le chapitre précédent nous a permis de consta-
ter certaines déficiences comportementales des modèles classiques de champs neuronaux, quand
il s’agit d’implémenter une architecture d’auto-organisation. Dans 5.3.6 nous avons conclu que
l’incapacité de ces modèles à garder un caractère dynamique sélectif dans les contextes de faible
stimulation externe empêche de les considérer comme appropriés pour notre objectif de modélisa-
tion. En même temps, grâce aux outils théoriques développés et présentés dans ce même chapitre,
nous avons pu observer que les champs capables de maintenir ce comportement dynamique dans
toutes les conditions de stimulation (les champs ainsi nommés de référence), réussissent en effet
à atteindre ce but avec des résultats satisfaisants. Néanmoins, comme nous l’avons précisé, ces
champs de référence sont le fruit d’une procédure de calcul en désaccord avec les principes de
calcul neuronal promus tout au long de notre discours.

En résumé, d’une part l’incapacité des champs classiques à assurer des résultats satisfaisants
d’auto-organisation, et d’autre part l’incapacité des champs de référence à respecter les prin-
cipes de modélisation que nous avons considérés, nous motivent une fois de plus à poursuivre
la recherche d’un véritable modèle de champ neuronal, capable de produire un effet d’auto-
organisation.

Comme réponse à ces remarques, dans ce chapitre nous proposons un nouveau modèle champ,
conçu pour améliorer le comportement des modèles classiques de champ dans notre contexte. Le
chapitre est organisé comme suit. La première section décrit le formalisme du modèle proposé, la
deuxième présente les résultats de la modélisation du processus d’auto-organisation, la troisième
examine en détail le comportement du champ dans d’autres scénarios, et la dernière section
conclut sur les aspects qualitatifs et émergents de ce nouveau modèle.
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6.1 Champs neuronaux dynamiques rétro-inhibés (CNDRI)

La diversité des approches de modélisation et d’exploitation pratique, présentées dans les
chapitres 3 et 4, ont constitué de fortes sources d’inspiration pour notre propre démarche de
modélisation neuronale. Parmi celles-ci, l’approche d’Erlhagen et celle de Pinto et Ermentrout,
nous ont inspiré le plus dans la conception du modèle que nous proposons.

Dans [36], Erlhagen présente une approche de modélisation de mémoire à court terme utili-
sant un modèle de champ neuronal dynamique. Pour rendre fonctionnelle une logique de type
mémoire à court terme, Erlhagen affirme que le champ doit avoir la capacité d’empêcher la per-
sistance des bulles d’excitation en cas d’absence de stimulation. Pour cela, il propose dans la [36]
(revoir aussi la section 3.2.6) un ajustement du modèle d’Amari qui consiste en la modification
dynamique du niveau global de repos de l’activité du champ, afin de déclencher l’évanouissement
des bulles du champ qui ne sont plus entretenues par une source de stimulation externe. Même
si la condition imposée par Erlhagen se place en totale opposition avec les comportements dyna-
miques que nous souhaitons, l’approche employée par Erlhagen pour améliorer la dynamique du
modèle de champ d’Amari constitue un exemple notable d’adaptation de conception d’un modèle
théorique, et c’est ce qui a constitué une inspiration de départ pour notre propre approche de
modélisation de champ. Nous soulignons également que cette approche promue par Erlhagen est
issue, comme dans notre cas, d’un besoin essentiellement pratique d’amélioration dynamique du
comportement des champs neuronaux.

Notre deuxième source majeure d’inspiration se réfère à l’approche de modélisation de Pinto
et Ermentrout, décrite dans [92]. Celle-ci, détaillée dans 3.2.5, étend les capacités dynamiques
d’un champ en intégrant différentes contributions neuronales dans sa modélisation. Ces contri-
butions, et notamment celles inhibitrices de feedback, modélisées par les équations 3.26 et 3.27,
pourraient être vues comme un mécanisme de contrôle dynamique du comportement local du
champ. Malgré les résultats insatisfaisants de ce modèle dans les scénarios d’auto-organisation,
nous considérons néanmoins que le principe de modélisation proposé par Pinto et Ermentrout
mérite à être reconsidéré et exploité également dans ces contextes. De plus, la mise en évi-
dence des déficiences dynamiques de ce modèle par l’analyse empirique décrite dans le chapitre
précédent constitue un avantage qui nous permet de repenser l’utilisation de ce principe, afin
d’améliorer le comportement des champs dans les contextes d’auto-organisation.

Également inspirés par l’approche de Wilson et Cowan, nous considérons une séparation
entre les noyaux qui modélisent les poids des connexions latérales excitatrices et inhibitrices :

w+(r) = e−ar2
(6.1)

w−(r) = e−br2
− e−cr2

(6.2)

Afin de maintenir les deux noyaux positifs (pour bien différencier les valeurs absolues respec-
tivement des contributions excitatrices et inhibitrices), nous imposons b < c. Les deux fonctions
w+ et w− sont représentées aussi dans la figure 6.1. Cette modélisation séparée des influences
excitatrices et inhibitrices nous permet, sans compter l’argument de la plausibilité biologique,
de garder un meilleur contrôle sur la contribution de chacune de ces influences sur la dynamique
de l’activité globale du champ. Toutefois, contrairement à l’approche de Wilson et Cowan, les
deux contributions sont incluses dans une unique équation, comme dans le formalisme d’Amari.

Soit E(x, t) et I(x, t), respectivement les influences instantanées excitatrices et inhibitrices,
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Fig. 6.1 – Les noyaux des poids des connexions synaptiques excitatrices et inhi-
bitrices, définis par les fonctions w+ et w−.

ressenties par chaque unité x du champ :

E(x, t) = σ+

(
∫

x′
w+(|x− x′|)f(u(x′, t))dx′

)

(6.3)

I(x, t) = σ−
(
∫

x′
w−(|x− x′|)f(u(x′, t))dx′

)

(6.4)

où σ+, σ− et f sont des fonctions sigmöıdes.
Avec ces notations, nous pouvons introduire le formalisme du nouveau modèle de champ,

décrit par les équations suivantes :

τ
du(x, t)

dt
= i(x, t) + α E(x, t)− β I(x, t)− γ g(i, v) (6.5)

dv(x, t)

dt
= h(E(x, t)) (6.6)

où α, β, γ sont des constantes réels positives. τ est une constante de temps, comme dans d’autres
formalismes de champs, qui module le taux de croissance de l’activité u. La variable v modélise
une activité auxiliaire qui suit l’évolution dynamique de l’excitation locale E . Enfin, g et h
sont des fonctions sigmöıdales, ayant des formes similaires à celles montrées dans la figure 6.2,
modulant respectivement la dynamique d’une influence de feedback de nature inhibitrice, appelée
rétro-inhibiton, et la dynamique de l’activité auxiliaire v.

Nous mentionnons que, telles qu’elles sont définies, les équations du champ permettent aux
variables u et v de dépasser les valeurs 0 ou 1. Pour empêcher le dépassement de ces seuils, les
valeurs de u et v sont saturées explicitement entre 0 et 1.

Les étapes successives de l’évolution dynamique du modèle CNDRI, en réponse à une faible
source de stimulation externe, sont illustrées dans la figure 6.3.

Remarquons d’abord que l’activité v est une « variante retardée » de l’excitation locale,
E . En effet, si E(x, t) ne dépasse pas un certain seuil, la fonction h(E(x, t)) reste négative, ce
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Fig. 6.2 – Les fonctions g (gauche) et h (droite), introduites dans les équations 6.5
et 6.6, entrâınant d’une part la dynamique de rétro-inhibition, et d’une autre part
celle de l’activité auxiliaire v du champ.

qui entrâıne une décroissance vers 0 de l’activité v. La valeur de v se maintient nulle jusqu’au
moment où E(x, t) est suffisamment grande pour rendre la fonction h(E(x, t)) positive. A partir
de ce moment, si E(x, t) continue à crôıtre, l’activité v suit la même tendance, mais avec un
rythme plus lent. Au final, v atteint le niveau de saturation avec un certain délai après E(x, t).

Une deuxième constatation se réfère au fait que, si g(i, v) ≈ 0, c’est-à-dire i ≈ 1 ou v ≈ 0,
l’activité u du champ est gouvernée par une dynamique similaire à celle du modèle de champ
d’Amari. En effet, dans ces conditions, les seuls termes intervenant dans la dynamique de u
sont : la stimulation externe i et la contribution des activités neuronales voisines. Remarquons
toutefois que, contrairement au modèle d’Amari, le terme −u(x, t), qui entrâıne la décroissance
exponentielle de u quand les autres termes de l’équation deviennent nuls, est absent. Cependant,
la décroissance de l’activité u est implicitement assurée par la dynamique du terme −g(i, v), qui
devient actif si v ≈ 1 (fait induit par une forte excitation locale), et i ≈ 0 (ce qui implique une
faible activité de stimulation externe).

Comme nous pouvons le constater en décrivant les aspects dynamiques énumérés ci-dessus, le
champ, au tout début de son activité, fonctionne d’une manière similaire aux champs classiques.
Afin de rendre le champ sélectif pour toutes les conditions de stimulation externe, il est donc
nécessaire de paramétrer les équations du champ d’une telle manière que celui-ci soit capable de
générer des bulles d’excitation même dans les contextes de faible stimulation externe.

Focalisons-nous ensuite sur les phénomènes dynamiques autour d’une bulle locale d’excita-
tion, une fois qu’elle a émergé dans une zone quelconque du champ. Les unités générant cette
réponse locale ont, par définition, une activité u(x, t) ≫ 0. Toutes ces unités appartiennent
aussi à un voisinage plus large d’unités pour lesquelles E(x, t) ≫ 0. Pour celles-ci, l’excitation E
est suffisamment forte pour entrâıner la croissance de l’activité auxiliaire v. Tant que le champ
continue d’être stimulé par une distribution i relativement forte, la bulle locale générée reste
stable. Néanmoins, si cette bulle n’est pas issue d’une forte stimulation locale, ou entre temps,
les stimuli externes ont cessé d’avoir une forte influence pour la maintenir (c’est-à-dire i est
(re)devenue faible), g(i, v) remplit toutes les conditions pour augmenter sa propre valeur. En ef-
fet, comme nous pouvons observer sur la figure 6.2, v ≈ 1 et i ≈ 0 implique g(i, v) ≈ 1. Le facteur
de pondération γ est choisi suffisamment grand pour qu’au moment où g(i, v) s’approche de la
valeur unitaire, le terme −γ g(i, v) devienne prédominant dans l’équation 6.5. Finalement, ceci
déclenche la forte décroissance de l’activité u pour toutes les unités pour lesquelles v(x, t) ≈ 1,
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Fig. 6.3 – La formation d’une bulle d’activité neuronale u (en clair) en réponse à une faible entrée
de stimulation i (en sombre) est accompagnée, après un certain délai, par une augmentation
de l’activité v (en grille). Cette activité déclenche ensuite l’inhibition de l’activité u, afin de
permettre l’émergence d’une nouvelle bulle d’activité neuronale u ailleurs dans le champ. Le
déroulement de ces étapes est illustré par les graphiques de gauche à droite, et du haut vers le
bas de cette figure.
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Fig. 6.4 – Expérience d’auto-organisation unimensionnelle, déroulée conformé-
ment au scénario décrit dans 5.3.4. Résultats obtenus en utilisant comme module
de sélection de l’architecture d’auto-organisation d’inspiration corticale le nouveau
modèle de champ, CNDRI.

ce qui se traduit par la réinhibition locale non seulement de la bulle d’excitation, mais aussi
de son voisinage. En résumé, le mécanisme dynamique mis en œuvre par la contribution g(i, v)
a pour rôle de « détruire » une réponse locale de type bulle d’excitation qui n’est pas ou plus
soutenue par une forte stimulation locale, et de « redistribuer » l’excitation locale dans le champ,
afin de rendre possible la formation d’une nouvelle réponse sélective du champ, pertinente pour
la zone du champ en question, qui serait cohérente avec les nouvelles conditions de stimulation
externe. Étant donné qu’il s’agit d’un mécanisme dynamique à retardement, censé rétablir l’équi-
libre local dynamique du champ par une réinhibition locale, nous appelons les champs décrits
par ces équations des champs neuronaux dynamiques rétro-inhibés, et référés dans la suite par
l’acronyme CNDRI.

6.2 Résolution des tâches d’auto-organisation avec des champs

neuronaux dynamiques

Le formalisme neuronal présenté dans le paragraphe précédent, conçu spécialement pour
rendre sélectives et adaptatives les réponses d’un champ neuronal dans des conditions de forte
stimulation externe, ainsi que dans celles de faible stimulation, est confronté dans cette section
aux scénarios d’auto-organisation unidimensionnelle et bidimensionnelle, respectivement décrits
dans les paragraphes 5.1.4 et 5.1.5.

6.2.1 Auto-organisation unidimensionnelle

La figure 6.4 présente l’état du réseau des prototypes, suite au déroulement du scénario
unidimensionnel d’auto-organisation guidé par la dynamique d’un champ de type CNDRI.

Contrairement aux résultats enregistrés par les champs classiques (revoir la figure 5.17), l’uti-
lisation d’un champ rétro-inhibé comme module de sélection de l’architecture neuronale d’auto-
organisation mène aux résultats attendus. Comme nous pouvons observer, les prototypes sont
organisés topologiquement, ce qui montre la réussite du processus de quantification vectorielle.

Comme nous allons le constater dans le paragraphe 6.2.3, le mécanisme dynamique de rétro-
inhibition du nouveau mécanisme neuronal que nous avons proposé joue un rôle déterminant
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a. b.

Fig. 6.5 – Expérience d’auto-organisation bidimensionnelle, déroulée conformé-
ment au scénario décrit dans 5.3.5, en considérant comme fonctions de reconnais-
sance des prototypes respectivement (a) la fonction f2 définie par l’équation 5.2,
et (b) la fonction f3 définie par l’équation 5.3. Résultats obtenus utilisant comme
module de sélection de l’architecture d’auto-organisation d’inspiration corticale le
modèle neuronal CNDRI.

dans l’obtention de ces résultats.

6.2.2 Auto-organisation bidimensionnelle

La figure 6.5 présente les résultats expérimentaux du scénario d’auto-organisation bidimen-
sionnelle, obtenus pour chacune des deux fonctions de reconnaissance des prototypes, f2 et f3,
respectivement définies par les équations 5.2 et 5.3.

Nous remarquons que, si le processus d’auto-organisation implémenté utilisant les champs
classiques (CNDA et CNDPE) et la fonction de reconnaissance f3 ne convergeait pas vers des
résultats satisfaisants (revoir la figure 5.20), l’utilisation du modèle CNDRI réussit à conduire
vers la réorganisation correcte de l’ensemble des prototypes, dans les deux cas de fonctions de
reconnaissance considérés.

Afin d’expliquer ces résultats expérimentaux, nous présentons dans le paragraphe suivant
une analyse détaillée du comportement de champ, et examinons comment celui-ci influence la
dynamique globale du processus de réorganisation des prototypes.

6.2.3 Discussion

Analysons ici plus en détail les résultats obtenus dans les deux scénarios d’auto-organisation
examinés ci-dessus.

La figure 6.6 montre plusieurs résultats intermédiaires de la topologie des prototypes, en
parallèle avec la distribution d’entrée i (c’est-à-dire la réponse du module de reconnaissance de
l’architecture d’auto-organisation à la présentation d’une même entrée ξ à toutes les unités, cf. la
figure 2.9), obtenus au cours du déroulement de la simulation du processus d’auto-organisation.
Une figure similaire peut être bien sûr obtenue également pour le scénario unidimensionnel
d’auto-organisation, mais celle présentée pour le cas bidimensionnel illustre bien le comportement
que nous nous proposons de décrire. Cette figure nous aide en effet à illustrer la correspondance
entre la distribution i des réponses de reconnaissance des prototypes, et l’évolution du processus
de réorganisation de ceux-ci.
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Fig. 6.6 – Résultats intermédiaires enregistrées pendant la simulation du scé-
nario d’auto-organisation bidimensionnelle, utilisant le modèle de champ CNDRI
et la fonction f3 comme fonction de reconnaissance des prototypes. Les trois co-
lonnes illustrées ici correspondent respectivement aux étapes suivantes : au début
de l’expérience (gauche), après que 1500 échantillons ont été présentés (milieu),
et après que 6500 échantillons ont été présentés. Le rang supérieur présente la
topologie des prototypes, alors que celui inférieur présente la distribution i cor-
respondante, calculée par le module de reconnaissance de l’architecture neuronale
d’auto-organisation. Comme observé, le profil de la distribution i devient de plus
en plus régulier avec le temps, grâce au fait que l’apprentissage des prototypes
entrâıne une réorganisation selon leurs sensibilités d’orientation.

Tel que nous l’avons décrit dans la section 2.6, le processus d’auto-organisation consiste
à présenter à chaque pas de temps un nouvel échantillon ξ, tiré aléatoirement de l’ensemble Ξ
considéré à être quantifié. Chaque prototype du module de reconnaissance calcule sa réponse vis-
à-vis de ξ, formant ainsi la distribution i. Celle-ci stimule ensuite le champ neuronal du module
de sélection. La présence du même échantillon ξ est maintenue durant plusieurs pas (100 dans
nos simulations), afin de permettre la stabilisation de l’activité u du champ. Si pour les champs
classiques (CNDA et CNDPE) examinés précédemment dans nos expériences, le profil de cette
activité module l’ajustement des valeurs des prototypes, (voir la règle d’apprentissage définie par
l’équation 2.18), nous avons choisi de considérer que pour le champ de type CNDRI, l’ajustement
des valeurs des prototypes est effectué exclusivement par la partie excitatrice de l’activité du
champ. Ceci revient à remplacer dans équation 2.18 le terme u(x, t) par le terme E(x, t). Notons
que ce changement est possible grâce à la séparation des contributions excitatrices et inhibitrices
modélisées par les termes E(x, t) et I(x, t) de l’équation 6.5 du formalisme CNDRI. Considérer
E au lieu de u pour moduler l’apprentissage des prototypes a l’avantage que cette distribution
a un profil plus lisse, ressemblant plus à une distribution gaussienne. De plus, la distribution E
couvre une région du champ plus large que u, qui s’étend autour de la bulle d’activité u. Cet
aspect permet une différenciation plus graduelle de l’ajustement des valeurs des prototypes. Sur
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le long terme, cet effet se traduit dans la spécialisation plus nette et plus rapide des prototypes
dans le processus de quantification vectorielle.

Comme nous pouvons l’observer sur la colonne de gauche de la figure 6.6, au début du pro-
cessus d’auto-organisation, la distribution i est caractérisée par une activité ayant de hautes
fréquences spatiales, due au fait que tous les prototypes ont initialement des valeurs aléatoires.
Les paramètres du modèle CNDRI sont fixés tels que le champ soit capable de générer une
réponse locale de type bulle d’activité dans ces conditions. La formation d’une telle réponse
entrâıne implicitement l’augmentation de l’activité excitatrice E . Étant donné que le champ est
stimulé pendant plusieurs pas de simulation par la même distribution i (chaque échantillon ξ est
présenté de manière répétée 100 pas), chaque prototype ω(x, t) ajuste sa valeur proportionnel-
lement au niveau d’excitation E(x, t). Nous rappelons que pour toutes les unités x qui gardent
un niveau élevé d’excitation E pour suffisamment long temps, l’activité auxiliaire v(x, t) devient
aussi élevée après un certain délai (revoir l’équation 6.6).

Quand un nouvel échantillon est présenté au module de reconnaissance, la distribution i
change son profil. Pour les unités du champ qui maintiennent leur niveau d’excitation E(x, t)
élevé (et implicitement le niveau v(x, t)), une faible stimulation i(x, t) déclenche le mécanisme
de rétro-inhibition. Si suffisamment d’unités sont réinhibées par ce mécanisme, ce phénomène
peut entrâıner la forte inhibition de la bulle d’activité neuronale générée par le champ. Ceci
permet l’émergence d’une nouvelle bulle d’excitation locale, en dehors de cette zone du champ
qui vient d’être inhibée. Ainsi, grâce au mécanisme dynamique de régulation de l’inhibition
locale, le champ est capable d’adapter sa réponse en fonction du profil de la stimulation externe
i, gardant son caractère sélectif vis-à-vis de celle-ci. Par conséquent, la plupart des prototypes qui
concordent le plus avec le nouvel échantillon (donc pour lesquels la réponse i(x, t) est la plus forte)
sont favorisés par la nouvelle bulle d’excitation locale à ajuster leurs valeurs, minimisant leur
erreurs de quantification relatives au nouvel échantillon. En effet, comme nous pouvons constater
sur la colonne du milieu de la figure 6.6, pour l’état intermédiaire illustré, le réseau des prototypes
évolue vers une réorganisation topologique. En même temps, comme conséquence de celle-ci, la
distribution i devient de plus en plus régulière. À la fin du scénario d’auto-organisation, (quand
les prototypes ajustent seulement très peu leurs valeurs, suite à la présentation d’un nouvel
échantillon), la topologie des prototypes devient très régulière, ce qui confirme le succès du
processus d’auto-organisation (voir la dernière colonne de la figure 6.6). De plus, la distribution
i montre également un profil très régulier, en forme de bulle locale, similaire au profil de l’activité
excitatrice du champ.

6.3 Dynamiques émergentes de CNDRI

Si dans la section précédente nous avons pu constater le succès du modèle CNDRI dans la
modélisation du processus d’auto-organisation, nous sommes également intéressé par l’étude du
comportement de ce modèle dans d’autres contextes pratiques de modélisation.

Afin de mieux comparer les capacités dynamiques du nouveau modèle avec celles exhibées
par les modèles classiques de champ, nous examinons dans ce paragraphe le comportement
du modèle CNDRI dans les scénarios considérés dans la section 5.1, à l’aide de la plate-forme
d’évaluation empirique des champs neuronaux, présentée dans la section 5.2.5.

6.3.1 Scénarios d’attention

La figure 6.7 présente les résultats expérimentaux des évaluations du modèle CNDRI dans
des scénarios d’attention. Comparant ces résultats avec ceux obtenus par les champs neuronaux
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classiques (revoir la figure 5.14), nous pouvons constater une grande ressemblance entre les
comportements dynamiques des trois modèles de champ (CNDA, CNDPE et CNDRI).

Analysant ces résultats, nous soulignons le cas particulier du scénario (e) présenté dans la
figure 6.7. Comme nous pouvons l’observer, dans ce contexte de stimulation, le champ génère
une bulle d’activité neuronale au début du scénario, mais il est incapable d’adapter sa réponse
vis-à-vis d’un nouveau stimulus, d’une intensité plus forte que celui déjà perçu. Ce phénomène
résulte du fait que la génération d’une bulle d’activité induit l’augmentation de l’activité u et
de l’excitation E dans la zone où i est localement le plus fort, mais entrâıne simultanément une
augmentation de l’inhibition I dans les autres endroits du champ. Par conséquent, tant qu’il est
soutenu par une stimulation locale i suffisamment forte, le champ maintient au même endroit
sa bulle d’activité, ainsi que son niveau d’inhibition ailleurs dans le champ. Ce comportement,
qui contrevient aux propriétés (P ∧ Q) (revoir pour illustration les figures 5.6 (a,g)), induit la
courbe de qualité et l’histogramme de qualité, illustrées par les graphiques de la figure 6.7 (e).
Cet exemple révèle ainsi le fait que le modèle CNDRI, comme les autres modèles de champ
examinés (voir la figure 5.14 (e)), ne réussit pas non plus à respecter entièrement les propriétés
dynamiques (P ∧ Q), énoncées dans la section 5.2.1.

En outre, nous pouvons affirmer que ce comportement dynamique est intrinsèque aux for-
malismes de type champ neuronal, qui reposent (pour l’existence des bulles d’activité) sur le
maintien d’un équilibre dynamique entre les contributions excitatrices et inhibitrices. Une mé-
thode qui pourrait améliorer cet effet dynamique pourrait prendre en compte le déclenchement
périodique du mécanisme de rétro-inhibition, indépendamment du niveau de stimulation i. Une
autre méthode pour résoudre ce problème pourrait utiliser un mécanisme d’ajustement graduel
du niveau de repos du champ, comme proposé dans les approches de modélisation de Erlhagen,
Coombes et Owen, présentées dans la section 3.2.6. Nous prévoyons d’examiner plus en détail
ces pistes de recherche dans nos travaux futurs, afin de rendre le modèle CNDRI plus versatile
à l’égard des propriétés (P ∧ Q), et des besoins pratiques d’utilisation.

Cependant, comme nous allons le constater dans les paragraphes suivants, ce comporte-
ment dynamique n’affecte pas les performances du modèle CNDRI dans les scénarios d’auto-
organisation.

6.3.2 Scénarios d’exploration

La figure 6.8 présente les résultats d’évaluation de la dynamique du modèle CNDRI dans les
scénarios d’exploration. Dans les deux scénarios d’exploration examinés, le modèle montre un
caractère sélectif. Toutefois, contrairement aux modèles classiques de champs que nous avons
examinés (CNDA et CNDPE), qui n’exhibent aucune augmentation de leur activité dans des
conditions de faible stimulation (revoir la figure 5.15 (b)), le modèle CNDRI réussit à générer
une réponse locale de type bulle d’excitation dans ces conditions (voir la figure 6.8 (b)).

Si nous analysons en détail l’évolution du champ, nous pouvons observer qu’un certain temps
après la formation de la bulle d’activité neuronale, la bulle réduit son niveau d’activation et
une nouvelle bulle apparâıt dans un autre endroit du champ. Ce changement dynamique est
dû à l’augmentation de l’activité auxiliaire v (nous rappelons que v indique, avec un certain
retard, un fort niveau d’excitation des unités). Ajoutant à cet aspect le fait que la bulle a été
générée dans un contexte de faible stimulation externe, la forte réinhibition locale du champ est
déclenchée par la contribution g de l’équation du champ (nous rappelons également que v ≈ 1
et i ≈ 0 implique g(i, v) ≈ 1). Par conséquent, l’inhibition de la région du champ couvrant
la bulle d’activité et son voisinage favorise l’émergence d’une nouvelle bulle d’activité ailleurs
dans le champ. Grâce à ce mécanisme neuronal de réinhibition locale, le champ maintient son
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Fig. 6.7 – Résultats expérimentaux de l’évaluation du modèle CNDRI, obtenus
dans les scénarios d’attention considérés dans la figure 5.1. Chaque expérience
de simulation est illustrée par les quatre graphiques suivants : la distribution de
stimulation i, l’activité neuronale u du champ, la courbe de qualité de la réponse
du champ relative au scénario examiné, et l’histogramme de qualité calculée à
partir de cette courbe de qualité.
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caractère sélectif même dans les conditions de faible simulation. Ce comportement aide également
le champ à « explorer » le profil de stimulation externe, pour trouver les régions du champ les
plus stimulées par la distribution i. Ainsi, une nouvelle bulle d’activité n’est jamais générée là
où la bulle précédente avait émergée.

6.3.3 Discussion

Synthétisant les résultats d’évaluation dynamique présentés dans les paragraphes précédents,
nous pouvons affirmer que, du point de vue qualitatif, le nouveau formalisme CNDRI peut
être considéré comme étant une extension des modèles classiques des champs neuronaux. Dans
les scénarios de forte stimulation, le nouveau modèle se comporte de manière similaire aux
modèles classiques que nous avons examinés. La différence notable du modèle CNDRI est que ce
nouveau modèle de champ réussit à maintenir son caractère sélectif dans les contextes de faible
stimulation, adaptant sa réponse en permanence, vis-à-vis de la distribution de stimulation
externe i. Comme nous avons pu constater dans la section 6.2, cet aspect du comportement
dynamique du champ permet l’implantation avec succès du module de sélection de l’architecture
neuronale qui modélise le processus cortical d’auto-organisation.

6.4 Les paramètres du modèle CNDRI

6.4.1 Procédure de paramétrage des équations du modèle CNDRI

L’analyse empirique des modèles classiques des champs neuronaux, présentée dans le chapitre
précédent, avait mis en évidence la difficulté de paramétrer ces modèles pour les rendre capables
d’exhiber les propriétés dynamiques (P ∧ Q).

Face à ces difficultés, nous avons proposé dans ce chapitre un nouveau modèle de champ,
conçu pour satisfaire (P ∧ Q) dans le contexte de modélisation des processus neuronaux d’auto-
organisation. Outre cet aspect, le modèle CNDRI a également l’avantage de permettre un para-
métrage plus intuitif. Pour étayer cette affirmation, nous décrivons dans la suite une procédure
pour établir les valeurs numériques des paramètres de ce modèle. Les étapes de cette procédure
sont illustrées pour le cas d’un champ unidimensionnel, ayant vocation à ne produire qu’une
seule bulle d’activité.

Ajuster les niveaux des contributions latérales excitatrices et inhibitrices

Considérons b(r) la fonction qui décrit la forme souhaitée d’une bulle d’activité neuronale, où
l’argument r désigne la distance entre une position quelconque x ∈ X du champ et la position de
cette bulle. Soient exci(x) et inhi(x) respectivement les contributions excitatrices et inhibitrices,
calculées pour l’unité x :

exci(x) =

∫ ∞

−∞
w+(|x− x′|) b(|x − x′|)dx′ (6.7)

inhi(x) =

∫ ∞

−∞
w−(|x− x′|) b(|x − x′|)dx′ (6.8)

La forme des deux contributions est représentée graphiquement dans la figure 6.9. Soient
Emax et Imax les valeurs maximales atteintes par chacune des deux contributions, exci(x) et
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Fig. 6.8 – Résultats expérimentaux de l’évaluation du modèle CNDRI dans les scé-
narios d’exploration considérés dans la figure 5.2. La signification des graphiques
pour chaque scénario est la même que pour les scénarios d’attention, présentés
dans la figure 6.7.
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Fig. 6.9 – Le graphique des fonctions exci(x) (gauche) et inhi(x) (droite), pour
une fonction b(r) = b2(r, 0) désignant une bulle d’activité de type créneau, avec un
rayon R = 3 (voir l’équation 5.15). Les fonctions w+(x) et w−(x) sont également
illustrées graphiquement (a = 0.04, b = 0.005 et c = 0.07).

inhi(x). Soient ensuite les fonctions sigmöıdes σ+ et σ−, définies telles que :

σ+(0) = σ−(0) = 0 (6.9)

σ+(Emax) = σ−(Imax) = 1 (6.10)

Ces conditions impliquent le fait que le niveau maximal des contributions excitatrices ou inhi-
bitrices voisines, ressenties par une unité quelconque du champ, soit atteint pleinement quand
une seule bulle d’activité neuronale est présente dans le champ.

Notons que pour faciliter l’estimation des valeurs, le calcul des fonctions exci(x) et inhi(x),
et les valeurs Emax et Imax, est illustré dans la figure 6.9 en considérant une forme de bulle
de type b(r) = b2(r, 0). Toutefois, dans les simulations, la forme d’une bulle du champ est un
créneau un peu lissé. Pour cette raison, en pratique, les valeurs Emax et Imax sont légèrement
plus petites que celles estimées par ce calcul théorique.

Nous rappelons que, en ce qui concerne le comportement dynamique du modèle CNDRI, il est
essentiel que le champ soit capable d’exhiber une réponse locale de type bulle d’activité dans des
conditions de faible stimulation externe. Dans ce contexte (i(x, t) ≈ 0) l’évolution de l’activité
neuronale u(x) d’une unité du champ dépend principalement des contributions excitatrices et
inhibitrices des unités voisines, E et I. Pour que le champ puisse produire une bulle d’activité u,
les paramètres α et β doivent être choisis tels que α exci(R)− β inhi(R) = 0, où R est le rayon
souhaité de la bulle. Cette condition est illustrée dans la figure 6.10.

La méthode présentée ici décrit en lignes générales une procédure pour fixer les valeurs des
paramètres a, b, c, α et β, ainsi que les seuils des fonctions sigmöıdes σ+ et σ−, afin de rendre le
champ capable de générer une bulle d’activité dans des conditions de faible stimulation externe.

Toutefois, cette méthode peut facilement s’étendre pour le cas des champs bidimensionnels,
ou encore pour des champs pour lesquels nous souhaitons qu’ils exhibent simultanément plusieurs
bulles d’activité neuronale. Pour ce dernier cas, considérons Rinf , le rayon de l’influence des
contributions excitatrice et inhibitrices des connexions latérales, défini tel que :

Rinf = inf
R′
{|α exci(R′)− β inhi(R′)| < ǫ , tel que |αexci(x) − β inhi(x)| < ǫ,∀x > R′}

pour un ǫ fixé, suffisamment petit.
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Fig. 6.10 – Illustration graphique de la fonction α exci(x)−β inhi(x), avec α = 1.6
et β = 2.0.

Afin de respecter la contrainte de densité des bulles d’activité dans le champ, il suffit de
réajuster les valeurs des paramètres ci-dessus mentionnés, d’une telle manière que Rinf respecte
l’inégalité imposée par la propriété (Q) :

bmin < 2Rinf < bmax

Au final, nous rappelons que le taux de croissance de l’activité u est imposé par la constante
de temps τ . De manière qualitative, ce paramètre influence seulement le temps nécessaire pour la
saturation de l’activité du champ. La valeur τ utilisée dans toutes nos simulations est τ = 0.3−1.

Ajuster la dynamique de l’activité auxiliaire v

Nous avons déjà affirmé précédemment que l’activité v(x, t) est une variante retardée de
l’excitation E(x, t), sa dynamique étant modulée par la fonction sigmöıde h. La partie inférieure
de cette fonction est négative, et définit le taux de décroissance de l’activité v vers son niveau
de repos, alors que sa partie supérieure est positive, et détermine la vitesse de croissance de v
par rapport à l’excitation. Les valeurs positives de h influencent, de manière proportionnelle,
la latence avec laquelle le mécanisme de rétro-inhibition devient actif, pendant que ses valeurs
négatives influencent aussi de manière proportionnelle le temps nécessaire à v pour revenir à son
niveau de repos.

Dans nos simulations, h est une fonction monotone par morceaux, telle que h(0) = −0.01, h(0.3) =
0, et h(1) = 0.1, ou plus précisément,

h(v) =







−0.033v si 0 ≤ v < 0.3
−0.066v − 0.02si 0.3 ≤ v < 0.6
−0.025v + 0.035si 0.6 ≤ v ≤ 1

(6.11)

Ajuster la dynamique du mécanisme de rétro-inhibition

Remarquons tout d’abord qu’en absence du terme −γ g(i, v), la dynamique de croissance de
l’activité neuronale d’un champ décrit par les équations 6.5 et 6.6 est similaire à celle du modèle
d’Amari (revoir l’équation 3.15).

Le but du mécanisme de rétro-inhibition, mis en place par la fonction g, est d’empêcher la
permanence d’une bulle d’activité neuronale u issue d’une faible stimulation externe i. Ainsi,
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la fonction g est conçue telle qu’elle puisse déclencher une réinhibition locale des unités de
la bulle au bout d’un certain intervalle de temps après son apparition. Par conséquent, pour
chaque unité du champ, g implémente la logique suivante : pour un niveau de stimulation locale
i faible, correspondant à un niveau élevé de l’excitation retardée v, g doit être fort, alors que
pour toute stimulation locale i forte, g doit rester faible. Ainsi, la fonction g est définie comme
étant le produit de deux fonctions sigmöıdes, chacune ayant les valeurs comprises entre 0 et 1 :
la première est une fonction sigmöıde décroissante de la stimulation i, et la deuxième fonction
est une sigmöıde croissante dépendant de l’activité v. Dans nos simulations, la fonction g(i, v) =
g1(i) g2(v), où :

g1(i) =







−0.33i + 1 si 0 ≤ i < 0.3
−5.33i + 2.5si 0.3 ≤ i < 0.45
−0.18i + 0.18si 0.45 ≤ i ≤ 1

(6.12)

g2(v) =







0.5v si 0 ≤ v < 0.4
1.75v − 0.5si 0.4 ≤ v < 0.8
0.5v + 0.5si 0.9 ≤ v ≤ 1

(6.13)

En dernier point, notons que pour devenir dominant dans la dynamique de l’activité neuro-
nale u (c’est-à-dire pour pouvoir ré-inhiber cette activité), le terme −γ g(i, v) doit être supérieur,
en valeur absolue, à la partie positive de l’équation 6.5, α E(x, t) + i(x, t). Pour ceci, le facteur
γ doit être suffisamment grand. Dans nos simulations, γ = 1.3.

6.4.2 Influence des paramètres des équations du modèle CNDRI

Afin de mieux comprendre le comportement dynamique exhibé par le nouveau modèle de
champ, nous examinons dans la suite l’influence de différents paramètres du modèle CNDRI dans
la dynamique globale de l’activité neuronale du champ. Cette analyse est illustrée en étudiant
le comportement d’un champ neuronal unidimensionnel dans plusieurs scénarios de stimulation.
Les deux paragraphes suivants présentent en détail le cas d’un champ neuronal mono-bulle
évoluant dans deux scénarios : un de compétition et un d’exploration.

Cas d’un champ unidimensionnel mono-bulle dans un scénario de compétition

Prenons d’abord l’exemple d’un champ paramétré comme dans la section 6.4.1. Comme
illustré dans cette section, les valeurs de ses paramètres ont été choisies telles que le champ
soit capable de générer une seule bulle d’activité à la fois. Dans la suite, la dynamique de ce
champ est examinée en détail dans le scénario de compétition illustré dans la figure 6.11 (a). La
figure 6.11 présente ensuite un ensemble de graphiques qui montrent plus en détail la dynamique
de différents paramètres du champ.

Le graphique de la figure 6.11 (b) montre l’évolution de l’activité neuronale u du champ.
Comme nous pouvons constater en comparant cette activité avec la stimulation externe i, illus-
trée dans le graphique (a) de la même figure, le champ génère une seule bulle d’activité, qui
correspond toujours à une seule des deux zones de forte stimulation de i. Afin de mieux déceler
ce comportement sélectif du champ, les graphiques (c-f) de la figure 6.11 présentent l’évolution
de différents paramètres qui contribuent à la dynamique de l’activité neuronale du champ, u. La
figure 6.12 propose également une vue détaillée sur la dynamique individuelle de trois unités du
champ.

Au début de l’expérience, l’excitation externe du champ (induite par les deux régions de
forte stimulation existantes dans la distribution i) entrâıne la croissance de l’activité neuronale
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Fig. 6.11 – Illustration graphique de la dynamique de plusieurs paramètres du modèle CNDRI,
pendant la simulation d’un scénario de compétition. Toutes les diagrammes sont tracées en
niveaux de gris, la couleur noir symbolisant l’intensité la plus forte du paramètre considéré. (a)
le scénario de stimulation externe i ; (b) l’activité neuronale u du champ ; (c) la contribution
latérale excitatrice E ; (d) la contribution latérale inhibitrice I ; (e) l’activité auxiliaire v ; (f)
l’intensité g de la rétro-inhibition locale.
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Fig. 6.12 – Détail sur le comportement du modèle CNDRI illustré graphiquement dans la fi-
gure 6.11. Analyse comparative de certaines paramètres du champ, pour trois unités distinctes
du champ, x1 = 5 (première ligne), x2 = 15 (deuxième ligne) et x3 = 25 (troisième ligne). (a,c,e)
dynamique des grandeurs u, E et v ; (b,d,f) dynamique des grandeurs i, v et g. Voir le texte pour
plus d’explications.
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des unités correspondantes. Dans cette phase (très brève) de l’évolution de u, i est le seul terme
dominant dictant sa dynamique de croissance (revoir l’équation 6.5). Cette croissance entrâıne,
à son tour, l’augmentation des contributions latérales excitatrices E (voir la figure 6.11 (c)) et
de l’inhibition I (voir la figure 6.11 (d)) de ces unités et des unités voisines. Ainsi, les unités du
champ entrent en compétition, via leurs connexions latérales (modélisées respectivement par les
noyaux w+ et w−), chacune d’elle calculant son activité tenant compte de l’activité des unités
voisines. Les premières unités à s’approcher d’un seuil d’excitation suffisamment élevé gagnent
la compétition, le reste des unités s’inhibant (voir pour comparaison, dans la figure 6.12 (a,c,e),
comment l’augmentation de l’excitation E pour une unité du champ est corrélée avec la baisse de
ce niveau pour d’autres unités du champ). Nous rappelons que, dans le contexte de paramétrage
considéré, ce seuil de l’excitation correspond à l’excitation induite par une seule bulle d’activité
dans le champ. Par conséquent, le processus de compétition permet la formation d’une unique
bulle d’activité u. Ceci explique le fait que, si au tout début de l’expérience, deux zones du champ
sont favorisées par la stimulation externe pour la génération d’une réponse de forte intensité,
seulement l’une d’elles conduit à la formation d’une bulle d’activité.

La latence de génération d’une bulle d’activité dépend de plusieurs paramètres : τ (le taux
de croissance de l’activité u), les valeurs numériques de α et β, ainsi que les pentes et les
seuils des fonctions sigmöıdes σ+ et σ− (qui modulent les contributions latérales excitatrices et
inhibitrices). Une fois la bulle d’activité formée, elle se stabilise (par saturation) et persiste dans
le champ.

Afin de comprendre comment la bulle, une fois générée par le champ, suit un motif de stimu-
lation, il est nécessaire de regarder plus en détail la dynamique d’autres paramètres influençant
l’activité neuronale u. Ainsi, nous pouvons constater que les unités voisines d’une bulle ont éga-
lement une activité excitatrice E assez intense (voir la figure 6.11 (c)), même si elles ont une
activité neuronale u nulle. Ceci fait qu’elles sont plus facilement excitées quand la stimulation
externe i s’intensifie dans ces régions. Cet aspect représente le premier facteur qui favorise donc
le déplacement léger de la bulle d’activité, dès que le motif de stimulation externe change dans
son voisinage. Le deuxième aspect déterminant pour ce comportement adaptatif de la bulle est
lié au mécanisme de rétro-inhibition : chaque unité ayant un niveau d’excitation élevé depuis
suffisamment longtemps (fait indiqué par la variable « d’accumulation » v), mais n’étant plus
suffisamment stimulée par i, est réinhibéé par une contribution négative croissante, induite par le
terme −γ g de l’équation 6.5 du champ. Pour clarifier encore plus les cause de cette dynamique,
détaillons ensuite le fonctionnement de ce mécanisme de rétro-inhibition.

Comme le montre la figure 6.11 (e), mais encore plus clairement les diagrammes (a,c,e) de la
figure 6.12, l’activité auxiliaire v peut être considérée comme étant une variante (non-linéaire)
retardée de l’excitation E ressentie par le champ. Conformément à l’équation 6.6 du modèle
CNDRI, un niveau bas de l’excitation E maintient la fonction sigmöıde h négative, ce qui garde
l’activité auxiliaire v à son niveau initial, nul. v commence à augmenter seulement après que
E dépasse un certain seuil. Si E garde cette propriété pour suffisamment de temps, v continue
à augmenter jusqu’à la saturation (comme par exemple dans la figure 6.11 (c)). Ainsi, comme
le montrent les graphiques (a,c,d) de la même figure, v(x) devient un indicateur de l’existence
d’une forte et persistante excitation de l’unité x, pour toute unité x du champ.

Nous avons donc observé qu’une des deux conditions nécessaires à l’activation du mécanisme
de rétro-inhibition est indiquée par un niveau élevé de l’activité auxiliaire v. La deuxième condi-
tion nécessaire est définie par un faible niveau de la stimulation externe i de l’unité considérée.
Ainsi, en étudiant l’évolution des grandeurs i, v et g de manière globale respectivement dans
les figures 6.11 (a), (e) et (f), ou de manière individuelle dans les figures 6.12 (b), (d) et (f),
nous pouvons voir comment g impose son influence sur l’activité u du champ, déclenchant la
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rétro-inhibition locale du champ dans les conditions de forte excitation et faible stimulation. Le
cas le plus notable de ce comportement peut être observé après le pas 200 du scénario, marqué
par un changement brusque du motif de stimulation du champ. Dans ces conditions, la fonction
g de l’unité x3 = 25 du champ remplit les deux conditions pour déclencher la rétro-inhibition
locale du champ. Ce phénomène conduit à la redistribution de l’excitation dans le champ, et
permet la génération d’une nouvelle réponse du champ, en concordance avec le nouveau motif
de stimulation. Cet effet est visible sur les figures 6.11 (c), (d), qui mettent en évidence le fait
que pour un court intervalle de temps après le pas 200, les niveaux des contributions excita-
trices et inhibitrices ressenties par chaque unité du champ décroissent simultanément vers 0. Ce
phénomène montre qu’un changement local dans l’activité de certaines unités du champ peut
influencer la dynamique globale de ce champ.

Cas d’un champ unidimensionnel mono-bulle dans un scénario d’exploration

Dans un deuxième cas d’analyse, nous examinons plus en détail la dynamique du même
champ neuronal dans le scénario d’exploration illustré dans la figure 6.13 (a), scénario clé pour
notre discours d’analyse qui avait été décrit initialement dans la figure 5.2 (b). Nous mentionnons
le fait que les valeurs numériques des paramètres du champ restent entièrement les mêmes que
dans le cas d’analyse précédent.

Afin de comprendre le comportement sous-jacent du champ dans ce nouveau contexte de
stimulation, les graphiques des figures 6.13 et figures 6.14 présentent respectivement de manière
globale et individuelle l’évolution de plusieurs paramètres du champ.

Si dans le cas du premier scénario examiné au paragraphe précédent (scénario de compéti-
tion), l’existence d’au moins une zone de forte stimulation externe était le facteur déterminant
pour l’émergence d’une réponse locale du champ de type bulle d’excitation, dans ce deuxième
scénario, la faible stimulation du champ ne joue plus un rôle déterminant dans la dynamique de
son activité neuronale. Cette fois-ci, la distribution i est quasi uniforme et a une basse amplitude
pour toutes les unités du champ, ce qui entrâıne une compétition directe entre les contributions
latérales excitatrices et inhibitrices ressenties par chaque unité du champ. La domination des
premières (voir par exemple dans la figure 6.14 (d) l’évolution comparative des deux contribu-
tions, le long du scénario, pour le unité x = 7 du champ) conduit à l’apparition d’une bulle
d’activité neuronale dans la distribution u (voir le graphique (b) de la figure 6.13, pour l’activité
globale du champ, et le graphique (a) de la figure 6.14). Ainsi, nous pouvons observer que le
résultat final est qualitativement similaire à celui du premier scénario : le champ génère une seule
bulle d’activité neuronale à la fois, maintenant son caractère sélectif même dans ces conditions
de quasi absence de stimulation externe.

Comme observé dans le premier scénario, la dynamique de l’activité auxiliaire v suit celle de
l’excitation E , avec un certain délai (voir les figures 6.13 (e) et 6.14 (a)). La croissance lente de v
n’influence pas l’évolution immédiate de l’activité neuronale : u se stabilise, gardant après cette
phase son niveau d’activité, tant que v n’atteint pas un niveau suffisamment élevé. De ce point
de vue, la durée de vie d’une bulle d’activité neuronale, générée à partir d’une faible stimulation
externe, est inversement proportionnelle au taux de croissance de v. Si, dans nos simulations
nous avons besoin d’une durée de vie plus élevée pour les bulles d’activité, il est suffisant de
modifier les valeurs positives de la fonction h qui contrôlent la dynamique de l’activité auxiliaire
v. Ainsi, comme le montre la figure 6.15, en diminuant légèrement les valeurs des seuils positifs de
la fonction h considérée précédemment dans nos simulations, nous obtenons des bulles d’activité
d’une durée de vie supérieure, tout en gardant le comportement dynamique global du champ.

Notons ensuite qu’une fois que v dépasse une certaine amplitude, i étant toujours faible
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Fig. 6.13 – Illustration graphique de la dynamique de plusieurs paramètres du modèle CNDRI,
pendant la simulation d’un scénario d’exploration. Toutes les diagrammes sont tracées en ni-
veaux de gris, la couleur noir symbolisant l’intensité la plus forte du paramètre considéré. (a)
le scénario de stimulation externe i ; (b) l’activité neuronale u du champ ; (c) la contribution
latérale excitatrice E ; (d) la contribution latérale inhibitrice I ; (e) l’activité auxiliaire v ; (f)
l’intensité g de la rétro-inhibition locale.
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Fig. 6.14 – Détail sur le comportement du modèle CNDRI illustré graphiquement dans la fi-
gure 6.13. Analyse individuelle de certains paramètres du champ, uniquement pour l’unité x = 7
du champ. (a) dynamique des grandeurs u, E et v ; (b) dynamique des grandeurs i, v et g. (c)
dynamique des grandeurs −I et g. (d) dynamique des contributions cumulées excitatrices (α E)
et inhibitrices (−β I − γ g) du champ. Voir le texte pour plus d’explications.

(pendant toute la durée du scénario), g devient suffisamment élevée pour déclencher le méca-
nisme de rétro-inhibition locale du champ (voir les figures 6.13 (f) et 6.14 (b,c)). Par conséquent,
l’influence induite par la dynamique de rétro-inhibition s’ajoute aux contributions latérales in-
hibitrices I, renversant la domination des contributions excitatrices E (voir le graphique (d) de
la figure 6.14), et provoquant ainsi la remise à zéro de l’activité neuronale u.

Un dernier aspect qui peut être remarqué en étudiant la dynamique (corrélée) des activités
u, E et v (voir la figure 6.14 (a)) se réfère au fait que la baisse lente de l’activité auxiliaire v
empêche, pour une certaine période de temps, la formation d’une nouvelle bulle d’activité u,
au même endroit où la bulle qui vient d’être détruite par le mécanisme de rétro-inhibition était
apparue.

Cas d’un champ unidimensionnel multi-bulles dans un scénario de compétition

Afin de permettre l’existence simultanée de plusieurs bulles d’activité neuronale u dans le
champ, il est nécessaire de réajuster la distribution des contributions excitatrices et inhibitrices
dans le champ. Comme celles-ci sont induites par les noyaux des poids des connexions latérales,
modélisés par les fonctions w+ et w−, il est nécessaire de modifier les valeurs des paramètres a,
b et c qui les définissent (voir les équations 6.1 et6.2).

Afin de permettre au modèle du champ de générer deux bulles d’activité neuronale à la fois,
nous avons choisi ces valeurs avec a = 0.1, b = 0.03 et c = 0.15, ajustant en conséquence les
valeurs Emax et Imax des seuils des fonctions sigmöıdes σ+ et σ−.
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Fig. 6.15 – Étude de l’impact d’une légère modification de la fonction h (qui contrôle la dy-
namique de l’activité auxiliaire v) sur la réponse globale du champ. Analyse du même scénario
d’exploration considéré précédemment dans la figure 6.13 (a). (a) la nouvelle distribution u de
l’activité neuronale du champ ; (b) la dynamique des paramètres u, E et v pour l’unité indivi-
duelle x = 15 du champ.

Comme nous allons le voir dans la suite du paragraphe, ainsi que dans le paragraphe sui-
vant, aucune autre modification de paramètres n’est nécessaire. Ainsi, toutes les valeurs choisies
antérieurement pour les autres paramètres du champ (α, β, γ, et les fonctions g et h), dans le
contexte d’un champ unidimensionnel mono-bulle, restent identiques. D’après nous, cet aspect
montre la simplicité de paramétrage du modèle CNDRI, et facilite son usage pratique dans la
modélisation d’autres processus de traitement d’information.

La figure 6.16 montre l’évolution dynamique pour plusieurs variables du champ, dans le
contexte du même scénario de compétition considéré dans le paragraphe 6.4.2. Comme nous
pouvons l’observer à partir du graphique (b) de cette figure, le champ présente deux bulles
d’activité neuronale, qui suivent le motif de stimulation externe illustré dans le graphique (a).

Comme attendu, dans cette nouvelle configuration des paramètres, il existe deux zones de
dominance excitatrice dans le champ (comparer les graphiques (c) et (d) de la figure 6.16), fait
qui induit l’existence de deux zones de forte intensité, à la fois pour l’activité auxiliaire v, et à la
fois pour le mécanisme de rétro-inhibition g (voir les figures 6.16 (e) et (f)). La dynamique de tous
ces paramètres suit la même évolution que celle observée et analysée dans le paragraphe 6.4.2,
pour le cas du champ mono-bulle.

Examinant attentivement l’évolution de l’activité neuronale u (revoir la figure 6.16 (b)), nous
pouvons remarquer également un effet de collaboration locale. Pendant les pas de simulation 100
et 130, et à nouveau pendant les pas 210 et 250 (approximativement), les deux bulles d’activité
neuronale déjà existantes dans le champ se rassemblent, formant (pour une brève période transi-
toire), une seule zone d’excitation dominante dans le champ. Nous rappelons que ce phénomène
de collaboration est un des comportement attendus pour la dynamique d’un champ neuronal
(ceci étant une propriété souhaitable des champs neuronaux, comme illustré graphiquement
dans la figure 5.6 (f)). Toutefois, comme nous pouvons l’observer, grâce au mécanisme de rétro-
inhibition, si cette zone d’excitation n’est plus entretenue par une forte stimulation externe, elle
est contrainte à s’inhiber de nouveau, après un certain délai. Enfin, nous remarquons que dans
les périodes transitoires nécessaires pour rétablir la cohérence de l’activité du champ, la brève
formation d’une bulle d’activité est possible (suivre l’activité du champ, dans le voisinage de
l’unité x = 0, dans l’intervalle de simulation 250 − 300). Finalement, le surplus de stimulation
apporté par la distribution i fait en sorte que l’activité du champ se dirige de nouveau vers cette
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Fig. 6.16 – Illustration graphique de la dynamique de plusieurs paramètres du modèle CNDRI,
pendant la simulation d’un scénario de compétition. Tous les diagrammes sont tracés en niveaux
de gris, la couleur noir symbolisant l’intensité la plus forte du paramètre considéré. (a) le scé-
nario de stimulation externe i ; (b) l’activité neuronale u du champ ; (c) la contribution latérale
excitatrice E ; (d) la contribution latérale inhibitrice I ; (e) l’activité auxiliaire v ; (f) l’intensité
g de la rétro-inhibition locale. Ici, les paramètres du champ ont été choisis tels qu’ils puissent
rendre le champ capable de générer simultanément deux bulles d’activité neuronale u.
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zone de stimulation, générant ainsi une nouvelle bulle d’activité qui la suit.

Cas d’un champ unidimensionnel multi-bulles dans un scénario d’exploration

Gardant les mêmes paramètres du modèle que dans le paragraphe précédent, nous examinons
ici le comportement du champ, évoluant dans le même scénario d’exploration que celui considéré
dans le paragraphe 6.4.2.

Comme le montre la figure 6.17, le champ est capable de générer simultanément deux bulles
d’activité neuronale, dans ces conditions de faible stimulation externe. La dynamique illustrée
ici pour les différents paramètres du champ est tout à fait similaire à celle tracée dans la fi-
gure 6.13 pour un champ mono-bulle. Ce fait expérimental confirme ainsi possibilité d’étendre
ce comportement attendu pour un champ multi-bulles.

En conclusion, tous ces aspects comportementaux analysés dans tous ces derniers para-
graphes montrent comment un champ mono-bulle ou multi-bulles peut garder son caractère
sélectif et adaptatif, si nous suivons la procédure de paramétrage présentée dans la section 6.4.1.

6.5 Discussion

Dans ce chapitre, nous avons introduit un nouveau modèle de champ neuronal dynamique,
conçu pour aider à la modélisation du processus d’auto-organisation corticale, tel qu’il a été
décrit dans le chapitre 2. Le modèle, décrit formellement dans la section 6.1, s’inspire des ap-
proches de modélisation classiques, décrites dans le chapitre 3, et possède un nombre de particu-
larités que nous résumons ci-dessous. Premièrement, le modèle CNDRI propose l’implantation
d’un mécanisme de rétro-inhibition locale, qui a pour but la régulation de l’inhibition locale du
champ, dans des conditions de forte activation et de faible stimulation locale. Ce mécanisme,
qui peut être vu comme un mécanisme de feedback local, aide à déstabiliser les bulles d’activité
neuronale qui ne sont pas soutenues par une forte stimulation externe, et crée les prémisses
nécessaires pour l’émergence de nouvelles bulles d’activité dans d’autres endroits du champ.
Deuxièmement, la séparation des contributions excitatrices et inhibitrices permet d’utiliser ex-
clusivement l’influence excitatrice pour moduler l’apprentissage des prototypes pendant le pro-
cessus d’auto-organisation. Cet aspect permet une différentiation plus graduelle de l’ajustement
des valeurs des prototypes, et implique par conséquent une convergence plus rapide du processus
d’auto-organisation. En troisième temps, nous soulignons que la formalisation théorique et l’im-
plantation pratique du modèle CNDRI sont conformes aux principes de calcul neuronal énoncés
dans la section 2.5. En particulier, tout le traitement de l’information est effectué de manière
locale, distribuée et asynchrone.

Le modèle de champ, analysé en détail dans les paragraphes 6.2, 6.4 et 6.3, exhibe des carac-
téristiques dynamiques qui nous permettent de le considérer comme une extension des modèles
classiques de champs neuronaux, présentés dans le chapitre 3. Ainsi, les résultats expérimentaux
confirment à la fois la similarité entre les comportements dynamiques des modèles classiques
(CNDA et CNDPE) et ceux du modèle que nous proposons (CNDRI), et la capacité du nouveau
modèle d’étendre son spectre de sélectivité neuronale dans d’autres contextes de stimulation. Par
conséquent, nous pouvons affirmer que le nouveau formalisme de champ élargit l’aire d’utilisation
pratique du paradigme des champs neuronaux dans des contextes de modélisation neuronale peu
explorés jusqu’à présent. De plus, nous considérons également que l’approche de modélisation
proposée ici, basée entièrement sur des mécanismes locaux de calcul neuronal peut offrir à son
tour une inspiration pour la conception d’autres modèles neuronaux.
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Fig. 6.17 – Illustration graphique de la dynamique de plusieurs variables du modèle CNDRI,
pendant la simulation d’un scénario d’exploration. Tous les diagrammes sont tracés en niveaux
de gris, la couleur noir symbolisant l’intensité la plus forte de la variable considérée. (a) le
scénario de stimulation externe i ; (b) l’activité neuronale u du champ ; (c) la contribution
latérale excitatrice E ; (d) la contribution latérale inhibitrice I ; (e) l’activité auxiliaire v ; (f)
l’intensité g de la rétro-inhibition locale. Ici, les paramètres du champ ont été choisis tels qu’ils
puissent rendre le champ capable de générer simultanément deux bulles d’activité neuronale u.
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En ce qui concerne les modèles neuronaux plus récents proposés dans la littérature, carac-
térisés par des phénomènes dynamiques de propagation d’ondes ou de fronts d’ondes d’activité
neuronale, nous pouvons affirmer que le modèle CNDRI est complémentaire à ceux-ci. Bien que
nous n’excluons pas la possibilité de modéliser un processus d’auto-organisation en utilisant ce
type de dynamique neuronale, nous trouvons celle-ci difficilement contrôlable et peu appropriée
pour assurer la stabilité de l’apprentissage en ligne des prototypes neuronaux. D’un autre point
de vue, la ressemblance structurelle avec les formalismes des modèles classiques de champ nous a
conduit de considérer la conservation d’un maximum de « compatibilité » avec les modèles clas-
siques, préférant ainsi une extension de ceux-ci, plutôt qu’une reformulation radicale. Comme
dernier argument, nous pouvons affirmer que nous avons veillé à garder la parcimonie des ca-
ractéristiques nécessaires à nos approches de modélisation, capables à la fois de répondre aux
besoins réclamés par les contextes appliqués, et à la fois de permettre son extension future.

Afin de faciliter la compréhension et l’usage pratique du modèle CNDRI que nous avons
proposé, dans la dernière partie de ce chapitre nous avons présenté une procédure détaillée pour
paramétrer les équations du champ, ainsi qu’une analyse dynamique étendue de son comporte-
ment dans différents scénarios clé.

Nota : les travaux décrits dans ce chapitre ont fait l’objet des articles 3, 4 et 6, énumérés
dans l’annexe A.

171



Chapitre 6. Champs neuronaux dynamiques pour l’auto-organisation

172



Chapitre 7

Conclusions

7.1 Résumé et analyse des résultats

Au début de ce mémoire, nous avons introduit notre objectif général de recherche, le plaçant
dans le contexte informatique du domaine des sciences cognitives, et en particulier celui des
neurosciences computationnelles. Nous réitérons ici que notre démarche vise à utiliser à la fois
les résultats expérimentaux concernant la structure et le fonctionnement du système nerveux, et
les paradigmes théoriques de modélisation neuronale, afin de concevoir des modèles de traitement
d’information capables de s’intégrer dans le développement des solutions logicielles ou robotiques
autonomes et adaptatives. Promouvant un « retour à la nature » pour s’inspirer des solutions
que la nature a développé au cours de l’évolution, nous nous sommes focalisé sur les aspects
anatomiques et fonctionnels de la structure corticale, afin de décortiquer certains mécanismes
sous-jacents des processus cognitifs. Suite à cette analyse, nous nous sommes donné l’objectif de
modélisation du processus d’auto-organisation des cartes corticales.

Par conséquent, dans le deuxième chapitre nous avons proposé une architecture neuronale
générique, qui modélise ce processus d’auto-organisation de nature corticale. Abordant une ap-
proche de modélisation qui intègre les paradigmes computationnels, connexionnistes et dyna-
miques, nous avons proposé ensuite une implantation formelle de celle-ci. Dans la suite de ce
mémoire, nous avons décrit notre quête pour trouver l’ensemble des éléments de modélisation,
nécessaires pour accomplir cet objectif.

Ainsi, après avoir introduit le formalisme des champs neuronaux dynamiques, qui est un pa-
radigme général de compétition neuronale, et qui vise la modélisation au niveau mésoscopique de
l’activité corticale, nous avons présenté plusieurs modèles de champ proposés dans la littérature
et nous avons analysé au fur et à mesure leurs caractéristiques structurales et fonctionnelles,
dans un contexte à la fois théorique et appliqué.

Afin de mieux étudier les propriétés dynamiques des modèles de champs, dans le chapitre 5
nous avons décrit une plate-forme d’évaluation numérique, capable d’examiner la capacité d’un
modèle quelconque de champ neuronal à satisfaire certains critères dynamiques, dans certaines
conditions de stimulation. Appliquant cet outil d’évaluation à l’étude des modèles classiques des
champs neuronaux (CNDA et CNDPE), nous avons pu mettre en évidence leur capacité à respec-
ter les propriétés dynamiques (P ∧ Q), dans différents scénarios de stimulation. Ces résultats ont
indiqué que ces modèles de champ sont appropriés à être utilisés dans des contextes de modélisa-
tion des processus de compétition, d’attention, ou de planification, fait confirmé par l’analyse des
approches pratiques de modélisation réalisée précédemment. Notons que l’instrument d’évalua-
tion proposé dans ce contexte nous a permis également de concevoir une procédure d’ajustement

173



Chapitre 7. Conclusions

des paramètres des modèles de champ, afin d’améliorer leurs comportements dynamiques dans
certains scénarios de stimulation neuronale.

Cependant, grâce à la même analyse, nous avons pu constater qu’aucun des deux modèles
classiques de champ examinés ne réussit à exhiber des résultats satisfaisants dans le cas des
scénarios d’auto-organisation. Pour analyser les causes de cet échec, nous nous sommes rapporté
aux autres scénarios individuels, examinés au cours de notre étude empirique du comportement
des champs neuronaux. Dans ce contexte, nous avons observé que aucun des deux modèles de
champ analysés n’est capable de générer une réponse sélective (une bulle d’activité) dans des
conditions de faible stimulation externe, et adapter ensuite cette réponse en fonction des chan-
gements survenus dans la distribution des stimuli externes. Cette remarque nous avait conduit
à affirmer que les résultats insatisfaisants des scénarios d’auto-organisation sont étroitement
liés à l’incapacité de ces champs à maintenir leur caractère sélectif dans le cas des scénarios
d’exploration de faible stimulation externe.

Pour tester cette affirmation, nous avons fait appel à l’instrument d’évaluation ∆̄Bi (u), conce-
vant cette fois-ci une activité de champ qui émule la dynamique d’un champ neuronal respectant
entièrement les propriétés dynamiques (P ∧ Q). Bien qu’elle recourt à une procédure combina-
toire de calcul qui s’avère très coûteuse, cette démarche nous a permis de confirmer empirique-
ment qu’un champ neuronal capable de satisfaire entièrement (P ∧ Q) (qui maintient donc son
caractère sélectif et adaptatif dans toutes les conditions de stimulation), est aussi capable de
conduire l’implantation du processus d’auto-organisation vers des résultats tout à fait satisfai-
sants.

Néanmoins, d’une part l’incapacité des modèles classiques de champs neuronaux à servir
d’une manière appropriée à l’implantation du processus d’auto-organisation (cf. l’architecture
proposée), et d’une autre part le coût d’implantation très élevé des champs de référence (les
champs dont l’activité est calculée selon la procédure combinatoire évoquée ci-dessus) nous ont
conduit à chercher la conception d’un modèle alternatif de champ neuronal. Cette démarche,
décrite dans le chapitre 6 et concrétisée sous la forme du modèle CNDRI, repose sur un mé-
canisme de rétro-inhibition, capable de réguler localement le niveau de l’inhibition du champ.
Ce mécanisme local, qui devient actif dans les conditions de faible stimulation externe, permet
l’émergence des bulles d’activité dans ce contexte particulier de stimulation, et déstabilise ces
bulles après un certain temps, si elles continuent à ne pas être soutenues par un niveau signifi-
catif de stimulation, permettant ainsi la génération d’autres réponses sélective (bulles d’activité
neuronale), ailleurs dans le champ.

Grâce à ce mécanisme neuronal que nous avons proposé, le nouveau modèle de champ s’est
avéré capable d’implanter avec succès le module de sélection de l’architecture neuronale d’auto-
organisation, conduisant à chaque fois les scénarios d’auto-organisation vers des résultats satis-
faisants. En outre, grâce à la plate-forme d’évaluation générique du comportement d’un champ
neuronal, nous avons pu constater également que le comportement de ce nouveau modèle est tout
à fait similaire aux comportements exhibés par les champs classiques, dans les autres types de
scénarios examinés. Grâce à ces remarques, nous pouvons affirmer que le modèle CNDRI consti-
tue une extension viable des modèles classiques de champ neuronal proposés dans le domaine,
capable d’étendre le contexte appliqué de ce paradigme de modélisation corticale.

L’ensemble de ces résultats nous font conclure que le modèle neuronal que nous avons pro-
posé répond à l’objectif de recherche défini au début de ce mémoire, notre approche théorique
s’inscrivant dans le cadre d’une démarche informatique de modélisation neuronale, basée sur les
paradigmes computationnels, connexionnistes et dynamiques, et inspirée des modèles cognitifs
corticaux.
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7.2 Perspectives

7.2.1 Perspectives envisagées pour nos approches

Les travaux effectués au cours de notre démarche de recherche et présentés dans ce mémoire
nous permettent d’envisager un certain nombre de perspectives de développement théorique et
appliqué des résultats et approches résumés dans le paragraphe précédent.

Sous l’aspect théorique, nous envisageons dans un premier temps d’approfondir l’étude du
comportement dynamique du modèle CNDRI, afin de le rendre entièrement compatible avec les
propriétés dynamiques (P ∧ Q). Bien que le modèle CNDRI réussisse à conduire avec succès
l’implantation du processus d’auto-organisation décrit par l’architecture d’inspiration corticale
proposée dans le chapitre 2, nous rappelons qu’aucun des modèles de champs neuronaux (CNDA,
CNDPE et CNDRI compris) ne réussit à satisfaire complètement ces propriétés. Ainsi, dans la
section 6.3.1, nous avons pu mettre en évidence un comportement du modèle CNDRI qui ne
satisfait pas les propriétés (P ∧ Q), considérées comme souhaitables pour la dynamique d’un
champ neuronal. Ce comportement est caractérisé par la capacité du champ à générer une bulle
d’activité en condition de stimulation locale forte, mais aussi par une incapacité du champ
à adapter sa réponse vis-à-vis d’un nouveau stimulus d’une intensité plus élevée, qui stimule
une autre zone du champ. Ce comportement, qui caractérise aussi les modèles classiques de
champs neuronaux (CNDA et CNDPE), est dû au fait que le maintien d’une bulle d’activité
neuronale déjà générée nécessite l’inhibition de toutes les zones du champ voisines à cette bulle.
Dans ces zones du champ, l’inhibition domine toute autre stimulation externe. Ce phénomène
empêche le champ de modifier le profil de son activité, tant que la bulle existante continue à
être soutenue par une source de stimulation suffisamment forte. Si nous souhaitons améliorer ce
comportement dynamique du champ, nous devons recourir à modifier ce mécanisme. Dans nos
travaux futurs, nous envisageons d’examiner plusieurs approches pour résoudre ce problème.
Une première approche que nous visons d’explorer suggère une extension du mécanisme de
rétro-inhibition, que nous avons proposé pour le modèle CNDRI, pour déclencher périodiquement
l’inhibition locale du champ, indépendamment de l’intensité de stimulation perçue par le champ.
Une deuxième approche que nous envisageons d’analyser s’inspire des travaux de Erlhagen,
Coombes et Owen, présentés dans la section 3.2.6, qui avaient proposé une approche d’ajustement
graduel du niveau de repos de l’activité du champ.

Dans un deuxième temps, nous souhaitons étendre l’exploration des capacités dynamiques des
champs neuronaux, et du modèle CNDRI en particulier, pour des scénarios de stimulation plus
complexes et plus variés que ceux déjà analysés, utilisant le même outil d’évaluation dynamique
présenté dans ce manuscrit.

À un niveau plus abstrait de développement théorique, nous sommes intéressé à continuer
d’explorer l’approche générale de calcul dynamique (c’est-à-dire implanter des mécanismes fonc-
tionnels basés sur les effets computationnels émergents des systèmes dynamiques neuronaux),
décrite dans la section 2.3.2. Dans ce contexte, nous rappelons que les bulles exhibées par le
comportement d’un champ neuronal constituent les attracteurs du système dynamique implanté
par l’architecture d’auto-organisation d’inspiration corticale, proposée dans la section 2.6. Sui-
vant cette ligne de recherche, nous sommes intéressé à étudier comment utiliser les propriétés
dynamiques des modèles de champs neuronaux pour implanter d’autres mécanismes génériques
de traitement de l’information et de l’action, comme par exemple la sérialisation ou la spatiali-
sation de l’aspect temporel de ces traitements, ou la séparation et la distribution optimale des
tâches de traitement, etc.

Sous l’aspect pratique de la modélisation, nous visons d’abord à valoriser notre modèle de
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calcul neuronal dans le développement des systèmes situés, capables d’exploiter les propriétés
dynamiques que nous avons mises en évidence dans le chapitre 6. Plus spécifiquement, nous
souhaitons aborder la problématique du traitement sensorimoteur multimodal, utilisant le mo-
dèle neuronal de bijama, décrit dans la section 4.4.2. Dans ce contexte, nous sommes également
intéressé à étudier comment les connexions cortico-corticales à longue distance contribuent à la
régulation et au maintien de la cohérence du fonctionnement dynamique d’un système neuronal
complexe.

En outre, et lié à cet aspect de modélisation du traitement multimodal, nous souhaitons
étudier comment intégrer le paradigme de l’apprentissage par renforcement dans la modélisation
d’inspiration corticale basée sur la dynamique des champs neuronaux, continuant ainsi la ligne
des applications qui abordent le problème cinématique inverse et le problème d’utilité, décrits
et analysés dans la section 4.3.

7.2.2 Perspectives envisagées pour le domaine

L’intérêt croissant vis-à-vis du domaine des neurosciences, pour examiner des questions fon-
damentales concernant l’origine et la nature de la connaissance et des processus cognitifs, ainsi
que l’effervescence de recherche dans le domaine de l’intelligence artificielle, ont conduit dans les
dernières décennies à un développement accéléré des recherches, dont nous sommes capables à
peine d’éprouver le potentiel des résultats.

À l’aube de cet horizon des recherches, envisager les perspectives sur le long terme du domaine
peut s’avouer une entreprise assez difficile. Cependant, mises dans un contexte plus large, nous
pouvons extrapoler sur l’avenir de directions générales de recherche visées par ce domaine.

Dans ce contexte, rappelons que l’approche computationnelle (et connexionniste en parti-
culier) postule que tout processus cognitif peut être simulé exclusivement par des moyens de
calcul. Notons qu’un des aspects centraux visés par cette approche concerne la modélisation des
mécanismes neuronaux d’apprentissage, les travaux que nous avons décrits le long de ce mémoire
s’inscrivant dans cette démarche générale de recherche. Étayés sur les résultats expérimentaux
qui illustrent la plasticité neuronale d’une multitude de zones cérébrales (et particulièrement cor-
ticales), les chercheurs ont élaboré différents modèles d’apprentissage neuronal. Cependant, tout
ce qui différencie ces modèles entre eux se réfère à ces trois aspects descriptifs (que nous allons
noter SPL) : la structure topologique des connexions des unités neuronales, les poids synaptiques
de ces connexions, et les lois qui régissent l’ajustement dynamique de ces poids synaptiques.

Les conséquences de cette perspective sur les processus d’apprentissage neuronal sont mul-
tiples. Premièrement, celle-ci met en valeur les vertus de la modélisation robotique et des sys-
tèmes situés : une fois qu’un robot (système) a réussi à apprendre comment résoudre une certaine
tâche cognitive, il est suffisant d’enregistrer son triplet SPL et de l’installer (comme un produit
logiciel quelconque) dans le support matériel de n’importe quel autre robot (système) compa-
tible, pour que ce nouveau robot (système) bénéficie directement des compétences acquises par le
premier robot, sans repasser par une phase initiale d’entrâınement du processus d’apprentissage.
Notons que cette vision de modélisation neuronale permet de passer de la phase de « câblage de
connaissances » à une phase de « câblage de savoir-faire ».

Deuxièmement, cette perspective a conduit certains chercheurs comme O. Sporns ou P. Hag-
mann à envisager le projet ambitieux de réaliser la cartographie complète de toutes les connexions
neuronales d’un cerveau humain. Si une démarche similaire a été accomplie récemment pour le
nématode Caenorhabditis elegans [73, 122], la démarche pour le cerveau humain est en cours
de déroulement, étant conduite à présent par le Human Connectome Project [1]. Notons que ce
concept de connectome, comme son nom le suggère, peut s’inscrire dans la grande ligne d’évo-
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lution de l’organisation de la matière. Ainsi, le biologiste G. J. op Akkerhuis postule dans [90]
qu’une possible nouvelle étape dans l’évolution de la vie serait représentée par la transmission
par reproduction non seulement des gènes (qui encodent les instructions nécessaires pour le
développement structural et le fonctionnement physiologique de l’organisme), mais aussi des
mèmes (qui encodent les connaissances acquises pendant la vie) de l’individu. Remarquons que
la notion des mèmes n’est pas une notion abstraite de cette théorie, étant déjà présente dans nos
vies, sous la forme des livres, des ressources multimédia, ou bien des sites Internet. Pourtant,
dans cette perspective, le connectome pourrait très bien faire fonction de transmission directe
des connaissances qui ne peuvent pas être acquises explicitement sans une expérience pratique
(voir par exemple la capacité de parler une langue, ou celle de faire du vélo). Bien que pour le
moment la technologie pour implanter cette idée soit au tout début de la phase de recherche
et demande des ressources de calcul extrêmement puissantes et coûteuses, elle pourrait un jour
être mise en œuvre.

Enfin, dans cette perspective à long terme sur les résultats des recherches des neurosciences, il
est peu probable de supposer que l’Internet, l’outil le plus complexe créé par l’homme, ne subira
pas des transformations radicales. Le web sémantique est juste une phase de développement
longuement attendue, mais pour la vraie image d’un Internet bio-inspiré et neuro-inspiré il reste
à l’avenir de nous la faire découvrir.

7.2.3 Défis de l’avenir

Dans ces derniers paragraphes nous avons esquissé une vision de l’avenir concernant à la fois
nos propres démarches de recherche et certaines perspectives envisagées sur le long terme pour
le domaine des neurosciences.

Sur le plan de la recherche théorique, les neurosciences ont un nombre significatif de problèmes
fondamentaux à affronter.

Comme nous l’avons précisé dès l’introduction de ce mémoire, notre approche informatique
repose sur une vision computationnelle et dynamique de la connaissance. Cependant, le débat sur
la nature ontologique de la connaissance et des processus cognitifs reste ouvert. Seul l’avenir nous
dira si les recherches futures peuvent trancher définitivement entre la vision computationnelle
de Turing et al., et la vision non-computationnelle de Searle, Penrose et al.

Toutefois, peut-être la question la plus fascinante de toutes ces recherches fondamentales
dans les neurosciences concerne la nature des processus mentaux de la conscience. Actuellement,
une communauté extrêmement importante est consacrée à ce sujet. Des progrès significatifs ont
été enregistrés grâce aux travaux de Baars [7], Crick et Koch [25] ou Edelman [32], mais comme
dans le cas des processus cognitifs ou de l’intelligence d’un système cognitif, l’origine et la portée
du phénomène de la conscience sont vivement débattues par les chercheurs et les philosophes.
Nous rappelons à ce propos que dans la section 4.2.3, nous avons aussi analysé une démarche
d’utilisation du paradigme des champs neuronaux dynamiques pour modéliser certains aspects
liés aux processus de la conscience.

Cependant, à part ces défis d’ordre théorique du domaine des neurosciences, les conséquences
pratiques d’utilisation de ses résultats rencontrent également de plus en plus visiblement d’autres
défis. Si dès l’introduction de ce mémoire nous avons évoqué l’influence des débats philosophiques
dans les fondations théoriques des sciences cognitives, il est attendu (comme par exemple dans
le cas des technologies d’ingénierie génétique) que l’avancement de ce domaine provoque de
nombreux débats éthiques et sociaux.

Pour l’instant, les conséquences du phénomène de « délocalisation » de l’intelligence humaine
(le fait de confier aux instruments créés par l’homme la capacité à s’adapter et à devenir auto-
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nomes, pour résoudre des problèmes complexes) ne sont que très peu débattues. Cependant, la
singularité technologique (l’événement au-delà duquel l’homme ne pourra plus être capable de
comprendre la complexité des instruments qu’il a créés, afin de les adapter ou de les contrôler)
reste pour l’instant un concept et un sujet de débat, plutôt qu’une question de politique. Ironi-
quement, le concept même nous « assure » que, s’il s’avère vrai, il passera inaperçu avant que
ses conséquences soient possibles d’être renversées.

Remarquons dans ce contexte que tous les instruments développés par l’homme (y com-
pris l’ensemble des théories scientifiques) sont issus des nécessités spécifiques, mais aussi d’un
incessant appétit de l’homme pour explorer l’inconnu. Ces nécessités sont celles qui formulent
nos problèmes d’utilité. Si nous avons analysé ce type de problèmes dans la section 4.3.1, d’un
point de vue de la modélisation neuronale, la vie même se pose ces problèmes à chaque instant.
Nos cultures, nos sociétés, nos technologies, sont toutes des « bôıtes à outils » nous offrant des
solutions possibles pour traiter ces problèmes. Or, depuis les résultats de Gödel sur la non dé-
cidabilité de certaines affirmations logiques, la méthode scientifique (la réfutation logique des
affirmations) est incapable de nous offrir une validation complète de nos théories et de nos résul-
tats. De plus, d’une manière générale, le temps et l’effort nécessaires pour appréhender, contrôler
et réadapter un objet quelconque (physique ou mental) augmente, de manière non-linéaire, avec
la complexité de cet objet (remarquons à ce propos qu’il nous a fallu le travail d’une thèse pour
comprendre et contrôler la dynamique des modèles de champ neuronal pour atteindre notre ob-
jectif initial de recherche). Ces aspects soulignent la difficulté mais aussi l’incertitude et l’inconnu
qui demeurent à l’intérieur de tout objet de la réalité, qu’il soit découvert ou créé. Les systèmes
dynamiques complexes de type économique ou social nous offrent un exemple éloquent d’objet
créé par les interactions humaines, dont l’incertitude et le risque sous-jacents sont permanents et
souvent impossibles à évaluer. De ce point de vue, il est attendu que la complexité croissante des
systèmes intelligents résultant des recherches des sciences cognitives, couplée avec la complexité
des systèmes dynamiques déjà existants (comme ceux sociaux ou économiques déjà mentionnés),
sous-entendra des risques et des incertitudes accrus.

Les aspects énumérés ici nous montrent que toutes nos activités de recherche nous demandent
un double acte de responsabilité : un pour valider la cohérence de nos modèles théoriques et un
pour évaluer et assumer les incertitudes vis-à-vis des conséquences pratiques de ces modèles
théoriques.

La nature est un système dynamique complexe dont l’homme fait partie. Grâce à sa curiosité
et à son effort, l’homme a pu découvrir et étudier au cours de son histoire une multitude im-
pressionnante d’aspects que la nature peut révéler. Plus que jamais, l’homme est témoin d’une
ère d’une effervescence inoüıe, en train pour la première fois dans son histoire d’être capable
d’aborder et de répondre à des questions fondamentales concernant l’origine et la nature de
la vie, la connaissance et la conscience de l’esprit. Devant le défi tout à fait remarquable posé
par la compréhension de ces phénomènes, repose un défi encore plus grand pour l’homme et sa
civilisation : celui de construire un équilibre dynamique capable d’intégrer à la fois lui-même, ses
connaissances, et la nature. Les neurosciences et l’étude des solutions développées par la nature
au cours de son évolution peuvent s’avérer des outils inestimables pour accomplir cette tâche.

Dans l’introduction de ce mémoire, nous avons affirmé que l’acte de connaissance est un acte
créateur, un acte amené à donner du sens à un flot d’information. Dans l’univers des connais-
sances, la démarche scientifique se voit comme une méthode pour valider la cohérence de ces
connaissances, par rapport à un ensemble d’éléments initiaux considérés irréductibles, et appelés
hypothèses. Grâce aux recherches récentes, la démarche scientifique peut s’atteler maintenant
aux problématiques concernant la création des connaissances, c’est-à-dire la compréhension et
la modélisation des processus cognitifs. Les portes ouvertes par toutes ces connaissances, ainsi
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que les chemins auxquels elles nous invitent, restent à être explorés soigneusement, afin de les
connâıtre véritablement.
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[75] W. Maass, T. Natschläger, and H. Markram. Real-time computing without stable states :
a new framework for neural computation based on perturbations. Neural Computation,
14(11) :2531–2560, 2002.

186



[76] J. B. MacQueen. Some methods for classification and analysis of multivariate observa-
tions. In L. M. Le Cam and J. Neyman, editors, Proc. of the fifth Berkeley Symposium on
Mathematical Statistics and Probability, volume 1, pages 281–297. University of California
Press, 1967.

[77] V. Markounikau, C. Igel, A. Grinvald, and D. Jancke. A dynamic neural field model of
mesoscopic cortical activity captured with voltage-sensitive dye imaging. PLoS Comput
Biol, 6(9) :e1000919, 09 2010.

[78] H. Markram. The blue brain project. Nature Reviews Neuroscience, 7(2) :153–160, 2006.
http ://bluebrain.epfl.ch.

[79] O. Ménard and H. Frezza-Buet. Model of multi-modal cortical processing : Coherent
learning in self-organizing modules. Neural Networks, 18(5-6) :646–655, 2005.

[80] R. Menzner, A. Steinhage, and W. Erlhagen. Generating interactive robot behavior :
A mathematical approach. In From Animals to Animats 5 : Proceedings of the Sixth
International Conference on Simulation of Adaptive Behavior, pages 135–144, 2000.

[81] J. Meyer. Modelling primary visual cortex dynamics with a dynamic neural field based on
voltage sensitive dyes. PhD thesis, Ruhr-University Bochum, 2007.

[82] R. C. Miall and D. M. Wolpert. Forward models for physiological motor control. Neural
Networks, 9(8) :1265–1279, 1996.

[83] R. Miikkulainen, J. A. Bednar, Y. Choe, and J. Sirosh. Self-organization, plasticity, and
low-level visual phenomena in a laterally connected map model of the primary visual
cortex. In R. L. Goldstone, P. G. Schyns, and D. L. Medin, editors, Perceptual Learning,
Psychology of Learning and Motivation, pages 257–308. 1997.

[84] R. Miikkulainen, J. A. Bednar, Y. Choe, and J. Sirosh. Computational maps in the visual
cortex. Springer, 2005.

[85] I. Mikhailova and C. Goerick. Conditions of activity bubble uniqueness in dynamic neural
fields. Biological Cybernetics, 92(2) :82–91, 2005.

[86] V. B. Mountcastle. Modality and topographic properties of single neurons of cat’s somatic
sensory cortex. J. Neurophysiol., 20(4) :408–434, 1957.

[87] V. B. Mountcastle. The columnar organization of the neocortex. Brain, 120 :701–722,
1997.

[88] C. L. Nehaniv. Self-reproduction in asynchronous cellular automata. In NASA/DoD
Conference on Evolvable Hardware, pages 201–209. MIT Press, 2002.

[89] E. Oja. Simplified neuron model as a principal component analyzer. Journal of Mathema-
tical Biology, 15 :267–273, 1982.

[90] G. J. op Akkerhuis. The operator hierarchy, a chain of closures linking matter, life and
artificial intelligence. PhD thesis, Radboud Universiteit Nijmegen, 2010.

[91] K. R. Pawelzik, U. Ernst, F. Wolf, and T. Geisel. Orientation contrast sensitivity from
long-range interactions in visual cortex. In Neural Information Processing Systems. MIT
Press, 1996.

[92] D. J. Pinto and G. B. Ermentrout. Spatially structured activity in synaptically coupled
neuronal networks : I. traveling fronts and pulses. SIAM J. Appl. Math, 62 :206–225, 2001.

[93] D. J. Pinto and G. B. Ermentrout. Spatially structured activity in synaptically coupled
neuronal networks : Ii. lateral inhibition and standing pulses. SIAM J. Appl. Math, 62 :226–
243, 2001.

187



Bibliographie

[94] D. Purves, G. J. Augustine, D. Fitzpatrick, W. C. Hall, A.-S. LaMantia, J. O. McNamara,
and L. E. White. Neuroscience. Sinauer Associates, 4th. edition, 2007.

[95] S. R. Quartz, T. J. Sejnowski, and H. Hughes. The neural basis of cognitive development :
A constructivist manifesto. Behavioral and Brain Sciences, 20 :537–596, 1997.

[96] G. H. Recanzone, M. M. Merzenich, W. M. Jenkins, K. A. Grajski, and H. R. Dinse.
Topographic reorganization of the hand representation in cortical area 3b owl monkeys
trained in a frequency-discrimination task. J Neurophysiol, 67(5) :1031–1056, 1992.

[97] G. Rizzolatti, L. Fogassi, and V. Gallese. Neurophysiological mechanisms underlying the
understanding and imitation of action. Nat Rev Neurosci, 2(9) :661–670, 2001.
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Résumé

L’objectif général de cette thèse s’inscrit dans le contexte des sciences cognitives, avec une dé-
marche informatique de modélisation bio-inspirée. Cette démarche vise la conception de modèles
de calcul neuronal qui soient capables de participer au développement des solutions logicielles
et des systèmes situés autonomes et adaptatifs.

Grâce à son rôle déterminant dans le traitement de l’information au niveau d’une multitude
de processus cognitifs, notre source principale d’inspiration dans cette démarche est la structure
cérébrale corticale. L’étude des résultats expérimentaux concernant la structure anatomique et
le fonctionnement du cortex cérébral nous permettent de mettre en évidence un certain nombre
de principes structuraux et fonctionnels généraux que nous employons dans la modélisation des
mécanismes et des processus neuronaux. Basé sur ces principes, nous proposons une architecture
neuronale d’inspiration corticale, capable de modéliser le processus émergent de la formation des
cartes corticales d’auto-organisation.

Afin d’implémenter cette architecture neuronale, nous faisons recours au modèle de champs
neuronaux dynamiques, un formalisme mathématique générique conçu pour modéliser la com-
pétition des activités neuronales au niveau cortical mésoscopique. Pour analyser en détail les
propriétés et les caractéristiques comportementales des modèles de référence de ce formalisme
existant dans la littérature, nous proposons une plate-forme d’évaluation, capable d’examiner
et de quantifier le comportement dynamique d’un champ neuronal quelconque dans différents
contextes de stimulation. Si cet instrument nous permet de mettre en évidence les avantages
pratiques de ces modèles, il nous révèle aussi l’incapacité de ces modèles à conduire l’implanta-
tion des processus d’auto-organisation (tel que nous l’avons décrit dans l’architecture neuronale
d’inspiration corticale) vers des résultats satisfaisants.

Ces résultats nous amènent à proposer une alternative aux modèles classiques des champs
neuronaux dynamiques, basée sur un mécanisme de rétro-inhibition, qui implémente un proces-
sus local de régulation neuronale. Grâce à ce mécanisme, le nouveau modèle de champ réussit
à implémenter avec succès le processus d’auto-organisation décrit par l’architecture proposée
d’inspiration corticale. Une analyse étendue du comportement de ce nouveau modèle, effectuée
utilisant l’instrument d’évaluation introduit précédemment, confirme que ce formalisme garde
les caractéristiques dynamiques exhibées par les modèles classiques de champs neuronaux, ce qui
nous autorise à considérer ce modèle comme une extension des modèles classiques de champs
neuronaux dynamiques.

Les travaux décrits dans cette thèse ouvrent à la fois la perspective d’une étude étendue
des comportements dynamiques des champs neuronaux, et la possibilité d’implantation des ar-
chitectures de calcul neuronal de traitement d’information multimodal pour la conception des
solutions logicielles ou robotiques bio-inspirées.

Mots-clés: champs neuronaux dynamiques, auto-organisation, modélisation corticale, cartes
corticales, systèmes situés.
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Abstract

The general goal of this thesis is included in the broader context of cognitive science,
and uses a bio-inspired computational approach which aims at designing neuro-computational
models that can be used in the development of adaptive and autonomous software solutions and
embedded cognitive systems.

Thanks to its essential role in several information processing neural mechanisms, the main
biological inspiration for our models comes from the cortical structure. An extensive study of
the anatomic and functional properties of the cortical tissue and the cortical activity entitles
us to proclaim a number of structural and functional principles that one should employ when
designing neural mechanisms and processes. Based on these principles, we propose a cortically
inspired neural architecture capable of modeling the emergent process of self-organizing cortical
maps.

In order to implement this neural architecture, we focus our interest towards the dynamic
neural fields paradigm, a generic mathematical formalism aimed at modeling the competition
between the neural activities at a mesoscopic level of the cortical structure. In order to examine
in detail the behavioral properties and features of classical models proposed in the last decades,
we design an evaluation framework, capable of analysing and quantifying the dynamic behavior
of the any neural field, in specific contexts of stimulation. While this instrument highlights the
practical advantages of the usage of such models, it also reveals the inability of these models
to help implementing the self-organization process (as it is described by the cortically inspired
neural architecture) with satisfactory results.

These results lead us to suggest an alternative to the classical neural field models, based on
a back-inhibition model which implements a local process of neural activity regulation. Thanks
to this mechanism, the new neural field model is capable of achieving successful results in the
implementation of the self-organization process described by our cortically inspired neural archi-
tecture. Using the neural field evaluation framework previously introduced, we highlight through
an extended analysis of the dynamic behavior of the new field model that the new field preserves
the dynamic features and properties shown by the classical field models. As a consequence, this
result entitles us to consider our field model as an extension of the classical ones.

The research described in this thesis opens the perspectives of both an extensive study of
the dynamic behavior of neural fields and the ability of implementing new neuro-computational
architectures of multimodal information processing, capable of being used in the development
of software solutions or biologically-inspired robot applications.

Keywords: dynamic neural fields, self-organization, cortical model, cortical maps, embedded
cognitive systems.
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