N

N

Sur les abstractions et les projections des processus
décisionnels de Markov de grande taille
Manel Tagorti

» To cite this version:

Manel Tagorti. Sur les abstractions et les projections des processus décisionnels de Markov de grande
taille. Autre [cs.OH]. Université de Lorraine, 2015. Frangais. NNT: 2015LORR0005 . tel-01751259

HAL Id: tel-01751259
https://hal.univ-lorraine.fr/tel-01751259
Submitted on 29 Mar 2018

HAL is a multi-disciplinary open access L’archive ouverte pluridisciplinaire HAL, est
archive for the deposit and dissemination of sci- destinée au dépot et a la diffusion de documents
entific research documents, whether they are pub- scientifiques de niveau recherche, publiés ou non,
lished or not. The documents may come from émanant des établissements d’enseignement et de
teaching and research institutions in France or recherche francais ou étrangers, des laboratoires
abroad, or from public or private research centers. publics ou privés.


https://hal.univ-lorraine.fr/tel-01751259
https://hal.archives-ouvertes.fr

UNIVERSITE
DE LORRAINE

AVERTISSEMENT

Ce document est le fruit d'un long travail approuvé par le jury de
soutenance et mis a disposition de I'ensemble de Ila
communauté universitaire élargie.

Il est soumis a la propriété intellectuelle de l'auteur. Ceci
implique une obligation de citation et de réeférencement lors de
I'utilisation de ce document.

D'autre part, toute contrefacon, plagiat, reproduction illicite
encourt une poursuite penale.

Contact : ddoc-theses-contact@univ-lorraine.fr

LIENS

Code de la Propriété Intellectuelle. articles L 122. 4

Code de la Propriété Intellectuelle. articles L 335.2- L 335.10
http://www.cfcopies.com/V2/leg/leg droi.php
http://www.culture.gouv.fr/culture/infos-pratiques/droits/protection.htm




UNIVERSITE
DE LORRAINE Ecole doctorale IAEM Lorraine

Sur les abstractions et les projections
des processus décisionnels de Markov
de grande taille

THESE

présentée et soutenue publiquement le 03 Février 2015

pour 'obtention du

Doctorat de I’Université de Lorraine

mention informatique
q
par

Manel Tagorti

Composition du jury
Président : Kamel Smaili Professeur & I’Université de Lorraine

Rapporteurs : Olivier Teytaud Chargé de Recherche, INRIA-SACLAY

Philippe Preux Professeur, Université Lille 3

Examinateurs : Rémi Munos Directeur de recherche, INRIA Lille Grand Europe
Raphaél Fonteneau Chargé de Recherche, FNRS, Université de Liege
Joerg Hoffmann Professeur, Université de Saarland
Bruno Scherrer Chargé de Recherche, INRIA Nancy Grand Est

Laboratoire Lorrain de Recherche en Informatique et ses Applications — UMR 7503



Mis en page avec la classe thesul.



Remerciements

Je tiens tout d’abord a remercier Bruno Scherrer qui m’a encadré durant ces trois années. Son
implication et ses conseils m’ont été d’une aide précieuse. Je remercie également mon directeur
de thése Joerg Hoffmann. Merci & Olivier Buffet pour sa disponibilité et son aide et a Francois
Charpillet qui m’a accueillie dans son équipe.

Je remercie en outre Olivier Teytaud et Philippe Preux qui ont rapporté ce travail, ainsi que
Raphaél Fonteneau, Kamel Smaili et Rémi Munos qui ont accepté de faire partie du jury.

Je remercie tous mes collégues avec qui j'ai passé de trés bons moments.



ii



Sommaire

Chapitre 1 Introduction

Chapitre 2 Processus de décision Markoviens et méthodes de résolution

2.1 MDP : Définitionl . . . . . . ...
2.2 Solution dun MDPI. . . . . . . ..o
2.2.1 Notion de politique|. . . . . . . . . .. ... oL
222 Tlafonctiondevaleurl. . ... ... ... ... o0
[2.2.3  Opérateurs de Bellman|. . . . . . .. ... ... ... ... 000,
224 FExistence dune solutionl . . . . . . ... Lo oo oo
[2.2.5 La fonction de valeur état-actionl . . . . . . ... ... ... L.
2.3 Programmation Linéaire| . . . . . . . . .. .. oo
2.4 Programmation dynamique| . . . . . . . . ... Lo
[2.4.1  Algorithme 1térations sur les valeurs| . . . . . . .. . ... . ... ... ..
[2.4.2  Algorithme itérations sur les politiques| . . . . . . . . . ... ... ... ..
[2.5  Recherche heuristique] . . . . . . . ..o
[2.5.1 = Stochastic shortest path (SSP)MDP| . . ... . ... ... ...
[2.5.2  Heuristique : définition|. . . . . . . . .. ... oo 0oL
[2.5.3  Caractéristiques d’une heuristique| . . . . . . . .. ... .. ... ... ..
P54 Algorithme A% . . . . . . . . . . ...
[2.5.5  Real Time Dynamic Programming (RTDP)[ . . . . . ... ... ... ...
[2.5.6 Labeled Real Time Dynamic Programming (LRTDP)[. . . . ... ... ..
[2.5.7 Utilité d’une heuristique| . . . . . . . . ... o oo o
[2.5.8  Comment calculer les heuristiques?|. . . . . .. ... ... ... .. ....
2.6 Les abstractions|. . . . . . . . .. Lo
[2.6.1 Planification classique| . . . . . . . . .. . o
[2.6.2  Planification probabiliste] . . . . . . .. ... o oo oo
2.7 Conclusion|. . . . . . . . .



Sommaire

Chapitre 3 Pathologies dans certaines abstractions des processus décisionnels de

Markov 27
[3.1 Abstraction Moyenne|. . . . . . . ... o 27
[3.2  Bounded parameter MDPs|. . . . . . ..o 31

.21 Définitionl . . . . . . oL 31
[3.2.2  Algorithme de Dean et Givan| . . . . . . . .. .. ... ... .. ...... 32
[3.2.3  Convergence de l'algorithme] . . . . . . . . .. .. ... 0oL 34
.24 Abstraction-BMDPI. . . .. ... oo o0 oo 36
[3.2.5 BMDP et Jeu dynamiquel . . . . . . . ..o oL 38
[3.2.6  Propriétés de I'abstraction-BMDP| . . . . ... ... ... 39
[3.3  Travaux analogues| . . . . . . . . ... .o 45
B4 Conclusion|. . . . . . . . .o 46

Chapitre 4 Les méthodes de projection linéaire pour un schéma de type itérations

sur les politiques 49
[4.1 Algorithmes de la programmation dynamique avec approximation| . . . . . . . . . 49

[4.1.1 Ttérations sur les valeurs avec approximation AVI| . . . . . . ... ... .. 49
[4.1.2  Itérations sur les politiques avec approximation API| . . . . ... ... .. 50
[4.2  Les Méthodes de projection| . . . . . . . . . . . . ... . .. o 50
[4.2.1 La méthode de projection directe| . . . . . . . . . . . ... oL 51
[4.2.2  Les Méthodes du point fixe| . . . . . ... .. .. ... ... .. 52
[4.2.3 La méthode du résidu de Bellman et la méthode des différences tempo- |

[ relles : une vision unifiéel . . . . . . ... 95

[4.3  Description de I'algorithme LSPI} . . . . . . ... ... .. ... ... ... .... o8
[4.3.1 Comparaison des différentes méthodes de projection| . . . . . .. . .. .. 59
432 Conclusionl . . . .. . . 59

Chapitre 5 Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)| 61

[6.1 Problématique| . . . . . . . . 61
[5.2  Outils Mathématiques| . . . . . . . . . . .. 62

[0.2.1  Les inégalités de concentration| . . . . . . .. ... ... ... .. ... .. 62

[6.2.2  Processus p-mélangeants|. . . . . . ... ... oL oL 63
[5.3  Vitesse de convergence et calcul de borne d’erreurs de l'algorithme LSTD(A)|. . . 65
[>.4  Résultat principal|. . . . . . ... o 65
6.5 Preuve du théorémeld . . . . . . . ..o 67

[5.5.1 Inégalité de concentration pour les estimations avec des traces d’éligiblité

| infiniment longues| . . . . . ... oo o 67




6.1 Tntroductionl. . . . . . . . . . ... 85
[6.2 Description de 'algorithme LS(M)NSPI . . . .. .. .. ... o000 0oL 85
6.2.1  Cadre générall . . . . . .. . . . 85
6.2.2 AV utilisant des politiques non stationnaires| . . . . . . . . ... ... .. 86
[6.2.3  API utilisant des politiques non stationnaires de période croissante| . . . . 87
6.2.4  API utilisant des politiques non stationnaires de période fixe p| . . . . . . 87

[6.2.5 L’algorithme Least square temporal difference LSTD()\) dans le cas non
[ stationnaire] . . . . . . . .. e 88
[6.2.6 Borne de performance de l'algorithme LS(A\)NSPI . . . . . . ... ... .. 91
0.3 Simulations] . . . . . . .o 99
[6.3.1  Variation de I'erreur en fonction du parameétre A| . . . . . . . ... .. .. 100
[6.3.2  Variation de 'erreur en fonction de la période p| . . . . . . . . ... .. .. 102
6.4 Conclusion|. . . . . . . . . . e 106
Chapitre 7 Conclusion générale 107
Annexe A Preuve du lemme (1 111
Annexe B Compléments sur les chaines de Markov 113
Annexe C Compléments sur les coefficients de concentration 117
Bibliographie 119




Sommaire




Chapitre 1

Introduction

Ces derniéres décennies 'automatisation a commencé a toucher tous les secteurs de la vie
quotidienne. En effet plusieurs taches qui étaient réservées & I’homme sont actuellement traitées
par des machines. Nous citerons dans ce cadre les distributeurs automatiques (distributeurs de
tickets dans les gares ou des billets dans les banques), les robots industriels ou encore les caisses
automatiques dans les grandes enseignes.

Ces machines s’avérent parfois plus performantes que les humains par leur capacité de mémo-
risation et leur rapidité de calcul. Le succés de 'automatisation a engendré le besoin de créer des
machines encore plus performantes, qui soient autonomes i.e., capables de prendre des décisions
dans certaines situations sans une intervention humaine et dotées d’une capacité de raisonne-
ment. L’intelligence artificielle (IA) est la science qui porte sur I’étude et le développement de
ce genre de machines. Cette thése s’inscrit dans ce cadre. Elle s’'intéresse aux méthodes qui les
rendent plus efficaces. En effet, elle s’attaque a I'un des défis qui s’oppose & plusieurs domaines
de I'TA. Cette thése revisite le probléme de la dimensionnalité "the curse of dimensionnality”
(Bellman) engendré par la taille du systéme considére, étudie certaines méthodes de résolution
et propose des schémas de calcul pour rendre ces méthodes plus performantes.

Intelligence artificielle

Le terme "intelligence artificielle" peut étre défini de plusieurs facons ; ainsi Bellman (1978) la
définit comme ['automatisation d’activités qu’on associe a la pensée humaine, des activités telles
que la prise de décision, la résolution des problémes et 'apprentissage... ou encore Kurzweil
(1990) Vexplique comme [’art d’accomplir des taches qui nécessitent une intelligence humaine.
Ces deux définitions se rejoignent dans le sens oul le but est le méme; créer une machine qui
ressemble & 'homme que ce soit par la pensée ou par les actes. L’intelligence artificielle prit
effectivement naissance comme science & part entiére dans les années 1940-1950 avec ’arrivée
des ordinateurs. Elle fait intervenir plusieurs autres sciences telles que les mathématiques, la
psychologie, les sciences cognitives ou encore les neurosciences.

La planification

La planification est un sous-domaine de l'intelligence artificielle. Elle décrit la maniére dont
un agent atteint ses objectifs. On désigne par agent toute entité (physique ou abstraite) capable
d’agir, autonome dans ses décisions et portant une connaissance sur elle méme et sur les autres.
Cet agent doit décider a chaque pas de temps quelle action prendre. Ce choix dépend de ce qui
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a été précédemment réalisé et aura une influence sur les décisions & prendre dans ’avenir. On y
distingue deux catégories : la planification classique et la planification probabiliste.

Planification classique

La planification classique décrit les différentes étapes d’évolution d’un agent a partir de I’état
initial sg supposé connu jusqu’a l’état final G qui est l'objectif & atteindre. L’environnement dans
lequel évolue cet agent est statique (i.e., il n’existe pas de facteurs extérieurs qui pourrait influer
Penvironnement) et totalement observable (I’agent peut observer chaque état). Afin d’atteindre
son objectif, ’agent effectue des actions déterministes dont il connait les conséquences. Chaque
action effectuée est une fonction partielle de 'espace des états. En effet, on peut associer & chaque
état une action a exécuter (il existe des cas o une action donnée n’est pas associable & certains
états de l’espace). Les préconditions d’une action notées prec(a) décrivent les cas ou 'action a
peut étre exécutée et l'effet d’une action notée eff(a) désigne I'état résultant de a. On résout un
probléme de planification en le convertissant en un modéle de graphe. Ce graphe est composé
d’un ensemble de nceuds qui représentent les états et d’un ensemble d’arcs partant d’un état vers
un autre représentant les actions associées a I’état de départ. On peut distinguer deux types de
planification :

— La planification avant qui consiste & chercher dans le graphe & partir d’un état initial sg

I’état qui satisfait les objectifs a atteindre, en utilisant une stratégie donnée.

— La planification arriére qui consiste au contraire & partir de I’état but afin d’identifier de

maniére rétrograde les étapes qui ménent & cet état but.

Planification probabiliste

A Tlinstar de la planification classique la planification probabiliste décrit aussi la maniére dont
un agent se comporte pour réaliser ses objectifs. Mais contrairement a celle-ci I’agent ne peut pas
prédire les conséquences des actions qu’il peut effectuer. En d’autres termes partant d’un état
fixé et en choisissant une certaine action il peut basculer vers un ensemble d’états. L’agent évolue
dans un environnement stochastique, il atteint chacun de ces états avec une certaine probabilité.
On suppose généralement que l’agent a une certaine connaissance de son environnement. Il a
ainsi accés aux probabilités de transition d’un état x vers un autre état y selon une action a. La
probabilité d’atteindre un état & 'instant ¢ dépend de son état a 'instant ¢ — 1. On dit alors que le
systéme satisfait la propriété de Markov. Les problémes de planification probabiliste peuvent étre
formalisés mathématiquement en utilisant les processus décisionnels de Markov (MDP) qu’on va
introduire dans le chapitre [2] Les méthodes de résolution sont généralement celles utilisées dans
le cadre des MDP qui sont les algorithmes issus de la programmation dynamique (cf. chapitre [2)).

Apprentissage automatique

[’apprentissage automatique est un sous-domaine de l'intelligence artificielle. Il consiste en un
ensemble de méthodes d’analyse et de développement permettant d’extraire un certain nombre
d’informations en partant d’un ensemble de données. Cette déduction d’informations se fait grace
a un processus d’apprentissage indépendant de toute intervention humaine. Dans ’apprentissage
automatique on peut distinguer trois types d’apprentissage : 'apprentissage supervisé, I’appren-
tissage non supervisé et I’apprentissage par renforcement.



Apprentissage supervisé

On dispose en apprentissage supervisé de n couples de données (X;,Y;)i<i<, dites don-
nées d’entrainement. Les variables X; sont des variables d’entrée définies dans ’espace X et les
variables Y; sont des variables de sortie définies dans l'espace ). Les variables de sortie sont
supposées indépendantes et identiquement distribuées. On cherche a construire une fonction

fiUnen(X x )" = F

pour prédire X et Y—ou les couples (X,Y) sont des données test—a partir des données d’entraine-
ment. Dans le cas ou 'espace ) C R, on parle de probléme de régression. Sinon si ’ensemble Y
est fini on parle de probléme de classification. On retrouve ce type d’apprentissage dans plusieurs
méthodes telles que la méthode du plus proche voisin ou encore celle des réseaux de neurones.

Apprentissage non supervisé

Contrairement a 'apprentissage supervisé, aucune information n’a été fournie & ’algorithme,
c’est a lui de trouver la structure de classification adéquate & I’ensemble des données en entrée. On
distingue deux types d’approches dans "apprentissage non supervisé. Une approche qui consiste
& apprendre a l’agent non & travers des classifications explicites mais & travers un systéme de
récompenses pour indiquer I’échec ou la réussite. L’apprentissage par renforcement est un cas
de 'apprentissage non supervisé ot un agent prend ses décisions en fonction des récompenses
percues. Un second type d’approche est ce qu’on appelle "le clustering” ou le but n’est pas de
maximiser le gain total mais d’identifer des similarités dans les données fournies. Le clustering
final correspond & une certaine classification qu’on avait au départ du systéme.

Apprentissage par renforcement

L’apprentissage par renforcement est une des approches de ’apprentissage automatique o
on vise & construire des agents capables d’apprendre et d’évoluer. On ne peut pas dire & I’agent ce
qu’il doit faire mais on peut ’entrainer sur les choix possibles & faire en fonction des récompenses
qu’il pergoit. Tout au long de ce processus d’entrainement ’agent doit apprendre & faire un
compromis entre ce qu’on appelle I'exploitation et I'exploration : au cours de son processus de
recherche l'agent doit apprendre & ezploiter les données qu’il a acquises de par son expérience
mais en méme temps apprendre & ezplorer et & expérimenter de nouvelles afin de trouver une
stratégie optimale ou au moins trouver une qui s’en rapproche [PDMIA, 2008|. L’apprentissage
par renforcement est notamment utilisé dans les cas

— Des jeux : le jeu backgammon par exemple composé de deux joueurs ou chacun doit faire
avancer ses pions jusqu’a ce que 'un d’entre eux retire complétement ses pions. L’agent
apprend les différentes stratégies du jeu en jouant contre un humain ou contre un autre
agent.

— Des problémes de controle : comme celui de ’'ordonnancement d’un ascenceur. On ne sait
pas quelle meilleure stratégie suivre pour avoir un ascenceur rapide. L’agent apprend a
renvoyer de bonnes stratégies de contrdle, en s’adaptant aux changements de I’environne-
ment (simulé).

Les problémes d’apprentissage par renforcement (A/R) les plus étudiés sont ceux qui peuvent
étre formalisés comme un probléme de type MDP. Les méthodes de résolution en (A/R) ont pour
objectif de résoudre deux sortes de problémes : un probléme de prédiction, i.e. sous une stratégie
donnée on cherche a connaitre la somme totale de récompenses cumulées dans chaque état et un

7
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probléme de controéle ot on veut identifier la politique optimale qui garantit un gain maximum
dans chaque état. Parmi ces méthodes, on cite les méthodes de Monte Carlo et les méthodes de

différences temporelles incluant les algorithmes TD(0) [Sutton, 1988], SARSA [Watkins, 1989 et
Q- Learning |Watkins and Dayan, 1992].

Probléme

Dans les deux cas de 'apprentissage automatique et de la planification on fait face au pro-
bléme de la dimensionnalité de ’espace. En effet lorsque la taille de I’espace considéré augmente il
n’est plus possible d’explorer ni d’exploiter par les méthodes dont on dispose les informations que
fournit le systéme. Ce probléme a été identifié pour la premiére fois-expérimentalement—dans les
programmes de traduction automatique. Les algorithmes proposés montraient certaines limites a
résoudre les problémes de I’explosion combinatoire (i.e. difficulté de résoudre & un probléme suite
a une légeére modification des données de base), et ce par manque de mémoire et de puissance
de calcul. Bellman ’a repéré en optimisation dynamique lorsque la taille de I’espace mathéma-
tique augmente. Dans le cadre des MDP on rencontre également ce probléme. En effet les MDP
énumeérent le nombre de valeurs que peut prendre un état donné; prenons l’exemple [Boutilier]
d’un systéme décrit par un ensemble de M variables boolénnes, la taille de ’espace
des états correspondant est égale a 2M. Pour un entier M assez grand, représenter un tel sys-
téme n’est pas vraiment faisable. On propose dans le paragraphe suivant quelques moyens de
résolution.

Approches considérées

Une réponse naturelle serait d’essayer de résoudre d’une fagon approximative le probléme en
utilisant différentes approches :

1. Une premiére approche consiste & agréger les états d’un systéme (par exemple les nceuds
dans un graphe en planification classique) en des sous-ensembles pour obtenir des mo-
déles de taille plus réduites mais qui sont "équivalents" au modéle d’origine. Cette idée
de réduction du modele tient ses origines de lautomatique théorique |Hartmanis and
Stearns, 1966| et est apparue plus récemment dans les travaux de model checking ( [Burch
et al., 1994, [Lee and Yannakakis, 1992|). Construire cette transformation demeure ce-
pendant un probléme & étudier. Comment rassembler les différents paramétres définissant
le probléme ou plus précisément comment définir en termes de récompenses/transitions
le nouveau modeéle construit ? On abordera ces questions dans le chapitre [3]

2. La deuxiéme approche consiste a projeter ’espace des états sur un espace de taille plus
petite. Une aggégation (ou une abstraction comme on le définira plus tard) est un cas
particulier de projection. Dans ce sens on peut considérer la premiére approche comme
un cas particulier de la deuxiéme. La projection renvoyée est une approximation de la
solution qu’on cherche & estimer (une solution peut étre par exemple la distance par rap-
port & un état terminal dans un graphe donné). 1l existe dans ce cadre plusieurs méthodes
de projection comme la méthode des moindres carrés (dans le cas ou 'approximation
est linéaire), on peut citer dans ce contexte les algorithmes Least square temporal diffe-
renceLSTD(0) [Bradtke and Barto, 1996] et LSTD(A) [Boyan, 2002| ou encore la méthode
du résidu de Bellman et 'algorithme qui lui correspond Least square Bellman residual
LSBR.




3. Les techniques de décomposition hiérarchique qui subdivisent un probléme en un ensemble
de sous-problémes. Dans un contexte particulier cette subdivision peut aider & identifier les
décisions ou actions les plus pertinentes et écarter celles qui le sont moins pour atteindre un
objectif précis. Parmi les représentations les plus notables en décomposition hiérarchique
on peut citer l'utilisation des options [Sutton et al., 1999], la tdche hiérarchique [Dietterich,
1999| ou encore la machine abstraite [Parr and Russell, 1997]. Dans le cadre de la premiere
représentation utiliser des options permet de diminuer d’une maniére exponentielle le
probléme & résoudre.

Contributions

Cette these ne s’est intéressée qu’aux deux premiéres approches. Dans la premiére approche
on s’est particuliérement penché sur deux cas d’aggrégations : 'aggrégation moyenne— peu étudiée
dans la littérature- et Paggrégation Bounded Parameter MDP décrite dans |Givan et al., 2000).

Une propriété sur laquelle on s’est particuliérement penché est celle de la monotonie i.e.
vérifier si une aggrégation plus fine qu’une autre induit une moindre erreur. Il semble en effet
logique qu’une aggrégation qui se rapproche du modéle initial soit plus conforme & ce dernier.
Afin de mettre en ceuvre cette idée, nous avons considéré deux aggrégations dont 'une est plus
fine que 'autre et nous les avons respectivement comparés a l'aggrégation 0 (modéle initial)
dans les deux cas qu’on a décrits précédemment. Nos principales contributions & ce sujet sont les

suivantes.

1. Dans le modéle moyen : on montre qu’il n’y a pas en général de monotonie de I'approxi-
mation par rapport a l'aggrégation et ce méme dans un cas déterministe (un cas ou les
transitions sont égales a 0 ou 1). Soient v et o deux aggrégations, considérons la relation
d’ordre partiel o’ = a, ce qui signifie @’ est plus fine que a. On peut avoir E, > E, ou
E correspond a l'erreur induite par 1’aggrégation.

2. Dans le BMDP : on montre que dans le cas déterministe, il y a toujours monotonie de
I’approximation par rapport & ’aggrégation. Cette propriété n’est plus en général vraie
dans le cas probabiliste.

Selon les situations nous présenterons des preuves ou des contre-exemples pour étayer nos argu-
ments.

En ce qui concerne la deuxiéme approche on s’est particuliérement intéressé & 1’algorithme
LSTD()). On analyse la vitesse de convergence de cet algorithme grace a des outils mathé-
matiques qu’on introduira dans le chapitre | La borne d’erreur déduite dépend du nombre
d’échantillons générés. Elle rend compte du réle que joue le parameétre A dans la convergence de
I’algorithme.

Cette étude sera étendue par la suite au cas ou on applique un schéma d’itérations sur
les politiques stationnaires et non stationnaires a l’algorithme LSTD()A). On propose dans le
chapitre [6] une borne de performance pour les algorithmes Least square stationary policy iteration
LSPI(\) |[Lagoudakis and Parr, 2003| et Least square non stationary policy iteration LS(A\)NSPI
[Scherrer and Lesner, 2012].
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cessus décisonnels de Markov (N, m,b,~) qui se caractérisent par leur nombre

d’états IV, le nombre d’actions m, le facteur de branchement b (b représente le

nombre d’états atteints & partir de chaque couple état-action) et le facteur de

discontinuité y. On a pris N = 100, v = 0.99. Les récompenses sont uniformes
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2

Processus de décision Markoviens et
méthodes de résolution

Notre travail se situe dans le cadre de la prise de décision dans l'incertain ot un agent
interagit avec un environnement stochastique. On s’intéresse & la notion de stratégie optimale
afin de minimiser (maximiser) le cott total (la récompense) cumulé le long de son parcours. Une
formalisation mathématique de ce probléme est possible en introduisant les processus décisionnels
de Markov (MDP) [Sutton and Barto, 1998| : ce processus refléte la dynamique du systéme en
attribuant des probabilités de transition d’un état vers un autre sachant une action a. L’état du
systéme & l'instant ¢ ne dépendra que de son état a 'instant ¢ — 1, on dira alors qu’il satisfait la
propriété de Markov.

Nous allons commencer par définir dans ce chapitre de maniére formelle les MDP puis nous
allons introduire de maniére générale les méthodes de résolution de ces processus. On parlera
en premier lieu des algorithmes issus de la programmation dynamique et de la programmation
linéaire. Puis on présentera les principales méthodes utilisées en planification typiquement les al-
gorithmes de la recherche heuristique. Ces algorithmes reposent sur ['utilisation des heuristiques—
une préévaluation de la solution optimale (on donnera par la suite une définition plus détaillée).
Il existe plusieurs maniéres de calculer les heuristiques, on ne considérera ceci dit que celles
déduites & partir des abstractions. Ces abstractions influent sur la qualité de I'heuristique. On
donnera des définitions plus précises des ces transformations ainsi que des exemples tirés de la
littérature dans la deuxiéme partie de ce chapitre.

2.1 MDP : Définition

Le probléme formalisé par les processus décisionels de Markov peut étre défini par le quintu-
plet (S, A, R,p,7) :

— L’ensembe S représente ’ensemble des états possibles (supposé fini).

— L’ensemble A représente I’ensemble des actions possibles (supposé fini).

— Lafonction R : Sx A — R est la récompense percue étant dans un état s donné et sachant
qu’on a effectué ’action a.

— La fonction p: S x A x S — [0, 1] est la probabilité de transition d’un état s & un état s’
sous l'action a.

— Le parametre v € (0, 1] est le facteur d’actualisation : il reflete le degré d’importance des
récompenses percues au cours du temps, pour v = 1 ’agent ne pergoit aucune différence.
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Chapitre 2. Processus de décision Markoviens et méthodes de résolution

Notre objectif est d’identifier une séquence d’actions— sachant un état initial s—qui maximise
I’espérance de la somme totale des gains cumulés,
Sg = s] .

Ceci consiste & trouver la stratégie optimale qui induit un cott (gain) minimum (maximum).
On s’intéressera dans ce qui suit aux concepts fondamentaux et & plusieurs algorithmes pour
résoudre le probléme formalisé par les MDP.

o0
E" nytr(st, at, St+1)

t=0

2.2 Solution d’un MDP

2.2.1 Notion de politique

On appelle la séquence d’actions qu’effectue un agent une politique, que I’on note 7. C’est
une fonction qui dépend des espaces S, A et de espace temps T, ona 7 : S xT x A — [0,1]
avec 7(s,t,a) la probabilité de choisir I'action a au temps t, sachant qu’on est dans I'état s. Il
existe plusieurs types de politiques :

— Une politique 7 est dite déterministe si pour chaque état s on associe une seule action a :

m:SxT — A
— Une politique 7 est dite stationnaire si elle ne varie pas au cours du temps : pour deux
instants t1 et t2 donnés on a 7(s,t1,a) = w(s,te,a), sinon elle est dite non stationnaire.
On ne s’intéressera a ce dernier cas que dans le chapitre [6] de ce manuscrit sinon 7 désignera
dans tout ce qui suit une politique déterministe et stationnaire. En effet on sait qu’il existe une
politique (stratégie) optimale déterministe et stationnaire qui résout le MDP [Puterman, 1994].

2.2.2 La fonction de valeur

Un agent suit une certaine politique 7 afin d’optimiser la somme totale des récompenses
percues. On note
S0 — S]

I'espérance de la somme totale des récompenses (moyennant le facteur «*) sachant un état initial
sp et une politique . La fonction v™ : S — R est la fonction de valeur associée a I’état s sous
une certaine politique 7. Nous allons rappeler dans ce qui suit les différentes étapes & suivre pour
estimer v™ [Puterman, 1994]. Dans le cas ou 7 est une politique déterministe, on a

SOZS]

o0
ZVtT(St,at,StH) S0 = 5] .

t=1
S1 = 8/] .

e}
v"(s) =E7 [thr(st,at,StH)

t=0

v (s) = E™[r(so, ao, s1)|s0 = s] + E"

oo
nytr(st, at, St+1)

t=1

- ZP(S, m(s), Sl)’l”(s, m(s), S/) +E7

En utilisant la propriété de Markov il s’avére que :

o (s) = 3 pls,m(s), (s, w(s) ) + 3 pls,w(s), o JET [Z 77(50, a0, 5141)

s'eS t=1
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2.2. Solution d’'un MDP

S1 = SI]

On note R : S x A — R la fonction récompense définie par R(s,a) = > p(s,a,s’)r(s,a,s’). On
a alors

En posant u =t — 1 on trouve que

v (s) = Zp(s, 7(s), s )r(s,m(s),s’) + Z p(s,m(s), s )E™ Z Y (Sug1s Qs 1, Suto)

s'eS u=0

= p(s,7(s),s)r(s,m(s),8") +7 D p(s,m(s), 8)o" ().

s'esS

v"(s) = R(s,a) + Z p(s,m(s),s)v™(s).

s'eS
C’est ce qu’on appelle I’équation de Bellman. La fonction de valeur optimale correspond a v*(s) =
max, v™(s). On dit qu’une politique 7* est optimale si pour tout s € S, 7*(s) € arg max v*(s).
Formulation matricielle :

La fonction de valeur v™ peut étre également considérée comme un vecteur défini par v™ : .S —
RY ot N = |S|. En effet pour chaque politique 7 fixée on peut définir la matrice de transition P™
telle que pour tout i,7 € {1,..., N}, P[; = p(i,7(i), j). De méme on peut définir R™ le vecteur
récompense tel que pour tout ¢ € {1,...,n}, R™(i) = R(i,n(i)). Le vecteur v™ vérifie alors

v = R" +~yP™".

La matrice P est stochastique donc elle posséde des valeurs propres de module inférieur a 1. Pour
des valeurs de v < 1,0on a alors (I — vP) est inversible. Il s’en suit que

v = (I —yP™) ™.

2.2.3 Opérateurs de Bellman

Pour chaque politique 7, on note 7™ l'opérateur de Bellman : RV — RN ot N = |S|, qui
associe a chaque vecteur u de RY la fonction
T™u(s) = R(s,m(s)) +~ Z p(s,7(s),s)u(s"), pour tout s € S.

s'es

L’opérateur T™ est monotone c’est-a-dire que pour tout couple de vecteurs (w, Ju dans RY x RY
tels que w < u, T™w(s) < T™u(s). L’opérateur T™ est (7, ||.||oo)-contractant [Puterman, 1994].
En effet, on a pour tout couple de vecteurs (w,u) dans RY x RY

177w = T7ull < Iy 3 pls7(s). ) (w(s") — u(s))oe
s'eS
< Ylw - ullo-

On note T Popérateur de Bellman : RN — RY vérifiant

Tu(s) = max <R(S,7T(S)) + Z p(s,m(s), s’)u(s')) .

™
s'es
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Chapitre 2. Processus de décision Markoviens et méthodes de résolution

L’opérateur T a les mémes propriétés que l'opérateur T7. En effet T est monotone. On a pour
tout couple de vecteurs (u,w) dans RN x R¥ tels que w < u

Tw(s) — Tu(s) =max (R(s, m(s)) +7 Z p(s,7(s), s')w(s')) -

T s'eS
max (R(s,ﬁ(s)) + Z p(s,m(s), SI)U(S,)>
s'esS™

<maxy 3 pls,7(s), ) (w(s) - u(s))
s'eS
<0.

T est (7, ||.|loo)-contractant. Pour tout couple de vecteurs (u,w) dans RY x RY on a
1Tt = Twlloo < maxy 3 p(s, 7(5), &)l — w]oo
s
s'eS
= 7lu — vl

La fonction de valeur optimale est solution de I’équation v = T'v, qu’on appelle aussi I’équation
de Bellman.

2.2.4 Existence d’une solution

La fonction de valeur v™ est solution de I’équation v = T™v. En effet 'opérateur de Bellman
est (7, ]-]/oo)-contractant donc ’équation v = T7v admet une unique solution. On va rappeler
dans cette partie les principaux arguments de preuve justifiant ce résultat. Soit pour & > 0 la
suite de valeurs, telle que pour k = 0 on a vy une valeur arbitraire dans R et pour k > 1,
v = Tvg_1. Puisque || P|loc = 1 il s’en suit que

k11 — Vklloo = 1T vk — T 0100
= |7 Pr(vk — ve—1)l0o

< Allvk = ve-1]loo-
En itérant ce procédé k-fois on obtient
o1 = klloo < 7*llor = volloo-
Le terme [|v1 — vgl|2 est borné. Pour v < 1, pour tout € > 0 il existe un entier N € N qui vérifie
Vk > N, Vr € N, ||vkqr — Ug|loo < €.

La suite (vg)k>0 est une suite de cauchy dans I'espace de Banach (R, ||.||o) donc elle converge vers
v™ point fixe de ’équation T7v = v. La méme preuve peut étre reprise pour montrer ’existence
d’une unique solution de I’équation Tv = v.

Au lieu de considérer la fonction de valeur qui a chaque état associe la valeur associée, on peut
considérer la fonction de valeur état-action qui fait correspondre & chaque couple d’état-action
la valeur qui lui est associée. C’est ce qu’on va expliquer dans la suite.
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2.8. Programmation Linéaire

2.2.5 La fonction de valeur état-action

La fonction de valeur état-action Q™ : S x A — R est la somme totale des récompenses
cumulées en suivant une certaine politique 7 sachant un état intial sy = s et une premiére action
ag = a. Elle vérifie

Q"(s,a) =E" [Z 7y
=1

S0 = S,ap = a]
oo
t—1
E RARA
t=2

=S p(s,a,8)r(s,a,8) + > pls,a, s)ET

s

= Elri|so = s,a0 = a] + E"

S0 = S,ap :a]

o0

Z’Yt"f’t+1

t=1

s1=28,a1 = 71’(8/)]

= R(s,a) +7 3 pls,a,8)Q" (s,7(s))).

8/

Si * appartient & I’ensemble des politiques optimales alors on a
Q™ (s,a) = Q*(s,a) = max Q™ (s, a).
™
Soit pour tout état s’ dans S, laction a’ qui vérifie w(s') = a’, on a

Q"(s,a) = R(s,a) + ymax > pls,a,8)Q (s, a).

S

Formulation matricielle

La fonction Q™ peut étre considérée comme un matrice de taille N x m, on m = |A|. Pour
tout couple (4, j) € {1,..., N} x {1,...,m}, on a QF ; = Q™ (4, j), noter ici qu’on associe a chaque
action de A un entier dans {1, ...,m}.

Une fois qu’on a introduit les principaux concepts et définitions concernant les MDP, nous
allons présenter dans ce qui suit les principaux algorithmes de résolution utilisés.

2.3 Programmation Linéaire

La résolution d’'un MDP peut étre considérée comme celle de type programmation linéaire
(PL). Un probléme de programmation linéaire (PL) consiste & trouver le vecteur x qui maximise
la somme c'z tel que Az < b et x > 0. La matrice A et les vecteurs b et ¢ sont supposés connus.
Dans le cadre des MDP ceci correspond & résoudre un systéme du type

maximiser 1%

sous la contrainte (I —vP,)v < R,,Va € A
ou ¢ = 1 (1 est le vecteur unitaire), b = R, et A = (I —~yP,). On obtient ainsi un probléme
de programmation linéaire avec N variables et N x m contraintes avec m = |A|. Pour v < 1, la

solution & ce probléme est le vecteur de fonction de valeur optimal v*.
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Chapitre 2. Processus de décision Markoviens et méthodes de résolution

2.4 Programmation dynamique

Les algorithmes issus de la programmation dynamique (PD) sont des méthodes de résolution
qui sont basées sur une formule récursive ol a chaque itération la solution est construite & partir
de celle calculée & I'étape précédente. Ils nécessitent une initialisation qui peut étre arbitraire et
qui n’a pas d’influence sur la convergence de I'algorithme. Dans ce qui suit on va introduire les
principaux algorithmes issus de la (PD).

2.4.1 Algorithme itérations sur les valeurs

L’algorithme itérations sur les valeurs (IV) [Bellman, 1957 calcule une solution au systéme
composé par les équations de Bellman a travers une suite d’itérations. L’idée étant d’approcher
v* par une suite v, qui converge aprés un certain nombre d’itérations n vers v*. L’algorithme est
initialisé & une valeur v = vg qui est arbitraire et a chaque itération la valeur v, est remplacée
par Tv,—1.

Up < max Trv,_1.
™

L’algorithme requiert généralement un nombre infini d’itérations. Il existe ceci dit des cas ou

Algorithme 1 Algorithme itérations sur les valeurs

Initialiser v arbitrairement pour chaque état s € .S
Répéter

A<+0

U v

v maxy ITru

A + max(A, [[u — v||0)
jusqu’a A <4

on a besoin que d’un nombre fini (le cas des (SSP) déterministe, voir définition |1| ci-dessous).
On peut choisir d’arréter I’algorithme lorque la différence entre les valeurs successives vy, et v,_1
devient plus petite qu'un certain réel 8, qu’on peut prendre arbitrairement petit. On a dans ce
cas |[Williams and Baird, 1993

2y
0 < ——6.
o = oo < =6
2.4.2 Algorithme itérations sur les politiques

L’algorithme itérations sur les politiques (IP) [Howard, 1960] calcule également une solution
au systéme imposé par les équations de Bellman. Chaque itération estime cette solution en deux
étapes : une étape d’évaluation de la politique et une étape de ’amélioration de la politique.

Evaluation de la politique

Cette étape consiste a évaluer la fonction de valeur v™ pour une politique fixée 7. Le vecteur
v™ vérifie

v™ = (I —vyPy) 'R,.
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2.5. Recherche heuristique

Lorque I'espace des états S est grand, on peut de maniére alternative déterminer v™ en utilisant
la forme récursive v, = Tv,_1. On a dans ce cas

v" = lim T"vg
n—oo

oll vy est une valeur initiale quelconque.

Amélioration de la politique

Une fois qu’on a déterminé la fonction de valeur v™ pour une politique fixée donnée, on
cherche a voir §'il existe une politique 7" dite gloutonne qui satisfait

/
m < argmax T v".
™

Dans le cas ou m = 7/, w est la politique optimale et donc v™ correspond a v*. Cette étape est
dite étape de 'amélioration de la politique. En regroupant les deux étapes ensemble on obtient
I’algorithme itérations sur les politiques décrit ci-dessous. Contrairement a l’algorithme itérations

Algorithme 2 Algorithme itérations sur les politiques
Initialiser vy
Répéter
Tp+1 < glouton(vy)
Uyl ¢ VTRHL
k+—k+1
jusqu’a mp = mpq

sur les valeurs, l'algorithme itérations sur les politiques nécessite en plus un étape ot on doit
évaluer la politique courante 7 a chaque itération. Ceci dit (IP) converge vers la politique
optimale en un nombre fini d’itérations.

1l existe des similarités entre la méthode de résolution en programmation linéaire et celle des
approches itératives. En effet on peut montrer que la méthode du simplexe (en programmation
linéaire) utilisant la régle de pivot de Dantzig est équivalente & lalgorithme itérations sur les
politiques [Puterman, 1994].

Aussi tous ces algorithmes requiérent une mémoire qui est proportionnelle au nombre d’états
N. Ils renvoient la solution optimale en un temps polynomial par rapport aux entiers N, m,
B (qui est le nombre de bits nécessaires pour coder les paramétres du MDP en des nombres
réels) |[Littman et al., 1995].

Il est possible de rendre ces approches plus rapides en les initialisant avec une fonction vg
qui se rapproche de v*. On appelle plus communément vy une heuristique. On va donner dans
ce qui suit une définition plus précise de cette notion. On va ainsi présenter les algorithmes de la
recherche heuristique et introduire 'une des méthodes de calcul de ces heuristiques & savoir les
abstractions.

2.5 Recherche heuristique

Nous nous intéresserons dans cette partie & un cas particulier de MDP qui est le stochastic
shortest path(SSP)MDP. Nous introduisons dans ce paragraphe une définition plus formelle de
Ces processus.
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Chapitre 2. Processus de décision Markoviens et méthodes de résolution

2.5.1 Stochastic shortest path (SSP)MDP

Les (SSP)MDP ont une caractérisation assez similaire a celle des MDP preésentés auparavant.
Ils se distinguent toutefois des MDP par I'existence de ce qu'on appelle des états terminaux ou
états but :

Définition 1. [Mausam and Kolobov, 2012] Un (SSP)MDP est défini par le quadruplet (S, A, R, P)
tel que

— S est l'espace des états

— A est l'ensemble des actions

— p(s,a,s) est la probabilité de transition d’un état s vers un autre état s' sous l'action a

— ¢: Sx A €R estla fonction coit qui indique le cott de chaque action dans un état donné

— G C S est l'ensemble des états terminaux (but) tels que pour toute action a € A pour tout

s€g,s¢qg, p(sas)=1,p(s,a,s)=0cetC(s,a,s)=0.

Un (SSP) MDP suppose lexistence d’au moins une politique wy dite propre. Une politique
est dite propre si on atteint sous cette politique, avec probabilité 1, I’ensemble des états G en un
temps fini. La politique optimale w*—qu’on cherche o évaluer— va garantir au moins un codt total
inférieur a celui induit sous my.

On notera que résoudre un (SSP)MDP revient & minimiser le cotit total cumulé et non a
maximiser la somme des récompenses cumulées, comme on ’avait présenté dans le chapitre
précédent mais fondamentalement il s’agit du méme probléme qu’on résout. Les méthodes de
résolution des SSP(MDP) sont similaires & celles de résolution des MDP. Lorsque le nombre
d’états est tres grand il devient difficile de résoudre ces processus. Une facon de surmonter ce
probléme est d’utiliser ce qu’on appelle les heuristiques.

2.5.2 Heuristique : définition

Une heuristique peut étre percue comme une méthode approximative de résolution lorsqu’on
dispose de peu d’informations sur le probléme & traiter. On a généralement aucune garantie en
utilisant cette méthode de la qualité de la solution renvoyée. Dans le contexte qu’on étudie une
heuristique est une approximation du coit total cumulé sachant un état initial sy et un état
terminal appartenant & G.

2.5.3 Caractéristiques d’une heuristique

Les heuristiques peuvent avoir plusieurs propriétés.

Définition 2. On dit qu’une heuristique h est admissible si pour tout état s € S, h(s) < h*(s),
ot h*(s) est la solution optimale qu’on cherche a estimer. Une heuristique h est dite parfaite si
h = h*.

Soit a une action donnée et soit c(s,a,s’) le coit induit du passage de s vers s', on dit que la
fonction h est monotone si on a h(s) < c(s,a,s')+h(s'). Une heuristique monotone est forcément
admissible mais la réciproque est fausse.

Etant données deux heuristiques admissibles hy et ha, on dit que ho domine hy si ha(s) > hq(s)
pour tous les états s dans S.

Parmi les algorithmes les plus notables en planification dans la recherche heuristique on peut
citer les algorithmes A*(cas déterministe), LAO*, Real Time Dynamic Programming (RTDP)
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2.5. Recherche heuristique

et Labelled Real Time Dynamic Programming (LRTDP). Une "bonne" heuristique aide ces al-
gorithmes & opter dans chaque état pour ’action qui induit un moindre cofit. C’est ce qu’on va
expliquer dans ce qui suit.

2.5.4 Algorithme A*

L’algorithme A* recherche le meilleur chemin entre un état initial donné et 1’état terminal
(état but). C’est un algorithme qui converge-si I’heuristique h est admissible-vers le chemin
optimal, i.e. celui qui renvoie le moindre coiit.

Le principe de A* consiste a explorer en premier lieu les nceuds dont la fonction f(s) =
c(s) + h(s) est minimale o ¢(s) est le cout initial & 1’état s et h(s) est I'heuristique estimée &
Iétat s.

2.5.5 Real Time Dynamic Programming (RTDP)

L’algorithme (RTDP) [Barto et al., 1995] est un algorithme de programmation dynamique
qui simule une certaine politique en construisant des trajectoires partant d’un état initial sg et
se terminant & un état but appartenant & ’ensemble G. Le processus de construction de cette
trajectoire s’appelle un "trial". Durant chaque trial on sélectionne la meilleure action apes; dans
Pétat courant s et on met a jour la fonction v; dans I’état s. Cette procédure (de mise & jour)
permet d’améliorer & chaque étape la politique courante pour déterminer la politique optimale.
L’heuristique initiale h constitue un guide initial & la recherche de la politique optimale. Une
bonne heuristique est une approximation de la fonction de valeur qui nous oriente vers le bon
choix des états & mettre & jour. On n’a donc pas besoin en utilisant ’algorithme RTDP de visiter
tout I'espace des états .S. Un inconvénient de cet algorithme est qu’il ne posséde pas de condition
d’arrét, seul le temps—dont on dispose-peut déterminer l'arrét de ’algorithme. Ceci implique
qu’on ignore généralement si ’algorithme renvoie la politique ou la valeur optimale.

Algorithme 3 Real Time Dynamic Programming Algorithm |[Mausam and Kolobov, 2012]
(A h
Tant que il y a encore du temps faire
Trial(sp)
fin « Tant que »
Trial (sg)
S < S
Tant que s ¢ G faire
(pest < argMinge A R(S’ a) + Es’ p(S, a, sl)vl(sl)
vi(s) < R(s, apest) + 72y D(S, Qpest, 8" )01 (")
S ¢— exécuter Qpest €N S
fin « Tant que »
Renvoyer 7*(so)

2.5.6 Labeled Real Time Dynamic Programming (LRTDP)

(L)RTDP fonctionne comme ’algorithme RTDP mais il comprend en plus une méthode pour
détecter les états ou la fonction de valeur a convergé (& un e prés). Ces états sont dans ce cas
labellisés comme étant résolus i.e. solved. Cette détection se fait grace & 'algorithme checksolved.
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Considérons le résidu RESY qui vérifie

Res"(s) =

v(s) — (min C(s,a) + Z p(s,a, s’)vl(3')> ‘ :

€A
“ s'eS

Pour un état s, checksolved vérifie si RES" (s) > € ou si le résidu dans 1'un de ses successeurs
dans le graphe GV (s') est supérieur a e. Si ’état s et ses successeurs ont un résidu inférieur a e,
ils sont labellisés dans ce cas comme solved sinon, les états dont le résidu est supérieur a e sont
mis & jour.

2.5.7 Utilité d’une heuristique

Dans des algorithmes type (L)RTDP on peut voir qu'une "bonne" heuristique peut rapide-
ment aider & trouver la politique optimale sans avoir & visiter tous les états de ’espace et a
mettre & jour les fonctions Q(s,a). C’est ce qui distingue ce genre d’algorithmes de (IV) ou (IP)
présentés dans le chapitre précédent ou il est nécessaire d’explorer tous les états de 'espace et de
mettre a jour la fonction Q(s,a) a chaque itération. La question de déterminer automatiquement
une heuristique est un probléme difficile que nous allons considérer dans ce qui suit.

2.5.8 Comment calculer les heuristiques ?

Plusieurs méthodes de calcul d’heuristiques ont été proposées dans le cas déterministe mais
trés peu ont été développées dans le cas probabiliste. Il en existe certaines mais qui sont pour la
plupart déduites du cadre déterministe [Mausam and Kolobov, 2012|. L’exemple le plus connu est
Iheuristique hgoger (all-out determinization heuristic) qui consiste & transformer un (SSP) MDP
en une version déterministe. A partir du (SSP)MDP défini par la quadruplet (S, A, C, P) on
définit un (SSP)MDP déterministe (S, A’, C’, P'), tel que pour toute action a € A verifiant pour
un couple d’états s, s’ donnés p(s,a,s’) > 0, on associe 'action o' € A" qui vérifie p'(s,d’,s’) =
1 et C(s,a,8) = C(s,d,s'). L'heuristique hgoger estime le cotit minimum d’atteindre le but
dans le nouveau (MDP) déterministe. Dans le cas on lespace des actions A est grand, cette
transformation va générer un espace d’actions A’ encore plus grand en plus du probléme de la
dimension de ’espace des états S. L’estimation de hqoqer peut étre tout aussi compliquée et peut
requérir a son tour l'utilisation d’heuristiques [Mausam and Kolobov, 2012|. Dans ce qui suit
nous proposons une fagon de générer des heuristiques qui peuvent servir a des algorithmes type
(L)RTDP.

2.6 Les abstractions

On va distinguer dans cette partie le cas des abstractions dans la planification classique
de celui dans la planification probabiliste. On donnera par la suite la définition formelle de
I’abstraction, qu’on convient de suivre dans ce manuscrit.

2.6.1 Planification classique

En planification classique une abstraction « est une transformation qui relie un état s dans
S a un état bloc [s],. Le bloc [s], désigne la classe d’équivalence ~, ; pour tous état s et s’ dans
[s]a on a a(s) = a(s’). Dans le cas ou [s], contient un état but de I'espace initial S alors [s],
est également un état but dans le modeéle abstrait. La transition entre les états bloc dépend de
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celle dans les états originaux; s'il existe une transition entre deux états s dans [s], et s’ dans
[¢'] alors il existe une transition entre les deux états blocs sinon il n’existe pas de transition. Le
cout minimum h,(s) d’atteindre le but dans le modeéle abstrait est au plus égal au coit optimal
original h* dans le modéle original, i.e. h%(s) < h*(s). Les abstractions constituent un moyen
efficace pour générer des heuristiques admissibles. Parmi les heuristiques déduites & partir des
abstractions on peut citer I'heuristique pattern data base [Korf, 1997| (PDB heuristic). C’est
une heuristique qui est déduite & partir des abstractions qui sont des projections d’états. Les
états sont agrégés ensemble uniquement s’ils coincident sur ces projections qu’on appelle les
patterns. On peut citer également I'heuristique merge and shrink uSabnani et al., 1989|| qui est
issue du domaine de model checking. Elle consiste & construire d’'une maniére incrémentale une
abstraction (bi)similaire au modéle original (deux états sont bisimilaires s’ils concordent sur les
transitions et sur le coit induit, voir la définition . Le terme incrémental signifie qu’on n’a
pas besoin de construire ou d’expliciter ’espace d’états pour construire I’abstraction. Construire
un modeéle bisimilaire, méme le plus grossier, s’avére ceci dit difficile dans la plupart des cas.
Pour cette raison [Dréger et al., 2009] ont proposé les heuristiques merge and shrink basées sur
ces techniques de regroupement des abstractions (merge) et de rassemblement des états en sous
blocs (shrink) sans qu’il y ait de condition sur le modeéle final construit (pas nécessairement
bisimilaire). Ces heuristiques nécessitent le développement d’une stratégie pour rassembler les
abstractions ensemble et aggréger les états dans un méme état bloc. Une stratégie d’abstraction
serait par exemple de ne plus exiger que 'abstraction soit bisimilaire lorsqu’on atteint un certain
nombre d’états.

Dans le paragraphe suivant, nous allons parler de I’abstraction dans la planification probabi-
liste et plus précisément dans le cadre des MDP.

2.6.2 Planification probabiliste

La technique d’abstraction est assez connue dans la planification probabiliste mais juste dans
le cadre des techniques de réduction de modéles. Cette méthode consiste & agréger les états
pour obtenir des modéles de taille plus réduite mais qui sont "équivalents" au modele d’origine.
L’équivalence est souvent traduite en termes de politique optimale et de fonction de valeurs.
Cette idée de réduction du modéle tient ses origines de ’automatique théorique [Hartmanis and
Stearns, 1966] et est parue plus récemment dans les travaux de model checking ( I@
1994], [Lee and Yannakakis, 1992]). On appelle plus communément la transformation qui relie
le modeéle initial & son modéle "équivalent" une abstraction. Ainsi les états ne sont agrégés que
lorsqu’ils sont équivalents dans un certain sens. Par exemple deux états s et so seront agrégés s’ils
définissent la méme fonction d’action valeur i.e. pour toute politique 7 et pour toute action a on
a Q" (s1,a) = Q™ (s2,a) ou s'ils partagent la méme action a optimale Q*(s1,a*) = max, Q(s1,a)
et Q*(s2,a*) = max, Q(s2,a) |Li et al., 2006]. Ces définitions supposent déja qu’on ait une
certaine connaissance du modeéle : connaitre @ et a*. Ceci impose qu’on ait déja résolu au moins
partiellement le probléme alors qu’on aimerait trouver une abstraction sans qu’on ait & expliciter
entiérement le modéle ou a le résoudre. Une premiére réponse & ce probléme consiste a essayer
d’appliquer les techniques de merge et shrink au cas probabiliste dans le sens ot on construit
d’une maniére incrémentale ’abstraction. Une abstraction désignera alors dans ce manuscrit
n’importe quelle transformation qui associe un modéle initial & un autre de taille plus réduite.
On ne s’intéressera ceci dit principalement qu’aux abstractions d’états (il existe d’autres types
d’abstractions telles que les abstractions d’actions). Dans ce qui suit on donne une définition
plus formelle de I'abstraction.
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Définition 3. Soit M un MDP défini par M = (S, A, R, P) et soit My = (Sa, Aa, Ra, Pa) son
image par la transformation . On a

— Su est lensemble des états blocs [s]o tel que |Sq| < |S|. Le bloc [s]s définit une classe
d’équivalence ~q, pour tous s, € [s]o on a a(s) = a(s').

— A, est l’ensemble des actions. On suppose ici Ay, = A.

— P, est la transition d’un état bloc [s]o @ un autre état bloc [y, pour tout a dans A,
p([8]a, a, [¢']a) désigne la probabilité de transition de l’état bloc [s], vers l’état bloc [s'],
sachant Uaction a.

— R, désigne la fonction récompense Ry : (Sa, A) — ([S]a, @), on a pour toute action a dans
A et pour tout état s dans S, R([s]a,a) = 3 ) es, Ballslas a; [s]a)p([s]a, a; [s']a).

Le cas des bisimulations est un exemple d’abstractions.

Bisimulation

Une bisimulation est une relation de congruence. Une relation de congruence est définie
comme étant une relation d’équivalence (satisfaisant les propriétés de réflexivité, de symétrie et
de transitivité) dont les opérations algébriques (somme, produit,...) restent bien définies dans
les classes d’équivalence considérées. La notion de bisimulation a été introduite pour la premiére
fois par Milner [Milner, 1990|. Deux états s et s; sont dits équivalents ssi pour chaque action le
successeur de I'un est équivalent au successeur de ’autre.

Définition 4. [Milner, 1990] Soit F une fonction définie sur l’espace des relations binaires
BCS xS telle qu’on ait (s,s1) € F(B) ssi pour toute action a € A

— Si s —q 8 alors il existe s) € S tel que s1 —4 8| avec (s',s]) € B

— Si s1 —q 8 alors il existe s’ € S tel que s —4 s’ avec (§',8]) € B.
Une relation binaire B est une bisimulation forte si B C F(B).

La définition de la bisimulation probabiliste est apparue aprés avec |Larsen and Skou, 1991|
dans le cas des systémes de transition probabiliste. Givan et al [Givan et al., 2003| ont apres
étendu cette notion au cadre des systémes de transition probabilistes admettant des récompenses
(typiquement les processus décisionnels de Markov).

Définition 5. Une bisimulation stochastique est une relation d’équivalence R sur [’espace des
états S qui satisfait

sRs' = Va € A, R(s,a) = R(s',a) et VC € S\R, p(s,a,C) = p(s',a,C).
On note ~ la plus large bisimulation stochastique.

11 existe plusieurs algorithmes de résolution de MDP utilisant les abstractions. On présente
dans cette partie quelques exemples.

Algorithme de raffinement de la partition (Givan et al)

Givan et al |Givan et al., 2003] ont proposé un algorithme qui pourrait éventuellement iden-
tifier les bisimulations. Cet algorithme est basé sur une méthode qui consiste & partir d’une
partition initiale de l’espace des états et & décomposer a chaque étape la partition en blocs.
La décomposition en blocs se fait selon certains critéres qui assurent qu’on obtienne a la fin
I’abstraction souhaitée, i.e. une bisimulation. A chaque raffinement on cherche a ce que les blocs
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soient stables les uns par rapport aux autres, si c’est le cas l'algorithme retourne la bisimula-
tion souhaitée sinon il raffine encore I'espace. Un bloc B est dit stable par rapport & un autre
bloc C' si pour chaque état s inclus dans B on a pour toute action p(s,a,C) = p(s',a,C) et
R(s,a) = R(s',a). On note la nouvelle partition obtenue SPLIT(B,C, P) telle que chaque sous
bloc de B est stable par rapport & C. Cet algorithme calcule la structure d’équivalence recherchée

Algorithme 4 Algorithme de raffinement de la partition

Soit P = P’ = La partition induite par S
Pour tout bloc C dans P’ faire
Tant que P’ contient un bloc B pour lequel P! # SPLIT(B,C, P') faire
P' = SPLIT(B,C,P')
I(S) = la relation d’équivalence représentée par P’.
fin « Tant que »
fin « Pour »

I(S) en O(|A||S|?) opérations.

Algorithme de raffinement de ’abstraction

La technique d’abstraction proposée par Kattenbelt et al [Kattenbelt et al., 2010] est fondée
sur le cas de jeu aléatoire a deux joueurs. Le premier joueur correspond aux choix des parameétres
caractérisant le MDP et le deuxiéme joueur correspond & ceux introduits par ’abstraction. Ils
considérent ainsi deux stratégies m; et my celles associées respectivement aux joueurs 1 et 2. Ils
déduisent ensuite de cette représentation une borne supérieure v et une borne inférieure v de
la fonction de valeur v* & l'instar des BMDP qu’on présentera dans le chapitre suivant. L’algo-
rithme Abstraction Refinement qu’ils proposent fait intervenir deux méthodes : une méthode de
raffinement basée sur la politique et une autre méthode basée sur la fonction de valeur v. Lorsque
la condition [T —v||ec < € est vérifiée pour un € > 0, I'algorithme s’arréte. Si une abstraction est
initialement plus grossiére qu’une bisimulation alors elle le restera méme aprés un raffinement.
Deux états bisimilaires ne sont pas séparés en suivant n’importe quelle stratégie. Cet algorithme
peut étre particuliérement utile dans le cas des MDP qui admettent un grand nombre d’états
mais auxquels on peut faire correspondre une bisimulation finie.

Métrique reliée a la bisimulation

La notion de bisimulation est assez restrictive elle requiert que tous les états agrégés ad-
mettent une méme récompense et les mémes probabilités de transition selon la partition considé-
rée. L'introduction d’une métrique dite métrique de bisimulation [Ferns et al., 2012| permet de
rassembler deux états qui se comporteraient approximativement de la méme fagon. Une métrique
d est dite une métrique de bisimulation dys si la relation d’équivalence Ry, est la plus grossiere
bisimulation associée.

Définition 6. Soit dy;s est une métrique de bisimulation, on a alors pour tous états s et s’ dans

S :

dpis(s,s') =0& Va € A, R(s,a) = R(s,d') et VC € Ry, , Tk (dyis)(P(s,a,C),P(s',a,C)) = 0.
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Soit M I’ensemble des semi-métriques sur S qui assignent au plus une distance égale a 1. On
a pour pour d € M, Tk (d) la métrique de Kantorovich définie par : pour P et @) deux mesures
de probabilité

Tr(d)(P,Q) =max Y (P(C) - Q(C)we
“ CeS/Ry
tel que VC, D, (v —vp) < min d(s,t),
seCiteD
pour tout C, ve est un réel appartenant a [0,1], Ry est la relation d’équivalence obtenue en
regroupant les états de distance nulle sous d. De plus on a

Tk (d)(P,Q) =0« P(C) = Q(C), YC € §/Ry.
Soit F': M — M lopérateur défini par

F(d)(s, ") = max(Cr|R(s,a) = R(s', a)| + Cr(Tx (d)(P(s, a,.), P(', a,.))
avec Cr et Cp deux constantes positives vérifiant Cr + Cp < 1. Cet opérateur admet un plus
petit point fixe qui est une métrique de bisimulation. Cette métrique peut étre calculée en

0 (|A|]S|4log(|5|)hlf(1gT))) pour 4 € (0, 1),

2.7 Conclusion

Nous avons présenté dans ce chapitre les principaux algorithmes de la résolution des MDP.
Nous avons aussi introduit les abstractions qui sont des transformations qui associent un modéle
de MDP initial & un autre de taille plus réduite. Nous allons étudier plus en détail ces fonctions
dans le chapitre 3] en termes de la qualité de I'heuristique qu’elles renvoient.
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3

Pathologies dans certaines abstractions
des processus décisionnels de Markov

Nous avons introduit dans le chapitre précédent des méthodes de résolution des MDP qui sont
les abstractions dans les cadres déterministe et probabiliste. Nous n’allons nous intéresser dans ce
chapitre qu’au cadre probabiliste qui est moins évident a traiter, puisqu’il requiert une définition
plus précise de ’abstraction considérée. En effet, il faut spécifier dans ce cas les transitions et
récompenses associées a chaque état bloc sachant les transitions et récompenses des états qu’ils
contiennent. S’il est connu qu’on obtient des heuristiques admissibles dans le cas déterministe en
utilisant les abstractions, on ignore ce qu’il en est dans le cas probabiliste. Une abstraction « plus
grossiére qu’une abstraction o’ induit une moins meilleure borne h, du cotit optimal h* que sa
concurrente h, dans le cas déterministe. On a pour tout s dans S, ha(s) < hq/(s) < h*(s). Est-ce
aussi le cas dans le cadre probabiliste? Si c’est le cas ceci nous permettrait d’avoir un controle
monotone sur ’erreur générée par le choix de 'heuristique au fil des aggrégations—ceci malgré le
caractere stochastique du modéle. Nous nous sommes intéressés & ces questions dans deux types
d’abstractions : l’abstraction moyenne et l’abstraction proposée par |Givan et al., 2000]. Nous
avons montré qu’il n’y avait pas en général monotonie, i.e. une abstraction o/ plus fine que a, ne
renvoie pas forcément une meilleure heuristique. On parle alors de pathologie puisque le résultat
intuitif, vrai dans le cas deterministe, ne ’est plus dans le cas stochastique.

3.1 Abstraction Moyenne

Cette abstraction semble a priori trés naturelle méme si elle a été trés peu étudiée dans la
littérature. On la trouve dans |Ortner, 2011]. Elle consiste principalement & associer a chaque
état bloc dans le modéle abstrait la moyenne des récompenses de tous les états contenus dans ce
bloc et la moyenne des transitions partant de ce bloc vers un autre bloc.

Définition 7. Soit a l’abstraction qui associe le modéle initial M o son modéle moyen M, =
(Sas Aa, R, Py) qui est défini par :
— L’espace des états S,
— L’ensemble des actions Ay (on supposera ici Ay, = A)
— La fonction récompense R, : S — R ; pour tout s dans S, et pour toute action a dans
A, Ry([S]a,a) = Hs—i‘ > scls]. F(s, a) est la moyenne des récompenses associées auz états
contenus dans le bloc [s],
— La probabilité de transition p : S, X A X So — [0,1], pour tous s,s’ dans S et pour toute
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action a dans A, p([s]a,a,[s]a) = ﬁzﬁe[s]a Dsacls]a P(51,a,52) est la moyenne des
probabilités d’atteindre le bloc [s']q sous Uaction a en partant du bloc [s],.

Nous donnons dans ce cadre l’exemple d'un modéle a trois états illustré ci-dessous (voir
figure , ou on rassemble les état 1 et 2 dans un méme état bloc 12. Le modéle moyen abstrait
équivalent correspond au modéle & droite ou les récompenses et les transitions sont estimées selon
la définition

R(1)=2 1 R@2)=1 9 R(3)=05 R(12) =15 | R(3)=0.5

FIGURE 3.1 — De gauche & droite le MDP initial et ’abstraction moyenne correspondante « :
{1,2,3} — {1,2},3.

Nous allons essayer maintenant de calculer les fonctions de valeur correspondantes au modéle
initial. Ces fonctions sont solutions de I’équation de Bellman v = T'v, telles que

Tv= R+ ~vPv.
La solution vérifie pour v = 0.5
v(l) =3.34, v(2) =2.02, v(3)=14.

Les fonctions de valeur correspondantes au modéle moyen vérifient I’équation de Bellman v = T%v
avec
T = R* + vP%v.

Il s’en suit que
va(12) = 2.66, et v,(3) = 1.66.

On remarque que v,(12) et v,(3) sont respectivement des bornes supérieures de v(2) et v(3)
alors que v,(12) est une borne inférieure de v(1). La fonction de valeur v, n’est ni ainsi une
borne inférieure ni une borne supérieure de la fonction v. Ce type d’abstractions ne permet donc
pas a priori d’avoir de bonnes heuristiques qui puissent assurer la convergence des algorithmes
de recherche heuristique vers la solution optimale. Mais peuvent-elles au moins s’en approcher &
une erreur € prés? Existe-t-il des critéres que doit satisfaire I’abstraction qui garantiraient une
meilleure approximation de la fonction de valeur 7 Nous avons pensé a la monotonie comme critére
de comparaison. Ceci suggére qu'une abstraction o/ qui est plus fine qu'une autre abstraction
« garantirait une meilleure approximation. Cela semble naturel puisque agrandir 1’espace nous
rapproche du modéle initial. Cette nouvelle contrainte (contrainte de la monotonie) nous méne
& introduire une définition dont on va se servir par la suite.

Définition 8. Soient o et o deuz abstractions de S vers respectivement S, et Sy, on dit que
o (a) est plus fine (grossiere) que a (o) et on note o’ = « (&' =< «) si pour tous états s et s’
dans S, /(') = d/(s) = a(s) = a(s).

On dit de plus que o' est un raffinement direct de « s’il existe s et ' tels que [s]oa = [¢']a
mais [slor # [']ar; [S]la = [S]ar U []ar €t &/ (s) = a(s) pour tout s € S\[s]a.

28



3.1. Abstraction Moyenne

Nous allons juste considérer dans ce qui suit le cas du raffinement direct car il est évident que
si une propriété est vraie a ce stade elle le sera automatiquement dans le cas ot on considére un
raffinement quelconque. Nous avons remarqué précédemment dans la figure que I’heuristique
obtenue n’est pas forcément admissible. Dans le cas de ’abstraction moyenne nous n’avons donc
pas forcément v,(s) < v(s) pour tout état s. Pour pouvoir comparer les fonctions de valeur
les unes par rapport aux autres on a besoin d’introduire une mesure d’erreur. Pour cela on va
introduire la distance moyenne qui estime la différence moyenne entre v et v, dans chaque état.

Définition 9. On définit E, Uerreur relative a l’abstraction « telle qu’on ait

= ‘;‘ Z [v(s) — va([s]a)]-

seS

Eq

Dans le modéle moyen on dira qu’une approximation v, est meilleure qu'une autre v, si elle
vérifie F,» < FE,. Il reste & voir si une abstraction plus fine induit une plus petite erreur donc
renvoie une meilleure heuristique.

On va montrer que méme pour un MDP déterministe, il n’y a pas nécessairement monotonie
de Papproximation par rapport a I'abstraction. On parlera alors de pathologie de I'abstraction.
Dans ce qui suit on exhibe justement un cas de modéle moyen déterministe qui satisfait £, < E
pour o/ un raffinement direct de o.

Modéle déficient

Proposition 1. Il existe un MDP déterministe M, une abstraction « et un raffinement o/ de «
tels que Eo < E.

Démonstration. Soit M le MDP représenté dans la Figure avec une seule action {a} et un
facteur d’actualisation v = 1 (le résultat est le méme pour v < 1 mais proche de 1). Les états

(0,1) (0,1) (0,1) (R2,1)

(R27 1)
(R27 1)

FIGURE 3.2 — Le MDP initial

dans {2,...,k} (k > 2) sont similaires : ils admettent la méme récompense (R = 0) et ont la méme
dynamique  ils atteignent I’état voisin avec probabilité 1. Les états dans I’ensemble {k+1,...,n}
sont aussi similaires : ils atteignent ’état but G avec probabilité 1 et admettent un récompense
Ry. L’état 1 admet une récompense R(1) = R; < Ry et atteint le but avec probabilité 1.

Considérons l'abstraction oy : S — {1,...,k},{k + 1,...,n}, G (figure ci-dessous) ou les
états 1, {2, ...,k} sont dans le méme bloc.
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1
%) (Ra, 1)
12k —————> k+l.n —m> @

(R‘“,f_Q) (o2)

k' ok

Fi1GURE 3.3 — L’abstraction oy

En brisant la similarité qui existait entre les états, il en résulte une erreur E,, strictement
positive. On a

(n —k)Ry

Vo, ({k+1,...,n}) = = Ry et
R k-2 1
Vo ({1, ..., k}) == + Tval({l, o k})+ %val({k +1,...,n})
R R
1+ 2 £ Ry.

En appliquant la définition de ’erreur moyenne a ’abstraction «y on obtient
R
Z (i) = va, ({1, ..., k})| ~ k2—; for Ry < Ra.

Counsidérons maintenant I'abstraction ag : S — {1,...,n}, G (figure [3.4] ci-dessous)

_k:—l
12..n (071 n) -G
R1+(n—1l-<;))R2 k-1
( )

’
n n

FIGURE 3.4 — L’abstraction as

La fonction de valeur vy, ({1, ...,n}) vérifie

Ri+(n—KRy k-1
+ - Vay ({1, ...,n})

Vay ({1, ...,n}) = -
~ Ry pour k < n.
On remarque que vy, ({1,...,n}) est approximativement égale & v,,(7) pour tout i € {2,...,n}

donc l'erreur induite résulte de la présence de 1’état 1 dans cette agrégation. L’erreur relative &
D’abstraction s vérifie alors

1 1
E,, ~ g]v(l) — Vo, ({1, ...;n})| ~ ERQ.
Si on prend un nombre d’états k vérifiant k£ > 2, on peut s’apercevoir que Ey, > Eq,. O
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3.2. Bounded parameter MDPs

En se basant sur les similarités qui existent entre les états, il est possible d’exhiber une
abstraction ag qui vérifie v, ([S]la,) = v(s) pour tout s. Cette abstraction veérifie op : S —
1,{2,...,k},{k+1,...,n},G. On remarque alors que

Voo (1) = R = v(1)

Vao({k+1,...n}) =Ra=v(k+1)=..=v(n)
Vag ({2, .-, k}) = %vao({l k) + r;vao({k +1,..,n}) =Ry =v(2) = ... = v(k).

En appliquant la définition de fonction de valeur v présentée plus haut on a v(G) = 0, v(1) = Ry,
et v(i) = Ry pour i dans {2,...,n}.

Le fait que ’abstraction moyenne ne préserve pas le cadre déterministe fait d’elle une mau-
vaise abstraction méme dans le cadre déterministe ou plus une abstraction est fine plus on a des
garanties sur I’heuristique obtenue. Ceci nous a menés a considérer un deuxiéme type d’abstrac-
tion qui fera ’objet de notre étude pour le reste de ce chapitre.

3.2 Bounded parameter MDPs

Nous allons étudier dans cette partie I’abstraction proposée par |[Givan et al., 1997| qui renvoie
un MDP initial & ce qu’on appelle un BMDP (bounded parameter MDP). Nous allons commencer
par introduire les BMDP.

3.2.1 Définition

Les bounded parameter MDP sont une généralisation des MDP. En effet les BMDP sont
un ensemble de MDP qu’on spécifie en associant & chaque couple état-action un ensemble de
récompenses et un ensemble de probabilités de transition. Ils représentent un cas particulier d’une
classe plus connue qui est celle des MDPIP (MDP avec paramétres imprécis). Ils peuvent étre
trés utiles pour modéliser les variations dans certains modeéles ol on ne connait pas précisément
les paramétres. Ils sont également utilisés dans le cadre de la réduction des modeéles (qui est
notre principal intérét ici) ot on part d’'un MDP avec des paramétres fixés et on obtient un autre
de taille plus réduite. Le nouveau modeéle est ce qu’on appelle un BMDP auquel on associe un
intervalle de récompenses et de transitions.

Définition 10. Un BMDP est défini par le quadruplet (S, A, R, P) tel que
— S est l'espace des états
— A est 'ensemble des actions
— R:S x A— R est lintervalle de récompenses associé au couple (s,a) pour tout s dans S
et pour tout a dans A
— P : S x A — [0,1] est lintervalle de probabilités de transition d’un état vers un autre
sachant une action donnée.

Un BMDP M = (S, A, R, P) peut étre considéré comme la famille de MDP F avec F =
{M|M = M} ou M =(S,A, R, P) avec R € Ret P € P. On donne dans la figure [3.5/’exemple
d'un BMDP M = (S, A, R, P) et d'un MDP M = (S, A, R, P) appartenant 4 ce BMDP.

La fonction de valeur liée & un BMDP est un intervalle de fonctions de valeurs—et non pas des
valeurs fixes—délimité par la borne inférieure v~ et la borne supérieure v™. Givan et al |Givan
et al., 2000] proposent un algorithme qui permet de calculer ces bornes.
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((0:5,1],1,2])

[0.2,0.3] 0.3

([0.2,0.8],[3,4]) (0.4,[2.5,3]) (0.7,3) (0.4,2.75)

FIGURE 3.5 — Exemple d’'un BMDP et d'un MDP appartenant a la famille. Les parenthéses (., .)
désignent 'intervalle de transitions (& gauche) et 'intervalle de récompenses (& droite).

3.2.2 Algorithme de Dean et Givan

L’algorithme proposé dans |Givan et al., 2000| introduit une fagon de calculer les extremas de
la fonction de valeur dans un BMDP. Les récompenses ne posent pas a priori de probléme. Pour
calculer la borne inférieure (supérieure) il suffit d’assigner le minimum (maximum) de récom-
penses & chaque couple d’état-action. Ce sont plus les probabilités de transition qui peuvent poser
probléme puisqu’on doit respecter ici la contrainte pour tout s et pour tout a, > p(s,a,s’) =1
alors que Y minp(s,a,s’) < 1 et Y, maxp(s,a,s") > 1. Givan et al [Givan et al., 1997] ont
proposé une méthode pour estimer v~ et v qu’on développe ici. Cette méthode met en jeu un
nouveau concept qui est 'ordre mazimisant des états. L’ordre dépend de la facon dont on veut
"favoriser" les transitions vers les états. Pour mieux expliquer cette idée prenons I'exemple du
BMDP dans la figure 3.5] Pour des valeurs de récompenses fixées, si on choisit par exemple de
privélégier 1 par rapport a 2 et 2 par rapport & 3 qu’on note : 1 > 2 > 3, on n’obtient pas le
méme MDP que lorsqu’on choisit 'ordre 2 > 3 > 1(voir figure . D’une maniére plus formelle,

0.7 0.5

0.6 0.6
0.3 0 0.2 0.2
0.3 0.3
0.7 0.4 0.8 0.4

FIGURE 3.6 — Exemple d’'un MDP suivant l'ordre 1 > 2 > 3 (& gauche) et suivant ’ordre
2> 3> 1 adroite.

si on note pour des entiers g1, g2, ..., q|5) un ordre donné des états (g1 >q2 > ... > Q|s|) et si on
définit un MDP M, défini selon cet ordre tel que M, € M, alors pour chaque action a dans A
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3.2. Bounded parameter MDPs

et pour chaque état s dans S on a
max po($, a, q;) ifi<r
po(S,G,Qi) = minpo(3=a7%) lfl >r (31)
1- Zl7é7” pO(S, a, Ql) ifi=r
N . L. . _ l ) |S| . ) 1
oil 'entier r vérifie r = inf{l,1 — > ;_ maxp(s,a,q;) < > ;7 minp(s,a,q)}

Définition 11. Soit X l'ensemble des MDP dans M qui correspondent chacun a un certain
ordre mazimisant o des états. Si l'ensemble des états S est fini, il existe un nombre fini d’ordre
des états par conséquent Xy est fini.

Grace a l'introduction de la notion de ’ordre, on peut calculer les deux bornes extrémales
délimitant les fonctions de valeur. C’est ce qui est énoncé dans le lemme suivant.

Lemme 1. [Gwan et al., 2000] Soit M un MDP dans M, pour toute politique 7, il existe des
MDP My € X et My € X tels que

™ s ™
'U]w1 S (Vs S 'UM2.

Puisque l'ensemble X est fini, il s'en suit qu’il existe v~ et v tels que

- - . - o
v~ = max min vy; = max min v;; = max(v 3.2
m Mem M T R pexy M ax(v”) (3.2)
vt = max max v]; = max max v}, = max(v")". (3.3)
T MeM T MeXm T
Démonstration. On peut trouver une preuve de ce lemme dans I’Annexe [A] O

Enumeérer I’ensemble des MDP qui appartiennent & ’ensemble M n’est pas faisable, si on veut
trouver algorithmiquement ces deux bornes. Introduire I’ensemble X 54 nous facilite beaucoup la
tache puisqu’on sait d’aprés le lemme qu'’il existe des MDP qu’on note M~ et M ™ appartenant
a X correspondants respectivement 4 v~ et v. On va donc se servir du concept de I'ordre
qu’on a introduit plus tot pour les estimer. Ce concept va étre pris en considération lors de
Iimplémentation de l'algorithme de Dean et Givan (cf. algorithme . On converge a la fin vers
I'ordre maximal (respectivement minimal) correspondant & v™ (respectivement v™).

Les procédures de calcul de la borne inférieure et de la borne supérieure sont similaires. On
initialise la fonction de valeur v = vy ol vy est arbitraire. A chaque itération, on ordonne pour
tout s € S les valeurs v(s) dans I'ordre croissant : v(q1) < v(g2) < ... < v(gg)) (décroissant :
v(q1) > v(g2) > ... > v(g)s))) et on associe dans I'expression de I'opérateur de Bellman a chaque
valeur les probabilités de transition définies dans I’expression . Nous allons montrer dans ce
qui suit la convergence de cet algorithme vers v~ et v™.

1. Notons que I'entier r existe car sinon on aurait

1 |S|
vie{l,..,|S| -1}, 1— Zmaxp(s,a,qi) > Z minp(s,a, g).

i=1 i=1+1
En particulier en prenant [ = |S| — 1 on obtient :

[S]—1 [S]—1

1-— Z max p(s,a,q;) > minp(s,a,qs) = 1 —max Z p(s,a,q).
i=1 =1

Ce qui n’est pas vrai donc U'entier r existe forcément.
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Algorithme 5 Algorithme itérations sur les intervalles de valeur IVI

\\ Supposons que vy est représenté par :
\\ v; vecteur représentant la borne inférieure dans chaque état
\\ v+ vecteur représentant la borne supérieure dans chaque état
\\ Créer un vecteur o qui représente 1’ordre dans chaque état :
\\ Le vecteur o4 correspond a l'ordre croissant
\\ Le vecteur o correspond a I’ordre décroissant
VI-mettre a jour (v,0){
Initialiser v et o
Créer une matrice Fy telle que pour tout a et état s
Pour s € S faire
used =Y, minFy(s,s')
remaining = 1 — used
Pour i =1, ...,n faire
min = minkFy(s,o0(i))
desired = mazxF,(s,0(1))
Si desired < remaining alors
F,(s,0(i)) = desired
Sinon
F.(s,0(i)) = min + remaining
fin « Si»
remaining = max(0, remaining — desired)
fin « Pour »
fin « Pour »
Pour s € S faire
v(s) = max, R(s,a) + Y Fa(s,s")v(s)
fin « Pour »}

3.2.3 Convergence de P’algorithme

Nous proposons dans cette partie une étude de 1'algorithme suggéré par |Givan et al., 2000
a travers l'introduction des opérateurs de Bellman T, et T, tels que

Bl
T, v(s) = maxmin R(s,a) + 7 Zpo(s, a, q;)v(q;) (3.4)
i=1
IS
T v(s) = maxmax R(s,a) + Zpo(s, a, qi)v(q)- (3.5)
i=1

Dans 1’équation les probabilités p,(s,a,q;) sont égales au maximum de probabilités dans
chaque intervalle pour les états ¢; admettant les plus petites valeurs v(g;) et aux minimum de
probabilités pour les états ¢; admettant les plus grandes valeurs v(g;) (tout en respectant la
somme des probabiltés égale a 1). Ces probabilités de transition changent a chaque itération en
fonction des valeurs v(g;) pour tout ¢;. Par contre dans ’équation o correspond & l'ordre
qui associe les plus grandes probabilités au plus grandes valeurs. L’algorithme 5| présenté est une
version ”corrigée”ﬂde celui qui se trouve dans |Givan et al., 2000| (cf. algorithme . Nous allons

2. L’algorithme tel qu’il parait dans l'article |Givan et al., 2000| calcule l'intervalle de fonction de valeur
correspondant & l'ordre <,,:. Ce qui n’est pas le cas, il estime la borne inférieure de l'ordre <pcs et la borne
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3.2. Bounded parameter MDPs

montrer dans ce qui suit la convergence de cet algorithme vers v~ et v™. Pour cela il suffit de
montrer que les opérateurs T, et 7,5 sont contractants.

Proposition 2. Les opérateurs T, et T, sont (7,||.||cc) contractants.

Démonstration. Considérons l'ordre o qui associe les plus grandes probabilités aux plus petites
valeurs. Soient v et w les vecteurs tels que

u(qr) < u(ge) < ... < ulgs)), u€ {v,w}
On a en suivant le méme raisonnement que dans la preuve du lemme (1| (voir Pannexe

S| |S]

T, v(s) = max min R(s,a) + ’yZpg(s, a,qi)v(g) < max min R(s,a) + ’)/Zp(s, a, qi)v(qi).
i=1 =1

ou pi(s,a,q;) désigne les probabilités assignées selon l'ordre o relativement au vecteur v et
p(s,a,.) est n’importe quelle probabilité prise dans U'intervalle [min p(s, a, ), maxp(s, a,.)]. Il s’en
suit que pour tout s

S| IS
T, o(s) = T, w(s) = maxy Y _ps(s,a,4:)v(q) —v Y _ 9y (s,a,4:)w(q;)
=1 j
S|
< ymax Y py (s, a,q:) (v(a;) = w(a).
=1

Supposons que T, v(s) > T, w(s), on a pour tout s
75 v(s) = Ty w(s)| < 7llv — wlloo

On obtient le méme résultat si on suppose T, v(s) < T, w(s). De maniére analogue on prouve
que T, est (7, ||.||oo)-contractant. O

Les opérateurs T, et T," sont alors - contractants IlIs admettent alors chacun un unique
point fixe qu’on note respectivement v, et v On va montrer que v, = v~ et v;r = o™, ou les
bornes v~ et v+ sont définies dans les formules et .

Proposition 3. Les valeurs v= et vt sont respectivement les points fizes des opérateurs T, et
T .
Démonstration. On a
S|
T v(s) = maxmlnR (s,m( +72p0 s, m(s),qi)v(qi),

ou l'ordre o associe les plus grandes probabilités aux plus petites valeurs. Soit pour 7 et M
donnés, le vecteur v, qui vérifie pour tout s

B
vii(s) = R(s +va s,7(s), 4i)vir (i)

supérieure pour <,p:. Aussi on a Fy(s,0(i)) égale a desired qui correspond au maximum de transition et non a
min +desired. Nous avons pu clarifier tous ces points grace a une correspondance avec R.Givan.
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On peut déduire de la preuve du lemme (1] (voir annexe que pour tout m et pour tout M

5]
min R(s, (s +’)’Zpo s5,7(8), qi)vis(q:) < vjy.

D’ou

T, min v}, < max min vj,.
MeXp T MeXnm

Ce qui implique que le point fixe de v, < max;minyex,, vj; (T, est monotone). Prouvons

l'inégalité dans l'autre sens. Conidérons la politique 7’ et le MDP M, € Xpq qui vérifient
S| /
min R 7'(5)) + 7 3ol ), 4V, (45) = vF), -

Il s’en suit que

S|

mTzrixmmR s,m( —i—'yZpo s,7( %)UMO((JZ) > }\r/}o > M?g(lM UMO.

. _ . !/ ., -, . N _ _
On obtient alors v, > minps,ex,, v]’{%. L’inégalité est vraie pour tout #’ d’ou v, > v~. On
prouve de maniére analogue que v™ est le point fixe de T}, O

Dans toute I’analyse qui suit on va utiliser les expressions suivantes des opérateurs T, et T,
qui seront plus adaptées aux différentes preuves qu’on va développer. En effet, en utilisant les
mémes arguments de preuve que précédemment, on a

— / /
T, v(s) = maaX]&[nel/I\l/IRM(S a) + ZpM(s,a,s Jo(s)
s'eS
+ o / /
T (6) = g s Rr(s.0) 2 3 a0l
S

Ces expressions nous seront utiles lorsqu’on étudiera ’abstraction-BMDP et qu’on aura a
estimer les bornes v~ et v™T.

3.2.4 Abstraction-BMDP

Dans ce paragraphe, on va expliciter I’abstraction proposée par |Givan et al., 2000] qui associe
un MDP donné au BMDP qui lui correspond selon un certaine aggrégation. Soit M = (S, A, R, P)
le MDP initial et M, = (S, A, Ra, P,) son image par 'abstraction «. L’espace S, est obtenu
en agrégeant les états dans S en des états bloc [s],. Les paramétres R, et P, sont obtenus via
les formules :

Vse S, Vae A, Ry([sla) = m[l}n R(s,a), m[a]x R(s, a)] (3.6)
SE|S|a SE|[S|
VS, 8/ € Sa Va € Aa pa([s]aa a, [Sl]a) = min Z p(Sl,(Z, 82)) max Z p(817 a, 52)
51€[s]a 52l 51€[s]a o€l

(3.7)
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05. R =1 1,[0.8,1]
0.6
0.2( 0.3 0.6 [0,0.2]
0.2
0.8,Ry =1 0.4, Ry =2 2,0.4

FIGURE 3.7 — Exemple d’'un MDP (& gauche) et son correspondant BMDP (a droite) suivant
Pabstraction o : {1,2,3} — {1,2},{3}.

Nous illustrons dans la figure qui suit un exemple de MDP et son BMDP correspondant selon
une abstraction donnée :

EXEMPLE :

Soit M un MDP et son BMDP correspondant illustrés dans la figure 3.7, En appliquant les
formules énoncées plus haut on obtient :

— Ry 3;({12}) = R = Ry = 1, Rp19y,133({3}) = Rs

— ppayg3y({12},{12}) = [min(p11 + p12, p22 + p21), max(p11 + pi2, p22 + po1)] = [0.8,1],

ppi2y,¢3y ({12}, {3}) = [min(p13, p23), max(p1s, p23)] = [0,0.2]

— pr2y 3y ({3}, {12}) = p31 + p32 = 0.6, pri2) (3y({3}, {3}) = 0.4.
On peut calculer la fonction de valeur du MDP initial en utilisant un algorithme type IV présenté
dans le chapitre[2] (section[2.4] algorithmel[L). Le calcul de I'intervalle de fonction de valeur [v; , v7]
du BMDP correspondant M, se fait via ’algorithme Interval Value Iteration IVI (algorithme [5)
présenté dans la section précédente.

L’utilité d’introduire le BMDP n’est pas évidente en termes d’approximation de la fonction
de valeur v* mais elle le sera une fois qu’on aura introduit le théoréme [1| qui suit. Mais avant
cela on a besoin d’introduire une notion importante.

Définition 12. Soit M = (S, A, Ry, Par) un MDP donné et soit a une abstraction de S vers
Se. On dit qu'un MDP N = (S, A, Ry, Pn) est compatible avec M selon une abstraction donnée
51
1. Pour tout s € S et pour tout a € A, Ry(s,a) € [min Ry ([S]|a, a), max Ry ([S]a, a)]
2. Pour tous s,s' € S et pour tout a € A, pn(s,a,[s']a) € [minprr([s]a, a, [']a),
max Rys([s]a, a, [¢']a)]

On note l’ensemble des modéles N définis sur S qui sont compatibles avec M selon une abstrac-
tion «, [M]q.

Théoréme 1. [Givan et al., 1997] Soit M un MDP et M, son BMDP correspondant par
l'abstraction o on a

Vs €S, v*(s) € [v; (s),v}(s)].

o

En effet grace a ce type d’aggrégation on arrive & déduire une borne inférieure et une borne
supérieure sur la valeur v* qu’on cherche & calculer. Nous proposons ici une preuve de ce théoréme
en nous basant sur I'analyse introduite dans la section [3.2.3]
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Démonstration. On sait que pour tout s dans ’espace S on a

v ([s]a) = max min Ry([s]a,a) +7 D px(l [5']a)v ™ ([8]a)-
« s'es

En réalité 'ensemble des MDP N qui sont inclus dans le BMDP M, peuvent étre chacun identifié
a l’ensemble des MDP N; qui sont compatibles avec [M],. En d’autres termes on peut écrire que
pour tout s € [s]q

v (s1) = v ([s]a) = max min Ry([s]a,a) +7 > pn([slas a, [s'1a)o ™ ([5])
a s'es

= R , P el ! - ' °
- i, B *%W“ ne

Si on prend Vs € S, vo(s) = v~ ([s]q) alors :

v1(s) = max (RM(S a +VZPM s, 0,5 )vo(s ))

a€A Jes
7 " "
= max | Ry(s,a) +7 ST pulsia8"u(s”)
[s']a€Sa s"€[s']a

vo(s) est constante par blocs, on a alors

vl(s):%leajc Ryr(s,a) +7 Z pu (s, a,[s'la)v™([s]a)
[s']a€Sa

> . / — /
> max win RNl(Sya)JrV[/]zE:S P, (8,0, [s]a)v ([8']a)

=T v ([s]a)
=" ([s]a) = vo([s]a)-

L’opérateur de Bellman 7" est monotone (voir la partie [2 , on a pour tout s € S :
v ([s]a) = vo(s) < Twp(s) = v1(s) < ... <T"wv(s)
en prenant la limite quand n — oo on obtient pour tout s
v ([sla) < v*(s).

Ce méme type de raisonnement peut étre repris pour montrer que v*(s) < v*([s],) et on termine
ainsi la preuve du théoréme [T} O

3.2.5 BMDP et Jeu dynamique

On expliquera dans ce qui suit qu'un (B)MDP peut étre considéré comme un cas de jeu
dynamique a plusieurs joueurs.
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Cadre général

Un SSP(MDP) peut étre considéré comme un cas particulier d’un jeu a un joueur qui choisit
a chaque étape une action a pour maximiser le gain. Un jeu & deux joueurs fait intervenir en
plus un opposant qui, pour chaque choix de 'action a, choisit un autre parameétre de controle b
dans le but au contraire de minimiser le gain. Si on définit deux politiques déterministes 7, et m
telles que 7, : S — A et m, : S — B (ou B est un ensemble fini), la fonction de valeur associée
aura cette forme pour tout sg = s
S0 = s] .

v(s) = maxmin v ™ (s) et v(s) = min max v (s).
T ury b Ta

[e.e]
v7eT(g) = RTeT Z*ytr(st,wa(st),wb(st))
t=0

Considérons maintenant les deux fonctions

Chacune représente ['ordre possible dans lequel le joueur a commencé & jouer. La premiére fonc-
tion correspond au cas ou ¢’est 'opposant qui joue en premier, et la deuxiéme fonction correspond
au cas ou c’est 'autre joueur qui commence en premier. Il a été prouvé d’aprés [Shapley, 1953)|
qu’'on a pour tout s € S, v(s) = T(s). On notera cette valeur v** pour faire la distinction avec

v*.

Cadre des BMDP

Le cas des MDPIP et donc des BMDP est un cas d'un jeu & deux joueurs ou l'un choisit
I'action afin de maximiser la somme des récompenses et ’autre selon le jeu peut soit ’aider en
choisissant le MDP qui fait aussi maximiser le gain soit choisir un MDP qui fait minimiser le
gain. On obtient dans ce cas pour tout s dans l'espace S

() — . o o 38
v (s) max NIEIE\EII]Q un(s) Nrerﬁ\?]a max un(s) Nrerﬁ\?]a vy (s) (3.8)
vh(s) = max Nrél[%a un(s) = Nrél[%a max un(s) = Nrg[%/)[(]a oy (8). (3.9)

L’ensemble [M], ici n’est pas un ensemble fini mais on a vu dans ce qui précéde que pour chaque
action a les MDP M™" et M™3* étaient inclus dans 1’ensemble X ;s donc on peut restreindre
Pespace [M], a lespace fini L, des MDP N tels que leur image par « soit incluse dans X, qui
est fini.

3.2.6 Propriétés de I’abstraction-BMDP

Une fois qu’on a décrit les bounded parameter MDP (BMDP) on va s’intéresser au méme
probléme que celui étudié dans le cadre du modéle moyen. On est toujours & la recherche de
"bonnes heuristiques" qui nous aident & nous approcher de la fonction v*. On va regarder si la
qualité est monotone par rapport a 'abstraction (la relation d’ordre est @ < o' ssi o/ est un
raffinement de ). A partir des définitions de v~ et de vT formulées dans les équations
et (3.9), nous pouvons déduire une condition suffisante qui satisfait v_,(s) > vy (s) et v7,(s) <
U;r(s), pour tout s et pour tout raffinement direct o/ de o.

Proposition 4. Soit M = (S, A, R, P,~) et soient « et o deux abstractions de M telles que o/
est un raffinement direct de «. Si l’ensemble des MDP [M], qui sont compatibles avec le MDP

39



Chapitre 3. Pathologies dans certaines abstractions des processus décisionnels de Markov

M selon labstraction o/ le sont également selon labstraction «, dans le sens ou [M]y C [M]a,
on a alors linclusion des fonctions de valeur

[V ([s]ar); v ([8]a)] € [V ([5a), var ([5]a)]-

Démonstration. La preuve découle directement des équations et . Prendre le maxi-
mum sur un ensemble plus grand induit un plus grand maximum et idem prendre le mini-
mum sur un ensemble plus petit induit un plus petit minimum. La condition [M], C [M],
est une condition suffisante mais non nécessaire. En effet, on peut trés bien imaginer des cas
ot [v_,([slar), v ([s]ar)] C [vg ([s]a), vd ([s]a)] sans pour autant avoir Uinclusion [M]y C [M]q.
C’est ce qu’on illustre dans I'exemple qui suit :

EXEMPLE :

[0.5,0.8]

FIGURE 3.8 — De gauche & droite : le MDP M, I’abstraction o, ’abstraction a. Les fléches sont
annotées avec les probabilités de transition. Les récompenses vérifient : R(1) = R(2) = R(3) =
R(4) =0,R(5) =1, v=10.99.

On obtient en implémentant ’algorithme proposé par Givan et al :

0 11.158783
_ o] 4 ] 10.948924
Vo (12,3,4,5) = | 1| v0,(12,3,4,5) = | | 1" 24006
1 12.034826
0 29.58928
v, (12,3,45) = [ 0 | v} (12,3,45) = | 29.912131
0 30.370645

On voit trés bien ici que v, < v_, et que v;r, < vZ. Pourtant on peut trés bien expliciter un
MDP N (figure ci-dessous), tel que N, C N, dans le sens de l'inclusion des intervalles de
transition mais N, ¢ M. En effet on peut remarquer que 0.35 ¢ [0.2,0.3]. La condition de la

proposition [4 est alors une condition suffisante mais pas nécessaire.
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0.1

FIGURE 3.9 — De gauche a droite : le MDP N, I'abstraction o/, I’abstraction «. Les fleches sont
annotées avec les probabilités de transition. Les récompenses vérifient : R(1) = R(2) = R(3) =
R(4) = 0,R(5) = 1, v = 0.99.

O

Nous allons dans ce qui suit étudier le cadre des BMDP déterministe séparément du cadre
des BMDP probabilistes, et voir si on obtient de meilleures bornes en raffinant I’abstraction dans
chaque cas.

Le cas déterministe

Dans cette partie le MDP initial considéré est déterministe. Les intervalles de probabilités
associés au BMDP correspondant, sachant une abstraction a donnée, sont de la forme : 0,1 et
[0, 1] (voir les formules et (3.7)). Etant données deux abstractions a et o telles que o est un
raffinement direct de o (définition |8 on va essayer de voir si pour tout s € S, v_,([s]a) > v5 ([s]a)
et v} ([s]a) > v}, ([s]a), C’est-a-dire que o induit de meilleures bornes que . Nous allons montrer
que oui.

Proposition 5. Soient M un MDP déterministe, « et o deux abstractions telles que o/ est un
raffinement direct de o on a alors

s €S, [vg([slar)s vy ([sla)] € [vg ([]a), v ([5]a)]-

Démonstration. Comparer deux fonctions qui sont définies sur deux espaces différents n’est pas
une chose évidente. L’astuce ici est de se ramener & ’espace initial via 'ensemble des modéles
compatibles N avec ’ensemble [M],/ et [M],. Autrement dit puisqu’on sait déja que pour toute
abstraction «

07 ([sle) = min vi(s)

il suffit donc de montrer que [M] C [M], pour prouver que vy ([s]a) < v, ([s]a)-

La condition [M], C [M], implique que pour tout MDP N € [M],, on a N € [M],.
Soit [s1]4 le bloc qu’on raffine en deux autres blocs distincts [so] et [s3]o avec so et s3 deux
états distincts dans [s1]e. Tous les autres blocs ne changent pas aprés un raffinement. On note
b1, ..., b5, -1 ces blocs la. L’inclusion des récompenses est évidente ici. La condition N € [M] o
impose que pour tout j € {2,3}, pour toute action a on a

min Ry(s’,a), max RN(S/,CL)] C [ min Ry(s',a), max Ry (s, a)
S’E[Sj}a/ S/E[S]‘}a/ S’E[S‘j]a/ S’E[Sj}a/
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Etant donné que pour tout MDP M on a

min RM(s’,a):min< min Ry (s,a), min RM(S',a)>
s'€[s1]a s'€[s2] 4 s'€ s3]y

max Rp(s’,a) :max< max Ry/(s’,a), max RM(S’,a)>
s'€[s1]a s'€[s2] 41 s'€[s3] o

il s’en suit que

min Ry(s’,a), max RN(S/,CL):| C [ min Ry/(s’,a), max RM(sl,a)}
s'€[s1]a s'€[s1]a s'€[s1]a s'€ls1]a

Il reste alors & montrer que pour tout j, k € {2,3} et l € {1,...,|Sa| — 1} on a
minpy ([sila, a, br), max py ([s1]a; @, br)] € [minpas([si]a; a, br), max pas([si]a, a, by)]

(minpy ([s1]a, a, [s1]a), max py ([s1]a; @, [s1]a)] c (minpas([s1]a, a, [s1]a), max par([s1]a; a; [s1]a)]
c

1
minpy (by, a, [$1]a), max pn (b, a, [$1]a)] C [minpas(by, a, [s1]a), max pas(by, a, [$1]a)]-

On va raisonner sur le min, ce raisonnement sera valable aussi pour le max. On a pour tout MDP

M

min pas([s1]as a, b)) = min (min pas([se]ar, @, by), min pas([ss]ar, a, b)) -

On a N € [M], donc pour tout j € {2,3}, minpn([sjla,a,b;) > minpas([s;la, a, b;) par consé-
quent min py([s1]a, @, by) > min pas([si]a, a, by). La premiére inclusion est alors prouvée.
Démontrons la deuxiéme inclusion. Supposons que

minpy ([s1]a, @, [s1]a) = g[nr]l PN (S, a,[s2]a) + PN (s, a,[s3]a) =0,
SC|S1]a

il existe alors un état sg € [s1]o tel que py(s,a,[s2]ar) = 0 et pn(s,a,[s3]er) = 0. Puisque
N € [M], il s’en suit que pour j,k € {2,3}

(min pn([sjlar, a, [sk]ar), max p ([sjlar, @, [sk]ar)] € [minpas([sjlar; a; [sklar), max par([sjlars @, [sk]ar)]-
Ceci implique que

min pas([sila, a; [s1]a) = sg[lsllI]l pm (s, a, [s2]a) + pr (s, a, [ss]a) = 0.
Supposons maintenant que min py ([$1a, @, [s1]a) = 1 alors il est évident que min py ([s1]a, @, [S1]a) >
min pas([si]as a, [s1]a). Ce qui prouve la deuxiéme inclusion.
Nous allons montrer maintenant la derniére inclusion. Supposons que min py (b, a, [s1]a) =0
ceci implique qu'il existe so € by tel que py(so,a,[s1]a) = 0, il existe par conséquent un bloc b;*
vérifiant py (g, a,b*) = 1. Puisque N € [M]., on a

[minpy (b, a, b)), maxpy (b, a, b)) C [minpas(by, a, b™), max pas(by, a, ™)) .
On a donc forcément max pys (b, a,b*) = 1, il existe alors un état s, € b; tel que pas(s(, a, o)

1, d’ou par(s, a, [s1]a) = 0. Ceci implique que min pys(by, a, [s1]a) = 0. Sion amin pyn (b, a, [s1]a) =
1, il est évident que minpys(by, a, [s1]a) < minpy (b, a, [s1]a)- O
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Le cas probabiliste

Le cas probabiliste concerne les MDP dont les probabilités de transition peuvent prendre des
valeurs dans [0,1]. On a vu dans la preuve précédente que le fait d’avoir deux valeurs 0 et 1
était une condition essentielle pour avoir 'inclusion des fonctions de valeurs. Ceci laisse penser
qu’on n’aura probablement pas la méme propriété lorsqu’on passe au cas stochastique. Faute de
mieux peut-on au moins toujours garantir en partant d’une abstraction donnée « I’existence d’un
raffinement o/ qui garantirait I'inclusion des fonctions de valeur ? En d’autres termes peut-on
trouver a chaque raffinement ’abstraction qui ferait réduire, d’'une facon monotone, dans chaque
état Perreur d’approximation G, ou pour tout s € .S,

Ga([sla) = v*([s]a) — v ([s]a)-
Nous allons montrer que non.

Proposition 6. Il existe un MDP M une abstraction « tels que pour tout raffinement direct o
de a on a

— Vs €5, Gu([sla) = Ga([s]a)

— ds € S, tel que Gy ([s]lor) > Gal[5]a)-

Cette proposition stipule qu’il existe des cas de MDP ou 'erreur d’approximation reste dans
le meilleurs des cas inchangée aprés un raffinement. Dans la preuve qui suit, on va justement
donner un exemple de ce type de MDP.

Démonstration. Considérons le MDP de la figure [3.10] L’idée derriére ce choix du modéle est

v(3) =3.33

0.7

9% (3) = [3.02,3.72]
) 0.7
0.3 ©¥(123) =333

0.5 v(1) = 3.33 @ [0,0.2]
. 3 [0.2,0.6] [0.1,0.3]

/ ‘ : [0.15,0.2] (0.1,0.15]1
v(4) =0 C@ 0+(12) = [2.89,3.89] @ @

v(2) =3.33

FiGURE 3.10 — De gauche a droite : le MDP initial M, 'abstraction a;, 'abstraction a. Les
fleches sont annotées des probabilités de transition. Les récompenses sont telles que : R(1) =

R(2) = R(3) = 1(= R({1,2}) = R({1,2,3})), et R(4) = R(5) = 0. On prend v = 1.

de prendre des états qui se comportent de la méme facon selon l'abstraction la plus grossiére
«a. Dans ce cas on ne risque pas de commettre d’erreur puisqu’on obtient exactement les mémes
fonctions de valeur. Puis il faut observer si pour un raffinement de ’abstraction «, on va garder
les mémes fonctions de valeurs. En effet on peut voir dans la figure [3.10] que les états 1, 2 et
3 dans le modé¢le initial admettent la méme récompense et la méme probabilité de transition
d’atteindre les blocs {1,2,3} et {4,5}. On a p(1,{1,2,3}) =p(2,{1,2,3}) =p(3,{1,2,3}) = 0.7,
et p(1,{4,5}) = p(2,{4,5}) = p(3,{4,5}) = 0.3). Par conséquent ils admettent la méme fonction
de valeur v(1) = v(2) = v(3) = 3.33 et v(4) = v(5) = 0. L’abstraction a (modeéle a droite)
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est une représentation similaire mais plus compacte du modéle initial qui vérifie v({1,2,3}) =
v({1}) = v({2}) = v({3}) = 3.33. L’abstraction oy : 1,2,3,4,5 — {1,2}, {3}, {4}, {5} rassemble
les états 1 et 2 dans un méme bloc. On obtient dans chaque état des intervalles de fonction de
valeur, il est clair dans ce cas que ’erreur d’approximation ne peut qu’augmenter. On a

— Go,({1}) = Go, ({2}) =389 —-289=1> G,({1}) = Ga({2}) =0

— Go,({3}) =3.72-3.02=0.7> G,({3}) =0

— Gy ({4}) = Gy (5)) = Gal{4}) = Gal{5}) = 0.
On obtient le méme résultat si au lieu de considérer ’abstraction «; on considére I'abstraction
az:1,2,3,4,5 — {1,3}, {2}, {4}, {5} ou labstraction a3 : 1,2,3,4,5 — {2,3},{1},{4},{5}. En
effet on obtient dans respectivement chacun des cas

2.5000501 4.7823235
vz, (13,2,4,5) = 2.75(()]0584 , v;r2(13,2,4, 5) — 4.3425729
0 0
2.9033191 4.1174752
et v (1,23,.5) = 2.255122 7 v;“3(1,23,4, 5) — 5.29%8746
0 0

O

On pourrait & partir de ce modéle extraire un autre modéle ou I’erreur augmente strictement
dans tous les états 1,2,3,4,5 telle que pour tout état s, Go(s) > Gu/(s). En effet considérons
un MDP M’ ou on garde les méme transitions dans les états 1, 2 et 3 que celles dans le MDP
M mais ou on change les transitions dans les états 4 et 5. On prend ainsi pour les états 4 et
5:p(4,4) = 0.9,p(4,1) = 0.1 et p(5,5) = 0.9, p(5,1) = 0.1. On peut choisir un facteur v qui
soit strictement inférieur & 1 mais assez proche de 1 pour garantir ’existence d’une solution. On
remarquera dans ce cas que Uerreur G/ (s) est strictement plus grande que G, (s) pour chaque
état s dans {1,2,3,4,5}.

Considérons 'abstraction a du modéle M initial dans la figure [3.10] on remarque que si on
agrege les états 4 et 5 on obtient une bisimulation (cf. chapitre .

0.7 0.7

[0,0.2]
[0.1,0.3] 0.3

¥ Q

1 1 1

FI1GURE 3.11 — De gauche & droite I'abstraction « et la bisimulation qui correspond au modéle
M.

En effet on a R(1) = R(2) = R(3) et R(4) = R(5), et pour tout i € {1,2,3}, p(i,123) = 0.7
et p(i,45) = 0.3 (voir figure [3.11). On pourrait penser qu'un modéle type ou l'erreur G,— par
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rapport & une abstraction o donnée— augmente en raffinant est un cas de bisimulation. Comme le
montre le contre-exemple dans la figure[3.10] Une bisimulation est une abstraction équivalente au
modeéle initial i.e. admettant la méme fonction de valeur et donc la méme politique optimale que
celle du modéle initial considéré. Si on traduit la définition [5| (chapitre|2) en termes d’abstraction
ceci revient a vérifier que pour tout s € S et pour tout s; € [s], :

Vs € S,Vs1 € [s]la, R(s,a) = R(s1,a),Y[s']a € Sa, p(s,a,[5']a) = p(s1,a,[s]a)-

Pour chaque action considérée la borne inférieure et la borne supérieure coincident dans le cas
d’une bisimulation. D’aprés le théoréme (1} on a alors pour chaque état s € S, v(s) = v([s]qa).
On observe des comportements différents (pathologiques dans le cas stochastique) de ceux
qu’on a obtenus dans le cadre déterministe. Néanmoins on a réussi & identifier une structure
qui permet de résoudre le MDP initial qui est la bisimulation. Dans le cas des MDP admettant
un grand nombre d’états, trouver une bisimulation n’est pas une chose simple (faut-il encore
qu’elle existe). Plusieurs travaux ont été proposés en ce sens afin de reconnaitre ces structures

(cf. chapitre [2)).

3.3 Travaux analogues

Notre travail montre les limites de certaines abstractions, ou raffiner une abstraction peut
induire une plus grande erreur d’approximation. La structure d’équivalence exhibée qui est la
bisimulation est intéressante dans le sens ou elle renvoie exactement la solution recherchée. Ceci
dit identifier cette structure s’avére compliqué—surtout lorsque I'espace des états est trés grand—
comme il a été illustré dans la métrique de [Ferns et al., 2012] ou dans l’algorithme de raffine-
ment de partitions de |[Givan et al., 2000]. Le fait qu’un raffinement induise une plus mauvaise
approximation de la solution n’est pas complétement nouveau, il a déja été observé dans le cas de
Pabstraction des actions [Sandholm and Singh, 2012] et dans le cas des jeux comportant plusieurs
joueurs.

Pathologies dans les jeux a plusieurs joueurs

Les pathologies dans les abstractions ont été déja observées dans les cas de jeux a plusieurs
joueurs. Dans ce cadre on peut citer larticle de [Kevin et al., 2009], ou les auteurs ont étudié
Pexemple du jeu Leduc Hold’em Games (type de jeu de poker). Par souci de simplicité on va
considérer le cas de deux joueurs. On note pour i € {1,2} la fonction utilité u; qui est la somme
du gain cumulé pour avoir atteint un état terminal donné. Soit m = (71, m2) un profil de stratégie,
u;(m) est le gain correspondant au joueur i lorsque les joueurs 1 et 2 suivent respectivement la
politique 71 et my respectivement. Lorsque le joueur 7 connait la stratégie m; du joueur j sa
meilleure réponse ou stratégie m; est celle qui vérifie

Vi,j € {1,2} wi(mi, m;) = max u;(mi, 7).
T’

J
Dans le cas oil on ne connait pas la stratégie de 'opposant on fait appel au concept de 1’équilibre
de Nash représenté par la stratégie m = (w1, m2). Une stratégie d’équilibre (7], 75) est une stra-
tégie qui maximise la fonction utilité dans les pires des scénarios, i.e. dans le cas ol I'opposant
a employé la pire des stratégies, cela se traduit par

Vi, j € {1,2} ui(wz‘,ﬁ;) = max min u; (7, 7).
™ T
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Pour estimer la déviation d’une stratégie donnée m = (71, ) par rapport a la stratégie d’équilibre
(7}, m5) on introduit une notion qui est la notion d’exploitabilité €;(m;)
e1(m) = mz;tqu(m,ﬁé) — ug(7], m5)
T2
e2(mg) = maxuy (], m2) — w1 (77, 73).
m
Notons que pour tout m;, €;(m;) > 0. Dans le cas ou m = (m,m2) = (7}, 7m5) on a ¢(m;) = 0.
Pour deux abstractions « et o telles que ' est un raffinement de «, on dit que o/ est moins
exploitable que « par rapport a un joueur ¢ donné si

e(n?) < ei(mf) (3.10)

ei(nf) = mau (nf, 75) = wj (7, 75).
J
Dans le cas du jeu de Leduc Hold’em Games, deux cas d’abstractions ont été considérées :
le cas des abstractions des cartes et le cas des abstractions des mises. Il a été constaté qu’il
existait des abstractions ou lorsqu’on agrégeait deux cartes ensemble on obtenait une stratégie
moins exploitable que dans le cas on n’agrégeait pas les cartes. Le jeu comprend 12 options de
mises qui ont été réduites & 4 options de mises. Dans ces 4 options, différentes combinaisons
d’actions ont été considérées. Il a été constaté qu’avoir plus d’options pouvait faire augmenter

Pexploitabilité (du joueur ou de 'opposant).

Pathologies dans les abstractions d’actions

On va s’intéresser maintenant aux abstractions des actions. Une abstraction des actions si-
gnifie que les actions dont dispose un agent dans le cas du jeu abstrait different de celles dont il
dispose dans le jeu de départ (il dispose généralement de moins d’actions). On va expliciter un
exemple tiré de [Sandholm and Singh, 2012| qui montre qu’une abstraction plus grossiére peut
s’avérer moins exploitable dans le sens de 1’équation .

Exemple :

Considérons deux joueurs 1 et 2. Le joueur 1 dispose des actions a et b. Le joueur 2 dispose
des actions a, b et c. Si les deux joueurs choisissent la méme action, c’est le joueur 2 qui gagne. Il
recoit dans ce cas une récompense R(2) = 2 et le joueur 1 ne regoit rien en retour, R(1) = 0. Si
le joueur numéro 2 choisit a ou b et que le joueur 1 choisit ’action contraire, c’est le joueur 1 qui
gagne et il recoit une récompense R(1) = 2 tandis que R(2) = 0. Si le joueur 2 choisit I'action
¢, les deux joueurs regoivent la méme récompense R(1) = R(2) = 1. Cette derniére stratégie est
la stratégie d’équilibre. Le joueur 1 choisit ’action a ou b avec probabilité % Le joueur 2 choisit
I’action a ou b avec probabilité p et ’action ¢ avec probabilité 1 — 2p. Considérons I'abstraction
ou le joueur 1 ne dispose que de I’action a, le joueur 2 peut choisir ’action a qui est différente de
la stratégie d’équilibre. Considérons une abstraction plus grossiére oi le joueur 2 ne dispose que
de l'action ¢, qui correspond & la stratégie d’équilibre du jeu initial ou les deux joueurs recoivent
la méme récompense.

3.4 Conclusion

On a étudié dans ce chapitre deux types d’abstractions : I’abstraction moyenne et 'abstrac-
tion BMDP. On a reformalisé d’une maniére originale I’approche BMDP et proposé une version
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corrigée de Ialgorithme [Givan et al., 2000]. On a aussi prouvé formellement le lien entre les va-
leurs du BMDP et celle d’'un MDP sous jacent a travers la notion de compatibilité des modéles.
On a montré qu’il pouvait y avoir absence de monotonie de I"approximation des fonctions de
valeur par rapport aux abstractions méme dans un cadre purement déterministe dans I’approche
moyenne (proposition et uniquement dans le cadre probabiliste (propositions [5| et @ pour
les bounded parameter MDP. L’analyse qu’on propose ici sur les pathologies liées a certaines
abstractions est un peu plus informative que celles qui ont été déja avancées dans la littérature.
En effet contrairement a ce qui a été présenté dans [Kevin et al., 2009| et [Sandholm and Singh,|
2012], les modeéles qu’on exhibe ici sont des modéles admettant une seule action et un seul joueur
(les contre-exemples présentés ici sont des chaines de Markov). Cela laisse a penser que dans
certains cas (les BMDP y compris), seule la stochasticité de I’environnement peut expliquer les
pathologies apparaissant dans les abstractions.
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4

Les méthodes de projection linéaire
pour un schéma de type itérations sur
les politiques

Introduction

Nous allons dresser dans ce chapitre I’état de 'art de quelques méthodes de résolution ap-
proximatives des MDP. Ceci est nécessaire par la suite pour la compréhension des chapitres
et[6] Ces méthodes calculent une approximation de la vraie fonction de valeur v*. Les algorithmes
associés sont une version approchée des algorithmes de la programmation dynamique introduits
dans le chapitre 2l On distingue ainsi I’algorithme d’itérations sur les valeurs avec approximation
(AVI) et l'algorithme d’itérations sur les politiques avec approximation (API). On présentera
plus en détails ces deux algorithmes dans la premiére partie de ce chapitre. La seconde partie de
ce chapitre sera consacrée aux méthodes de calcul d’'une approximation de la fonction de valeur
pour une politique 7 fixée qui peut servir pour un schéma de type APIL. On s’intéressera plus
particuliérement aux méthodes dites de projection. On introduira de maniére générale plusieurs
de ces méthodes ainsi que les différents algorithmes correspondants.

4.1 Algorithmes de la programmation dynamique avec approxi-
mation

Afin de déterminer une approximation de la fonction optimale v*, on va étendre les algo-
rithmes introduits dans le premier chapitre (IV) et (IP) au cas approché.

4.1.1 Itérations sur les valeurs avec approximation AVI

Le schéma algorithmique itérations sur les valeurs avec approzimation AVI calcule, & chaque
itération k, une approximation de l'image de la fonction de valeur par 'opérateur de Bellman
optimal T' = max, Ty & une erreur €; pres

V41 < T’Uk + €k+1-

L’approximation viy1 de T, peut par exemple étre calculé par un algorithme d’apprentissage
supervisé. La variable ¢; est pour tout k l'erreur d’approximation générée. Pour £ = 0, on
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prend vg arbitraire. En général, ’algorithme AVI ne converge pas. Néanmoins on peut borner
la différence entre la valeur optimale v* et la valeur vy, , ot vy, est la vraie valeur si on suit
la politique 7. Si on suppose les erreurs d’approximation uniformément bornées : pour tout k,
llex|loo < €, on sait que |Bertsekas and Tsitsiklis, 1996]

lim sup ||v* — 7, loc < ——.
k—o0 e (1 - 7)2
Cette borne peut étre arbitrairement grande lorsque le facteur d’actualisation  est proche de
1, elle s’applique par conséquent aux différents cas d’application. C’est la meilleure qu’on puisse
avoir, [Scherrer and Lesner, 2012] ont exhibé un modeéle de MDP (déterministe) pour lequel elle
est atteinte.

4.1.2 Itérations sur les politiques avec approximation API

Le schéma algorithmique itérations sur les politiques avec approzimation (API) calcule une
approximation, pour une politique 7, fixée, de la valeur v,, & une erreur € prés. On note G(vy)
I’ensemble des politiques gloutonnes par rapport & vy. Le schéma de I'algorithme API peut s’écrire
de la sorte

Vg < Vg, + €k
Tr+1 € G(vg).

L’approximation vy, de vy, se fait par exemple a travers un algorithme d’apprentissage type least
square temporal difference LSTD qu’on décrira dans la partie qui suit. L’algorithme least square
policy iteration est un exemple d’algorithme d’itérations sur les politiques avec approximation.
(API) admet une borne de performance identique & celle de I’algorithme (AVTI). Il existe un MDP
pour lequel elle est atteinte |Bertsekas and Tsitsiklis, 1996].

Une fois qu’on a introduit les principaux algorithmes d’itérations avec approximation, on va
se concentrer dans ce qui suit sur ’évaluation approchée d’une politique ce qui peut servir dans
un schéma type (API)E|.

4.2 Les Méthodes de projection

Considérons, pour une politique fixée 7, une chaine de Markov M irréductible de matrice de
transition Py et de récompense R, prenant ses valeurs dans l'espace &A'. Calculer la fonction de
valeur v™ = T7v"™ relative & cette chaine de Markov peut s’avérer compliqué lorsque 1’espace des
états est tres grand. On va s’intéresser ici & approcher cette fonction en estimant ses projections
sur des espaces de taille plus réduite d < n. Ces espaces sont des sous-espaces vectoriels générés
par des fonctions qu’on appelle les fonctions "caractéristiques" ou "features" . L’approximation
0 de v est une approximation linéaire de v (on omettra dorénavant 1’exposant 7). Les fonctions
features (¢;)1<i<q forment la matrice des features qu’on note ®. C’est la matrice dont les colonnes
sont formées par ces fonctions, elle est de taille |X|x d. Il existe un vecteur 6 € R tel que ¢ = &6,
c’est le vecteur poids associé a 0 la projection de v sur span(®), qui est ’espace généré par les
fonctions (¢;)i1<i<q. On note II la matrice de projection orthogonale sur I’espace des features

3. L’évaluation est plus simple pour (AVI). Ceci revient a calculer pour chaque itération k£ une approximation
de Tvg. On a vipy1 = ATvg, ot A est 'opérateur d’approximation. On peut calculer pour tout k& ’approximation
vg+1 en utilisant la méthode de régression : considérons F un espace fonctionnel donné, vy est la projection du
vecteur Ty, sur I'espace F [Munos, 2007].
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selon la norme ||.|[¢, ot { est une distribution quelconque vérifiant (i) > 0, pour tout i. La
matrice de projection II vérifie pour tout u € span(®) :

[y = u = ®a,
ofl a est un vecteur appartenant a R%. Pour tout u € span(®) on a
(@,u)e = (@, Pa)e, (4.1)

ou le produit scalaire (.,.)¢ vérifie pour tous vecteurs u et v in RIS (u, v)e = u'Dev out Dy est
la matrice diagonale formée par les éléments du vecteur . On a par conséquent

®'Deu = @' DePa.
En supposant que
Hypothése 1. les features (¢;)i1<j<a sont linéairement indépendantes,

on a-grace au fait que £(i) > 0 pour tout i— la matrice ®1 D¢® inversible (voir preuve [B|dans
I'annexe , il s’en suit que

Il = ®(P'De®) ' PDy. (4.2)

On décrira dans ce qui suit certaines méthodes de projection qui existent dans la littérature
et les différents algorithmes établis pour calculer les estimations v.

4.2.1 La méthode de projection directe

La méthode de projection directe consiste & calculer la projection orthogonale de la solution
de ’équation v = T'w sur ’espace span(®). Cette méthode n’existe pas dans la littérature. On la
décrit ici car elle parait assez naturelle et simple. Elle consiste précisément a calculer la projection
orthogonale II(I — vP)~1r de la solution (I —yP)~1r . En écrivant (I —yP)~! =Y (vP)’,
cette quantité équivaut a

(I — yP) " 'r = ®(®'De®) @' Der + 4®(®' De®) ' ' D Pr + 12 &(®' De®) 1 ' D PP + ...
Considérons les matrices A et b telles que
A= (9'D¢®), b= D' De(I +~vP +~*P? + .)r.
Il s’en suit que
(I —yP) " 'r = ®A .

Pour estimer les matrices A et b on procéde comme suit : soient n trajectoires indépendantes
(X7)j>1 pour i € {1,2,..,n} telles que pour tous i,j, X ~ & et XZ»JJrl ~ Pr(.|X]), avec
i € {1,...,n}. Soient A et b les matrices qui sont construites a partir des échantillons X7, on a

A= 1S o(x0)6t(x0)

1

Il
S|

7

B(X) > " Air(XY).

1 =0

(SN
Il
SHE

)

ol
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Puisque les variables (X;);>1 sont iid, on a pour tout i

Ee[6(X?)' (X0)] = 8'Dedb = A

o0 o0
Ee |¢(X7) Y 4/r(X])| =@'De Y A/ Pir =0,
j=0 j=0

ot [¢[.] est I'espérance de la variable [.] sachant que le premier échantillon a été tiré selon la loi
£. Les matrices A et b sont alors des estimateurs non biaisés de A et b. La méthode de projection
directe renvoie asymptotiquement la meilleure approximation v = ®A1Dh de v sur span(®).
Cependant elle requiert généralement un nombre de trajectoires n assez longueslﬂ(X ZQ , Xl-l, ...), ce
qui la rend trés peu utilisable. On lui préfére ainsi d’autres méthodes de projection telle que la
méthode du point fixe projeté qu’on développe dans ce qui suit.

4.2.2 Les Méthodes du point fixe

On distingue dans ce qui suit deux méthodes du point fixe projeté : la méthode du résidu de
Bellman et la méthode des différences temporelles.

Méthode du résidu de Bellman

La méthode du résidu de Bellman a été proposée par |Schweitzer and Seidman, 1985| afin
d’approcher la fonction de valeur dans un modéle donné. Elle consiste & minimiser ’erreur entre
le vecteur © = ®6 et T'0 selon la norme ||.||¢. Elle estime le vecteur 6,., tel que

Ores = arg min ||®0 — T®H||,
OeRr?

= arg min |[(I — yP)®0 — r||¢.
g min (1 = 7P)®0 — 7]

Le vecteur 0,5 vérifie Vg __g(0) = 0 avec

Tes

g(0) = \/Gt(I)t(I —YP)!D¢(I — yP)PO — 01D (I — vP)!Der — rtDe(I — vP)P8 + rt Dyr.
Déterminer le vecteur 6.5 équivaut a résoudre une équation de type Af,.s = b telle que
A=®'(I —yP)'D¢(I —yP)®, b= &' (I —vP)" Der.
La matrice A est une matrice symétrique. En effet elle peut s’écrire de la sorte
A =G'G, avec G = VD¢(I —yP)®

donc elle est forcément semi-définie positive. Si de plus on a les hypothéses [I] et [2] qui sont
vérifiées, on sait d’apres [Schoknecht, 2002] que la matrice A est définie positive donc inversible.
D’ou

Ores = A0

Pour calculer une estimation de 6,.; on procéde comme suit; on considére les échantillons
(Xi,r(X5),Y:,Y)) tels que les variables (X;);>1 sont des variables iid de loi &, les variables Y; et

4. On peut certes toujours tronquer la trajectoire et obtenir une erreur qui dépend de X Vinax, ot L est la
longueur de la trajectoire.
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4.2. Les Méthodes de projection

Algorithme 6 Least Square Bellman Residual Algorithm
Soient A:=0,b:=0, t := 0.
Poyr i = 0,1,2,...,n faire
A A+ (9(Xs) — 70 (VD)) (9 (Xs) — 7 (V).
b <= b+ (d(Xi) — v9(Ya))r(Xs).
fin « Pour »
f=A"b.

Y;+1 sont deux variables indépendantes générées selon la loi Pr(.|X;). Soient A et b les matrices
qui vérifient respectivement

A

SEE

Z<¢<Xi> —7(Y2)) (' (X:) — 79! (Y)))

@
I
—

(A(Xi) — v (Y3))r(X5).

(S
Il

S|

.M:

@
Il
,_.

Notons o (X1, ..., X;) la sigma-algébre générée par les variables (X;);<; on a

Eel(6(Xi) — vo(Yi) (0" (X)) — 7o' (Y))]
= Ee[Ee[(6(Xs) — 70(Y])) (9" (Xs) — 70" (Y)))|o (X1, ..., Xi)]].

Puisque les variables Y; et Y/ sont indépendantes on a

Ee[(o(Xs) — v0(Y2)) (9" (Xi) — vo' (Y7))]
= Ee¢[Ee[(o(Xi) — vo(Y))) o (X1, ... XD)E[(9'(X;) — ' (Y)))|o (X1, ..., X5)]]
= Ee[(¢(Xi) — vPo( X)) (6" (Xi) — vPo'(Xy))].

Les variables (X;);>1 sont iid, il s’en suit que pour tout i > 1, E¢[(¢(X;) — vPo(X;))(9'(X;) —
vP¢!(X;))] = A. De méme on a pour tout i

Ee[(o(Xi) — vo(Yi))r(Xi)] = E[Ee[(d(Xi) — v (Yit1))r(Xi)|o (X, ..., Xi)]]
= E[E¢[(¢(X;) — vPo(Xy))r(X3)]] = b.

Les matrices A et b sont donc des estimateurs non biaisés de A et b. Une analyse en échantillons
finis de cet algorithme a été établie dans [Maillard et al., 2010|. L’algorithme Least square Bellman
residual LSBR (cf. algorithme @ repose sur la méthode du résidu de Bellman. Il calcule les

estimations A et b en utilisant les échantillons (X;,Y;,Y/);>1. LSBR renvoie asymptotiquement
le vecteur # défini par 6., = A~'b.

Méthode des différences temporelles

La méthode des différences temporelles consiste a minimiser la distance entre ¥ qui appartient
a lespace des features et T'0 qui a priori n’y appartient pas. La plus petite distance est atteinte
lorsque v —T'0 est orthogonal a span(®) et donc orthogonal & ¢ qui appartient a span(®). Notons
vy, cette valeur, on a

(Vorp» Vorp — TU@TD>§ = 0.
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Considérons II 'opérateur de projection orthogonale. En appliquant II & I’équation précédente,
on obtient

<HU9TD,H(U9TD — TU@TD)>§ =0= <v9TD,H(U9TD — TUQTD)>§ =0.

Il suffit donc que II(vg,, — Tvg,,) = O pour annuler le produit scalaire défini plus haut. Le
vecteur Opp vérifie

HU@TD =1ITvy & Vorp = HTU@TD.

On conclut donc que O7p est une solution de I’équation ®0 = IIT'®H. En remplacant les variables
par leurs expressions on obtient

DY = B(P'De®) 1! De(r + yPDO).

Ceci est équivalent a résoudre une équation du type A0 = b avec A = ®'D¢(I — yP)P et
b = ®'D¢R. En général, on n’a aucune garantie sur l'existence d’une solution a I’équation A0 = b.
Pour cela, il est usuel de faire une hypothése de plus sur la chaine de Markov M.

Hypothése 2. M admet une mesure invariante p telle que p = pPr. Cette mesure vérifie
p(i) > 0 pour tout i € {1,...,n}.

Sous cette hypothése, on a |[II||, = 1 |Tsitsiklis and Roy, 1997] d’ot IIT est un opérateur
(II-]4s ¥)-contractant. Par le théoréme du point fixe de Banach 'équation v = IIT'v admet une
unique solution vg,,, = ®Orp. Ceci prouve I'existence d’une solution a I’équation A = b. Sous
les hypotheses|lfet |2} on a <I>tD#<I> inversible et donc Opp est unique et vérifie

Orp = (®'D,®) @' D,vp, -

Pour calculer une estimation de 7 p on procéde comme suit : on considére les échantillons (X;);>1
générés a partir de la chaine de Markov CM (€, P) (cette notation signifie de mesure initiale & et
de matrice de transition P) et les matrices A et b telles que

n—1

D o(X) (9" (Xi) — 79" (Xis1))

i=1

1

En utilisant une version de la loi des grands nombres [Nedic and Bertsekas, 2002| (voir le théo-
réme (13| et la proposition |§| dans ’annexe on peut montrer que

A" B o(X0) (61 (X:) — 76 (Xin1))] = A
b "3 Bu[o(Xi)r(X:)] = b.

L’algorithme Least square temporal difference (cf. algorithme [7] ' introduit par [Bradtke and
Barto, 1996], utilise la méthode des différences temporelles. Il construit a chaque pas de temps

une estlmatlon A et bde A et b et renvoie asymptotiquement le vecteur §pp = A~1h. Il existe
une version récursive de cet algorithme qu’on décrira une fois qu’on introduit LSTD()\) qui est
plus général.
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4.2. Les Méthodes de projection

Algorithme 7 Least Square Temporal Difference Algorithm LSTD(0)
Entrée : 7 la politique a évaluer
Générer :la trajectoire (Xo, ag,r1, X1, a1,72,...) sous 7
Initialiser : A := 0, b= 0,t:=0.
Pour t = 1,2, ... faire
A At ¢(Xi1)(D(Xi1) — 7(X0))".
b b+ ¢(Xi—1)r(Xi—1).
t—t+1.
fin « Pour »
6=A"b.

4.2.3 La méthode du résidu de Bellman et la méthode des différences tem-
porelles : une vision unifiée

[Scherrer, 2010 a proposé une vision unifiée des méthodes des différences temporelles (TD) et
du résidu de Bellman (BR). Soit IT n’importe quel opérateur de projection sur span(®) vérifiant
II1? = II, les estimations 97p et Opp induites respectivement par les méthodes de différences
temporelles et la méthode du résidu de Bellman sont des projections obligues de v sur span(®).
On a

’[)TD = HLtXTDU7 ’aBR = HLtXBRU

ott la notation Il yx signifie orthogonalement & I’espace span(L!X), avec L = (I —~yP), Xrp =
D¢® et Xpgr = D¢L®. On a en particulier 97p et Ogr solutions des équations de Bellman

vrp = lx,, T0rp, et Upr = U x,,TUBR.

De cette vision on peut déduire une borne sur 'erreur d’approximation ||v — 0x||¢, X désigne la
nature de la méthode utilisée. Puisque ¢ x et IIp, ¢ sont deux projections sur espace span(®),
on peut écrire que It x1Ip.¢ = IIp.e. Par consequent

[v—dxlle = |lv — Hpexvlle = [[(I = Hrex)(I —pea)vlle

< Mpexllello = Boest e,

Ol Upest €St la projection orthogonale de v sur span(®) (noter que pour tout II opérateur de
projection on a I'égalité |[(I — I ix)|le = ||Hzex]le). [Yu and Bertsekas, 2008| ont également
dérivé ces bornes mais 1’analyse proposée par [Scherrer, 2010] & travers la notion de projection
oblique permet de simplifier d’une maniére significative le calcul.

L’algorithme LSTD()\)

L’algorithme Least square temporal difference avec traces d’éligibilité LSTD(A) (cf. algo-
rithme [8)) a été introduit par Boyan [Boyan, 2002|. Considérons T I'opérateur défini par

T =(1-X)) N7
=0

LSTD(\) renvoie une approximation de la fonction v qui vérifie v = T?v (notons ici que pour
tout \, v est solution de v = Tw si et seulement si elle est solution de v = T*v). Il calcule ainsi
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Algorithme 8 Least Square Temporal Difference Algorithm LSTD())
Entrée : 7 la politique a évaluer
Générer : la trajectoire (Xo, ag, 71, X1, 01,72, ...) SOUS T
Initialiser : A := 0, b= 0,t:=0, z9:=0.
Pour t =1,2, ... faire
A= At 21 (9(Xo-1) —70(X0))
b+ b+ Zt_lT(Xt_l).
2 — Myzi—1 + o(Xy).
t—t+1.
fin « Pour »
Renvoyer : 6=A1b.

une solution a 'équation v = T™v projetée sur I'espace des features, v = IIT v. Cet algorithme
fait intervenir en plus le paramétre A € [0,1]. Pour A = 0, on retrouve l’algorithme LSTD(0)
(cf. algorithme [7)) introduit par |Bradtke and Barto, 1996|. L’algorithme LSTD(1) renvoie la
projection orthogonale ITv de v qui est la meilleure approximation ¢ de v. LSTD(\) fait ainsi le
pont entre LSTD(0) et la méthode des projection directe introduite dans le paragraphe précédent.
Le paramétre A permet d’avoir une meilleure approximation de la fonction de valeur v. En effet

on peut s’apercevoir que l'opérateur T est (v, ||.||,.)-contractant avec vy = (i:;\Z\W | Tsitsiklis

and Roy, 1997]. On a pour u,w € RY

1T = TAw]l =[[(1 = Xy D () P (= w)l,
=0

(1—A)y
< WH(U —w) |-

Il est clair que prendre de grandes valeurs de \ rend lopérateur T encore plus contractant
L’équation v = IIT v est équivalente & une équation de type Af = b avec

A=®'D,(I —yP)(I - MP)'®, b=®'D,(I —~vP) 'r. (4.3)

LSTD(\) calcule a chaque pas de temps les estimations Aet bde respectivement A et b,

n—1

1 Z 21(¢'(Xi) = 79" (Xi1)) (4.4)

- : > zr(Xi). (4.5)

Le vecteur z; est le vecteur trace d’éligibilité qui vérifie

2=y () F(Xp). (4.6)

k=1

5. Meéme si théoriquement faire augmenter A\ devrait améliorer la qualité de 'approximation 6, il s’avére
expérimentalement que ce sont les valeurs intérmédiaires du parameétre A qui 'emportent |Nedic and Bertsekas,
2002|.
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L’introduction de ce vecteur revient & prendre en compte des échantillons précédents. Pour
A = 0, seul I'échantillon courant est considéré. Dés que A > 0 c’est toute la trajectoire & partir de
Péchantillon X7 qui est considérée. Quand le nombre d’échantillons tend vers U'infini LSTD(\)
converge vers le vecteur 6 qui vérifie § = A~'b [Nedic and Bertsekas, 2002].

Le calcul du vecteur § = A~1h requiert I'inversibilité de la matrice A. A partir d’un certain
nombre d’échantillons cette matrice est inversible puisque A l'est. Ceci dit pour s’assurer de
I'inversibilité de A a chaque pas de temps on peut utiliser la variation proposée par [Nedic and
Bertsekas, 2002| en initialisant la matrice A & A = 6 ot § > 0. L’inversion de la matrice
A nécessite un temps de Uordre de O(d?). Une implémentation plus efficace de 1’algorithme
LSTD()) utilise une version récursive pour calculer 'inverse de A. Cette version repose sur la
formule de Shermann-Morrison :

B = (A1 + 2e(9(Xe) — v0(Xi1))')
By 124(d(Xt) — 79(Xe41)) Bra
1+ 24(d(Xt) — ¥0(Xe41))!Bror2

On obtient la version récursive ou en ligne de LSTD(X) (cf. algorithme [9)).

1

t—1 —

Algorithme 9 LSTD())-REC
Entrée : 7 la politique a évaluer
Générer : la trajectoire (Xo,a0,71,X1,a1,72,...) sous 7
Initialiser : B —}SI b =0,t:=0, 29 :=0.

Pour t = 1,2, ... faire

Bz (p(Xi—1)—9p(X+))'B
B+ B- 1+zt71(1¢(Xt71)1—"/¢>(Xt)t)tht71'

(; — B—i— Zt—l""(Xt—l)-
2t Myz—1 + o(Xy).
t+—1t+1.
fin « Pour »
Renvoyer : 6 = Bb.

Grace & cette derniére version on passe a O(d?) et on gagne O(d) lors de l'exécution de
LSTD()).

Off policy LSTD())

On a considéré une version "on policy" de I'algorithme LSTD(A) ou la trajectoire infinie est
générée par la politique qu’on souhaite évaluer. Il existe une version "off policy" pour évaluer
une politique mo & partir de la trajectoire générée par la politique 7, dite d’exploration, qui
est l'algorithme : off policy LSTD(A). En exploitant les observations générées par la politique
d’ezploration on peut approcher la valeur de n’importe quelle politique ms. La politique d’explo-
ration induit une chaine de Markov de matrice de transition Py, et la politique & évaluer induit
une chaine de Markov de matrice transition Pgr,. Dans le cas o ces deux politiques coincident
on retrouve la version on-line de l'algorithme LSTD(\) introduite dans le paragraphe précédent.
Soit (X;)i>1 une chaine de Markov de matrice de transition Py, , l’algorithme off policy LSTD(\)
calcule les estimations A et b correspondantes

n
A=13s <W7T2<‘”|Xl)¢(x,~) - ¢(Xi+1)) eth=23 zr(Xs).

n i—1 7T1(CLZ‘|XZ')
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Le vecteur z; est le vecteur trace d’éligibilité qui vérifie

2 = i (A’Yﬂz(aj_”Xj_l))j P(Xj-1)-

T\ mla-al X

Une preuve de la convergence de cet algorithme a été établie premieérement dans le cas ou
ma(a;—1|X;-1)
mi(a;—1]X;-1)

a été étendue dans le cas général dans [Yu, 2010]. En effet auteure a prouvé que si la politique

d’exploration induisait une chaine de Markov irréductible et que si elle choisissait les mémes

actions que celle de la politique & évaluer avec probabilité non nulle (i.e., pour tout s et pour
tout a, 7 (als) < ma(als)) alors 'algorithme off policy LSTD(\) converge vers le vecteur § défini

par§ = A7 'b,ona A — Aet b— b avec

< 1 (ce cas comprend la version on-line) dans [Bertsekas and Yu, 2009|. Puis elle

A=0TD, (I —vP,)I — M Py,) '@, b=dT D, (I - MyPy,) .

Le vecteur ®A~'b est une approximation du cotit induit selon la politique 5. Cette approxima-
tion est solution de I'équation v = IIT*v, ou II est la matrice de projection sur espace span(®)
selon la norme pondérée par la mesure invariante induite par la politique d’exploration ;.

Algorithme 10 Off-policy LSTD(\)
Entrées : la politique m; d’exploration, la politique w9 & évaluer
Générer : la trajectoire (Xo, ag, 71, X1, 01,72, ...) Sous 7
Initialiser : A := 0, b= 0,t:=0, 29 :=0.
Pour t = 1,2, ... faire

~ ~ t
Ae Atz (VEEEREN6(X) - 6(Xim)) -

m(at—1|Xt—1)
b+ b+ zt_lr(Xt_l).
Zt41 )\77282:1}%:3%—1 + &(X¢)-
fin « Pour »

Renvoyer : § = A1},

4.3 Description de l’algorithme LSPI

Lorsqu’on utilise un algorithme de type LSTD(0) dans un schéma de type itérations sur les
politiques on obtient I’algorithme Least square policy iteration LSPIL. L’algorithme [I1] est celui
qui a été décrit dans [Lazaric et al., 2012| et qui a été fortement inspiré de |Lagoudakis and
Parr, 2003|. 11 utilise une version de LSTD qui fait intervenir les fonctions d’actions états @,
I’algorithme LSTDQ. Les fonctions features ¢ dépendent dans ce cas non plus des états mais
des couples états-actions (s,a). La matrice des features correspondante est une matrice de taille
Nm xd (N désignant la taille de I'espace des états, m celle de I’espace des actions). A U'instar de
LSTD, cet algorithme construit & chaque itération k, les matrices Aetba partir de la trajecoire
(Xo, ap, 7o, Xl, A1y T 1y eeny XN) telle que a; = g(@k, Xl) avec

Vs, 0, G(0,s) = argmax ¢(s, a)"d.
acA
La matrice A est inversible & partir d’un certain nombre d’échantillons, on peut utiliser les mémes
méthodes que celles développées pour LSTD pour garantir I'inversibilité de A & chaque mise &

jour.
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4.8. Description de l’algorithme LSPI

Algorithme 11 Least Square Policy Iteration Algorithm LSPI
Entrée : v, N, 0y ,v,¢
Pour £ =1,2, ... faire
Générer : Xy~ v
Générer : la trajectoire de taille N, (Xo, ag,ro, X1,0a1,71, ..., Xn) telle que a; = G(Ok, X;)
A::(),B::O,t::(), zo:=0
Polu' t= 1,2,..., N faire
A A+ (X1, a-1)((Xi—1, ar-1) — 7¢( Xy, ar))!
b b+ d(Xi—1,a1-1)r(Xi—1,a1-1)
fin « Pour »
Renvoyer : 0.1 < A~1b
fin « Pour »

4.3.1 Comparaison des différentes méthodes de projection

Une comparaison des méthodes des différences temporelles et du résidu de Bellman existe
dans [Munos, 2003|. La méthode des différences temporelles parait moins stable et moins prévi-
sible que la méthode du résidu de Bellman. En effet le systéme linéaire & résoudre imposé par
cette méthode n’admet pas de solution pour certaines valeurs de -y, on peut se référer a |Scherrer,
2010] pour des exemples. Elle exige certains critéres sur la distribution initiale & pour garantir
I’existence d’une solution. Ce qui n’était pas le cas pour 'autre méthode ot on échantillonnait
par rapport a n’importe quelle mesure initiale £. Ceci dit la méthode des différences temporelles
est préférable (dans le cas ot il existe une solution). En effet, on a Perreur Eppg) qui est bornée
par 'erreur Eppr [Scherrer, 2010|. Expérimentalement, la méthode des différences temporelles
présente certains avantages puisqu’elle utilise un échantillonnage simple & comparer de la mé-
thode (BR) qui nécessite un double échantillonnage. Il est cependant difficile de trancher entre
les deux méthodes. Bien que la méthode des différences temporelles (pour A = 0) soit souvent
meilleure que la méthode du résidu de Bellman (en termes d’expériences effectuées), il s’avere
que l'erreur en moyenne induite soit plus grande, ceci & cause des problémes de stabilité dont on
vient de parler. Une fagon de surmonter ce probléme est de considérer des valeurs strictement
positives de A. En effet on peut montrer que les problémes de stabilité disparaissent pour des
valeurs de A proches de 1 (A = 1 renvoie la projection orthogonale de v). Une comparaison de
ces méthodes pour tout A € [0, 1] demeure une question a investiguer.

4.3.2 Conclusion

On s’est intéressé dans ce chapitre aux différentes méthodes d’évaluation approchées d’une
politique. On a ainsi introduit les méthodes des moindres carrés. Nous avons décrit la méthode
de projection directe, celle du résidu de Bellman ainsi que celle des différences temporelles. Nous
avons aussi présenté les algorithmes les plus connus qui sont basés sur les deux derniéres ap-
proches. Suite & cette présentation, nous avons proposé une analyse comparative des méthodes
de projection introduites, inspirée des travaux de [Scherrer, 2010|. Les chapitres qui suivent
portent principalement sur la méthode des différences temporelles et plus précisément sur 1’al-
gorithme LSTD(A). On analyse dans le chapitre suivant cet algorithme en estimant une borne
d’erreur sur sa vitesse de convergence en fonction du parameétre A—qui le caractérise.
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5

Vitesse de convergence et calcul d’une
borne d’erreur de LSTD(\)

Dans ce chapitre nous allons étudier 1’algorithme LSTD(A) introduit dans le chapitre [4f Cet
algorithme renvoie une meilleure approximation que LSTD(0) sans étre beaucoup plus difficile
a implémenter (si on considére la version récursive). En effet, le paramétre A intervient dans la
qualité de la borne d’erreur entre la valeur asymptotique calculée par l'algorithme et la valeur
effective v |Tsitsiklis and Roy, 1997]. En faisant varier A de 0 a 1, on passe d’une fagon continue
de la projection oblique de v & sa projection orthogonale [Scherrer, 2010]. Nous allons plus
précisément calculer une borne sur la vitesse de convergence de cet algorithme en fonction du
nombre d’échantillons générés et du paramétre \. Cette partie constitue une preuve détaillée
du théoréme [5| (page qui estime la borne d’erreur de LSTD(\). Nous allons dans ce cadre
introduire les outils mathématiques nécessaires, avant d’entrer par la suite dans les détails plus
techniques.

5.1 Problématique

L’algorithme LSTD() (voir chapitre [4]) calcule pour un nombre d’échantillons n une estima-
tion GLSTD()\) de eLSTD(/\) = Ailb, ou A= q)tD/J,(I—"yP)(I—)\’yP)ilq) etb= (I)tD'u(I—’)/P)ilR.
Lorsque la matrice A est inversible on a éLSTD(/\) = A_ll;, avec

—1 n—1
- 1 5 . 1
A= 0 3 (9 (X)) = 9! (Xe)), et b= —— 3" (X))
i=1 i=1

Etant donnée que la matrice A est inversible et que A— A, la matrice A va létre également avec
grande probabilité & partir d’'un nombre d’échantillons n > ng. Notons 9ps7p(y) l'estimation de
vrsTp(n) Pour un nombre d’échantillons n, on a d’aprés [Nedic and Bertsekas, 2002]

~ 117 ~ —

brsrpoy = PAT'D, drsTp(y) — VLSTD()-
Notre objectif ici est de déterminer la vitesse a laquelle converge Org7p(n) vers vrgrp(y) en
fonction du nombre d’échantillons n et du parameétre A. Ceci est possible une fois qu’on a controlé
la vitesse a laquelle converge A vers A et b vers b. Les méthodes classiques auxquelles on a recours
pour controler les différences ||A — Al|2 et ||b — b||2 font intervenir les inégalités de concentration
qu’on développe dans le paragraphe suivant.
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

5.2 Outils Mathématiques

Nous présentons dans cette partie les principaux outils mathématiques dont on va se servir
dans la preuve de notre résultat principal.

5.2.1 Les inégalités de concentration

Une variable est dite concentrée si elle reste assez proche d’une quantité déterministe telle
que la moyenne ou la médiane avec une forte probabilité [Chafai, 2012|. Les inégalités de concen-
tration renvoient une borne sur la probabilité avec laquelle ces variables restent proches. Soit Y
une variable qui peut étre décrite comme la somme de variables indépendantes. L’inégalité de
Bernstein fournit une borne-avec une certaine probabilité— sur la déviation de la variable Y par
rapport a son espérance E[Y].

Théoréme 2. Soient X1, Xo, ..., X,, des variables indépendantes qui satisfont | X, —E[X]| < B
pour tout k € {1,...,n}. SoitY ="}, X, et o la variance de Y telle que o0 = \/E[(Y — E[Y])?].
On a pour e > 0

2
P(JY —E[Y]| > ¢€) <2exp (—02_‘_3;> .

Cette inégalité a été prouvée par Sergei Bernstein |Bernstein, 1927], elle concerne les va-
riables aléatoires scalaires dont la déviation est bornée et qui possédent une variance finie. Il
existe d’autres inégalités de concentration qui sont des dérivées de 'inégalité de Bernstein dont
I'inégalité de Hoeffding [Hoeffding, 1963| qui concerne les variables aléatoires bornées et indé-
pendantes, ainsi que l'inégalité de Azuma-Hoeffding [Azuma, 1967| qui porte sur les martingales
& accroissements bornés. On peut étendre 'inégalité de Bernstein valable pour les variables aléa-
toires scalaires au cas des matrices aléatoires. En d’autres termes il est possible de contrdler la
déviation d’une matrice Y de dimension d x k par rapport a son espérance E[Y] (voir annexe
définition selon la norme euclidienne ||.||o vérifiant pour M € R¥* || M|y = sup,cpx HHMvﬁgz.
Similairement & ce qui a été introduit précédemment, si on considére la matrice Y comme la
somme de matrices indépendantes (voir annexe [B| définition , on a le résultat suivant.

Théoréme 3. Soient X1, ..., X, des matrices aléatoires indépendantes de taille dx k, telles qu’on
ait :

I Xk — E[Xk]|l2 < B, pour tout k € {1,...,n}.
Considérons Y =3, _| Xy et o le paramétre de variance qui vérifie
0% = max {[[E[(Y — E[Y]))(Y — E[Y])']|l2, [E[(Y — E[Y])'(Y — E[Y])]||2} -

On a pour e >0

€2
(Y ~EYlla > ) < (dx b esp (75 ).

L’énoncé de ce théoréme ressemble & celui du théoréme précédent. Nous remarquons néamoins
que la borne dans le théoréme 3| dépend de 'entier d X k qui est la taille de la matrice considérée.
Ce facteur est réduit a l'entier 2 dans le cas du théoréme [2 La borne peut étre dans ce cas
relativement grande dans le cas ot la matrice Y est de taille plus ou moins grande. Il est possible
de se défaire de cette dépendance en utilisant un résultat de Hayes.
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5.2. Outils Mathématiques

Théoréme 4. Soit Yy, ..., Y, une martmgalelﬂ a temps discret prenant ses valeurs dans un espace
euclidien telle que Yo =0 et ||Yy, — Yi—1|l2 < B, pour tout k > 1. On a alors pour tout € > 0

62
IP)(||YTLH2 2 6) S 262 exXp <_27’LB2> .

Le théoréme de Hayes est une extension de l'inégalité d’Azuma-Hoeffding dans le cas des
variables aléatoires vectorielles. Considérons maintenant le lemme qui découle du théoreme [4

Lemme 2. Soient Xo,...X, un ensemble de variables aléatoires indépendantes de R?, vérifiant
Xo =0, | Xk — E[Xk]||2 < B pour tout k € {1,...,n}. On a alors pour tout € > 0

2
IP( 226) §2626Xp <27§Bz)'

Démonstration. Considérons Y, = > ; X; —E[X;], on peut montrer que Y;, est une o(Yp, ..., Y;,)
martingale. En effet Y,, est adaptée par rapport a la filtration o(Yp, ..., ¥,). De plus on a

zn: X; — E[X]]
=0

n—1
E[Y,|Yo, .. Yoo1] = Y X; — E[X;] + E[X,)] — E[X,] = Yo 1.
=0

On peut remarquer que pour tout k € {1,...,n} on a
1Y — Yi—1ll2 = | Xk — Xg—1l]2 < B.
On peut alors appliquer le théoréme @] a Y, et conclure. O

On remarque que la borne dépend du réel €2 et non plus du facteur d x k qui peut étre
arbitrairement grand. Le terme nB? apparaissant dans ’exponentielle "remplace" la variance o2
dans le théoréme [3| En effet on peut s’apercevoir que o2 < nB2. On va se servir tout au long de
ce chapitre du lemme [2[ pour dériver les bornes d’erreur sur fl, b et 0.

5.2.2 Processus f-mélangeants

Les inégalités de concentration qu’on vient d’introduire nécessitent 1'indépendance des va-
riables X1, ..., X,,. L’algorithme LSTD(\) fait intervenir les estimations

R 1 n N 1 n

A== 2 (0(X0) = yd(Xia)) et b=~ zr(X;

2 D5 00) =26 (Xes)) et = 3 (X)

avec z; = Z;Zl(Afy)i*j #(X;), qui sont déduites a partir de la chaine de Markov stationnaire
CM(pu, P), v étant la mesure invariante de la chaine considérée. Les échantillons X1, ..., X,, sont
donc dépendants. Il n’est pas possible dans ce cas d’appliquer directement les inégalités de
concentration. Il faudrait faire des hypothéses en plus sur la chaine de Markov CM(u, P). Pour
cela on supposera que les échantillons sont "faiblement dépendants" ou mélangeants. On dit
qu’un processus est mélangeant ou satisfait la propriété de mélange si on a

6. voir définition dans 'annexe
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

Définition 13.
1
a(n) = 3 sup {E [\]P(B|all) —PB)||,Beo,,i > 1} .

ot oy = o(X¢y ..., Xy) pour t <wu, o(Xy,...,Xy) est la sigma algébre engendrée par les variables
(Xi)t<i<u-

La notion de mélange a été introduite pour la premiére fois par [Rosenblatt, 1956] pour
prouver le théoréme central limite dans le cas des variables faiblement dépendantes. Il existe
plusieurs processus qui satisfont la propriété de mélange. Chanda [Chanda, 1974] a montré qu’une
certaine classe de processus stochastiques linéaires (voir définition 26| dans I’annexe fdont la
fonction caractéristique est lebesgue intégrable—étaient mélangeants. Withers a
établi certaines conditions qui rendent certains processus linéaires mélangeants. La définition [I3]
énoncée ci-dessus concerne un certain type de mélange qui est le a-mélange. Il existe d’autres
types de mélange tel que le S-mélange.

Définition 14. [Volonskii and Rozanov, 1959] Un processus (Xp)n>1 est dit f-mélangeant si

B(n) =supE
I>1

— 0,n = 00

sup {[B(Blo}) — P(B)|}

BEUﬁin

ot, o(X¢, ..., Xy) = o(X}") pourt < u.

1l existe une autre définition du B-mélange |Bradley, 2005 qui peut étre plus utile lorsqu’on a a

traiter les proléemes de type mesurabilité d’un processus :

B(n) = sggﬁ(af,aj‘in) — 0, n— oo
J

J I
; 1
ot B0, 07%,) = 5 5up D7 D7 IP(As 1 Br) — P(A)P(By)
=1 i=1

sachant que (A;)1<i<s est une partition de ol et (Bj)1<i<; est une partition de 039, En par-
ticulier on dit qu’un processus est exponentiellement B-mélangeant si le coefficient de mélange
satisfait

B(n) < Bexp(—bn"™), pour tout n > 1 (5.1)

tels que b >0, >0 et K > 0.

La propriété est satisfaite par une large classe de processus, par exemple les processus
linéaires (voir définition [26] dans 'annexe [B]), dont les processus ARMA (voir définition 29) qui
satisfont '’hypothése avec x = 1. Les chaines de Markov Harris récurrentes (voir définitions
et 23| et dans I’annexe) et apériodiques (voir définition [24] dans ’annexe [B|) satisfont également
cette propriété. Les variables iid satisfont cette propriété pour x = co. La notion de S-mélange
est plus forte que celle du a-mélange, dans le sens ot la premiére notion implique la deuxiéme.
Il existe une notion encore plus forte que celle du S-mélange qui est le p-mélange. Un processus
est dit ¢-mélangeant si

Définition 15.

¢(n) = sup {|P(B|A) —P(B)|: A€ oy, B € 01X, }
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5.3. Vitesse de convergence et calcul de borne d’erreurs de ’algorithme LSTD(\)

Les chaines de Markov uniformément (géométriquement) ergodiques (voir définition [28| dans
I'annexe sont ¢-mélangeantes. Les chaines de Markov stationnaires et S-exponentiellement
mélangeantes sont ¢-mélangeantes |[Bradley, 2005]. Tous ces coefficients de mélange estiment
implicitement le degré de dépendance entre les variables X et X,,,; pour un entier k fixé.
Le processus est mélangeant si ces variables sont indépendantes lorsque n est trés grand. Il
existe d’autres types de mélange, tels que le p-mélange ou encore le ¥-mélange on peut se référer
a [Bradley, 2005] pour plus de détails. On s’intéressera ceci dit plus particuliérement au S-mélange
qui est également ’hypothése faite par [Lazaric et al., 2012||Z|. On va établir dans ce qui suit
I'inégalité de concentration équivalente au théoréme [4] dans le cas des variables exponentiellement
B-mélangeantes. Cette inégalité nous servira par la suite au calcul de la vitesse de convergence
de lalgorithme LSTD(A).

5.3 Vitesse de convergence et calcul de borne d’erreurs de I’algo-
rithme LSTD()\)

Dans cette section, nous allons étudier la vitesse de convergence de 'algorithme LSTD())
en fonction du nombre d’échantillons n générés et du parameétre A. Dans le cas A = 0 et pour
un nombre d’échantillons fini n, [Lazaric et al., 2012| ont obtenu une borne d’erreur de l’ordre
O(ﬁ) qui est valide avec forte probabilité. Une analyse similaire dans le cas A > 0 n’a, a

notre connaissance, pas encore été proposée dans la littérature. Etudier le cas A # 0 peut étre
intéressant car ce paramétre intervient dans la qualité de la borne d’erreur. C’est ce que nous
allons plus détailler dans ce qui suit. On supposera pour cela ¢ € B(X, L) ou I'ensemble B(X, L)
désigne ’ensemble des fonctions définies sur l’espaceﬂ X et majorées par L.
5.4 Résultat principal

Cette section contient notre résultat principal. Ce résultat repose sur 'hypothése qui suit.

Hypothése 3. On supposera la chaine de Markov M exponentiellement S-mélangeante.

On va maintenant énoncer le théoréme principal qui fournit la vitesse de convergence de

Palgorithme LSTD(\).

Théoréme 5. On fait les hypothéses [1] et [3 et on suppose que X1 ~ p. Pour tout n > 1 et
5 € (0,1), on définit les fonctions :

I(n,8) = 32A(n, §) max { A(vz, 5) 1}i

2

8;1 >+10g(max{462,n5})>'

o A(n.5) =2 (1og

7. On n’aurait pas pu travailler sous ’hypothése du a-mélange car la technique de blocs de Yu qu’on va
introduire par la suite nécessite la convergence uniforme. Cette derniére hypothése ne remplit pas cette condition.
Notons toutefois que dans le cas ol ’espace S est au plus dénombrable, pour une chaine de Markov ergodique et
stationnaire, le a-mélange est équivalent au S-mélange |Bradley, 2005|.

8. La notation f(n) = O(g(n)) signifie f(n) = O(g(n)log® g(n)) pour k > 0.

9. X est supposé au plus dénombrable.
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

Soit ng(9) le plus petit entier tel que pour tout n > ny(d),

2dL* 2 log(n — 1) . 1 2 log(n — 1)
I=7w |vn-1 (|710g()\17)“+1)1( 1’5)+(n—1)(1—/\’y)+n—1|710g()\17)“ <1
(5.2)

ot v est la plus petite valeur propre de la matrice de Gram <I>tD“<I>. Alors, pour tout 8, avec une
probabilité supérieure ou égale 4 1 — 0, on a pour tout n > ny(5), A inversible et :

. 4V g d L? log(n — 1)
— < 1 ————| | I(n—1,6) + h(n,0
||ULSTD()\) ULSTD()\)H,U = \/m<1 _ 7)]/ log <%> (n ) ) + (n’ )

avec h(n,d) = O(1).

La constante v est strictement positive sous I’hypothése [Il Pour tout 4, il est clair que
Pentier ng(d) existe et est fini puisque le terme a gauche tend vers 0 quand n tend vers l'infini.

Comme la fonction | 1+ log(#l) I(n—1, %) vérifie | 1+ w I(n—1, %) = 0(1),
log(ﬁ) log(ﬂ)

on peut déduire que LSTD()) estime vygrp(y) avec une vitesse de 'ordre O ﬁ . Comme la

fonction A — % est croissante, notre borne sur la vitesse de convergence a tendance a
o ()

ﬂ
se détériorer lorsque A augmente. D’autre part, la garantie de qualité de vy grp(y) s’améliore
lorsqu’on augmente le parameétre A, comme le montre le résultat suivant de la littérature.

Théoréme 6 ( |Tsitsiklis and Roy, 1997]). L’erreur d’approzimation ve’m’ﬁelﬂ :

11—y
1—v

v —vrsTpoyllp < v — o]

Lorsque A = 1, on a—comme mentionné dans la section chapitre [4- LSTD(1) qui renvoie
la projection orthogonale ITv de v. En utilisant I'inégalité triangulaire, on déduit des théorémes [
et [6] une borne sur l'erreur globale.

Corollaire 7. Sous les mémes hypothéses et les mémes les notations du théoréeme [3], pour tout
d, avec une probabilité 1 — 6, pour tout n > ny(6), l’erreur globale de LSTD(\) vérifie :

D=

. 1—\y 4VmazdL? log(n — 1
lv—=orsrpelle <7 v — TIvl|,, + - maz 1+ ( )

vn—1(1—-7) log (le)

I(n—1,9)

+ h(n,d).

10. Cette borne peut étre améliorée, comme l’a suggéré V. Papavassilou |Tsitsiklis and Roy, 1997]; en utilisant
le théoréme de Pythagore, on obtient

1— Ay
A+~ —2My)

Par souci de simplicité, nous garderons la forme du théoreme @

[[o — o] ..

lv —visrooylle < Ji=
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5.5. Preuve du théoréme [H

Remarque 1. Le résultat énoncé dans le corollaire @ est légérement plus fort que celui de [La-
zaric et al., 2012] dans le cas A = 0 : Pour une propriété P(n), notre résultat est de la forme
NS, Ing(d) tg. Yn > ng(d), P(n) est vraie avec probabilité 1 — 6” alors que le leur est de
la forme ““n, V9§, P(n) est vraie avec probabilité 1 — 6”. De plus, sous les mémes hypothéses,
Uerreur globale obtenue par |Lazaric et al., 2012, est bornée par

_ 4V2 /1
I9LsTD(0) — vllu < T 7||v — ||, + O (ﬁ) ,

0t Vg7 p(0) est la solution tronquée (avec Vipag) de Ualgorithme pathwise LSTDB alors qu’avec
notre analyse nous obtenons

N 1 ~ 1
I9LsTD(0) = vllu < = fva —1Ilv|, + O <\/ﬁ> .

Le terme correspondant a Uerreur d’approzimation est plus fin d’un facteur 4v/2 avec notre ana-
lyse. Aussi, contrairement a ce que ['on présente ici, l’analyse proposée par |Lazaric et al., 2012/
ne nous renseigne pas sur la vitesse de convergence de LSTD(0) (ils ne proposent pas une borne
sur Uerreur |[vrsrpo) — OsTp(0)llw). Leur analyse est basée sur un modéle de régression Marko-
vien qui consiste a borner directement [’erreur globale selon la norme p. Notre argumentation, qui
consiste a borner Uerreur d’approximation puis l’erreur d’estimation, permet d’avoir un résultat

plus fin.

Comme il a déja été mentionné précédemment, la valeur A = 1 minimise la borne sur ’erreur
d’approximation [|v — vrerpy)llu (le premier terme & droite dans le corollaire 7)) alors que la
valeur A = 0 minimise la borne sur U'erreur d’estimation |vrsrpn) — Onsrpollp (le second
terme). Il existe pour tout n et pour tout 6 une valeur optimale \* du paramétre qui minimise
Perreur globale, créant ainsi un compromis entre ces deux erreurs. La figure[5.1] illustre la relation
qui existe entre A et n. Le choix optimal A\* dépend aussi bien des parameétres du processus [3-
mélangeant (b, s et 8) que de la qualité de I’espace de projection ||v—IIv||,, qui sont généralement
des quantités inconnues en pratique. Il est clair cependant que lorsque n tend vers U'infini, A*
tend vers 1.

La section suivante contient une preuve détaillée du théoréeme

5.5 Preuve du théoréme [3

Dans cette section, on développe les arguments justifiant les résultats de la section précédente.
La preuve est organisée en deux parties. Dans la premiére partie, on prouve une inégalité de
concentration pour des processus vectoriels avec traces d’éligibilité infiniment longues. Ensuite
dans la seconde partie, on prouve le théoréme [f] : on applique l'inégalité a l'erreur induite en
estimant A et b, puis on relie ces erreurs a celle sur vrgrp(y)-

5.5.1 Inégalité de concentration pour les estimations avec des traces d’éligi-
blité infiniment longues

L’une des premieéres difficultés de 'algorithme LSTD(A) est que les variables A; = z;(¢(X;) —
Y$(Xi+1))t (respectivement b; = z;r(X;)) ne sont pas indépendantes. On ne peut plus dés lors
appliquer les résultats standards de concentration afin d’estimer la vitesse de convergence des

11. 1l s’agit d’une version similaire de LSTD, voir |Lazaric et al., 2012| pour plus de details.

67



Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)
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FiGURE 5.1 — Courbes d’apprentissage pour différentes valeurs de A. On génére 1000
MDPs Garnet aléatoires |[Archibald et al., 1995| (les Garnet MDP sont des processus décisonnels
de Markov (N, m,b,7) qui se caractérisent par leur nombre d’états N, le nombre d’actions m,
le facteur de branchement b (b représente le nombre d’états atteints a partir de chaque couple
état-action) et le facteur de discontinuité . On a pris N = 100, v = 0.99. Les récompenses
sont uniformes et aléatoires. On a aussi généré 1000 features d’espace aléatoires de dimension
20 (en prenant des matrices aléatoires avec des entrées uniformes et aléatoires). Pour toutes ces
valeurs de A € {0.0,0.3,0.5,0.7,0.9, 1.0}, on montre (& gauche) la moyenne de 'erreur réelle et (a
droite) la déviation standard en fonction du nombre d’échantillons. Empiriquement, la meilleure
valeur de A a l'air d’étre une fontion monotone du nombre d’échantillons n, qui tend vers 1
asymptotiquement. Ceci concorde avec le résultat énoncé dans le Corollaire [7}

estimations vers leur limites. Puisque les variables A et b admettent la méme structure, on notera
(G la matrice qui a cette forme générale

n—1

1
n—1

G =

G; (5.3)
i=1
avec Gl = ZZ'(T(XZ', Xi+1))t (54.)

o z;, défini dans I’équation , satisfait z; = Zle (M)l (X)), et 70 X% 1 RF est tel que,
pour tout 1 < i < k, 7; appartient & B(X2, L') pour une constante L’ ﬁnieEl Les variables G; sont
calculées & partir d’'une méme trajectoire, et sont par conséquent significativement dépendantes.
Néanmoins, grace a I’hypothese [3, nous allons étre en mesure d’utiliser la technique de blocs
de [Yu, 1994] qui nous rameéne au cas indépendant. Ce passage du cas (-mélangeant au cas
indépendant nécessite ’hypothése de stationnarité (lemme . Malheureusement, les variables G;
ne définissent pas un processus stationnaire puisqu’elles sont une fonction o(X**!)-mesurable du
vecteur non-stationnaire (Xi,...,X;y1). Afin de résoudre ce probléme, on va approcher G; par
sa version tronquée stationnaire GJ*. Ceci est possible si on approche la trace z; par sa version
m-tronquée :
(2
=Y i)

l=max(i—m+1,1)

12. On note X* = X x X... x X pour i > 1.
D e —

i fois
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Puisque la fonction ¢ est bornée par une certaine constante L et que I'influence des anciens évé-
, . m L m
nements est bornée par une puissance de Ay < 1, on peut montrer que ||z; —2]"||oc < m()\'y) .

1 -1 = 1 A : )
Oli(gn% ) on obtient |2i — 2|2 = O (£). 1l parait alors raisonnable d’ap-

Pour m vérifiant m >

procher G par G™ satisfaisant

n—1

A 1

Gm = > oar, (5.5)
=1

n—14

avec G = 2"(1(Xi, Xit1)) (5.6)
Pour tout i > m, Gi est une fonction o(X™*!)-mesurable du vecteur stationnaire Z; =
(Xi—m+1, Xicm+2 5., Xit1). On peut alors appliquer la technique de [Yu, 1994] & G, mais
pour cela il faut d’abord vérifier que les variables G} définissent bien un processus S-mélangeant.
On sait d’aprés [Yu, 1994] que toute fonction d'un processus [-mélangeant est un processus
p-mélangeant de coefficient 57 < 3, donc il nous suffit de prouver que le processus Z; est [3-
mélangeant. Pour cela on va essayer de relier les coefficients 57 du processus Z; & ceux du
processus X, supposé S-mélangeant d’aprés 'hypothése [3] C’est ce que 'on fait dans le lemme
suivant.

Lemme 3. Soit (X;,)n>1 un processus B-mélangeant alors (Zy)n>m =
(Xn—m+1s Xn—m+2s - - s Xpt1)n>m €t un processus B-mélangeant dont le i-éme coefficient
B-mélangeant BZZ vérifie ﬂZZ < Bz)im pour i > m.

Démonstration. Soit ' = 0(Zy,, ..., Z;) pour t > m, par définition on a

I'=0(Z;'(B):j€{m,..t},BeaX™m)).

Pour tout j € {m,...,t} on a

Z;7Y(B) = {w e, Zj(w) € B}

Pour B = By X ... X By,, on peut observer que

Zj_l(B) = {w € Q,Xj_m+1(w) € By, ...,Xj+1(w) S Bm}

D’o11, on peut s’apercevoir que

I'=0o(X; ' (B):je{m,..t},Beo(X))=0(X1,...,Xi11).

De méme on peut montrer que o(Z%;) = o(X75,;_,,.1)- Soit B;X le i coefficient S-mélangeant

du processus (X, )n>1. On a

X =supE

7; =
t>1

wip  |P(Blo(X1,. X1)) — P(B)
BEJ(XtOii)

D’une facon similaire, on a

BY =supE
t>m

sup |P(Blo(Zm, ..., Z:)) — P(B)]
Beo(Z3%,)
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En appliquant les identités qu’on a montrées juste avant on peut voir que

,Bl-Z =supE sup |P(Blo(X1, ..., Xt41)) — P(B)|
tzm | B€o(X{Y; ny1)
En posant u=t+1on a
BZ = sup E sup |P(Blo (X1, ..., Xu)) — P(B)|
u>m—+1 BGO'(Xs‘jri,m)

Par conséquent, on a pour ¢ > m
z X
i < Bitm: O
Soit ||.||# la norme de Frobenius : pour M € R¥* || M]% = Zle Z?zl (M; ;). On peut
maintenant énoncer I'inégalité de concentration pour le processus -mélangeant G avec des traces

infiniment longues.

Lemme 4. Soit la matrice G; de taille d X k définie par

Gi=Y_ (M) (X)) (r(Xi, Xiga))". (5.7)
=1
Rappelons que ¢ = (¢, ..., ¢q) est tel que pour tout j, ¢; € B(X, L) et que T € B(X% L) (voir
page@). Sous les hypothéses et notations du théoréme@ on a pour tout § € (0, 1), avec probabilité
1-9,

n—1 n—1

SRS

i=1 i=1

\/(m +1)J(n—1,6) +e(n),

2_ vn—1

ot

J(n,6) = 320(n, §) max { F(’;’ %) 1}; ,

I'(n,d) =log (?) + log(max{4e? nj}),

log(n — 1) Vd x kLL'
log (717) (n—1)(1 =)’

Par rapport aux quantités I et A introduites dans 1’énoncé du théoréme [5] les quantités
introduites ici sont telles que J(n,d) = I(n,4n?d) et I'(n,d) = A(n, 4n35).

e(n) =2

Démonstration. La preuve consiste i) & montrer que l'erreur induite en considérant ém, la version
avec la trace tronquée, au lieu de G est bornée par ¢(n), et ii) a appliquer la technique de blocs
de [Yu, 1994] similaire & ce que [Lazaric et al., 2012] ont employée pour LSTD(0). Soient

m—1
1
= i — ElG;
‘= ; Gi — E[Gi]
1 n—1
et = Z(zi — 27 (Xi, Xi1)! = El(z — 2M)7(X5, Xiv1)']-
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n—1

1
— Z Zi(T(Xz’, Xi+1)t — E[ZZ(T(X“ X7;+1>t] + €1

i=m

1 n—1
- 1 Z 27 (Xi, Xi1)' — B2 1(Xi, Xig)'] + a1 + e

n —

-
_ 1 Z(G;” —E[G]"]) + €1 + €. (5.8)

n—1:
=m

Pour tout 7, on a ||zil|cc < 15 )\ NGilloo < ILL)\/ set [z — 27 loo <

utilisant |M||s < | M||F = Vd X k||z||co pour M € R¥¥ avec z le vecteur obtenu en concaténant
les colonnes de M—, on obtient

Ay)™ L )
(1z)>\7 . Par conséquent—en

2(m —1)v/d x kLL' n 2(Ay)™/d x ELL'

(n=1)(1—=M) (1=XAy)
En concaténant les colonnes de la matrice G7*, la matrice peut étre considérée comme un vecteur
U™ de taille dk. On a alors pour tout € > 0,

e + €22 < (5.9)

n—1 n—1
IP’( n_lmZ(GT—E[G?]) a)gp( n_lmZ(G;n—E[G?”‘]) ze>
i=m 2 i=m F
n—1
_]p( n_lmZ(Ur—E[U;"]) ze>. (5.10)
=m 2

Les variables U™ définissant un processus S-mélangeant stationnaire (lemme, on utilise la tech-
nique de décomposition proposée par [Yu, 1994] qui consiste a regrouper les variables U", ... U™
en 241, blocs de taille a,—p, (on suppose n—m = 2a,—mfin—m)- Les blocs sont de deux sortes :
ceux qui contiennent les indices pairs F = U“ " " E; et ceux qui contiennent les indices impairs

H=U" 1—1 " H;. En regroupant les variables dans des blocs on obtient

( ZUW— E[U"] 226) (ZU’”— E[U™]

“
=

ZUm_ Um

i€E

>
2

(n— m)é) (5.11)

> (n—m)e) n

2

ZUm_ Um

ieH
> U —E[U

( i€E

> U - E[U]]

i€H

4

2

(n—m)e
> 4> (5.12)

2

(n—m)e
> 4) . (5.13)

2
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L’équation (5.11]) découle de I'inégalité triangulaire. L’équation (5.12)) découle du fait que {X +
Y > a} implique {X > §} ou {Y > §}. La stationnarité du processus implique I’équation (5.13)).
Puisque H = U“n "™H;on a

=1 ZGHZ 2

( ZU’" E[U™
:2[@( Z U(H [U(H))]
=1

ot on définit U(H,;) = 37, g, U™ Considérons maintenant la séquence de blocs (U'(Hy))i=1,...
indépendants tel que chaque bloc U'(H;) admet la méme distribution que U(H;). On va utiliser
le lemme suivant.

Hn—m
>e><zp S v | > o
2

(n—m)e
> 4> (5.14)

2

Lemme 5. [Yu, 199/ Soit X1,...,X,, une séquence d’échantillons générés a partir d’un pro-
cessus [3-mélangeant de coefficient {B;}. Soit X(H) = (X(H1),...,X(Hp,_,.)) tel que pour
tout j, X(Hj) = (Xi)icn;. On définit X'(H) = (X'(Hy),..., X' (Hy,_,,)) tel que les variables
X'(Hj) sont indépendantes et tel que pour tout j, X'(H;) a la méme distribution que X (H;).
Soient Q et Q' les distributions de X (H) et X'(H) respectivement. Pour toute fonction mesurable
h: X% #Hr — R bornée par B, on a

[EQ[h(X (H))] - Eq[M(X'(H))]| < Bpnfa,.

En appliquant le Lemme , I’équation ([5.14)) implique que :
Hn—m
( ZU’” EU™| > e) 521[»( Z U'(H;) — E[U'(H))]
2 2

2Nn—m/3an—m' (515)

Les variables U’(H;) sont indépendantes, de plus le processus Y 1y ™ U'(H;) — E[U’(H,)] est une
o(U'(Hy),...,U'(H )) martingale :

Hn—m
B( S () - B ()| U, U’(Hun_mo]
Mn—niill
=S UNH) -EU(H) BT, ~EUh ]
=1
Pn—m—1
= U'(H) — E[U'(H)))-
=1

On peut alors appliquer le lemme . En effet en prenant X, = > /""" U'(H;) —E[U'(H))], e
en observant que || X; — X;_1]l2 = ||{U'(H;) —E[U'(H))]||2 < an-—mC avec C = 2VARLL g lemme

1-Ay
implique
e _ L em??
( Z U/ Hl U,(Hl)] 2 W) S 2626 32/‘n7m(anfmc)2
2
_ (n—m)e2

— 2626 16a,,_m C2
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ou la deuxiéme inégalité est obtenue en utilisant 1’égalité 2a,—m ptn—m = n — m. En combinant

les équations (5.14) et (5.15]), on obtient finalement

'

Le vecteur U™ est une fonction du vecteur Z; = (X;_m41, ..., Xit1). D’apres le lemme [3[ on
sait que pour tout j > m,

1 n—1
> Ut -EU e

n—m

_ (nf'm)52
> 6) < dePe n-n 1 2(n —m)sY
2

On obtient alors

'

Pour avoir le méme exposant dans les deux exponentielles, on va suivre le méme raisonnement
1
_m)e2] wiT
que [Lazaric et al., 2012|; En prenant a,_,, — m = {M-‘ 1 avec Cy = (16C2%¢) 71, et

J— anfm b4
(= E——r ] obtient

n—

1 1
> U —EU

n—im -
1

__(n=m)e? _ .
> e> < 4e’e 16n-mC? 4 2(p — m)/Be*b(“"—m*m) =4§. (5.16)
2

=m

§' < (4 + (n —m)p) exp (— min { <b)e202> : 1}1611 %(n - m)0262) : (5.17)

(n—m

En écrivant

A(n,d) = log <(25> + log(max{4e? nj3})

[ A —m,9) e A(n —m, ) .
6(5)_\/2Cg(n—m) {b ,1} )

et

on peut montrer que

1

exp | —min b ﬁ}n—m (512 ext (—Aln — m
p( {<<nm>(e(5))202>’1} 5 >C2((5)>>£ p (—A( ,6)). (5.18)

En effetlEL il y a deux cas :

1. Supposons mln{(m) ,1} =1.0na

o (‘ wof (o =ties) 1) 30 m)CQ(E(‘”)Z)

A(n—m,&)ﬂ} )

=exp (—A(n —m, d) max { 5
13. Cette inégalité existe dans |Lazaric et al., 2012|, et est développée ici pour étre complet.

e

<exp (—A(n —m,0)).
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2. Supposons maintenant que min { (W) ,1} = (W). On a alors

exp (30740~ m) o)) ) =

_ T
exp (—;bkil(l\(n—m,d)kil max{ n—m9) } )
<

exp ( ;A(n —m, )R+ BT max {A(n —m,0d),b} k+1>
exp (—A(n —m,9)).
En combinant les équations (5.17) et , on trouve
§' < (4€® + (n — m)B) exp (~A(n —m, 5)) .
En remplacant A(n —m, d) par son expression, on obtient
exp (—A(n —m,d)) = g max{4e?, (n —m)B} L.

Puisque 4e? max{4e?, (n —m)B} ! < 1et (n —m)Bmax{4e?, (n —m)B} 1 <1,0ona

§ < 2§ <.
2
Puisque ay—py —m > 1, 0n a
(= dnom Un—m —MAM
p—m — M p—m — M

1

Soit J(n,d) = 32A(n,d) maX{A(ZL’&) , 1}”. L’équation (5.16]) est réduite a

n—1
1 C |
[ —EUT| 2 - 2 | <o 1
P( T L O BT > e (o ) m,5>>2> <5 (W)
J(n,d) est une fonction croissante de n, et T_"lzi_m) \/n —\/ = L > \/n —, on a alors
1 n—1 C )
P i —EGT)|| = 1)J(n —1,8))2
( n—l%(G’ [G7)) L_m((er )J(n —1, >>2)
n—1
1 C n—1 1
< mo_ m > _ 5
_P( n—mizn:l(G’ El&: D|2—mn_m((m+1)<](n 1,5))2)
1 n—1 C )
<P i —E[G}" > 1 —m,9))2 |.
< ( o LCT ~EIGF)| > e (o ) >>2>
En utilisant les équations (5.10) et (5.19)), on peut déduire que
n—1 C )
i —E[GT)| = 1)J(n—1,8))2 | <6. 2
P n_lg(Gz E[G{"]) =z m((m )J(n ))z) (5.20)
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En combinant les équations , , , en utilisant C = 2\C\Lf , et en choisissant

()

m = {bg("_l)w , on obtient le résultat.
O

En utilisant une preuve fortement similaire, on peut déduire 'inégalité de concentration
générale suivante pour les processus S-mélangeants.

Lemme 6. Soient Y = (Y1,...,Y,) des variables aléatoires prenant leurs valeurs dans l’espace
R?, générées par un processus exponentiellement B-mélangeant stationnaire avec paramétres 3, b
et k, tel que pour tout i, ||Y; — E[Y;]||2 < By presque sirement. Alors pour tout § > 0,

1 n
IP’{ n;Y ZE

ot J(n,8) est défini dans le Lemme [}

< T J(n,é)} >1-4.

Remarque 2. Si les variables Y; étaient indépendantes, on aurait B; = 0 pour tout i, c’est-a-
dire que, en prenant B = 0 et b = co, J(n,d) est dans ce cas égale a 32 log% = O(1), et on
retrouve bien le résultat standard décrit dans le lemme[3 Le priz a payer pour le fait d’avoir des
échantillons B-mélangeants au liew d’échantillons indépendants est le terme J(n,8) = O(1) ; en
d’autres termes, ce priz est raisonnable.

5.5.2 Preuve du Théoréme [5

Une fois qu’on a introduit le résultat de concentration, on peut prouver le théoréme [5 Une
étape importante avant cela consiste a dériver le lemme suivant.

Lemme 7. Soient e = A — A et ¢, = b—b. Soit v la plus petite valeur propre de la matrice
®T'D,®. Pour tout X € (0,1), lestimation f’LSTD(A) vériﬁem :

. - A
lvLsTpn) — DnsTooyllu < (1= )ij(I +ead ) I2llead — el2.

De plus, si les constantes € et C sont telles que |[ealls < e < C < ”Tl_lH, alors A est inversible et

e 1
(I +ead™) Y2 < — <
C

Démonstration. A partir des définitions de vrgrp(y) et OrsTp(r), on a

15T — VLsTD()) = PO — D0
= dATI(A0 — D). (5.21)
D’une part, on peut observer en partant de U'expression de A dans I’équation (4.3]) et en écrivant
M= (1-XyP(I—XyP)"tet M, =®'D,P que

PA =& [®'D, (I —yP)(I — \yP)'®]

= ® [B'D,(I — WP — (1= \yP)(I — M\yP) ']
=®(M, - ®'D,MP)"!

14. Quand A n'est pas inversible, on prend 9 57p(x) = oo et l'inégalité est toujours vraie puisque, comme on
va le voir, Iinversibilité de A est équivalente a celle de (I +eaA™1).
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Les matrices A et M), sont inversibles donc la matrice I — Mljl@tDuMq) I’est également et on a
-1 -1 —135—1
PAT =@ — M '®'D,MP)" M.

On sait d’apres |Tsitsiklis and Roy, 1997| que ||II||, = 1—on rappelle que II est la projection
définie a Péquation (4.2)—et || P, = 1. I s’en suit que ||IIM ||, = % < 1 et que la matrice
(I — TIM) est inversible. En utilisant I'identité X (I — Y X))t = (I — XY)71X avec X = ® et
Y = M;'®'D,M, on obtient

QA = (I-1IM)'eM, " (5.22)
D’autre part, en utilisant les identités A0 = b et Af = b on peut voir que pour e4 = A— A on a :
A)—b=A0—b— (A) —D)
:l;—b—EAQ—&—EA@—EAé
=b—b—(A—A)0+es(0—0)

=b— A0 — (b— Af) + e4 A1 (A9 — AD)
—b— AG+ e AN — AD).

D’ou

Ceci implique que

Af—b=(I+esA~H71(b— Ah)
= (T4 e4 A ) ey — €nb). (5.23)

ou la deux1eme égalité vient de l'identité A6 = b. En utilisant les équations et -,
I’équation (|5 peut étre réécrite de la maniére suivante :

drsrpy — vrsTooy = (I = IIM) T @M NI + eaA™") " (ep — €ab). (5.24)

On va maintenant essayer de borner le terme ||<I>M;1(I + eaA™) ey — €40)]| 4. Pour tout z,
on a

@M, |, = \/xtMgchﬂD#@M;lx = \/xtM x < TH:UHQ, (5.25)

ou v est plus petite valeur propre réelle de la matrice de Gram M,,. En prenant la norme |||,
dans I’équation ([5.24)) et en utilisant I'inégalité précédente, on obtient :

loLsrp0) — vLsrooyle < I = TIM) 7 W @M (1 + eaA™") " (ep — €ab) 4

. 1 “1\—
< |I(F = TIM) 1||M$H(I+6AA D7 e — ead)ll2
. 1 “1\—
< |I(F = TIM) 1”u\ﬁ”(I+GAA D7 l2ll(en — €a6)]l2-
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La premiére partie du lemme est obtenue en utilisant & nouveau 1'égalité ||IIM ||, = (} :\\Zyy <1,
qui implique que
= = 1 1— )My
-1 i _ 1=
I = TIM) ™ = Z < ZHHMHM 5 i g (5.26)
=0 m =0 1-A\y

On va maintenant prouver la seconde partie du lemme. La matrice A est inversible si et seulement
si la matrice AA™1 = (A + e4)A™r = I 4 €4 A ! lest également. On note p(e4 A1) le rayon
spectral (voir définition |32/ dans I'annexe . de la matrice e A~!. Une condition suffisante pour
I'inversibilite de AA~! est d’imposer que p(eaA™1) < 1. On a pour toute matrice M réelle carrée
p(M) < ||[M]||2. Ainsi, pour € et C tels que |lealls <e< C < ﬁ, on déduit

_ _ _ €
plead™) < flead™ o < [leall2 A7Hl2 < 5 < 1.

La matrice A est alors inversible et on a :

o0 o .
I i €\ 1
I+ ead™) o = || Sotean | <30 (5) =12
i=0 2 =0 ¢
Ceci conclut la preuve du lemme [7] O

Il suffit d’apres le lemme [7], pour conclure la preuve du théoréme [3] de controler les termes
lleall2 et ||ead — €p]|2. C'est ce que 'on fait maintenant.

Controle du terme |le4l/2. En utilisant 'inégalité triangulaire, on peut voir que
lealla < Elea]ll2 + [lea — Efea]ll2- (5.27)
Soit A = ¢(Xp)(d(Xn) — ¥(Xnt1))t. On sait d’apres |Tsitsiklis and Roy, 1997] que

n—1 %
LD D)

=1 k=—o0

A=E

Pour tout n et k, on a ||A, 4||2 < 2dL?. On peut borner le premier terme & droite de I'inégalité

dans I’équation (5.27)) comme suit :

n— 7

Z)‘f}/z kAzk
k=1

[Elealll2 =

=1
r 1 = 1 i i
_ i—k 4 i—k 4
= ||E S (Z M) A =Y (M) Az,k)
=1 \k=—oc0 k=1 2
B 1 n—1 . 0
=B [—7 2 00" 3 O i
L i=1 k=—00 2
n—1
1 2dL>?
)\ 1
_n—liz;( ) 1—Xy
1 2dL* (n)
“n—1(1-X)? cot
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

Soit d,, un paramétre dans (0,1), qui dépend de n et qu'on fixera par la suite. A partir de
Péquation ([5.27)) et de la borne déduite, on obtient :

P(lleallz > €1(n,6n)) < P(llea — Elealll2 > €1(n, ) — €o(n))

< dn
ot o _ 4dL?
pour €1(n, §,,) vérifiant—cf. Iemmeel(n, On)—€o(n) = ) \/—\/ m+ 1)J(n —1,0,)+€(n)
avec €(n) = %, c’est-a-dire
4dL?
e1(n,dp) = V(m+1)J(n—1,8,) + e(n) + e(n). (5.28)

(1 =XMy)vn—1

Controle du terme |e40 — ¢|2.  En utilisant le fait que A0 = b, les définitions de A et b, et
le fait que ¢(z)'0 = [¢0](z), on a

€A9—eb:/l€—l;

n—1
= 3 (0(X) — 16 Xir) e——zzz
=1

n—14
n—1
“n i 1 Z zi([00)(Xi)" — 7[00](Xig1)" — r(X3))
i=1

-1
1 n
-1 Z sl
=1
oil, comme vrgrp(y) = PO, A; est un nombre égal &

A = vrsrpo) (Xi) = yvrsrpoy (Xir1) — r(Xa).

On peut ainsi controler ||e40 — €||2 en suivant les mémes étapes de preuve que précédemment.
En effet, on a

lleald — epll2 < |l€al — €5 — E[eal — €p]||2 + |E[€46 — €b]||2 (5.29)
et [Eleat — ep]ll2 < [|E[ea]ll2/l61]2 + [E[es]l2-
OnalE[ea]ll2 < eo(n) = -1 %. On peut montrer similairement que ||[E[e;]||l2 < 5 \@fﬁgz"

On peut donc conclure que

1 2d4L? 18] + 1 VdLRmax (n)
= € .
—1(a =2 T T a2 0

A partir de I'équation (5.29)) et de la borne déduite on obtient
P(lead — evll2 > €2(0n)) < P(lleadl — er — E[ead — eb]ll2 > €2(0n) — €5(n)) < dn
pour €z(dy,) vérifiant—cf. lemme

[E[eat — ep]ll2 <

e2(6,) = 2VdL || Ai|oo log(n — 1) WAL|Adlloo | log(n — 1)
Y l-M)Vn-1 log (%) (n—=1)(1—-M) log <%)

€p(n). (5.30)

+1)Jn—1,6,)+
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5.5. Preuve du théoréme [H

Il nous reste & borner le terme [|A;[|. Pour cela, il suffit de borner vygrp(y). Pour tout
xr € X,ona

[orsTo (@) = 16°(2)8] < [|¢"(@)l|2]16]l2 < VdLI|6]|2,

ou on obtient la premiére inégalité par l'inégalité de Cauchy-Schwarz. On peut borner ||6||2. En
effet, on observe d’une part que

loLsToylli = 120]l, = /0" M0 = /v [|0]]2.

D’autre part, on a

Rmax
1—7

szl = 1 = TIM) ™I = Ay P)~ |, < = Vinax-

Par conséquent

Il s’en suit que

VdLVypax
Vo € X, [vpsrpoy(@)] < T&

Alinsi, pour tout 7 on a

|Ail = |vpsTpy (Xi) —Yvrsrpoy (Xiv1) — r(Xi)|
< \/aLVmaX + \/&LVHI&X
=T T
Puisque ®'D,,® est une matrice symétrique, on a v < ||®*D,®||. D'un autre c6té on peut voir
que

+ (1 =) Vinax-

1 1
|87 D, ®||2 < dHﬁXI%Du@\ = dHﬁXIebZDﬁDﬁaﬁjl < dmax 6%l ll b5l < dL?,

de sorte que v < dL?. Il s’en suit, que pour tout i,

VALV | VALVinax \/&L(l Vs = VL,

\/17 ’Y \/; \/; Y)Vmax = NG max-
Conclusion de la preuve. Nous allons maintenant conclure la preuve du théoréme [5} Une
fois qu’on a controlé les termes |[e4||2 et [[€e40 — €2, on peut déduire que

|A;| <

P{3n =1, {llealla = e1(n,6n)} U {lleal — e)]l2 = €a(n, n)}}

<D P{lleallz > ex(n, 8a)} + P{llead — &)ll2 > e2(n., 5a)}

n=1

<2§:5 —1125«5
e " 926
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

si on choisit d,, = ﬁd. D’apres la seconde partie du lemme , pour tout §, avec probabilité 1 — 9,
pour tout n tel que €1(n,d,) < C, on a A inversible et

. - A n, o
lvrsrpoy — PLsrooylle < : <e n6)
( VY1 — i)
1— Xy €1 (n,0pn) €2 (n,0p)
=__ ' on,
T [ i)+ G e

On obtiendra la borne dans le théoréme en remplacant €1(n, d,) et ea(n, d,,) par leurs définitions

respectives dans les équations ([5.28]) et -

Pour compléter la preuve du theoreme [} il reste & montrer comment choisir C, ce qui nous
permettra de montrer que la condition €;1(n,d,) < C < ﬁ est équivalente a celle qui carac-

térise entier ng(d) définie dans le théoréme 5, On a

Vo € R @A 0], = /(A 10)t M, A= 1w > Vil A7 0]l

On peut observer que

1 — Ay

( (RN

ou la derniére inégalité est obtenue a partir de 'équation (5.25). Par conséquent on a

_ _ — Ay _
@A 0l = (1 =DM ol < ==L |00 o], < o]l

1 _
jA ) < 222
(1=~

on peut prendre alors C' = (}:1)7”. Ceci conclut la preuve du théoréme .

5.6 Quelques Remarques

On aurait pu également concevoir la preuve qu’on a proposée d’une autre maniére non
moins intéressante. En effet, soient U",...,U/" . _, des variables aléatoires exponentiellement
B-mélangeantes selon la définition donnée plus haut. Supposons de plus qu’il existe un entier [
qui vérifie n —m =1 x m. On peut regrouper ces variables en blocs de la sorte

{om, . U 1} =00, Usp 1} {Usps s UG 1 b AU g oo U1 }

bloc 1 bloc 2 bloc 1
_ m yrm m
_{Um7U2’m7" Qm}{ +17U2m+1?"'7Un—2m+1}"'
bloc 1/ bloc 2/
m m m
{U2m717 U3m717 Tty Unfmfl}
bloc I
On peut alors écrire que
2m—1 -2
m m — m
Z U - U > €|l = P H—m] i—l—mj] > €
2 i=m j=0 9
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5.6. Quelques Remarques

Les blocs 1/, 2”7,...,l' admettent tous la méme loi, celle du bloc {U, U, ...,UM, 1. Par consé-

n—2m
quent

2m—11-2

U E[U

i+mj z+mj] Z € =P

§ : m
m+mg Um+m] ] Z €
2 2

i=m j=0
En appliquant le lemme |5 aux variables (Y});>0 = (U,

mtm;)g>0, 0N & en posant | = 2ya; avec
a; la taille des blocs et p; le nombre de blocs considérés

Z m4+mj TZL—I—mj] >e| <2P (

2 2

2ul5al °

Les variables U’ (H})1<g<y, sont des variables iid donc le processus Y 1., U'(Hy) —E[U’(Hy)] dé-
finit une martingale. Par ailleurs les variables (U7, j) j>0 sont des variables S-mélangeantes dont
le coefficient /BZ-Y est égal a celui du processus défini par les variables (X;);>¢. En effet les variables
(U[r’;ﬁrmj)jzo sont construites a partir des variables (X, ..., Xntm+1), (Xntma1s o Xnt2m+2), -
dont le coefficient de mélange est identique & celui du processus (Xy,)p>1. Il s’en suit en suivant

le méme raisonnement d’en haut que

l€2
2 T 16a,C2
P Z m+mj rTnn+mj] > €| <dee 10T + 2l/6al

2
12

< 4e’e 16mC? 4 9leTbar

Maintenant en reprenant la méme preuve que celle proposée par [Lazaric et al., 2012] avec
a; = (Cle } on obtient pour § € (0, 1) avec probabilité 1 —

( ZU’”— E[U™)]

A(l,9) A(1,9)
€(0) = 232\/2l max {b’ 1}.

On retombe sur un résultat qui ressemble & celui qui a été proposé précédemment. La fonc-

> 6(5)> <4é
2

avec

tion A(.,d) est une fonction croissante en [ et le facteur m correspond a m = 1 + Llo(g?)-‘,
og\ s <

puisqu’on a supposé m > 1. Cette perspective est intéressante car si on supposait les variables
(U™)i>1 m-dépendantes (voir définition [30| dans I’annexe , les variables (U}, ;)j>0 seraient
indépendantes et le coefficient S-mélangeant correspondant aurait été égal & 5 = 0. Dans ce cas
la déterminer la loi de > L Um — E[U] revient a déterminer la loi de la somme de [ variables
indépendantes. I’ hypothese de B-mélange équivaut a celle de m-dépendance mais pour m = oo,
le fait qu’on arrive & mesurer la vitesse avec laquelle les variables deviennent indépendantes—
vitesse exponentielle—facilite le calcul et est & l'origine du terme logarithmique qui apparait en

plus.
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Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

Ce type de raisonnement a été inspiré de I’article [Modha and Masry, 1996] ou des inégalités
de concentration propres au cas des variables m-dépendantes et aux variables S-mélangeantes
ont été établies. Ces inégalités ont été dérivées de I'inégalité de Bernstein dans le cas de variables
définies dans R. Les auteurs utilisent pour cela un lemme proposé par D. Bosq et
non la technique de décomposition en blocs de Yu introduite auparavant. Notons que l'inégalité
de concentration obtenue dans [Modha and Masry, 1996| pour des variables aléatoires (U;)i>1
stationnaires exponentiellement S-mélangeantes correspond &

P2 zn:U E[U;]| > ¢ | < 2(1 + 4¢725) NP
- i il =€ = € exp | —
(L P 2(E[|UL[?] + 57)
avec
sn1*]
n K
NP = 2
Cette inégalité fait intervenir les paramétres du processus (3, b et x. En posant § = (1 +
927 . E2NB . _ log NA B KL
4e~43) exp( 2(E[U12]+EB:;2)>7 on obtient €(d) = O ( i ) avec N n~+1. On remarque

que l'inégalité de Bernstein induit une borne sur la vitesse de convergence qui est plus lente
que celle qu’on propose dans ce manuscrit. Néanmoins pour x = 0o, on retrouve la borne esti-
meée pour le cas iid. Cette différence est die au fait qu’on ne part pas de la méme inégalité de
concentration mais aussi du fait qu’ils n’utilisent pas la technique de Yu qui suppose n = 2y, a,,.

5.7 Conclusion et Discussion

Dans ce chapitre on a étudié la vitesse de convergence de l’algorithme LSTD(\) en termes du
nombre d’échantillons n et du paramétre A\. On a montré, sous I’hypothése S-mélangeante, que
la vitesse de convergence était de 'ordre O(ﬁ) Pour cela, nous avons introduit une inégalité
de concentration vectorielle pour les estimations basées sur des traces infiniment longues (lemme
4]). Une version plus simple de cette inégalité de concentration, qui concerne de maniére générale
les processus exponentiellement S-mélangeants stationnaires (énoncée au lemme [2)) pourrait étre
utile dans d’autres contextes ol on aurait besoin de relacher I’hypothese iid sur les échantillons.

La borne de performance que nous déduisons de notre analyse est plus précise que celle
obtenue par [Lazaric et al., 2012| dans le cas A = 0. L’analyse qu’ils ont employée utilise un
modele de régression Markovien :

Y =v(Xy) +&

ou v est la fonction de valeur, X; la chaine de Markov considérée et & est le terme d’erreur
induit. La variable & est adaptée a la filtration (X7,..., Xy41), est bornée |[&| < C et vérifie
E[¢|X1,...,X:] = 0. On pourrait considérer un modeéle qui est équivalent au leur dans le cas
A # 0 mais 'analyse n’aurait pas pu étre étendue et c’est ce qu’on va expliquer dans ce qui suit.
Considérons le modéle de type

Y = v(Xy) + 5
dans le cas A #£ 0, ou Z; est le terme d’erreur correspondant. La variable Z; vérifie pour Y; =
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5.7. Conclusion et Discussion

T)\’U(Xt)
Et = T)\’U(Xt) — ’U(Xt)

= (1= N T o(Xy) - v(Xy))

i=0
= (1 =X)) N (T - Th(Xy).
i=0 k=0
Rappelons dans ce cadre que
k—1 ‘
Tho(Xy) = 3 7' (Xirs) + 2 o(Xin).
i=0

En remplacant T%v(X;) par son expression il s’en suit que

Ee=(1-2) ) XY (Fr(Xe) 9" o (Xeskn) — 7" 0(Xesn))
i=0 k=0
= (1= N 7 G
=0 k=0
Nk
=Y O * &

0

Pour A = 0, on retrouve bien Z; = &. L’erreur Z; correspond a la somme de toutes les erreurs qui
se sont propagées au cours du temps facteur le terme (\y)*. Si on suppose &, bornée pour tout
k alors la variable Z; serait également bornée. Par ailleurs elle n’est pas adaptée & la filtration
X1, ..., Xy4+1 mais & celle définie par les variables X, ..., Xoo. Nous pouvons tronquer l'erreur =
avec un nombre L par exemple de sorte que Z; soit X7, ..., Xp1¢4+1 adaptée. Ceci dit on aura

-1
E[Z X1, ..., X1 44] = Z§t+k # 0.
k=0

L’une des conditions nécessaires au raisonnement dans les travaux de |Lazaric et al., 2012] (in-
dispensable pour pouvoir appliquer 'inégalité d’Azuma) n’est pas satisfaite dans le cas de A # 0.
Nous ne pouvons donc pas reprendre 'analyse proposée dans le cas A = 0. Nous pensons néan-
moins qu’il est possible, en utilisant la technique de troncature des traces que nous avons suivie
ici, d’étendre leur analyse au cas A # 0. Cependant, ce faisant, on gardera toujours le facteur
44/2 dans la borne finale. Une question un peu plus difficile serait d’envisager une telle analyse
pour l'algorithme off-policy LSTD(A) introduit dans le chapitre précédent (cf algorithme [L0]
chapitre . Nous gardons cette perspective pour des travaux futurs.

83



Chapitre 5. Vitesse de convergence et calcul d’une borne d’erreur de LSTD()\)

84



6

Calcul d’'une borne de performance
pour l'algorithme LS(\)NSPI

6.1 Introduction

On va étendre dans ce chapitre l’algorithme Least Square Policy Iteration (LSPI) décrit dans
le chapitre [4] aux cas des politiques non stationnaires. On va s’intéresser au cas du schéma al-
gorithmique itérations sur les politiques non stationnaires de période fixe p, NSPI(p) [Scherrer,
2014]. L’algorithme LS(A)NSPI obtenu est une généralisation de LSPI au cas de p > 1 et de
A > 0. On propose dans ce chapitre une description de cet algorithme. On introduit une borne
de performance pour LS(A)NSPI en fonction du nombre d’échantillons n, du parameétre A, de
la période p ainsi que des coefficients de concentration présentés dans [Scherrer, 2014]. On ob-
tient asymptotiquement une meilleure borne que celle obtenue par [Lazaric et al., 2012| qui ont
uniquement considéré le cas p = 1, A = 0. On va montrer qu’augmenter la période p, pour un
nombre d’échantillons n fixé, améliore en général la qualité de la borne. C’est ce qu’on déduit de
la borne dérivée et de I’ensemble de simulations effectuées sur une certaine classe de MDP. On
va également étudier les variations du paramétre optimal A*—minimisant la borne—en fonction
du nombre d’échantillons et de la période p.

6.2 Description de ’algorithme LS(A\)NSPI

L’algorithme Least square non stationary policy iteration de paramétre X, LS(A)NSPI utilise
LSTD()\) dans un schéma de type itérations politiques non stationnaires au lieu d'un schéma
de politiques stationnaires comme c’était le cas pour LSPI. Considérer des politiques non sta-
tionnaires peut étre intéressant puisqu’il s’avére que certains algorithmes de la programmation
dynamique avec approximation tels que API et AVI possédent une meilleure borne de perfor-
mance dans le cas ol on considére des politiques non stationnaires. C’est ce qu’on va développer
dans ce qui suit.

6.2.1 Cadre général

On considere 7 la politique périodique non stationnaire composée des ¢ politiques stationnaires
w1, To, ..., T pour ¢ > 1. Cette politique choisit la premiére action selon la politique 7;, la deuxiéme
action selon la politique m;_1...et la ¢ éme selon la politique 71, I'action 7 4+ 1 est choisie selon la
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politique 7; et ainsi de suite...Elle s’exprime formellement de la maniére suivante :
T = M1 e e T TG TG — ] e TT] -
La fonction de valeur v, associée & cette politique est I'unique solution de 1’équation
v="T, avec T =T =T, Tr, ,.. Tr,. (6.1)
L’opérateur de Bellman T} introduit dans cette équation satisfait pour tout v € RV
Tw=r;+1Tv

ou
-1 I-

1
§ : l
e = Tn; + 0 Pm_jrm_l
=1 7=0

et Tn = (YPr,)(YPr,_,)---(7Px,). L'opérateur Ty est (7%, ||.||co) contractant, en effet on a pour

tous vecteurs v, w € RIS

[Tru — Trwlloo < [[Tr(u — w)lloo

< ’YZ”U - w”oo-

Par le théoréme du point fixe de Banach, il existe une unique solution v, a I’équation (6.1)).

6.2.2 AVI utilisant des politiques non stationnaires

Le schéma algorithmique itérations sur les valeurs avec approximation AVI (cf. section 4.1.1}
chapitre {4)) calcule implicitement au bout de k itérations les politiques mg,71,...,m, qui sont les
politiques gloutonnes par rapport aux valeurs vy,...,v. Cet algorithme peut étre décrit comme
suit

Vg1 < Tk + €11

ou T est 'opérateur de Bellman optimal.

Au lieu de considérer la derniére politique gloutonne 7, on prend en compte les p derniéres
politiques gloutonnes 7y, my_1,...,mg—p+1. [Scherrer and Lesner, 2012| ont calculé une borne de
performance de cet algorithme. Supposons que ||ex||cc < € pour tout k, on a le résultat suivant.

Théoréme 8. Pour chaque itération k et chaque période p vérifiant 1 < p < k, l’erreur entre la
valeur v* et la valeur vy,  vérifie

2 (v=2* ok
*
o = v e < 1 (e =l )
OU T p = TpTh—1.o-Th—pt1 Tk Th—1---Th—p41--.. Quand k& — 00 on remarque qu’on obtient une
borne de performance meilleure que dans le cas de AVI introduit dans le chapitre [l En effet
Ierreur globale est majorée dans ce cas par (1_73%6. Pour de grandes valeurs de p, on peut

significativement améliorer le résultat, surtout lorsque le paramétre d’actualisation  est proche
de 1.
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Algorithme 12 AVI
Initialiser vy
Pour : =0,1,2, ... faire
Vg1 < Top + €p41
fin « Pour »

6.2.3 API utilisant des politiques non stationnaires de période croissante

Le schéma algorithmique APT utilisant les politiques non stationnaires considére & chaque
itération k les k dernieres politiques gourmandes. La politique 7y, j, générée est construite a chaque
fois & partir d’'un nombre croissant de politiques stationnaires, d’ou 'appellation "politique de
période croissante". Cet algorithme peut étre décrit comme suit

Uk 4 Uy + €
Tk+1 € g(’l)k) (62)

Une borne de performance a été calculée dans |Scherrer and Lesner, 2012|. On a le résultat
suivant.

Théoréme 9. Au bout de k itérations, l’erreur entre la valeur v* et la valeur vy, , vérifie

2(y — )

I—v et 7k_1||v* = Uy oo + 2(k — 1)'7kaax-

[v* — Uﬂ'k,kHOO <

Lorsque le nombre d’itérations k devient infiniment grand cet algorithme renvoie une borne de
performance meilleure d’un facteur ﬁ que celle de I'algorithme AP introduit dans le chapitre .

6.2.4 API utilisant des politiques non stationnaires de période fixe p

L’algorithme itérations sur les politiques non stationnaires de période p, NSPI(p) introduit
dans [Scherrer and Lesner, 2012|, |[Scherrer, 2014| est une variante de I’algorithme approzimate
policy iteration (API) utilisant des politiques non stationnaires. Cet algorithme peut étre décrit
comme suit

Vg 4 Uy, T €k
Try1 € G(vk), (6.3)

ot G, ., (vy) est Pensemble des politiques gourmandes par rapport a vg. La politique 7y, est
telle que 7y, = TRMp—1... Th—pt1 Tk Th—1---Th—p+1-.. POUr p un entier fixé vérifiant p < k. La
valeur vy, ~ associée est solution de I'équation . La valeur vg est une approximation de
VUr,,,- On note lerreur d’approximation €g. La politique optimale g1 est déduite a partir de
vg. Celle-ci appartient & I’ensemble des politiques gourmandes par rapport a vy, noté G(vg). A
I'itération k + 1 la politique 71, est la concaténation de w41 et de my...m_y, elle vérifie donc

Tk+1,p = Tk41+-Tk—p42Tk+1---Tk—p+2----

Théoréme 10. Pour tout p tel que k > p, lerreur entre la valeur v* et v,  vérifie

2(y —4*1P) .
(L=y)(1 =)~

[0 = 0my lloo < AEPI0* = v, oo +
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Lorsque la période p devient infiniment grande (et par conséquent k aussi), on obtient la
méme borne de performance que celle de ’algorithme API avec une période croissante. Cela
requiert ceci dit une mémoire infinie, ce qui est restrictif méme si cela permet d’obtenir une
borne de meilleure qualité.

On propose dans ce qui suit une analyse de ’algorithme LSTD()\) dans le cas d’une poli-
tique non stationnaire 7. Cette analyse nous permettra par la suite de déduire une borne de
performance pour l'algorithme NSPI(p) dans le cas on on utilise LSTD(X) pour estimer vy.

Algorithme 13 API non stationnaire
Initialiser g, = m,mp—1...M
Pour :=0,1,2, ... faire
V < VT p + €k
Tey1 < G(vk)
Tk+1,p < Th+1Thk,p—1
fin « Pour »

6.2.5 L’algorithme Least square temporal difference LSTD()) dans le cas non
stationnaire

L’algorithme Least square temporal difference LSTD(\) dans le cas non stationnaire est
I’algorithme qui renvoie une estimation de v, ot 7 est la politique non stationnaire de période fixe
P, T = Tp_1Mp—2...MyTp—1Tp—2...T... Par analogie au cas stationnaire on va faire les hypotheses
qui suivent.

Hypothése 4. Les fonctions features (¢j)1<j<q sont linéairement indépendantes.

Hypothése 5. On va supposer la matrice 'y irréductible et apériodique (voir déﬁmtion dans
l’anneze @ de sorte qu’il existe une mesure invariante p qui satisfait pl'r = p

Le but de I’algorithme Least square temporal difference LSTD(\) dans le cas non stationnaire
est de calculer une solution & I’équation

vrsTpoy = MTpvrsrpey, ot T = (1= A) > NTH, (6.4)
i=0

et ot la matrice II est la matrice de projection orthogonale sur ’espace des features selon la
norme ||.||,. L’opérateur T} est 'opérateur de Bellman associé a .

La solution vy g7 p(x) appartient a 'espace défini par les fonctions features de sorte qu’il existe
0 € R tel que vrsTp(xn) = PO. L’équation se réécrit alors de la sorte

A=)
telles que les matrices A, et by vérifient
A=3'D, (I -Tr)I —ATx) '@, b=®'D,(I - A[;) 'rp.

Grace a 'hypothése 5l on a 'opérateur de projection orthogonal II non expansif par rapport a
||.||, donc il existe une unique solution a I’équation v = IITv. L’hypothese 4| implique de plus

15. Noter que dans le cas d’un espace au plus dénombrable ’existence d’'une mesure invariante yp finie implique
() > 0 pour tout 3.
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6.2. Description de lalgorithme LS(\)NSPI

que la matrice ®*D,® est inversible d’ott I'unicité du vecteur § vérifiant 6 = (®'D,®) ' Pv.
L’hypothese [f] est difficile & remplir en général car le produit de deux matrices irréductibles
et apériodiques n’est pas irréductible et apériodique. En effet une matrice P irréductible et
apériodique est une matrice primitivem et le produit de deux matrices primitives n’est pas une
matrice primitive.

Définition 16. Une matrice A est dite primitive ssi il existe un entier m tel que A™ >0 .
On va illustrer cela par un exemple.

Exemple 1. Si on considére deuz politiques mg et w1 telles que les matrices P™ et P™ sont
primitives, on peut montrer que P™ P n’est pas en général une matrice primitive [Schwarz,
1965]. Soient

0 1 0 0 0 1
pPo=10 0 1|,P*={(0 0 1
11 111
2 2 3 3 3
Considérons le produit P™ P™ on a
0 0 1
1 1 1
PPT =13 3 3
0 0 1

La matrice P™ est irréductible car 1 — 2 — 3 — 1 et 3 — 2. Elle est apériodique car ’état 2
est apériodique 2 -3 — 2 et 2 - 3 — 1 — 2. De méme on peut s’apercevoir que la matrice P™
est irréductible et apériodique. Par contre dans la matrice P™ P™ on peut remarquer que 1 - 1
donc la matrice P™ P™ n’est pas irréductible.

A priori nous ne pouvons donc rien conclure sur la matrice I'; pour 7 une politique non
stationnaire, on a besoin de faire des hypothéses en plus pour s’assurer que la matrice I'; est
irréductible et apériodique. Il existe des conditions dans [Schwarz, 1965| qui assurent que la
matrice produit est primitive mais elles sont difficiles a satisfaire vu que dans notre cas, on a p
matrices. On peut notamment supposer que pour tout ¢ € {0, ...,p — 1}, les matrices P, compo-
sant la matrice I'; sont strictement positives c’est-a-dire que tous les éléments sont strictement
positifs (m = 1) mais c’est une hypothése qui est également assez forte. Nous nous restreindrons
a ’hypothese [5| qui suppose que I'; est une matrice primitive.

Description de I’algorithme Dans cette section on va décrire ’algorithme LSTD()) dans le
cas d’une politique non stationnaire. Par analogie au cas stationnaire on approche les matrices
A et b par respectivement les matrices A et b définies comme suit :

-1
1
A= = 37 a9 (X)) =77 (X)) (6.5)
=1
R 1 -1 i o
b=7=7 D are(Xp). m =) (PN TIH(Xy), (6.6)
=1 j=1
p—1
ou T”(Xi’”) - ZV Tmp—1-j (Xp(i—1)+j)-
7=0

16. Dans le cas d’une chaine de Markov finie ces deux notions sont équivalentes.
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Chapitre 6. Calcul d’une borne de performance pour l’algorithme LS(A)NSPI

Les variables (Xp;)i>1 vérifient, X1y ~ (.| Xpi), avec Ty = Pr,_y Pr,_,...Pr,. Pour tout i > 1
on a, Xp(i—l)—l—j-‘rl ~ Pﬂ-pilij(.|Xp(i_1)+j) avec ] € {0, ey P — ].}

Proposition 7. Considérons le processus (Y;)i>1 = (Xpi)i>1 tel que Y1 ~ p alors (Y;)i>1 est une
chaine de Markov CM (11,T'7).

Démonstration.

P(Y: = yilYii—1) = Ygi-1)-- Yo = y0) = P(Xpi = yi| Xpi—1) = Y(i-1)---Xo = %0)

B P(Xpi = yivXp(ifl) = y(ifl)-n-YO =10)

N P(Xp(i—1) = Yi-1.--X0 = %0)

Z P(Xpi = i Xpi-1 = Tpi-1, Xpi-2 = Tpi—2, s Xp(i=1) = Y(i=1)---X0 = Y0)
P(Xp(i-1) = Y(i-1)--X0 = %0)

Tpi—1yeeTpi—1+4p
= Z Py (y(i71)7 xpif(p71)>"'p7fo (Tpi-1, i)
Tpi—1yeesTpi—1+4p
=T (yi-1,Yi)
= P(Y; = 4ilYii—1) = Y(i-1))-

O

En utilisant le théoreme [13| et la proposition |§| dans l’annexe [B| [Nedic and Bertsekas, 2002]
appliqués au processus (Y;)i>1, on a A — A, b — b presque sdrement.

Vitesse de convergence de l’algorithme LSTD()\) étant donnée une politique
non stationnaire 7

La chaine de Markov (Y;);>1 est stationnaire et ergodique donc S-mélangeante [Bradley, 2005].
On supposera qu’elle est exponentiellement B—mélangeantelﬂ( voir définition page 64). Notons
B, b et r ses paramétres. On peut appliquer une analyse similaire & celle du cas stationnaire en
remplacant le parameétre v par la paramétre 77 et le nombre d’échantillons n (correspondant aux
échantillons X;) par % (correspondant aux échantillons Y;). Un équivalent du théoréme 1 dans

le cas non stationnaire peut s’écrire alors de la maniére suivante.

Théoréme 11. On fait les hypothéses et@ et on suppose Y1 ~ p. Pour toutn > 1 etd € (0,1),
on définit les fonctions :

I(n,8) = 32A(n, ) maX{A(Z, 5),1};

8n?2

et A(n,d) =log (5) + log(max{4e? nf}).

17. Si S est un espace continu ou dénombrable alors la chaine est S-mélangeante. Si par contre I’espace S est
fini alors elle sera exponentiellement S-mélangeante.
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6.2. Description de lalgorithme LS(\)NSPI

Soit ng(9) le plus petit entier tel que

2dL2 2./p log(% — 1)

Iz mo(0). g | e () R RCEEN
P 2p log(%—l)
m=A37)  0-9) |eg () |

ot v est la plus petite valeur de propre de la matrice @tD,fI). Alors, pour tout §, avec probabilité
1 =0, pour tout n > ngy(9), la matrice A est inversible et on a :

4VinagdL? /D log (% - 1) n
lvrsTpoy — PnsTooylle < 1+ |——Z| | I(=--1,6
Vv —p(l —~P)v log (#)

+h<"ﬁ>,
p

ot h(n,d) = O(%) et Vinax = Rm"“‘).

(1—
Corollaire 12. L’erreur globale vérifie alors
. 1—MyP
1oLsroey = vxlle < 57— > [
4Vard L log (ﬂ - 1)
mardL” /P 14+ |—2 7/ 1(”—1,5>+h<",5>. (6.7)
p p

Vv —=p(l =P log (T#p)

A Tlinstar de LSTD()\) stationnaire, on peut s’apercevoir que la valeur A = 1 minimise la
borne sur 'erreur d’approximation et que A = 0 minimise la borne sur ’erreur d’estimation. Il
existe une valeur optimale A\* € [0, 1] qui minimise la borne globale.

6.2.6 Borne de performance de I’algorithme LS(\)NSPI

Par souci de simplicité, I’algorithme LS(A\)NSPI qu’on considére dans ce qui suit fait intervenir
I'algorithme LSTD(A) et non LSTDQ(A) (cf. chapitre M]). Autrement dit on aura besoin lors de
I’estimation de la politique gourmande d’un modéle de MDP tel que

Vs e S, m(s) € G(v(s)) = arg max r(s,a) + 7 Z p(s,a,s)v(s')
s'esS

L’algorithme LS(A)NSPI utilisant les fonctions d’actions valeurs @) peut nécessiter, comme il a
été mentionné dans |Lazaric et al., 2012| pour LSPI, l'introduction de politiques gourmandes
stochastiques. Ces politiques permettent d’explorer tout 1’espace d’actions méme celles qui ne
vérifient pas a = 7(.).

On ne peut pas utiliser pour estimer une borne de performance pour ’algorithme LS(A\)NSPI
(cf. algorithme le résultat du théoréme , puisqu’il faut avoir un controéle uniforme sur les
erreurs ||y — vr, [loc pour tout k. Le théoréme [11| introduit une borne d’erreur en norme Lo
pondérée par la mesure fir, . On va alors calculer la borne sur 'erreur v* — vk en norme Ly,
q € {1,2} pondérée par une certaine mesure o. On a besoin dans ce cas d’introduire les coefficients
de concentration qui relient la distribution o a la distribution p défnie dans I’hypothese [6]
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Chapitre 6. Calcul d’une borne de performance pour l’algorithme LS(A)NSPI

Algorithme 14 Least Square Non Stationary Policy Iteration Algorithm LS(\)NSPI
Entrée : \,N,v,00,01,...,0,-1,7,0
Pour k =p—1,p,... faire
Générer : Xg ~ v
Générer : la trajectoire de taille N, (Xo,ao,70,X1,01,71,...,Xn) telle que a; =
g(¢t9k7i+[ﬂp(Xz‘))
A::o,i)::o,t::o, zg:=10
Pour ¢ =1,2, ..., N faire
A Atz (0(Xe1) — 7p¢(Xt+p 2))!
b b+ 21 (rmy (Xe1) + X019 rm, (Xio14y))
2t = MPz—1 + d(Xiyp—2)
fin « Pour »
Renvoyer : 01 < A-1p
fin « Pour »

Définition 17. [Scherrer, 2014] Soient o et p deuz distributions données, pour tout i et q on
note cq(t) la derivée de Radon Nikodym Suivantelﬂ (voir déﬁnition dans l'anneze @ pour tout
t>1

do Py, Pr,...Pr,

c>P(i) = sup
dp

q
Tyees TG

q,p

1
ot pour tout u € RN on a |jull,, = (val ul(i)p(i )) On note pour p,q € N* U {oo} et u € N,

la constante CJ 5., qui vérifie
4D,

o0 o
Cobu=1=P)1=7) D> AP + tp+u),
=0 t=0

ot pour i = 0, c2(0) = ‘

Définition 18. [Scherrer, 2014|] Soient cz+(1), cx=(2), ... les plus petits coefficients dans [1, 0]

telles que pour tout i et pour toutes les politiques 71,72, ..., T, o PL < cqxx(i)p. On note CS*) le
coefficient dans [1, 00| qui vérifie

-7) Z ’Yicﬂ* (4)
=0

Le résultat qu'on va énoncer reste valide sous certaines hypothéses analogues a celles faites
par [Lazaric et al., 2012| :

Hypothése 6. Il existe une distribution p telle que pour toute politique non stationnaire @, on
a p < Clg, avec C une constante vérifiant 0 < C < oo et ur est la mesure invariante définie
dans l'hypotheése [,

18. Si la mesure 0 Py, Pr,...Pr, n’est pas absolument continue par rapport a la mesure p alors cq(z) = oco.
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6.2. Description de lalgorithme LS(\)NSPI

Hypothése 7. On supposera qu’il existe un processus exponentiellement B-mélangeant de para-
meétres B, b et k qui est plus lent que tous les processus B mélangeants définis par les politiques
non stationnaires w. En d’autres termes il existe des paramétres B, k et b tels que

B<Br, b<br, k< Fn.

Hypothése 8. On suppose qu’il existe une constante v < v, pour toute politique non stationnaire
T ol vy est la petite valeur propre de la matrice 'D,, ®.

Proposition 8. On fait les hypotheéses [}, [3], [0 et [, on suppose que pour toute itération k €
{0,..., K =1}, Y1 ~ pur, . Pour tout n > 1 et § € (0,1), on définit les fonctions :

==

AB,b,n(n’ 6)
IBJ,’,,”(TL, 5) = 32AB,b,n(nv J) max SEEe— 1

8n? _
et Ag, .(n,d) =log <5> + log(max{4e*, n}).
Soit no(9) le plus petit entier tel que
2dL* 2 log(5 —1 5
VTLZTL()((S), 1 Y \/ﬁ (p 1 ) +1 IE,b,H (n_l,K)+
( _'7)V n—p log(w> p
P 2p log(% - 1)

<1

(=) =2) " =) | 1 (1)

ol U est définie dans [’hypothése @ Alors pour tout 8, avec probabilité 1 — 0, pour tout n > ny(0),
pour tout k= 0,..., K — 1, Ar,  est inversible et on a :

* 27 o,0 (1 — )"Yp)
"= vy e < iy | VOO | T 25 o — i, P i,
— n o K-1
+gg,b,n Ev ? +7 Riax (6'8)
et
* 27 o,p (1 — )"Vp)
10" = vreallze < Ty =y | VOO | T o5 Imsn = Wi Vsl +
_ n 5 K—1 < n 5 A 1
+gg,b,ﬁ, (p7 K> + Y Rmax , ou gg7b7ﬁ <p7 K) =0 <\/ﬁ . (69)

Remarque 3. La premiere borne obtenue est en morme L1 pondérée par la mesure o et la
deuziéme est en norme Lo pondérée par la méme mesure. Dans le cas p =1 et X =0, la borne
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obtenue par [Lazaric et al., 2012] vérifie pour n > ng, pour 6 € (0,1) avec probabilité 1 — 4,

44/2
v2 max ||v,rk’p —1II

A/ 1 — 72 0<k<K

— )
+hB,b,n (Z? K> + ’YK_lRmaX )

R Ay
||U - Uﬂ'KHQ,a SW ((1 + /7) Ccoo,l,l

Hrg p U7k, p HNM

i (3:4) =0 (3

On obtient alors une meilleure borne, lorsque n — oo, que celle obtenue par

dans le cas p =1 et A = 0. On pourrait appliquer l'inégalité de Pythagore et avoir le terme
\/1172 qui apparait dans la borne de [Lazaric et al., 2012] (voir la remarque en bas de la
-

page @) au lieu de ﬁ Considérer une politique non stationnaire de période p grande améliore
asymptotiquement la qualité de la borne de performance mais nécessite un nombre d’échantillons
n plus grand. Il existe un paramétre \* compris dans lintervalle [0,1] qui minimise la borne
globale. Ce paramétre dépend comme dans les cas précédents de n, p, Br, ,, Kry, s by, pour tout
k €{0,...,K —1}. Lorsque le nombre d’échantillons n tend vers linfini, pour p fizé, on a \* qui

tend vers 1. Un choix judicieux de la période serait de prendre p de l'ordre de 110g<(71l)) de sorte
ogl =

que P ~ % On aura alors lorsque p tend vers Uinfini, n qui tend vers linfini (p < n) et donc
A* qui tend vers 0.

Remarque 4. On peut utiliser les mémes arguments que ceuz de [Scherrer, 2014|] pour montrer
que les coefficients de concentration Coop , et COO 11 sont équivalents, dans le sens ot si l'un est
fini (ou infini) alors lautre ’est également (voir la proposztwnn 112 dans l'anneze @

Remarque 5. Comme on le montre dans le corps de la preuve de la proposition [§ qui suit, on
L . : , 1
peut dériver une autre borne en fonction des coefficients de concentration C7(r*) et Clpps

2y W (1-X\P)
*_ < ' PoP . s 7
0" = Vrge 2,0 < A== \/coo (He (C’Tr +~CE pp) [ oax

H'Uﬂ—k p H’UTrkm ||/”L7"k,p
_i_g, 2, é + 'YK_lRmax . (610)
B,bk p K

Scherrer, 2014|f propose une classification hiérarchique des coefficients de concentration. Les coefficients

de concentration C(* et C%F, , sont meilleurs que C;pp 1, dans le sens o :
Ds

1. On a CZ | > Wl(plig C(l) =+ (0)| (voir proposition dans l’anneze @ Si o et p sont

absolument continues, on a ¢z« (0) < 0co. On peut facilement avoir Cfrl*) < oo alors que la constante

C%fy1 = 00, puisque la constante Cfrl*) dépend d’une seule politique alors que C7", , dépend de

toutes les politiques. Si o et p ne sont pas absolument continues on ne peut pas conclure.
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2. On a pour tout u € N*

VIt eoo (5 + tp + u)

NE
NE

C&pu=0=7")1-7)

o0,p,u

=0 t=0
1= (1 —7) e~ _ .
- 7%)_(1 & SN T e (G + tp + w)
=0 t=0
1—~? >
- U0 S S et )
v z>u—1t=0
a,p
- oo,p,1°

,-Yu—l
Il est aussi facile d’avoir CZP, , < 0o alors que C.P | = 0o, il suffit pour cela d’avoir cq(z) = oo

00,p, U oo,p,1 T
pour un certain z < u.

Dans ce qui suit on propose une preuve de la proposition [§

Démonstration. On obtient la condition sur le nombre d’échantillons ng en remplacant 1’équation
page [T9] par

P{3n>190<k <K~ 1, {leay, b > a0} Ullen, 0 e, o> ea(n,60)}}

ce qui nous méne & considérer le parameétre &’ = K¢. La condition "pour tout n, e(n,d,) < C, ou

C= % " est remplacée par la condition "pour tout n, pour tout 0 < k < K —1, ¢(n, %") < Cg,

(177)1""’]@7;, 1
(1-2)
"pour tout n, pour tout 0 <k < K —1, €(n, K) < El 7)) implique que "pour tout n, pour tout

ou Cy, = . Puisque v est une borne inférieure des vy,  pour 0 < k < K — 1, imposer

0<k<K-1, fl;w est inversible”. La condition sur le nombre d’échantillons est obtenue en
écrivant E iy)e(n 9 ) < 1, U est strictement positive puisque les valeurs propres v, = le sont
pour tout k sous les hypotheses [ et 5]

On va prouver maintenant 1'inégalité énoncée dans la proposition. Soient v* la valeur qu’on
cherche & estimer et vr,,  la valeur étant donnée une politique 711, non stationnaire donnée.

On va suivre les mémes étapes de preuve que dans |Scherrer and Lesner, 2012|. On rappelle que

v* est la valeur optimale, 7 la politique associée.

On a 7y, la politique non stationnaire, Tr, = = T, Tr, ... T, est opérateur de Bellman

Tk—p+1

associé qui vérifie pour tout v, T, LU ="Tkp+ [y pv avec

p—1 i—1
_ ) _
Tkp = Tmp T § v H Pry Ty €t Tip = (’YPﬂk)('YPﬂkfl)"-(’VPkapﬂ)-

i=1  j=0

On a

_ - *_m
Un* = Umpyq,p = La* ¥ Tht1,p Ukt 1,p

_ * _ _

= Trev s Uip + T Utk p Tﬂk-H 41 VT p + T“k-H p+1 VT p T“k-kl,pv”k-&-l,p

p— * _ —

- VP“* (1) Uﬂk,p) + T”* U”k,p T7rk+1T7rk pv”k,p + T"k+1T7rk pv“kyp Tﬁk+1,pv7rk+1,p
— * J— J— J—

= VP (U ,Uﬂ'k,P) + T U7k p Tﬂk+lv7rk,p + TﬂkJrl,pTﬂk*erlUﬂ'k,p TﬂkJrl,pU“kJrl,P

=P (V" =y ) + TV ) — T Vg, + D1 p (T Vg — Vs p)-
(6.11)
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Définissons pour tout £ > 0

ep = nﬁx Twrvwkyp — kaHvﬂk’p,

le maximum étant calculé ici composante par composante. On va essayer de borner le terme

(T i1 Vi — Umpyr,,) €0 fonction de ey,

Iy

k=p+1 VTkp — Umpgrp = Tﬂ—k*p+lv7rk,p - T7rk+1v7rk,p + T7rk+1v7rk »  Umigip

= Tﬂ'k*erl,Uﬂ'k,p B Tﬂ'kJrlUﬂ'k,p + Tﬂ'k+lT7"k p Ty Tﬂ'kJrl,pU’TkJrl,p

=T i Vmip — Tma Ve T Trpgrp Tripia Ve = Trngn p Umisny

<ep+ Fk‘i’lvp(Tﬂkfpﬁ*lvﬂ—k,p - vﬂ'k+1,p)'
On conclut alors que

T. Vg — 0 <({I-rT ) e

Th—p+1 Tk p Thtl,p — k+1,p k-
En bornant Ty Vg, — U dans I’équation (6.11]) il s’en suit que
k—p+1~"Tk,p Tk+1,p .
-1
Vp* — ,U7Tk+1,p S "}’Pﬂ* (’U* _ Uﬂ'k,p) + (&7 —+ Fk‘-i—l,p(I — Fk+1,p) €.

Par induction, on obtient ’équation qui suit

Ve — Vg, < Z YPr ) (I +Tx_1-ip(I —Tr_1-5p) Hex—1-i + (YPr ) (vr+ — vry ).
(6.12)
v d’ou

Puisque 741 € G(vg) on a Tovg < Ty,

€L < II:TE}X"Y(PWIC — Pﬂ—/)ﬁk = ’}/(PmC — Pﬂ’(k))fky (613)

ou 7’(k) désigne n’importe quelle politique appartenant & arg max, v(Py, — Pr). En bornant ey,

dans I’équation (6.12)), on a

K-1
Ve = Ve | <O (VPe ) (T +Tk1ip( =Tk 1ip) ™) (YPrge s + Y P10 €1
1=0
+ 75 PEViaxl
K— 1
ZFK 1—ip(VPrg i + Y Pr(—1—i) )| €K1 il + 7 Vinax1, (6.14)
1:0 t>0

le vecteur |ex_1—;| est le vecteur formé des valeurs absolues de chaque comosante et 1 est le
vecteur (1,1, ...,1)!. Dorénavant similairement & |[Scherrer, 2014] on va introduire I'opérateur I'
défini de la maniére suivante.

Définition 19. Pour tout n € N, on définit P, le plus petit ensemble des v-noyauz de tranistion
qui sont définis comme suit

— pour tout ensemble de n politiques, {71, 72, ...}, YPry, VPryys ooy YPr, € P,

— pour tout a € (0,1), (P, P) € Py x Py, aP1 + (1 —a)P € P,,.
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On note I'™ n’importe quel élément de P,,. Par exemple si on écrit un noyau de transition P =
a1 + aplVTk = o T 4 a2F3+k, cela signifie qu’il existe Py € P;, Py, € Pj, Py € Py, Py € Piyj
tels que P = a1 Py + ao Po Py = a1 Py + o Py.

Cette définition permet de réécrire I’équation ((6.14) de la maniére suivante

K-1

|vgs — ’UWK’p’ <2 Z Zf”pt“k;{_i_l! + ’)/Klvmax.
=0 t>0

Afin de finir la preuve de la proposition [§] on va suivre les mémes étapes de preuve que celles
du lemme 6 proposé dans [Scherrer, 2014]. On a par l'inégalité de Holder (voir le lemme [§] et la

proposition 11| dans ’annexe

1
7

oT*|] = IT[zlll0 < 7'eg?Olzllgo = 7'eg? (1) (pl2l7) (6.15)

Soit L = 2&; Zfial Y50 AP L 6K on £ et & sont des réels positifs qu’on définira par la
suite. On a B

O.I‘Z+pt+1‘€K 1— ’L‘ + 0-1‘/max
|vgs — 'Uﬂ—K’pHLO’ < 51 Z Zt 7 @

26 i Lz VP i+ pt+1) (p%) + Gy Yipax

stk L
K-1 ] (a CK—1—illp, max
L2§1 Yo 0y TP (i + pt + 1)% + 52’YKV§T
L
Cip1  maxo<i<i—1llex—1—illp2 K Vinax
i ) ) B ¢ A
- L

o,p

K—1 irptr1 (1= Colpa _
Ona iy Yo P =5 ( = V)p) Sion prend &1 = =% maxo<i<k -1 [[ex—illp2 et &2 =
Vinax on obtient

2y

lom = vme,lho < L= Gosq =y o p max ler—imllap + Vina?
2y v K1
— (1 _ ,7)(1 _ ’Yp) C2,p, O<Hg}§ 1 HeK—i—IHQ,p + Rmax'Y .

D’apreés ’hypothese |§| on sait que |.[[, < \/5H.||M7rkp pour tout 0 < k < K —1 d’ou

2y K—1
HUW* - UWK,pHLU < (1 7 ,}/)(1 _ ’Yp) |:Cg,p,1 Cogn%a[? ||5K7i71 2l i + Rmax? :| : (616)

En combinant les équations (6.7 (page et I’équation (|6.16)) on obtient ’équation . Notons

ici que
. / e —_ . /
P ((m lekosllpn, <)) =1 P (s lewrila, ., 2 <))

L’événement {maxo<i<x—1 ||€x—1—ill2,p < €(6)} implique qu'il existe j € {0,1,..., K — 1} tel que
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lex—1-5ll2,p < €(6") dont

K-1

/ / o /
PQ#%AMFHMMHMzd“>Swf@W*ﬂwwlmzﬂﬂ—K&
1=

Si on pose 6 = K¢ on obtient I'inégalité avec probabilité 1 — 0, telle qu’elle apparait dans
I’équation . On peut montrer la deuxiéme inégalité de la proposition en appliquant le méme
raisonnement mais pour la norme L. On obtient

2’7 ,p K-1
[[vrs — UWK,pHQJ < (1 —7)(1 —~?) |:\/ CCoo,p, 0<Hg}§ 1 HﬁKflfiHZlhrK_l_i,p + Rmax?Y .
(6.17)

On prouve de la méme fagon l'inégalité (6. 10} - dans la remarque [5| En prenant
L=¢& Z Zt>0 Pt 4 €45 On a si on part de I'équation (6

. 2
(SIS (v Pee )T+ TP(1 = TP) Ylercri] + 'yKIVmaX)

HUW UWKp”QU S L2 L2
<2 512 (’YP ) (I—}—FP(I_ I‘p) )|€K 1] & /yKlvmax
g
- L
o' ' SE Vinax
_ g2 [ S0 OF) 2z e - D

L

En appliquant U'inégalité de convexité (voir le théoréme dans l'annexe les coefficients \;
correspondent a % YoV P pour 0<i < K —1et A\ = %) et l'inégalité de Jensen (voir

t
le théoréme |15 dans I'annexe [C]) a Uopérateur P, ( )

. _ 2
& G Ao PL (T + 5 17 (5550) 4 e (Vo)
9 =0 t>1 &1 &

[V UWKPHQU <L I .
En utilisant 1’équation il s’en suit que

7 . . B __l 2
& S5 (Ver () + T 1711+ 1)) o (1252)

[or = e, < L2 E +

2
Loy (%ﬁ*)
L

(1) o 2
C YPCZpp maxo<i<k -1 |lex—ill3 , 2
™ 22 — > K ( Viax
) &1 (1—7 T a0 & §2y ( 2 )
<L

- L + L

51 (C7(r1*)+7pcg0!{)P,P)(177K) maxXo<i<K-—1 ”eK*l*ng,P + é‘ ,-Y (Vmax>2
(1-7(1—P)(1—K) £ 3

< L?
- L
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C<1)+'yPC"””
En posant 51 = 7”*(1771(0)01”7 maxo<i;<K-—1 ||€K717i

2,0 et &2 = Viax, on obtient

2.p T 'YKVmax-

max ||ex—1-;

1 o,
(1—~%) Cf(r*) + PO p
(1 —~K) 0<i<K—1

1—=9P)(1 =)

L’équation (6.13]) implique que

ler—1-ill2,p < 271/ (D)lex—1-ill2,p,

ol la constante c5f (1) est introduite dans la définition . En utilisant ’hypothése |§|, on a

||U7r* - UﬂKJ)HQ,U <L< (

2y : (1) :
Vs — Vrpe 12,0 < A= 3(1 =7) \/chop(l) (Cﬂ* + ypcgof’pm) Ogl;%af?fl |’6K*1*i”2#ﬂ;{_i,p
+ Y5 Rijax (6.18)
En combinant les équations (6.7]) (page et (6.18]) on obtient I'inégalité (6.10]).
O

6.3 Simulations

On a effectué un certain nombre d’expériences sur une classe de MDP qui sont les Garnet
MDP (N, m,b, ) (voir page , avec v = 0.99. Les récompenses sont uniformes et aléatoires. La
base de features considérée est celle de Fourierlg engendrée par les fonctions cosinus telles que

V] € {17 ,d},VZ < {1’ ’N}7¢j(l) - o <2J]\>f< l) '

Deux types d’expériences ont été menées : un premier type d’expériences qui rend compte de la
variation de l’erreur globale en fonction du paramétre A et pour une période p € {1,5,10,15}.
Un deuxiéme type d’expériences qui rend compte de la variation de l'erreur globale en fonction
de la période p pour une valeur fixe de A (dans toutes ces expériences on a considéré le cas A = 0,
car c’est la meilleure au vue des expériences menées).

Lors de l'implémentation de l’algorithme LSNSPI(0) on a di utiliser des politiques gour-
mandes stochastiques (on a mélangé la politique déterministe gourmande avec la politique
uniforme 7, vérifiant m,(s,a) = % pour tout s € S et pour tout a € A, on a pris T =
0.85 * Tgourmande + 0.15 % ). En effet la classe des MDP qu’on a considérée a un faible fac-
teur de branchement b ne permettant pas de visiter tous les états s € S. Si de plus on considére
des politiques gourmandes déterministes certaines actions ne seront jamais choisies et par consé-
quent plusieurs états seront rarement visités. Uniformiser la politique gourmande permet de
choisir toutes les actions dans tous les états avec une probabilité strictement positive.

On pourrait par ailleurs augmenter le facteur de branchement b mais on ne distinguera plus
dans ce cas de grandes différences entre les périodes p. En effet, les coefficients de concentration
introduits dans les définitions[I7]et [[8 peuvent étre trés grands lorsque la dynamique de transition

19. Si on considére a la place une base de features aléatoires on n’obtient pas le résultat escompté. On n’a pas
encore bien compris 'influence de ce choix. On compte ’étudier a I’avenir.
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est déterministe, ce qui correspond au cas b = 1. Augmenter la période p permet de controler
ces termes, c’est ce qu’on peut voir dans la remarque [5 ou la borne d’erreur fait intervenir la

quantité \/ okt (1)(079 +~PCYp ). Si par contre la dynamique de transition est trés aléatoire,
les coefficients de concentration ont tendance & admettre de petites valeurs. On remarquera moins
I'influence de p, qu'on a envie de mettre en valeur a travers les simulations effectuées .

6.3.1 Variation de I’erreur en fonction du paramétre \

On a considéré un ensemble de Garnet MDP(20,2,2,0.99) et la base de Fourier telle qu’elle
est définie plus haut avec d = 5. On a calculé pour chaque MDP lerreur égale a [[v* — v, |2,
pour chaque itération k € {1,...,100}. Les courbes représentent la moyenne et la déviation
standard de toutes ces erreurs pour différentes valeurs du paramétre A en fonction du nombre
d’itérations. Les quatre expériences illustrent la variation du parameétre A pour différentes valeurs
de la période p € {1,5,10,15}. On remarque que pour p = 1 ce sont les valeurs intermédiaires de
A qui garantissent une erreur minimale. Plus on augmente la période p plus ce sont les valeurs
minimales de A qui ’emportent. Pour p assez grand (p = 15), on s’apergoit que c’est \* = 0 qui
garantit la plus petite erreur.
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Chapitre 6. Calcul d’une borne de performance pour l’algorithme LS(A)NSPI

On aurait pu observer cela en considérant la borne d’erreur introduite dans la proposition [§]
En effet plus le paramétre p est grand plus le réel % est petit. Le terme 2 = [ correspond au
nombre d’échantillons effectif étant donnée une politique stationnaire 7, (voir la remarque
page . Augmenter la période revient a diminuer [ ce qui implique 'augmentation de I'erreur
d’estimation. La valeur A = 0 est celle qui minimise la borne sur 'erreur d’estimation. En outre

pour des valeurs grandes de p, le terme 11__)‘771,1) tend vers 1 pour n’importe quelle valeur du
parameétre \.

6.3.2 Variation de l’erreur en fonction de la période p

Dans les différentes expériences qui suivent, on illustre la variation de lerreur [[v* — vg,||2
en fonction de la période p € {1,2,3,4} pour une valeur fixée du paramétre A. A la vue des
expériences précédentes, on a choisi A = 0. On a effectué nos expériences sur un ensemble
de Garnet MDP (N, m,b,v). L’erreur représentée correspond a la moyenne et a la déviation
standard de toutes ces erreurs en fonction des itérations k € {1,...,100}. La premiére figure
correspond a une classe de Garnet MDP (N, m,b,) pour qui on fait varier le nombre des états
N € {20,50,100}. La deuxiéme figure correspond a celle pour qui on fait varier le nombre
d’actions m € {2,5,10}. Enfin la troisiéme figure représente celle pour qui on fait varier le facteur
de branchement b € {1,2,4}. Cela permet d’une part de mesurer 'influence de ces paramétres
sur ’erreur globale et de mesurer d’autre part 'influence de la période p pour différentes valeurs
de ces parameétres.
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On remarque que pour les différents types d’expériences menées, considérer des politiques
non stationnaires diminue globalement l'erreur. En effet, outre le fait qu’augmenter la période
p rend D'opérateur de Bellman plus contractant, ceci a également ’avantage de rendre la chaine
de Markov générée plus ergodique (a partir d’'un état s donné on peut visiter un autre état avec
une probabilité non nulle). Ceci explique le fait qu’on ait des erreurs qui sont plus petites pour
p > 1. On s’est restreint au cours de nos expériences a des valeurs de p qui sont plus ou moins
petites (la plus grande période choisie est égale & 4) car considérer de grandes périodes nécessite
un nombre plus grand d’échantillons. Ce qui requiert & son tour un temps de calcul beaucoup
plus lent.

Les paramétres N, m,b ont une influence sur I'erreur globale. En effet on peut s’apercevoir
qu’augmenter le nombre des états IV et des actions m fait augmenter ’erreur. Ce qui est logique
puisque les problémes deviennent plus durs a résoudre. Le nombre de politiques possibles est
élevé et il est difficile d’identifier la politique optimale. D’un autre c6té, augmenter le facteur de
branchement b fait diminuer 'erreur globale, les dynamiques étant plus aléatoires. Les différentes
constantes de concentration se valent dans ce cas comme on 1’a expliqué auparavant.

6.4 Conclusion

On a présenté dans ce chapitre une analyse de I’algorithme LS(A)NSPI. Cette analyse étend
celle qu’on a présentée dans le chapitre précédent pour LSTD(A). Elle rend compte de la propaga-
tion de lerreur dtie & LSTD(\) au fil des itérations quand on utilise cet algorithme d’évaluation de
politique dans un schéma pour optimiser la politique (NSPI). On a tout d’abord calculé la borne
de performance de LSTD(\) dans le cas d’une politique non stationnaire et sous ’hypothése que
la chaine de Markov considérée est exponentiellement S-mélangeante. Ensuite on a estimé cette
borne au cas de LS(A\)NSPI en supposant qu’a chaque itération k, et pour chaque politique
la chaine de Markov est exponentiellement S-mélangeante. La borne déduite utilise les mémes
hypotheses que celles employées dans [Lazaric et al., 2012] pour Panalyse de LSPI. Elle fait ce-
pendant intervenir des coefficients de concentration introduits dans qui sont un
peu plus fins. L’utilisation des politiques non stationnaires permet d’avoir une meilleure borne
de performance que dans le cas stationnaire (correspondant & p = 1). C’est ce que reflétent a la
fois 'analyse théorique et les expérimentations effectuées sur une classe de Garnet MDP pour
qui on a fait varier les différents parameétres. On a utilisé lors de I'implémentation de LS(A\)NSPI
la base formée par les fonctions cosinus. Outre la régularité des fonctions qui entre en jeu, il
serait intéressant d’étudier les différents facteurs qui peuvent avoir un impact sur la qualité de
I’algorithme.
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Conclusion générale

Cette thése s’est intéressée aux différentes méthodes de résolution des processus décisionnels
de Markov de grande taille. On a commencé par introduire dans le premier chapitre le formalisme
des processus décisionnels de Markov (MDP) ainsi que les principaux algorithmes de résolution
issus de la programmation dynamique. On a également présenté les différentes méthodes de réso-
lution issues de la planification. On s’est plus spécifiquement intéressé aux abstractions d’états.
Ainsi le deuxiéme chapitre a été conscacré a 1’étude de deux types d’abstractions : I'abstrac-
tion moyenne et ’abstraction BMDP. L’abstraction moyenne est une approche de résolution
qui semble assez naturelle et simple. En effet, pour estimer les fonctions de valeur il suffit de ré-
soudre I’équation optimale de Bellman avec les nouveaux parameétres (transitions-+récompenses).
L’approche des BMDP est un peu plus délicate puisqu’on a non plus des valeurs exactes mais
de bornes sur les fonction de valeur. On a eu recours pour les estimer & l’algorithme proposé
par [Givan et al., 2000]. On a dans ce cadre analysé l’algorithme en introduisant les opérateurs
T, et T} relatifs respectivement aux bornes inférieure et supérieure. Cette analyse nous a permis
par la suite de comparer les erreurs d’approximation E, et E, pour deux abstractions a et o/
telles que o < o, i.e. o plus fine que a. Ce qui nous permettait de voir si on avait monotonie
de l'erreur par rapport & I'abstraction. On a montré les résultats suivants.

— Dans le cas de 'abstraction moyenne, il peut y avoir absence de monotonie de ’approxi-
mation par rapport a ’abstraction méme dans un cadre déterministe. En d’autres termes
pour deux abstractions a et o telles que a < o/, I'abstraction o/ n’induit pas toujours
une moindre erreur. Pour illuster cela on exhibé un exemple de MDP déterminste ou on
voit ce phénomeéne.

— Dans le cas ’abstraction BDMP, on a monotonie de I'approximation par rapport a 1’abs-
traction dans un cadre déterministe. Considérons une abstraction « telles que v, et vl
sont respectivement la borne inférieure et la borne supérieure. Pour o’ un raffinement de
a, on a v_, qui est plus grande que v, et vof, plus petite que vl. Cette propriété n’est
plus en général vraie dans le cas stochastique. On a pris comme exemple le modéle d’une
bisimulation ou les états se comportent de la méme facon au sein des blocs. On avait
Ierreur qui augmentait strictement dans tous les état-blocs suite & un raffinement. Une
abstraction de type bisimulation peut s’avérer alors meilleure que n’importe quelle autre
abstraction plus fine.

Le reste de la thése s’est porté sur les méthodes de projection sur un espace linéaire. Le chapitre[d]
constitue un état de l'art les introduisant. Ces méthodes incluent celle des moindres carrés dont
celle du point fixe projeté. On y distingue deux types de méthodes : celle du résidu de Bellman
et celle des différences temporelles. On a décrit ces deux méthodes et introduit les algorithmes
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associés a chacune d’elles. On a également dressé une analyse comparative de ces deux approches
basée sur les travaux de . L’algorithme Least square temporal difference algorithm
LSTD(\) repose sur la méthode des différences temporelles. On a proposé dans le chapitre |5 une
analyse de sa vitesse de convergence en fonction du nombre d’échantillons et du parameétre .
Cette analyse suppose certaines hypothéses entre autres celle du S-mélange. Cette hypothése a
constitué ’argument clé nous permettant de dériver la borne d’erreur. Ainsi, on a réussi a dériver
une inégalité de concentration vectorielle pour les estimations basées sur des traces infiniment
longues (lemme , page . En tronquant la trace d’éligibilité, on s’est servi de cette inégalité
pour déduire une borne de convergence des matrices A et b vers A et b. On a montré les résultats
suivants.

— La vitesse de convergence est une fonction de O(ﬁ), comme c’est également le cas dans

les travaux de |Lazaric et al., 2012| pour A = 0.

— La borne d’erreur dépend du parameétre . Il existe un parameétre \* € [0, 1] optimal
qui minimise la borne d’erreur. On peut expliciter ce paramétre. Il dépend du nombre
d’échantillons n des paramétres du processus S-mélangeant et de I'erreur de projection
|v — v|,, o p est la mesure stationnaire de la chaine considérée.

Le chapitre |§| considére le cas ou on utilise LSTD(A) dans un schéma type itérations sur les
politiques non stationnaires de période fixe p, NSPI(p) [Scherrer, 2014]. On obtient alors I'algo-
rithme LSNSPI()) qu’on décrit page 92| de ce manuscrit. En nous basant sur I’analyse faite pour
LSTD(A), on a réussi a déduire une borne de performance de cet algorithme. On a montré les
points qui suivent.

— L’erreur globale vérifie lorsque le nombre d’échantillons tend vers 'infini :

29,/CCT, (1~ 2o
< lim max ||v _HuﬂkpUH“"kp'

T koo (1=7)(1—7P)2  0<k<K-1

lim |[v* —vx o
k—o0

— Cette borne est légérement meilleure que celle proposée par |Lazaric et al., 2012] dans le
cas de l'algorithme LSPI qui correspond a l'algorithme LSNSPI(A), pour p =1 et A = 0.
— Augmenter la période p améliore la qualité de la borne si on considére le nombre d’échan-
tillons adéquat, i.e. le quotient % doit rester relativement grand.
— 1l existe un paramétre optimal A* qui minimise la borne. Il dépend du nombre d’échan-
tillons, des parameétres des processus S-mélangeants et de la période p.
Les expérimentations qu’on a effectuées confirment les deux derniers points cités ci-dessus. En
effet, on a constaté la diminution de erreur lorsque p augmente. Aussi on a le paramétre A*
qui tend vers 0 lorsque la période devient trés grande. Les expérimentations illustrent également
I'influence de la dynamique de transitions sur I’erreur, plus la chaine est ergodique plus l'erreur
globale est petite. Ce qu’on peut aussi deviner & partir des coefficients de concentration introduits.

Perspectives

L’approche qu’on a considérée basée sur les abstractions pour résoudre un MDP s’avére un
peu trop ezigeante. Elle nous a permis néanmoins d’identifier certains types d’abstractions qui
sont les bisimulations qu’on pourrait exploiter comme l'ont fait [Givan et al., 2003] ou [Ferns|
. Il serait notamment intéressant d’envisager certains points dans ’avenir.

— Considérer des raffinements quelconques et non plus des raffinements directs comme on

I’a fait dans notre cas. En d’autres termes il serait intéressant de voir si a partir d’une
abstraction donnée on peut toujours trouver un raffinement quelconque (en dehors de
celui qui méne au modéle 0) tel que 'erreur d’approximation diminue.
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— Etudier le probléme de proposer une méthode de raffinement qui soit monotone, c¢’est-a-
dire qui fournisse de meilleures approximations a chaque raffinement.

— Vérifier si les structures de bisimulation peuvent expliquer de maniére générale les pathol-
gies identifiées dans certaines abstractions.

Les algorithmes de résolution qu’on a analysés renvoient une solution approximative—sous
certaines hypothéses sur le processus décisionnel de Markov considéré. On pourrait envisager
d’utiliser ces mémes hypothéses pour étudier les questions qui suivent.

— Estimer une borne sur la vitesse de convergence de l’algorithme off policy LSTD(A) en

adaptant et généralisant les arguments avancés par [Yu, 2010].

— (Re)déduire la borne de convergence de LSBR obtenue par [Maillard et al., 2010], en
utilisant I'inégalité de concentration concernant les variables iid ce qui est a priori plus
simple.

— Deéduire une borne de performance lorsqu’on utilise I’algorithme off policy LSTD(\) dans
un schéma type approximation sur les politiques (non) stationnaires.

On peut notamment considérer une perspective qui se distingue de celles citées plus haut. On a
déja mentionné lors de I'implémentation de 1’algorithme LS(A\)NSPI qu’on n’obtient pas le méme
résultat lorsqu’on utilise une base de features autre que celle de Fourier. Il serait intéressant
d’étudier 'influence de ces fonctions sur 'erreur globale renvoyée.
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A

Preuve du lemme [1

Soit M un MDP appartenant a M, on a v}, solution de I’équation de Bellman vj, = T™v7,.
Considérons o = ¢, g2, ..., g ordre des états tel que

vir(qn) < ojy(g2) < - < vir(gs)-

Notons M, le MDP qui correspond & associer au plus petite valeur la plus grande des probabilités.
On a

N N N
> par (s, m(s), a)vir(g) = > paa(s,7(s), i) (00) = Y (P, (5,7(5), 4i) — pau (5, 7(5), ¢3) )iy (40)-
=1 =1 =1

Soit 7 'indice défini dans ’équation (3.1]) (page , on a

vir(qr) < vjge) < - < vpy(er) < vi(gs))-

Il s’en suit que

N r—1
(par, (5,7(5), @) — par(s, m(s), @) viy(qe) = > (maxpar(s, m(s), ;) — par(s,7(s), ai)) vir (i)
i=1 i=1
N
+ (par, (5,7(5), @) — par(5,7(8), @) vip(gr) + D (minpas(s,m(s), a:) — par(s, 7(s), ¢i)) vir(a:)
i=r+1

r—1

< ) (maxpy(s,m(s), ai) — par(s, m(s), ai)) vir(ar)

=1

+ (par, (5,7(5), ) — par (s, m(5), 4:)) vir(gr) + > (minpar(s,m(s), ai) — par(s,7(s), ¢:) vy () = 0.

i=r+1
On a alors pour tout s
N N
T3, vir(s) = 77 (s) + Y (pr, (5, 7(), @) 0is (@) < 77(5) + Y (par(s, w(s), 4)vRy (ai) = vir(s)-
i=1 i=1

En appliquant I'opérateur 77, infiniment de fois on obtient vj, < vj, (Tf, est monotone). Si

on considére maintenant l'ordre qui associe les plus grandes probabilités aux plus grandes valeurs
3 T T
on obtient v}, < Vi
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B

Compléments sur les chaines de Markov

Définition 20. Soit M une matrice aléatoire de taille K x L, on note H = E[M] la matrice
définie dans RE*L telle que

Vi,j € {1, K} x{1,..., L}, Hij = E[My].

Définition 21. On dit que deux matrices aléatoires M et N sont indépendantes si les collections
de variables aléatoires constituant chaque matrice sont indépendantes.

Définition 22. [Meyn and Tweedie, 1993] Soit (Xy)n>1 une chaine de Markov définie sur
un espace euclidien X. On définit pour tout A ensemble mesurable de B(X) (tribu générée par
lespace X') le temps d’entrée de la chaine en A

Ty =inf{n >1,X, € A}
et on définit
L(I‘,A) = ]P)x(TA < 00)7

i.e., la probabilité en partant de x que la chaine soit dans l'ensemble A en un temps fini. Une
chaine de Markov est dite 1) irréductible s’il existe une mesure 1 € B(X), telle que si Y (A) > 0
alors L(xz, A) > 0 pour z € X.

Définition 23. [Meyn and Tweedie, 1993] On définit na le nombre de visites de la chaine a
Uensemble A aprés le temps 0. On a

o0
=1

Un ensemble A est dit Harris récurrent si
Q(x,A) =Pr(ng =00) =1, pour z € A.

On dit qu’une chaine de Markov (Xy,)n>1 est Harris récurrente si elle est 1 irréductible et chaque
ensemble de BT(X) est Harris récurrent. On a

BT (X) ={A € B(X),¥(A) > 0}.

C’est l’ensemble des mesures positives.
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Anneze B. Compléments sur les chaines de Markov

Définition 24. Soit (X;,)n>1 une chaine de Markov de noyau de transition p. Soit ¢ = pged{n >
0:p"(¢,1) > 0} (pged=le plus grand commun dénominateur), q est appelé la période dei. Siq =1
alors la chaine est dite apériodique.

Définition 25. On dit qu’une chaine de Markov est irréductible et apériodique s’il existe un
entier k tel que pour tout couple d’états (s,s') € X x X on a pk(s,s’) > 0.

Théoréme 13. |Nedic and Bertsekas, 2002] Supposons les hypothéses suivantes remplies :
1. M une chaine de Markov ergodique admettant une mesure invariante v strictement posi-
tive
2. les fonctions de features (¢;)1<j<a sont linéairement indépendantes

alors pour tout A € [0, 1], le vecteur 6=A"1b converge presque sirement vers § = A™1b.

Démonstration. On prouve ce théoréme en montrant que A = Aetb— b Ceci grace a la
proposition suivante.

Proposition 9. Soit { X} une séquence de variables aléatoires d’espérance nulle et de variance
uniformément bornée, soit Z; tel que

1 t+1
Iy = —— X, Vt.
¢ t+1kZ:0 ks

S’il existe des réels positifs C' et q tels que
EX:Z]] < ———
| [ t t” =

alors Zy converge vers O avec probabilité 1.

O

Définition 26. On dit qu'une famille X = (Xg4)pcr de variables aléatoires réelles indexées par
E est un processus linéaire si pour tout élément w de ), Uapplication de E dans R définie par
¢® — Xy4(w) est une application linéaire.

Définition 27. La distance en variation totale entre deur mesures p et v definies sur o(§2) est
définie par

dry = sup |u(A) —v(A4)].
Aeco ()

Définition 28. Etant donnée une chaine de Markov de noyau de transition ergodique p sur un
ensemble fini ou dénombrable de loi invariante v. On dit qu’elle est uniformément ergodique s’il
existe r < 1 et A > 0 tels que pour tout n > 0,

sup dry (p"(z,.),v) < Ar'™;
TeX

ot dpy est la distance en variation totale.

Définition 29. Un processus X; est un ARMA (p,q) processus si
— il est stationnaire
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— il (ou Xy — E[X}]) satisfait la différence linéaire qui suit

p q
X — Z GiXi—; = wy + Z Oiwi—;
i=1 i=1

ot wy ~ WN(0,02) (WN désigne bruit blanc de moyenne nulle et de variance o) et les
paramétres ¢; et 0; sont des constantes dans R.

Définition 30. [Hunter, 2002] On dit que des variables X1, Xs, ... sont m-dépendantes pour un
entier m donné si le vecteur (X1, Xo, ..., X;) est indépendant du vecteur (Xiyj, Xit14j,...) pour
j>m.

Définition 31. Soit (2, F, (Fn)n,P) un espace de probabilité filtré. Un processus réel (X,,), est
une martingale s’il est adapté a (Fp)p i.e. pour tout n, X,, est F,-mesurable et pour tout n, X,
est intégrable vérifiant

E[Xp11|Fn] = Xy p.s.

Lemme 8. (Inégalité de Holder) Soient q,q" des nombres de [1,00) vérifiant 1 = %—i—% (avec la
convention é =0). Soient f et g deuz fonctions mesurables de X dans R et L,(X) lespace des
fonctions L, dans X. Si f € LY(X) et g € LY(X), alors on a fg € L'(X) et

1£glle < [ fllg I fllq-

Définition 32. En dimension finie le rayon spectral p d’une matrice A (diagonalisable) corres-
pond au module de sa plus grande valeur propre p(A) = max; |\;|.

Proposition 10. Supposons qu’on a

— la mesure p strictement positive pour tout état x dans X

— les features (¢;)1<j<d linéairement indépendantes
alors la matrice ®'D,® est inversible, ot ® est la matrice des features et D,, est la matrice
diagonale composée des éléments de p.

Démonstration. Soit u un vecteur de R%, on a

x| d 2
u'®'D,du = Z 1 ( ¢,(wj)uz> .
j=1 i=1

Par conséquent u'®'D,®u = 0 implique que M(Z?:l ¢i(z4)u;)? = 0 pour tout j puisqu’il s’agit
de quantités positives. La premiére condition de la proposition implique que 2?21 di(xj)u; = 0.
Puisque les features sont linéairement indépendantes il s’en suit que u; = 0, pour tout ¢. D’ou la
matrice D, P est inversible. O
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C

Compléments sur les coefficients de
concentration

Définition 33. Soient v une mesure o-finie positive sur (X, A) et u une mesure o-finie positive
sur (X,A) telles que v est absolument continue par rapport 4 p, dans le sens ot pour tout
ensemble A € A on a p(A) =0 = v(A) = 0 alors v posséde une dérivée de Radon Nikodym f
par rapport a p. La fonction [ est positive et mesurable vérifiant

VAec A, v(A) = /fdp.
A
Proposition 11. Soient o et p deur mesures de probabilités. Soit I' l'opérateur défini dans la
page [96] (définition[19) alors

oT!|z| = |||z

1
7

<A eq(Ozllgp = 7'eq(t)(pl2|7 )
ol cq est le coefficient de concentration introduit dans la page @ (définition .

Démonstration. On a

N
oT!|z| = Z o(i ZF
=1 =
N I‘\t
=y ZZ SV () ()
7j=1

En appliquant 'inégalité de Holder, on obtient

N N (o2 Z Ft K % N / !
otz < Z(H> o) | S G)et)
j=1

ot p(5)

= 'thq(t)”qu’,p'

Théoréme 14. Soient (A1, ..., \y), n-uplets de réels positifs vérifiant
n
d =1
i=1
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Considérons f une fonction convexe et (x1,...xy) n-uplets appartenant au domaine de défintion
de f. On a

f (Z Aﬂi) <) O Aif (@)
i=1 =1

Théoréme 15. Soit A un opérateur positif borné tel que A.1 =1, o 1 est le vecteur 1 = (1,...,1)
et g une fonction conveze, on a alors pour tout tel que Q) > 0

9(AQ) < A(g o Q).

Proposition 12. Les coefficients de concentration C3Jp ., et CZF

o 1,u SONt équivalents dans le sens
ot si l'un est fini (infini) alors Uautre l’est également.

Démonstration. Cette preuve est analogue a celle qui se trouve dans |[Scherrer, 2014|. On a d'un
coté

CoPw=1=7(1—7 Z

VI Pe(§ + tp 4 u)

’ych(j +t+u)

7=0 t=0
1—~P
< 1— gg,ol,u
v
Et d’un autre coté
(o) o
Colpa = (L= =" 33 ¥ 7e(j +tp+u).
7=0 t=0
En posant v = j + tp, on obtient
O =0=7)(1 -7 Z 7Yoe(v + u)

t= D

0 v>t
— (-0 —vp>§ (5] +1)rveto+
> (1) —vpémax (1) 7veto+

v

On a pour tout v > p, £ > 2

v
p

- .
v+1
Colpu = (L= (A =") | D_AVew+u) + ) ——"c(v+u)
Lv=0 v:pp+
[p1 “v+1 pilv—i—l
=(1-— 1—~P Ye(v+u) + —~Y(v +u) — —A~Yc(v+u
(1 —)( 7)_v:07 (v +u) (UZ_OPHW (v+u) ;pﬂv ( ))

Puisque v+ 1 < p+1 pour 0 <v < p—1, il s’en suit que
o, (1 - ’Yp)cgéfl,u

P (1= (p+1)°
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Résumé

Les processus décisionnels de Markov (MDP) sont un formalisme mathématique des domaines
de l'intelligence artificielle telle que la planification, I’apprentissage automatique, ’apprentissage
par renforcement...Résoudre un MDP permet d’identifier la stratégie (politique) optimale d’un
agent en interaction avec un environnement stochastique. Lorsque la taille de ce systéme est tres
grande il devient difficile de résoudre ces processus par les moyens classiques.

Cette these porte sur la résolution des MDP de grande taille. Elle étudie certaines méthodes
de résolutions : comme les abstractions et les méthodes dites de projection. Elle montre les
limites de certaines abstractions et identifie certaines structures "les bisimulations" qui peuvent
s’avérer intéressantes pour une résolution approchée du probléme. Cette thése s’est également
intéressée a une méthode de projection l'algorithme Least square temporal difference LSTD()).
Une estimation de la borne sur la vitesse de convergence de cet algorithme a été établie avec une
mise en valeur du role joué par le parameétre A. Cette analyse a été étendue pour déduire une
borne de performance pour 'algorithme Least square non stationary policy iteration LS(A)NSPI
en estimant la borne d’erreur entre la valeur calculée & une itération fixée et la valeur sous la
politique optimale qu’on cherche & identifier.

Abstract

Markov Decision Processes (MDP) are a mathematical formalism of many domains of
artifical intelligence such as planning, machine learning, reinforcement learning...Solving an MDP
means finding the optimal strategy or policy of an agent interacting in a stochastic environment.

When the size of this system becomes very large it becomes hard to solve this problem with
classical methods.

This thesis deals with the resolution of MDPs with large state space. It studies some resolution
methods such as : abstractions and the projection methods. It shows the limits of some approachs
and identifies some structures that may be interesting for the MDP resolution. This thesis focuses
also on projection methods, the Least square temporal difference algorithm LSTD()). An estimate
of the rate of the convergence of this algorithm has been derived with an emphasis on the role
played by the parameter A. This analysis has then been generalized to the case of Least square
non stationary policy iteration LS(A)NSPI . We compute a performance bound for LS(A)NSPI by
bounding the error between the value computed given a fixed iteration and the value computed
under the optimal policy, that we aim to determine.
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