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Résumé

Cette thèse s'inscrit dans le contexte de l'essor des assistants vocaux mains libres. Dans
un environnement domestique, l'appareil est généralement posé à un endroit �xe, tandis
que le locuteur s'adresse à lui depuis diverses positions, sans nécessairement s'appliquer
à être proche du dispositif, ni même à lui faire face. Cela ajoute des di�cultés majeures
par rapport au cas, plus simple, de la commande vocale en champ proche (pour les télé-
phones portables par exemple) : ici, la réverbération est plus importante ; des ré�exions
précoces sur les meubles entourant l'appareil peuvent brouiller le signal ; les bruits envi-
ronnants sont également sources d'interférences. À ceci s'ajoutent de potentiels locuteurs
concurrents qui rendent la compréhension du locuteur principal particulièrement di�cile.
A�n de faciliter la reconnaissance vocale dans ces conditions adverses, plusieurs pré-
traitements sont proposés ici. Nous utilisons un format audio spatialisé, le format Am-
bisonique, adapté à l'analyse de scènes sonores. Dans un premier temps, nous présen-
tons une méthode de localisation des sources sonores basée sur un réseau de neurones
convolutif et récurrent. Nous proposons des descripteurs inspirés du vecteur d'intensité
acoustique qui améliorent la performance de localisation, notamment dans des situations
réelles où plusieurs sources sont présentes et l'antenne de microphones est posée sur une
table. La technique de visualisation appelée layerwise relevance propagation (LRP) met
en valeur les zones temps-fréquence positivement corrélées avec la localisation prédite
par le réseau dans un cas donné. En plus d'être méthodologiquement indispensable, cette
analyse permet d'observer que le réseau de neurones exploite principalement les zones
dans lesquelles le son direct domine la réverbération et le bruit ambiant.
Dans un second temps, nous proposons une méthode pour rehausser la parole du locuteur
principal et faciliter sa reconnaissance. Nous nous plaçons dans le cadre de la formation
de voies basée sur des masques temps-fréquence estimés par un réseau de neurones. A�n
de traiter le cas où plusieurs personnes parlent à un volume similaire, nous utilisons
l'information de localisation pour faire un premier rehaussement à large bande dans la
direction du locuteur cible. Nous montrons que donner cette information supplémentaire
au réseau n'est pas su�sant dans le cas où deux locuteurs sont proches ; en revanche,
donner en plus la version rehaussée du locuteur concurrent permet au réseau de renvoyer
de meilleurs masques. Ces masques permettent d'en déduire un �ltre multicanal qui amé-
liore grandement la reconnaissance vocale. Nous évaluons cet algorithme dans di�érents
environnements, y compris réels, grâce à un moteur de reconnaissance de la parole utilisé
comme boîte noire.
Dans un dernier temps, nous combinons les systèmes de localisation et de rehaussement
et nous évaluons la robustesse du second aux imprécisions du premier sur des exemples
réels.





Abstract

This work was conducted in the fast-growing context of hands-free voice command. In
domestic environments, smart devices are usually laid in a �xed position, while the human
speaker gives orders from anywhere, not necessarily next to the device, or nor even facing
it. This adds di�culties compared to the problem of near-�eld voice command (typically
for mobile phones) : strong reverberation, early re�ections on furniture around the device,
and surrounding noises can degrade the signal. Moreover, other speakers may interfere,
which make the understanding of the target speaker quite di�cult.
In order to facilitate speech recognition in such adverse conditions, several preprocessing
methods are introduced here. We use a spatialized audio format suitable for audio scene
analysis : the Ambisonic format. We �rst propose a sound source localization method that
relies on a convolutional and recurrent neural network. We de�ne an input feature vector
inspired by the acoustic intensity vector which improves the localization performance,
in particular in real conditions involving several speakers and a microphone array laid
on a table. We exploit the visualization technique called layerwise relevance propagation
(LRP) to highlight the time-frequency zones that are correlate positively with the network
output. This analysis is of paramount importance to establish the validity of a neural
network. In addition, it shows that the neural network essentially relies on time-frequency
zones where direct sound dominates reverberation and background noise.
We then present a method to enhance the voice of the main speaker and ease its recogni-
tion. We adopt a mask-based beamforming framework based on a time-frequency mask
estimated by a neural network. To deal with the situation of multiple speakers with simi-
lar loudness, we �rst use a wideband beamformer to enhance the target speaker thanks
to the associated localization information. We show that this additional information is
not enough for the network when two speakers are close to each other. However, if we
also give an enhanced version of the interfering speaker as input to the network, it re-
turns much better masks. The �lters generated from those masks greatly improve speech
recognition performance. We evaluate this algorithm in various environments, including
real ones, with a black-box automatic speech recognition system.
Finally, we combine the proposed localization and enhancement systems and evaluate
the robustness of the latter to localization errors in real environments.
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1. Introduction

Ce chapitre décrit le contexte scienti�que et industriel dans lequel s'inscrit cette thèse,
en particulier l'émergence des assistants personnels à commande vocale et les di�cultés
techniques soulevées par la reconnaissance vocale en environnement domestique. Nous
dé�nissons le cadre d'étude de la thèse et les objectifs �xés dans ce scénario. En�n, nous
détaillons l'organisation de ce document et présentons les principales contributions de la
thèse.

1.1. Motivation et cadre

Séparation de sources audio et rehaussement de la parole Un individu essaye de
comprendre ce que dit son interlocuteur au milieu d'un bar bondé. Une productrice de
musique souhaite accéder à un instrument particulier dans un morceau pour utiliser ce
sample dans sa prochaine création. Un malentendant appareillé se concentre sur les lèvres
de son amie pour comprendre ses dires malgré la personne qui téléphone à côté d'eux.
Un ingénieur du son veut récupérer tous les éléments d'une bande son de �lm a�n d'en
refaire un mixage spatialisé, qui permettra d'apprécier le �lm sur un système 5.1. Dans
toutes ces situations, le problème est le même : séparer plusieurs sources sonores alors que
l'on capte seulement leur mélange. Lorsque l'objectif est d'accéder à tous les constituants
du mélange, comme par exemple dans le cas de la bande son de �lm dont on a besoin
de chacun des éléments, on parle de séparation de sources. Lorsqu'une seule source doit
être extraite d'un bruit de fond, on parle de débruitage. Si la ou les sources d'intérêt sont
des sources de parole que l'on chercher à extraire, débruiter, ou déréverbérer, on parle
de rehaussement de la parole.

Reconnaissance de la parole en champ lointain � Jarvis, active le bouclier. Jarvis ?
JARVIS ! �. On imagine les conséquences pour Tony Stark, alias Iron Man, si l'intelligence
arti�cielle qui commande son armure était incapable de comprendre ses ordres en présence
de bruit ambiant (souvent présent au c÷ur de l'action). Science-�ction ? Certes, mais dont
la réalité se rapproche avec l'apparition récente des assistant vocaux. Jarvis a cependant
l'avantage d'avoir accès à un microphone qui enregistre la voix du donneur d'ordre au plus
proche de sa bouche. C'est aussi le cas lorsque l'on commande vocalement un smartphone
placé en face de soi. Le signal est alors relativement � propre � et les technologies actuelles
de reconnaissance automatique de la parole (RAP) sont su�samment performantes pour
permettre la compréhension de l'ordre donné.
La situation se complique grandement pour les nouveaux assistants personnels, tels
Google Home ou Amazon Echo, qui ont vocation à être placé dans la maison et aux-
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quels on parle en en oubliant l'existence physique. De par la distance entre le locuteur
et l'assistant, ce dernier capte tous les bruits ambiants en plus de la voix principale.
Les autres sources de parole sont particulièrement gênantes pour la compréhension, ainsi
qu'une réverbération importante, ou des ré�exions du champ sonore si l'objet est placé
sur une table ou dans un meuble, ou si le locuteur s'adresse à lui sans lui faire face (fonc-
tionnalité indispensable pour obtenir des réponses aux questions qui l'assaillent lorsqu'il
fait la vaisselle). Dans ces cas, il est fréquent que l'assistant ne comprenne pas un ordre.
Si c'est généralement moins vital que pour Tony Stark, cela peut tout de même s'avérer
problématique, comme par exemple lorsque les détenteurs d'Amazon Echo furent pris
de sueurs froides en entendant un rire sardonique s'élever à l'improviste dans leur salon,
à cause de la similarité phonétique de l'ordre � Alexa laugh � avec des phrases de la
vie quotidienne 1, qui ont pu être mal interprétées en présence de bruit. Ce problème a
été résolu par Amazon, dont l'intelligence arti�cielle ne rit maintenant qu'à la demande
� Alexa, can you laugh ? �. Mais traiter une par une toutes les expressions paronymes
dans l'implémentation de l'intelligence est sous-optimal.
Pour faciliter la compréhension des assistants vocaux en champ lointain, la stratégie favo-
risée aujourd'hui est de nettoyer la scène sonore captée en rehaussant la source d'intérêt,
a�n de transmettre au moteur de RAP un signal plus facile à interpréter sans ambiguïtés.

Scénario considéré et objectifs Pour permettre l'utilisation des travaux de cette thèse
dans un contexte industriel, nous dé�nissons un cadre applicatif précis. Il s'agit de mettre
au point une méthode de rehaussement de la parole d'un locuteur cible, assimilé au don-
neur d'ordre, a�n de faciliter la RAP qui s'ensuit. Nous nous intéressons en particulier à
la présence simultanée de plusieurs sources de parole. A�n de s'assurer que la méthode
est exploitable en pratique, des tests doivent être menés en conditions acoustiques domes-
tiques réalistes, voire réelles. Les performances seront mesurées en terme de taux d'erreur
sur les mots d'un système de RAP utilisé en aval comme une boîte noire.

1.2. Outils utilisés

Les réseaux de neurones La majorité des fonctionnalités d'� intelligence arti�cielle �,
de l'analyse d'images à la RAP [1], reposent aujourd'hui sur des réseaux de neurones
arti�ciels. Il permettent de modéliser des fonctions complexes en optimisant un grand
nombre de paramètres. Dans le cas de l'apprentissage supervisé, cela se fait grâce à des
données dites d'apprentissage pour lesquelles la réponse désirée est connue. Ce type d'ap-
prentissage a prouvé son e�cacité dans la dernière décennie grâce à l'amélioration de la
puissance de calcul, permettant de traiter de manière e�cace un grand nombre de don-
nées et modéliser des fonctions complexes avec des réseaux de neurones � profonds �. De
plus en plus souvent, ceux-ci sont capables de généraliser leurs estimations aux cas réels,
c'est-à-dire s'adapter à une variété de cas de �gure qui n'a pas été rencontrée pendant
l'apprentissage. Ce progrès a également été rendu possible par des améliorations algo-

1. https://mashable.com/2018/03/06/amazon-echo-alexa-random-laugh/

https://mashable.com/2018/03/06/amazon-echo-alexa-random-laugh/
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rithmiques de l'apprentissage, en particulier pour les réseaux de neurones très profonds.
Pour les problèmes de séparation de sources et de rehaussement de la parole, tradition-
nellement abordés par des méthodes de traitement du signal, les réseaux de neurones se
sont également révélés être de valeureux alliés. Ils ont permis des progrès très substantiels
concernant le débruitage de la parole monocanal en présence de bruits variés [2]. Dans
le cas de plusieurs sources de paroles simultanées et/ou d'enregistrement multicanaux,
le problème est plus complexe à résoudre, mais les progrès dans les autres champs du
traitement du signal laissent à penser que la combinaison des réseaux de neurones à des
outils de traitement du signal est l'approche la plus appropriée.
Un défaut des réseaux de neurones est que leurs résultats sont aujourd'hui di�ciles à
expliquer. Or, il est fondamental de comprendre l'origine de tel ou tel résultat, non seule-
ment pour améliorer notre compréhension du phénomène physique étudié, mais surtout
pour s'assurer de la robustesse du réseau de neurones et du fait que ce résultat est fondé
sur une bonne modélisation du problème et non sur un biais au moment du test. Des
techniques de visualisation ont été mises au point pour analyser le fonctionnement des
réseaux de neurones. Nous en appliquerons une en particulier, appelée layerwise relevance
propagation (LRP).

La localisation des sources La dénomination � réseau de neurones � traduit l'ambi-
tion originelle d'imiter les mécanismes d'apprentissage et de raisonnement du cerveau
humain. Ce n'est plus exactement le cas avec les architectures récentes de réseaux. Ce-
pendant, les parallèles entre cognition et apprentissage automatique restent pertinents
pour déterminer les informations nécessaires à la réalisation d'une tâche. Dans notre cas,
pour isoler une voix du reste de la scène sonore, le cerveau utilise des indices de natures
très variées. Les caractéristiques acoustiques du signal ou la sémantique sont par exemple
exploitées par le cerveau et utilisées dans les algorithmes de traitement de la parole via
la représentation temps-fréquence et les modèles de langage.
Un autre type d'information acoustique est primordial pour l'auditeur humain : la spatia-
lité de l'environnement sonore. Par exemple, il est beaucoup plus facile de distinguer les
di�érents instruments d'une chanson lorsqu'elle est mixée en stéréo plutôt qu'en mono.
De même, lorsque l'enregistrement disponible contient une information spatiale, ce qui
nécessite qu'il ait été fait à l'aide de plusieurs microphones (on parle de signal multica-
nal), le rehaussement de la parole est grandement facilité. Si, de surcroît, l'auditeur est
face à un concert acoustique où il voit les di�érents instruments et leurs emplacements,
il lui est encore plus facile de focaliser son attention sur un instrument en particulier.
C'est également le cas en traitement du signal audio : connaître la localisation des sources
dans la scène sonore facilite l'élimination des sources indésirables et le rehaussement des
sources d'intérêt. Une partie de cette thèse visera donc à obtenir cette information de
localisation.

Le format ambisonique Pour contenir l'information spatiale, l'enregistrement de la
scène sonore doit être multicanal. Dans cette thèse, nous travaillons avec un format mul-
ticanal particulier, le format ambisonique. Il est obtenu à partir d'une antenne sphérique
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de microphones dont les captations sont combinées a�n d'obtenir des canaux facilement
interprétables en termes de spatialité. Au niveau de l'analyse, ce format simpli�e la
localisation des sources dans la scène sonore. Il présente également l'avantage d'être iso-
tropique, c'est-à-dire que toutes les directions de l'espace sont représentées avec une égale
précision. C'est aussi un format approprié à la manipulation de scènes sonores : les rota-
tions de scène ou la focalisation spatiale sont particulièrement simples et rapides. C'est
pourquoi, malgré la légère perte d'information entre la captation originelle de l'antenne
sphérique et la représentation ambisonique, ce format est de plus en plus plebiscité par
les industriels comme Youtube, Facebook, ou Orange qui a fortement contribué à son
développement. Il a également été intégré dans la norme audio 3D MPEG-H [3]. Cepen-
dant, les outils pour l'analyse de scène ambisonique, que ce soit pour la localisation ou
le rehaussement, sont encore peu développés, et la puissance des réseaux de neurones
commence seulement à être mise au service de ce format. Nous nous limiterons ici à ce
cadre ambisonique.

1.3. Contributions et plan du document

Outre cette introduction, ce manuscrit est constitué d'une partie rappelant des notions
préliminaires et l'état de l'art du domaine, suivie d'une partie présentant les contributions
apportées par ce travail et leur validation expérimentale, avec notamment l'évaluation
du traitement de bout-en-bout d'une scène sonore réelle depuis sa captation jusqu'au
module de RAP.

Le chapitre 2 décrit en détail le formalisme ambisonique d'un point de vue mathéma-
tique, l'obtention de ce format à partir d'enregistrements réels et ses limites, ainsi que
l'expression des grandeurs acoustiques de base dans ce formalisme et les avantages qui
en découlent.

Le chapitre 3 expose l'état de l'art pour les di�érentes étapes du problème. Un rapide
aperçu des techniques de reconnaissance vocale justi�e la stratégie établie pour les pré-
traitements mis au point. S'ensuivent les présentations des techniques traditionnelles et
actuelles de rehaussement de la parole et de localisation de sources audio. En�n, nous
donnons un aperçu des techniques de visualisation et d'analyse des réseaux de neurones,
plus particulièrement la LRP. Nous précisons en�n les techniques sur lesquelles nous
nous appuyons dans le cadre de cette thèse et les contributions proposées pour dépasser
certaines de leurs limitations.

Le chapitre 4 présente la solution proposée pour localiser plusieurs locuteurs à partir
d'un enregistrement ambisonique à l'aide d'un réseau de neurones convolutif et récurrent
(CRNN, convolutional recurrent neural network). Elle s'appuie sur l'utilisation de la
formulation ambisonique du vecteur d'intensité acoustique, ce qui assure un gain de
robustesse en conditions réelles. Les performances sont mesurées dans des environnements
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simulés et réels et les résultats analysés par LRP. En�n, l'impact des di�érents paramètres
est évalué.

Le chapitre 5 est dédié à la méthode mise au point pour rehausser un locuteur cible,
connaissant sa position, notamment en présence d'un autre locuteur parlant à volume
égal. Elle s'appuie sur l'utilisation d'un réseau de neurones récurrent (RNN, recurrent
neural network) pour estimer un masque temps-fréquence correspondant à la parole cible,
a�n de pouvoir utiliser des techniques de �ltrage de Wiener multicanales (MWF, mul-
tichannel Wiener �lter). Les performances seront mesurées en terme de taux d'erreur
sur les mots (WER, word error rate) du module de RAP choisi, et ce dans di�érents
types d'environnements acoustiques. Ici encore, di�érents paramètres d'apprentissage et
de �ltrage seront discutés. D'autre part, nous combinons les modules de localisation et de
rehaussement, en y ajoutant une étape intermédiaire de suivi des sources sonores. Cela
permet d'évaluer la mise en ÷uvre du système global en situation réelle.

Le chapitre 6, en�n, rappelle les points principaux de ce manuscrit, y apporte une
conclusion ainsi que des propositions de poursuite de ce travail de recherche.





2. Représentation ambisonique d'une
scène sonore

Ce chapitre présente le format ambisonique ainsi que l'expression dans ce formalisme des
grandeurs acoustiques dont nous nous servirons par la suite.

2.1. Décomposition du champ acoustique sur les

harmoniques sphériques

2.1.1. Les fonctions harmoniques sphériques


x = r cos θ cosφ

y = r sin θ cosφ

z = r sinφ

(2.1)

Figure 2.1. � Système de coordonnées sphériques : tout point de l'espace est repéré par sa
distance à l'origine r, son azimut θ et son élévation φ. Le système d'équations
(2.1) décrit le lien entre ces coordonnées et les coordonnées cartésiennes (x, y, z).

Les coordonnées sphériques (r, θ, φ) (distance à l'origine, azimut et élévation) utilisées
pour décrire l'espace sont présentées sur la Figure 2.1. Décrire le champ acoustique dans
ce système de coordonnées par le biais des fonctions harmoniques sphériques permet une
représentation spatiale explicite et manipulable simplement. Les harmoniques sphériques
peuvent être décrites dans leur version complexe ou réelle ; historiquement, les deux écoles
coexistent [4, 5]. Nous relions ici les deux descriptions entre elles.
Les harmoniques sphériques complexes sont une famille de fonctions de (θ, φ) caractérisées

7
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par leur degré n ∈ N et leur ordre m ∈ {−n,−n+ 1, ..., n− 1, n} [4, p. 190] :

Ynm(θ, φ) =

√
2n+ 1

4π

(n−m)!

(n+m)!
Pnm(sinφ)eimθ, (2.2)

où (.)! représente la fonction factorielle, les Pnm(.) sont les polynômes de Legendre asso-
ciés, et i =

√
−1.

On peut également dé�nir les harmoniques sphériques réelles de degré n ∈ N et d'ordres
m ∈ {0, 1, ..., n} [6, p. 304] :

Ỹ σ
nm(θ, φ) =

{
(−1)m

√
2n+ 1P̃nm(sinφ) cos(mθ) si σ = 1

(−1)m
√

2n+ 1P̃nm(sinφ) sin(mθ) si σ = −1,
(2.3)

où σ ∈ {−1, 1} (sauf en m = 0 où σ = 1) et P̃nm(.) désigne la version normalisée des
polynômes de Legendre associés :

P̃nm(x) =

√
εm

(n−m)!

(n+m)!
Pnm(x) avec

{
ε0 = 1

εm>1 = 2.
(2.4)

Les harmoniques sphériques réelles peuvent être exprimées en fonction des parties réelles
et imaginaires des harmoniques sphériques complexes :

Ỹ σ
nm(θ, φ) = (−1)m

√
εm4π

{
R[Ynm(θ, φ)] si σ = 1

I[Ynm(θ, φ)] si σ = −1,
(2.5)

où R(.) et I(.) désignent les parties réelle et imaginaire d'un nombre complexe.
La relation inverse s'écrit en utilisant la propriété aisément véri�able Y ∗nm = (−1)mYn−m,
où (.)∗ désigne la conjugaison complexe :

Ynm(θ, φ) =
1√
εm4π

{
Ỹ +1
−nm(θ, φ)− iỸ −1−nm(θ, φ) si m < 0

(−1)m[Ỹ +1
nm(θ, φ) + iỸ −1nm(θ, φ)] si m > 0.

(2.6)

2.1.2. Transformée de Fourier sphérique

Les harmoniques sphériques complexes Ynm(θ, φ) (2.2) forment une base orthonormée [7,
p. 16] de l'espace hermitien LH2 des fonctions de (θ, φ) dé�nies sur la sphère unité et dont
le module au carré est intégrable sur la sphère, muni du produit hermitien dé�ni par :

〈f |g〉LH2 =
1

4π

∫ 2π

θ=0

∫ π/2

φ=−π/2
f(θ, φ)g(θ, φ)∗ cosφdφdθ. (2.7)

Toute fonction complexe f(θ, φ) de LH2 peut être décomposée sur cette base :

f(θ, φ) =
+∞∑
n=0

n∑
m=−n

fnmYnm(θ, φ). (2.8)
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De même, les harmoniques sphériques réelles Ỹ σ
nm(θ, φ) (2.3) forment une base ortho-

normée [8, p. 18] de l'espace vectoriel L2 des fonctions réelles de carré intégrable sur la
sphère unité, muni du produit scalaire suivant :

〈f |g〉L2 =
1

4π

∫ 2π

θ=0

∫ π/2

φ=−π/2
f(θ, φ)g(θ, φ) cosφdφdθ. (2.9)

Toute fonction réelle f(θ, φ) de L2 peut être décomposée sur cette base :

f(θ, φ) =
+∞∑
n=0

[
f1n0Ỹ

1
n0(θ, φ) +

n∑
m=1

∑
σ=±1

fσnmỸ
σ
nm(θ, φ)

]
. (2.10)

Cette projection peut aussi être considérée comme une décomposition en série de Fourier
sphérique (appelée de manière abusive transformée de Fourier sphérique) de la fonction
f(θ, φ). Les coe�cients véri�ent alors :

fσnm = 〈f(θ, φ)|Ỹ σ
nm(θ, φ)〉

=
1

4π

∫ 2π

θ=0

∫ π/2

φ=−π/2
f(θ, φ)Ỹ σ

nm(θ, φ) cosφdφdθ.
(2.11)

Le format ambisonique s'appuie sur cette décomposition pour représenter le signal en
re�étant les propriétés spatiales du champ acoustique, indépendamment du mode d'en-
registrement. Les di�érents canaux du format ambisonique représentent les coe�cients
de Fourier sphériques du champ de pression p(θ, φ) à la surface d'une sphère [7, 6].

2.1.3. Équation de propagation des ondes

Pour trouver l'expression de ces coe�cients, considérons le cas du champ de pression dû
à la propagation d'une onde plane harmonique (contenant une seule fréquence), d'am-
plitude Sω, de nombre d'onde k = ω

c , avec ω la pulsation de l'onde et c sa vitesse de
propagation, et provenant d'une direction (θi, φi). Le champ de pression complexe en
tout point r = (r, θ, φ) de l'espace à l'instant τ s'écrit sous la forme

pω(r, τ) = Sωe
ikr.uieiωτ , (2.12)

où ui = (1, θi, φi) est le vecteur unité pointant dans la direction d'arrivée de l'onde. Les
résultats sont facilement généralisables au cas d'une combinaison d'ondes harmoniques
grâce à la transformée de Fourier temporelle, qui permet d'écrire

p(r, τ) =

∫ +∞

ω=0
pω(r, τ)dω. (2.13)

L'équation de propagation des ondes pour une telle onde plane en coordonnées sphériques
s'écrit de la manière suivante :

4r pω(r, τ)− 1

c2
∂2

∂τ2
pω(r, τ) = 0. (2.14)
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où 4r désigne l'opérateur Laplacien en coordonnées sphériques. Cette équation peut être
résolue en supposant la séparation des variables dans l'expression de pω :

pω(r, τ) = SωR(r)Θ(θ)Φ(φ)T (τ). (2.15)

En injectant cette expression dans l'équation (2.14), on obtient les quatre équations
partielles suivantes [7, p. 33] :

d2T

dτ2
+ ω2T = 0

d2Θ

dθ2
+m2Θ = 0 pour tout m ∈ Z

d

dµ

[
(1− µ2) d

dµ
Φ

]
+

[
n(n+ 1)− m2

1− µ2

]
θ = 0

avec µ = sinφ, pour tout n ∈ N, |m| 6 n (équation de Legendre)

ρ2
d2

dρ2
V + 2ρ

d

dρ
V +

[
ρ2 − n(n+ 1)

]
V = 0

avec ρ = kr et V (ρ) = R(r) (équation de Bessel sphérique),
(2.16)

Ces équations admettent les solutions fondamentales suivantes :
T (τ) = ατe

iωτ

Θ(θ) = αθe
imθ

Φ(φ) = αφPnm(sinφ)

R(r) = αrjn(kr) + α′rhn(kr)

, (2.17)

où les jn(.) sont les fonctions de Bessel sphériques de première espèce et hn(.) les fonc-
tions de Hankel sphériques de première espèce. Ces dernières divergeant en 0, on peut
les exclure puisque l'on considère le cas où la sphère d'observation ne contient aucune
source acoustique qui pourrait être à l'origine d'une pression non bornée. Les α sont des
coe�cients dé�nissant la réalisation d'un champ particulier.
En utilisant Ynm ∝ Pnm(sinφ)eimθ (2.2), les solutions de l'équation des ondes s'écrivent
comme une combinaison linéaire des solutions fondamentales, menant à une représenta-
tion de Fourier-Bessel :

pω(r, τ) = Sω

∞∑
n=0

n∑
m=−n

cnmjn(kr)Ynm(θ, φ)eiωτ , (2.18)

où cnm = 4πinY ∗nm(θi, φi) est un coe�cient déterminé dans le cas des ondes planes
harmoniques [4, p. 226]. L'expression du champ de pression est alors la suivante :

pω(r, τ) = 4πSωe
iωτ

∞∑
n=0

injn(kr)
n∑

m=−n
Ynm(θ, φ)Y ∗nm(θi, φi), (2.19)
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où l'on rappelle que (θi, φi) est la direction d'arrivée de l'onde.
A�n d'identi�er les coe�cients ambisoniques dans le formalisme réel que nous utiliserons
par la suite, il faut exprimer pω(r, τ) en fonction des harmoniques sphériques réelles
Ỹ σ
nm(θ, φ). En utilisant (2.6) et en regroupant les termes pour m > 0 et m < 0, on

obtient :

n∑
m=−n

Ynm(θ, φ)Y ∗nm(θi, φi) =
1

4π

[
Ỹ 1
n0(θ, φ)Ỹ 1

n0(θi, φi) +

n∑
m=1

∑
σ=±1

Ỹ σ
nm(θ, φ)Ỹ σ

nm(θi, φi)

]
,

(2.20)
et donc, en injectant (2.20) dans (2.19) :

pω(r, τ) = Sωe
iωτ

∞∑
n=0

injn(kr)

[
Ỹ 1
n0(θ, φ)Ỹ 1

n0(θi, φi) +

n∑
m=1

∑
σ=±1

Ỹ σ
nm(θ, φ)Ỹ σ

nm(θi, φi)

]
.

(2.21)
Les coe�cients ambisoniques Bσ

nm sont dé�nis par rapport à la décomposition spatiale du
champ de pression sur les harmoniques sphériques qui ne dépendent que de la direction
d'observation (θ, φ). Ils ne prennent pas en compte les termes de propagation injn(kr),
et valent donc [6, Ann. A] :

Bσ
nm = Sωe

iωτ Ỹ σ
nm(θi, φi). (2.22)

Pour une onde quelconque (non nécessairement harmonique) portant le signal s(τ) pro-
venant de (θi, φi), les coe�cients ambisoniques s'expriment de même

Bσ
nm(τ) = s(τ)Ỹ σ

nm(θi, φi). (2.23)

Les termes injn(kr) étant connus pour tout r, un champ acoustique peut théoriquement
être reconstitué en tout point de l'espace exempt de source sonore grâce à la connaissance
de ses coe�cients ambisoniques.

2.2. Ambisonie d'ordre 1

2.2.1. Troncature de la décomposition de Fourier sphérique

En appliquant la décomposition de Fourier sphérique (2.10) au champ de pression p(k, r, θ, φ),
il est donc possible de représenter parfaitement le champ acoustique à la surface d'une
sphère de rayon r par ses coe�cients de Fourier sphériques pnm(k, r). Cependant, il est
impossible en pratique d'obtenir et de manipuler cette représentation in�nie. On e�ectue
donc une troncature à un degré donné N de la décomposition de Fourier sphérique (2.10).
De façon abusive, on parle alors d'ambisonie d'� ordre � N :

p(k, r, θ, φ) ≈
N∑
n=0

[
p1n0(k, r)Ỹ

1
n0(θ, φ) +

n∑
m=1

∑
σ=±1

pσnm(k, r)Ỹ σ
nm(θ, φ)

]
. (2.24)
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La série de Fourier sphérique d'une fonction de L2 converge vers ladite fonction. La tron-
cature à l'ordre N en permet donc une approximation qui minimise l'erreur quadratique
moyenne. Celle-ci est considérée négligeable lorsque kr < N [7, p. 42]. Plus l'ordre est
élevé, plus le champ acoustique est correctement représenté pour une zone de l'espace et
jusqu'à une fréquence importante.

2.2.2. Interprétation des coe�cients ambisoniques d'ordres 0 et 1

L'utilisation de la décomposition de Fourier sphérique pour représenter un champ acous-
tique a été introduite par Gerzon [9]. Contrairement aux développements postérieurs
qui utilisent des composantes d'ordre élevé (HOA, high-order Ambisonics), celle-ci s'ap-
puie sur la troncature à l'ordre 1 de la représentation. Appelée initialement � format
B �, cette représentation est aujourd'hui plus communément nommée FOA (�rst-order
Ambisonics). On nomme classiquement W la composante d'ordre 0 et X, Y , et Z les
composantes d'ordre 1. D'après leurs dé�nitions (2.23) et les expressions des premières
harmoniques sphériques réelles normalisées, pour une onde plane d'amplitude s(τ) venant
de (θi, φi), elles valent :

x(τ) =


W (τ)
X(τ)
Y (τ)
Z(τ)

 =


s(τ)Ỹ 1

00(θi, φi)

s(τ)Ỹ 1
11(θi, φi)

s(τ)Ỹ −111 (θi, φi)

s(τ)Ỹ 1
10(θi, φi)

 =


1√

3 cos θi cosφi√
3 sin θi cosφi√

3 sinφi

 s(τ). (2.25)

En r = 0, les fonction de Bessel jn(kr) valent 0 pour n > 1. La fonction de Bessel de degré
n = 0 vaut 1 en 0, tout comme les harmoniques sphériques réelles normalisées de degré 0
(Ỹ σ

00=1). D'après (2.21), on retrouve que W = s(τ) est la pression en r = 0. Ces quatre
canaux FOA peuvent donc être interprétés comme la captation du champ acoustique
en un point de l'espace par quatre microphones coïncidents : un microphone omnidirec-
tionnel W et trois microphones bidirectionnels polarisés X, Y et Z. Les directivités des
quatre canaux sont représentées sur la Figure 2.2.

Figure 2.2. � Directivité ||Ỹ σnm(θ, φ)||2 des harmoniques sphériques correspondant aux canaux
ambisoniques W , X, Y et Z. Les zones orange (claires) indiquent une grandeur
positive et les violettes (plus foncées) une grandeur négative.

Cette formule est également valable en remplaçant les versions temporelles des signaux
s(τ) et x(τ) par leurs transformées de Fourier à court terme (TFCTs) s(t, f) et x(t, f),
où t représente la trame temporelle et f la bande de fréquence (voir Partie 3.2.1).
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2.2.3. Encodage ambisonique d'une prise de son réelle

Il est impossible de mesurer les canaux HOA directement avec un microphone par canal,
d'une part puisqu'il n'existe pas de microphones avec des directivités parfaitement égales
aux harmoniques sphériques, et d'autre part car il serait de toute façon impossible de les
placer de façon strictement coïncidente en r = 0.
Pour déterminer les coe�cients ambisoniques, on utilise généralement une antenne de K
microphones qui peut être considérée comme l'échantillonnage spatial d'une sphère. Un
exemple typique en est l'Eigenmike [10] constitué de 32 capsules (voir Figure 2.3).

Figure 2.3. �
Antenne de microphones Eigenmike, par Mh Acous-
tics [10]. Elle comporte 32 capsules réparties quasi-
uniformément sur une sphère de 8,4 cm de diamètre,
permettant un encodage HOA jusqu'à l'ordre 4.

Le vecteur pJ contenant la pression p(rmic, θj , φj) au niveau de chaque capsule j située
en (rmic, θj , φj), appelé format A, s'écrit à l'ordre N [11, p. 27] :

pJ = Ydiag(b(krmic))xN , (2.26)

où xN est le vecteur colonne contenant les (N+1)2 coe�cients ambisoniques Bσ
nm jusqu'à

l'ordre N . Dans le cas théorique d'une sphère acoustiquement transparente, b(krmic) est
le vecteur contenant les coe�cients radiaux bn(krmic) = injn(krmic) qui apparaissent
dans l'expression (2.19) pour tous (n,m) correspondant à l'ordre N . Pour une sphère
rigide comme l'Eigenmike, un terme correctif est en réalité introduit dans l'expression de
b, correspondant à la di�raction sur la sphère rigide sur laquelle sont placées les capsules
et aux directivités de celles-ci [4, p. 228]. Y est la matrice de taille J × (N + 1)2 :

Y =

 Ỹ
1
00(θ1, φ1) · · · Ỹ −1NN (θ1, φ1)

...
. . .

...
Ỹ 1
00(θJ , φJ) · · · Ỹ −1NN (θJ , φJ)

 . (2.27)

L'encodage ambisonique à l'ordre N d'une prise de son avec une telle antenne sphérique
se déduit de l'inversion de l'équation (2.26) :

xN = diag(b(krmic))
−1Y†pJ . (2.28)

où .† est l'opération de pseudo-inversion.
Le calcul d'une représentation ambisonique à l'ordre N demande donc au minimum
autant de microphones que de coe�cients ambisoniques, à savoir (N + 1)2. Même dans
ce cas, des erreurs d'encodage sont présentes en raison de plusieurs facteurs :

� Mathématiquement, la troncature de la décomposition sur les harmoniques sphé-
riques introduit une imprécision en haute fréquence. À l'ordre 1 et pour une sphère
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de rayon rmic = 4, 2 cm telle que l'Eigenmike, la fréquence maximale correspondant
au critère krmic < N est f = 1, 3 kHz. Au-delà de ce seuil, l'encodage ambisonique
induit certes une déformation du signal, mais elle est limitée comme le montrent
les directivités réelles de l'Eigenmike mesurées par Baqué [12] (Figure 2.4).

� D'autre part, l'échantillonage de la sphère par des capsules microphoniques entraîne
un recouvrement spatial dans les hautes fréquences. Mathématiquement, cela est
dû à l'imperfection de l'inversion de la matrice Y [13]. Pour l'Eigenmike, qui a une
distance inter-capsule dmics ≈ 1, 6 cm, le critère communément adopté λ > 2dmics,
où λ = c

f est la longueur d'onde, correspond à une fréquence f < 10 kHz.

� En�n, à partir de l'ordre 1, les fonctions radiales bn(krmic) sont très faibles en basse
fréquence. Leur inversion pour le recouvrement des coe�cients ambisoniques (2.28)
est donc particulièrement sensible au bruit. Cela s'interprète physiquement par le
fait qu'il est impossible de mesurer précisément les gradients de pression d'une
onde en basse fréquence avec des microphones trop proches les uns des autres. Une
étude de ce phénomène en fonction de di�érentes méthodes de régularisation est
disponible dans l'ouvrage de Pulkki [11, p. 32-37]. Pour l'Eigenmike et l'encodage
associé, on constate sur la partie de droite de la Figure 2.4 qu'à partir de 300 Hz,
les directivités sont très proches des directivités optimales.

Figure 2.4. � Directivités réelle (dB) en fonction de la fréquence des composantes ambisoniques
sur le plan horizontal (x, y) pour le microphone Eigenmike, d'après Baqué [12],
pour les canaux W (haut) et X (bas). Gauche : basses fréquences. Centre : hautes
fréquences. Droite : Coupes transversales.

Malgré ces limitations, nous considèrerons comme Baqué [12] que l'encodage FOA est
valable jusque 8 kHz. Nous verrons par la suite que c'est su�sant pour nos applications
de localisation et de rehaussement de la parole. Nous nous limitons donc à cet ordre par
la suite.
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2.3. Intérêt du format ambisonique

2.3.1. Représentation isotropique du champ acoustique

Le format ambisonique s'appuie sur une représentation mathématique intrinsèque au
champ acoustique. En supposant l'encodage et le décodage parfaits, il est indépendant
des systèmes de capture et de restitution. En cela, la représentation ambisonique peut
être considérée comme un format pivot pour les contenus spatialisés. C'est un avantage
majeur compte tenu du développement actuel des technologies audio 3D. Pour n'importe
quelle antenne sphérique de microphones, il su�t de connaître la matrice d'encodage pour
pouvoir conserver l'enregistrement au format ambisonique. Au moment de la restitution,
il su�t cette fois de connaître la matrice de décodage correspondant au système de
restitution, que ce soit le binaural, le 5.1, le Dolby ATMOS, ou tout autre format audio
3D. Cela permet une plus grande �uidité dans la production de contenus audio spatialisés.
La première antenne dédiée à l'ambisonie fut le Sound�eld conçu par Gerzon. Il en existe
aujourd'hui bien d'autres, par exemple l'Ambeo de Sennheiser et les microphones Brahma
pour l'ordre 1, ou l'Eigenmike de Mh Acoustics jusqu'à l'ordre 4.
Le format ambisonique est une représentation isotropique, c'est-à-dire qu'elle ne privilégie
aucune direction de l'espace. Elle permet également des manipulations spatiales simples
du champ acoustique, comme par exemple des rotations. La version transformée x̂ du
champ x = [WXY Z]T capté à l'ordre 1 par une rotation R s'e�ectue grâce à une simple
multiplication matricielle [8, p. 53]

x̂(t, f) =


1 0 0 0
0
0 R
0

x(t, f), (2.29)

où R peut toujours s'exprimer comme produit des matrices de rotation élémentaire au-
tour des axes x, y, et z selon les angles de Cardan :

Rx(αx) =

1 0 0
0 cosαx − sinαx
0 sinαx cosαx

 , Ry(αy) =

cosαy 0 − sinαy
0 1 0

sinαy 0 cosαy

 ,
Rz(αz) =

cosαz − sinαz 0
sinαz cosαz 0

0 0 1

 .
(2.30)

C'est particulièrement utile dans le cas de la captation d'une scène sonore e�ectuée par
un robot capable de tourner la tête, auquel cas le champ ambisonique peut facilement
être déduit en temps réel indépendamment des mouvements du robot. C'est également
utile lors de la restitution binaurale d'une scène sonore, où le suivi des mouvements de
la tête de l'auditeur permet plus de réalisme.
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2.3.2. Formation de voie

L'ambisonie permet également une formulation simple des �ltres pleine bande de forma-
tion de voie, qui visent à rehausser le son venant d'une direction donnée (θi, φi). Un �ltre
w est appliqué à l'enregistrement ambisonique x de la façon suivante :

y(t, f) = wHx(t, f), (2.31)

où y(t, f) est le signal monocanal rehaussé et (.)H est l'opérateur de transconjugaison.
La formation de voie dite � non contrainte � rehaussant la direction (θi, φi) s'e�ectue
simplement en utilisant le vecteur d'encodage d'une onde plane dθi,φi entre la source et
le point d'observation, appelé vecteur directionnel :

wdir = dθi,φi =


1√

3 cos θi cosφi√
3 sin θi cosφi√

3 sinφi

 . (2.32)

De même, si plusieurs sources sont présentes (au maximum autant que le nombre de
canaux dans le mélange ambisonique, ici 4), le �ltre rehaussant la direction (θi, φi) et
annulant les autres directions s'obtient en inversant la matrice de mélange constituée des
vecteurs d'encodage des directions d'arrivée [12]

wH
dir = ui

T [dθ0,φ0 dθ1,φ1 ...dθI ,φI ]
†, (2.33)

où ui est le vecteur colonne unitaire de dimension égale au nombre de sources I, avec un 1
en position i. Ce �ltre pleine bande dépend uniquement des directions des sources et non
de la fréquence. S'il présente l'avantage de supprimer les directions d'arrivées souhaitées,
la directivité de ce �ltre dit � contraint � possède d'importants lobes dans des directions
annexes (Figure 2.5).

Figure 2.5. � Directivités dans le plan horizontal des
�ltres de formation de voie. En orange :
rehaussant la direction (0◦, 0◦). En vert :
rehaussant la direction (0◦, 0◦) et annulant
la direction (0◦, 45◦)

2.3.3. Vecteur intensité acoustique

L'un des outils permettant de caractériser un champ sonore est le vecteur d'intensité
acoustique active [14], qui représente le �ux d'énergie en un point de l'espace :

Ia(t, f) = R{p(t, f)v∗(t, f)}, (2.34)
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avec v(t, f) la vélocité particulaire et p(t, f) le champ de pression généré par l'onde. Ici,
le champ de pression est quelconque, et non pas généré par une onde plane harmonique.
La vélocité particulaire s'exprime simplement dans le formalisme FOA [11, p. 90] :

v(t, f) = − 1

ρ0c
√

3

X(t, f)
Y (t, f)
Z(t, f)

 , (2.35)

où ρ0 est la densité de l'air. D'après (2.23), le canal ambisonique W d'ordre 0, aussi
appelé canal monophonique, contient le champ de pression au point de mesure :W (t, f) =
p(t, f). À un facteur constant près que nous négligeons par la suite, le vecteur d'intensité
acoustique active s'écrit donc à partir des canaux ambisoniques :

Ia(t, f) = −

R{W (t, f)X∗(t, f)}
R{W (t, f)Y ∗(t, f)}
R{W (t, f)Z∗(t, f)}

 . (2.36)

On peut dé�nir la partie réactive du vecteur d'intensité en utilisant cette fois la partie
imaginaire Ir(t, f) = I{p(t, f)v∗(t, f)} [14]. Elle représente les transferts locaux d'énergie
dissipative. Son expression dans le formalisme FOA est :

Ir(t, f) = −

I{W (t, f)X∗(t, f)}
I{W (t, f)Y ∗(t, f)}
I{W (t, f)Z∗(t, f)}

 . (2.37)

Ces deux pendants du vecteur intensité, la partie active et la partie réactive, donnent des
indications sur les ondes qui génèrent le champ de pression observé. Lorsqu'une seule onde
plane est présente, la partie active est opposée à la direction de propagation de l'onde.
La partie réactive, elle, est nulle. Cela se véri�e dans le formalisme FOA : d'après (2.25)
et (2.35), pour une onde plane, p(t, f)v∗(t, f) est nécessairement réel. Lorsque le champ
est créé par une onde non plane, ou par superposition d'ondes, la partie réactive est
plus fortement présente. C'est en particulier le cas lorsqu'une onde se déplace en milieu
réverbérant.

2.4. Résumé

Cette partie présente le format ambisonique, qui est une description spatiale du champ
de pression en un point. Elle est isotropique et se veut indépendante du système de
capture dans la limite où celui-ci est adapté à l'encodage ambisonique (en particulier,
il est nécessaire d'utiliser une antenne sphérique de microphones). Mathématiquement,
c'est la projection du champ de pression sur la base des fonctions harmoniques sphériques.
Nous avons en particulier présenté la troncature à l'ordre 1 de cette projection, nommée
FOA. C'est une approximation de la représentation ambisonique exacte qui a l'avantage
d'être légère à manipuler, avec seulement 4 canaux facilement interprétables en termes
spatiaux. Elle permet également une expression simple des grandeurs dont nous nous
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servirons par la suite : le vecteur d'intensité acoustique et le �ltre de formation de voies
pleine bande. Nous considérons dans cette thèse qu'une représentation de la scène sonore
au format FOA est disponible, et c'est sur celle-ci que nous travaillerons, sans prendre
en compte les potentielles erreurs dues à l'encodage.



3. État de l'art

Dans ce chapitre, nous présentons un état de l'art de reconnaissance vocale, de rehaus-
sement de la parole et de localisation de sources, vus à travers le prisme de notre cas
d'application : la facilitation de la commande vocale à distance en environnement domes-
tique. Nous posons un cadre mathématique a�n de dé�nir le problème de rehaussement
de la parole dans ces conditions. Nous mettons également en évidence les dé�s qui sont
posés par ce cas d'application et qui ne sont pas encore résolus par les méthodes actuelles,
en particulier en présence de plusieurs locuteurs. Cela nous permet de dé�nir le cadre
dans lequel se placent les travaux de cette thèse.

3.1. Reconnaissance vocale

3.1.1. De l'audio au texte

Les systèmes de RAP [15] sont conçus pour renvoyer le texte correspondant à un signal
de parole. Plusieurs étapes sont fondamentales. Avant toute chose, il faut adopter une
paramétrisation appropriée du signal audio par une séquence de vecteurs de descripteurs,
par exemple les coe�cients cepstraux en échelle Mel (MFCCs, Mel frequency cepstral co-
e�cients). Ensuite, le modèle acoustique calcule la probabilité des senones correspondant
au signal, c'est-à-dire des états acoustiques liés dépendant du contexte. Un algorithme de
décodage détermine la séquence de mots la plus probable en prenant en compte les spéci-
�cités de la langue considérée représentée par un modèle de langage. Mathématiquement,
ceci est décrit par la règle de Bayes [16] :

ŵ = arg max
w

P (w|x) = arg max
w

P (x|w)P (w) (3.1)

où w représente une séquence de mots, ŵ est la séquence de mots la plus probable
retournée par le système, P (.) est l'opérateur de densité de probabilité, et x l'observation
acoustique. P (w) est déterminé par le modèle de langage, tandis que le modèle acoustique
représente P (x|w). Les di�érentes étapes de RAP sont représentées dans la Figure 3.1
et décrites ci-dessous.
Les modèles acoustiques utilisent traditionnellement des chaînes de Markov cachées
(HMMs, hidden Markov models) où les états cachés représentent les senones. La den-
sité de probabilité conditionnelle de vecteurs de descripteurs sachant l'état caché peut
être modélisée par un mélange de gaussiennes (GMM, Gaussian mixture model). Aujour-
d'hui, les GMMs sont souvent remplacés par un réseau de neurones profond (DNN, deep
neural networks) [17] qui estime la probabilité a posteriori des états cachés correspondant
à la séquence de descripteurs acoustiques observés, et la paramétrisation par des MFCCs
est remplacée par un banc de �ltres de type TFCT.
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Figure 3.1. � Architecture classique d'un système de RAP.

Récemment, l'utilisation de réseaux de neurones récurrents (RNNs, recurrent neural net-
works) [18] a permis la mise au point de systèmes incluant à la fois le modèle acoustique
et le modèle de langage dans un même réseau de neurones [19], permettant un appren-
tissage conjoint directement lié à l'objectif �nal, à savoir la transcription textuelle du
signal de parole. La piste d'un apprentissage bout-en-bout incluant l'apprentissage des
descripteurs directement à partir de signaux temporels commence également à être ex-
plorée [20]. Les premiers résultats atteignent des performances proches des meilleures
paramétrisations fréquentielles, tout en permettant une plus grande �exibilité vis à vis
de la tâche et du scénario considérés.

3.1.2. Robustesse en champ lointain

Dé�s du monde réel Les systèmes décrits ci-dessus fonctionnent remarquablement bien
lorsque les signaux de parole à transcrire sont propres, c'est-à-dire avec une faible réver-
bération et sans bruit ou locuteurs concurrents. Ce n'est malheureusement pas le cas
dans la situation domestique qui nous intéresse [21, 22], où un appareil de type enceinte
connectée doit traiter les commandes données par une locutrice à une distance d'1 m
ou plus. Le signal mesuré par les microphones inclut alors des ré�exions précoces, de la
réverbération et potentiellement du bruit ambiant et d'autres locuteurs [21].

Apprentissage robuste La première réponse à ces situations di�ciles, appelée appren-
tissage multi-conditions, consiste à procéder à l'apprentissage du réseau de neurones de
RAP dans toutes les situations susceptibles d'être rencontrées, que ce soit pour parer
au bruit [23] ou à la réverbération [24]. Le système de RAP doit alors apprendre à re-
connaître les mots malgré le bruit corrompant les signaux d'entrée. Il peut être rendu
encore plus robuste par l'utilisation d'une paramétrisation moins sensible au bruit [25].
Ces techniques présentent l'avantage de ne pas nécessiter de données d'apprentissage
propres. Elles ont prouvé leur e�cacité et sont désormais systématiquement utilisées
lors de l'apprentissage des systèmes de RAP, mais ne sont pas su�santes. Comme l'ont
montré les résultats des challenges CHiME [26], ainsi que les études suivantes [27], les
données utilisées pour l'apprentissage dans de tels challenges sont généralement proches
des données de test en termes de conditions acoustiques et de mode de capture, de sorte
que les systèmes appris sur ces données peinent à se généraliser à d'autres cas réels. Para-
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doxalement, une piste d'amélioration est l'utilisation de données simulées [28] : elles sont
certes plus éloignées encore des conditions réelles, mais la possibilité de les synthétiser
en grand nombre et avec une diversité importante facilite la généralisation. Un problème
persiste cependant pour les situations multi-locuteurs, où il est nécessaire que le système
possède une information supplémentaire lui permettant de se focaliser sur le locuteur qui
donne l'ordre [29, 30].

Solutions bout-en-bout La tendance actuelle en RAP est de rassembler des chaînes
de traitement entières dans un seul réseau de neurones très profond. Dans la continuité,
plusieurs travaux récents intègrent une étape de rehaussement directement au système
de RAP. Certains utilisent un réseau de neurones pour estimer un masque indiquant la
présence de parole en chaque point temps-fréquence, a�n d'en déduire un �ltre multicanal
à partir des formules traditionnelles de �ltrage [31, 32], tandis que d'autres estiment
directement les coe�cients du �ltre à appliquer [33]. Dans les deux cas, les étapes de
traitement déterministes sont di�érentiables et l'apprentissage est fait conjointement pour
tous les composants. Cela permet d'optimiser toutes les étapes en fonction de l'objectif
�nal de transcription. De surcroît, il est ici aussi possible de procéder à l'apprentissage
avec des données bruitées.
L'apprentissage reste néanmoins délicat, nécessitant une quantité de données et une puis-
sance de calcul considérables. D'autre part, les systèmes bout-en-bout sont dépendants
du système de captation. L'apprentissage doit être fait avec la même antenne de micro-
phones que celle qui sera disponible pour le test (bien que [32] propose une technique
pour introduire une certaine �exibilité).

Solutions modulaires incluant un rehaussement explicite en amont L'utilisation de
techniques de �ltrage multicanal (voir partie 3.2.2) en amont de la RAP a permis une
amélioration signi�cative des performances en environnement défavorable. En particulier,
les techniques les plus performantes pour les challenges CHiME et REVERB utilisent
une étape préalable de �ltrage spatial qui s'appuie sur l'estimation de masques temps-
fréquence. Ceux-ci sont estimés par des réseaux de neurones [34, 24, 35].
Pour les challenges CHiME et REVERB, le modèle de RAP est généralement réappris sur
les données d'apprentisage traitées par le système de rehaussement a�n de gagner autant
que possible en performance. Cependant, la dissociation entre module de rehaussement
et module de RAP permet d'avoir un système de RAP qui fonctionne sur tous types de
signaux, tandis que le système de rehaussement est spéci�que au mode de capture. Étant
donné le coût d'apprentissage d'un système de RAP comparé à celui d'un système de
rehaussement, cela représente un avantage non-négligeable des solutions modulaires sur
les solutions bout-en-bout.
D'autre part, les auteurs du système bout-en-bout pourtant prometteur Beamnet [31]
ont constaté une irrégularité de performance : leur système est e�cace sur le corpus
CHiME-4, où les enregistrements sont e�ectués en champ relativement proche et parole
interférente. En revanche, sur une base de données rassemblée par Google correspondant
à des cas réels de commande vocale en champ lointain, ce qui est notre cas d'application,
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les performances chutent en-dessous de celles de systèmes ou le rehaussement et la RAP
sont disjoints [2].

3.1.3. Résumé et positionnement

Cette partie présente un état de l'art de la RAP et l'intégration relativement récente des
réseaux de neurones dans ce domaine. Si le problème est aujourd'hui résolu en champ
proche avec un seul locuteur, les situations où le locuteur est en champ lointain induisent
des di�cultés encore non résolues. Plusieurs stratégies ont été proposées pour rendre les
systèmes robustes aux interférences et à la réverbération qui en découlent : l'apprentissage
robuste, l'apprentissage bout-en-bout ou encore le traitement modulaire du signal. Cette
dernière solution est aujourd'hui la plus e�cace ; nous nous plaçons donc dans ce contexte,
en nous intéressant plus précisément aux techniques de rehaussement de la parole pour
le pré-traitement des signaux avant la RAP. Le système de RAP que nous utilisons pour
mesurer l'e�cacité du rehaussement s'appuie sur des réseaux de neurones. Il est utilisé
ici comme une boîte noire. Dans la partie suivante, nous présentons un état de l'art du
rehaussement de la parole.

3.2. Rehaussement de la parole

3.2.1. Dé�nition du problème

Séparation de sources et rehaussement de la parole Dans une situation de cocktail
party, les voix de plusieurs locuteurs se mêlent dans un environnement bruyant et réver-
bérant (voir Figure 3.2). Face à ce problème, plusieurs objectifs peuvent être poursuivis :
si l'on cherche à obtenir les signaux audio séparés de tous les locuteurs, on parle de sépa-
ration de sources. Si le but est de � nettoyer � un ou plusieurs signaux de parole, ce qui
peut inclure le débruitage et la déréverbération en plus de la séparation de sources, on
parle de rehaussement de la parole [36]. Les signaux séparés ou rehaussés peuvent être
destinés à l'écoute ou à un post-traitement tel que la reconnaissance vocale.
Dans le cas d'un signal destiné à l'écoute, une simple erreur quadratique entre le signal
visé et le signal estimé est rarement pertinente. Plusieurs indicateurs estimant le degré
de séparation et de distorsion du signal ont été proposés [37]. Le rapport signal sur
interférences mesure le rapport de puissance entre le signal cible et les interférences ou
le bruit provenant d'autres sources sonores. Le rapport signal sur artefacts évalue la
quantité de � bruits musicaux � présents dans le signal estimé.
Dans notre cas, on considère un problème de rehaussement avec un seul locuteur cible.
L'objectif est ici la reconnaissance vocale. La qualité perceptive du signal de parole estimé
importe �nalement peu ; la métrique �nale s'appuie sur la validité de la transcription de
celui-ci, mesurée par le taux d'erreur sur les mots, ou WER, dé�ni dans la partie 5.2.5.
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Figure 3.2. �
Exemple de cocktail party : un goûter
d'anniversaire avec deux enfants enre-
gistrés par deux microphones.

Formulation temporelle D'un point de vue mathématique, la situation de cocktail party
peut être décrite par l'équation

x(n) =
I−1∑
i=0

ci(n) + ndi�(n) (3.2)

où n est un échantillon temporel donné, x(n) est le signal multicanal capté comprenant
J canaux (dans le cas du FOA, J = 4), I est le nombre de sources présentes dans
le mélange, les ci(n) sont les contributions multicanales de chaque source au mélange
appelées � images spatiales � des sources et ndi�(n) est un bruit additionnel provenant
de sources spatialement di�uses ou de la mesure. Les ci(n) résultent de la propagation
acoustique des signaux émis par les sources jusqu'au point de mesure modélisée par une
convolution :

ci(n) =
∞∑
m=0

hi(m) ∗ ti(n−m). (3.3)

hi(m) est le vecteur des réponses impulsionnelles caractérisant le chemin acoustique entre
la source i et l'antenne de microphones et ti(n) est le signal émis par la source i. On
considère les sources immobiles à l'échelle du temps d'analyse, hi(m) est donc constant
au cours du temps.
La séparation de sources vise à reconstituer soit les images spatiales ci(n), soit les signaux
émis ti(n) [38].
Pour notre application de rehaussement de la parole, si la métrique est claire (la validité
de la transcription), le choix du signal intermédiaire que l'on vise à isoler n'est pas
évident. On peut chercher à reconstituer ci(n), ou bien sa version déréverbérée ti(n),
ou encore un canal de ci(n), puisqu'il su�t d'un signal monocanal pour procéder à la
RAP. Cet objectif intermédiaire dépend notamment du système de RAP utilisé, plus ou
moins robuste à la réverbération, aux distorsions, au bruit ambiant ou aux interférences
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directionnelles. On peut poser le problème de la façon suivante :

x(n) = s(n) + n(n) (3.4)

où s(n) est un signal multicanal contenant le locuteur cible, tandis que n(n) contient
tous les locuteurs interférents et le bruit di�us. Selon l'application, on cherche à estimer
s(n) ou un signal monocanal sous-jacent, par exemple l'un de ses canaux.

Formulation temps-fréquence Dans le paragraphe précédent, le problème est formulé
dans le domaine temporel. En pratique, il est plus facile de travailler dans le domaine
temps-fréquence qui permet de faire apparaître la parcimonie des signaux et facilite leur
séparation [39].
La représentation choisie est généralement la TFCT. L'étape d'analyse consiste à déter-
miner la représentation fréquentielle d'un signal à partir de sa version temporelle. Ceci
est fait grâce à l'application d'une fenêtre d'analyse glissante wa(n) de longueur N , avec
un pas H entre chaque application de la fenêtre. Une version fenêtrée st(n) du signal
s(n) est extraite à chaque trame t :

st(n) = wa(n)s(tH + n) avec wa(n) = 0 pour n /∈ {0, ..., N − 1}. (3.5)

On procède ensuite à la transformation de Fourier du signal fenêtré, ce qui fournit une
représentation du signal dans chaque trame t et bande de fréquence f . On choisit en
général une représentation fréquentielle sur un nombre de points égal à la longueur N de
la fenêtre d'analyse. Les coe�cients de la TFCT du signal s(n) sont donnés par :

s(t, f) =
N−1∑
n=0

st(n)e−2iπnf/N . (3.6)

Pour un signal s(n) réel, la transformée de Fourier étant symétrique hermitienne, on ne
considère que la moitié des bandes de fréquence f ∈ {0, ..., N/2}.
L'opération inverse, qui permet de reconstituer un signal temporel à partir de ses coe�-
cients de Fourier, s'appelle la synthèse. Dans un premier temps, il s'agit d'appliquer une
transformation de Fourier inverse à s(t, f) :

st(n) =
1

N

N−1∑
f=0

s(t, f)e2iπnf/N avec n ∈ {0, ..., N − 1} (3.7)

puis le signal temporel s(n) peut être reconstitué par la méthode dite d'overlap and add :

s(n) =
∑
t

st(n− tH)ws(n− tH). (3.8)

A�n que la reconstruction soit exacte, le pas H et les fenêtres d'analyse wa(n) et de
synthèse ws(n) doivent véri�er le critère suivant :∑

t

wa(n− tH)ws(n− tH) = 1 pour tout n ∈ {0, ..., N − 1}. (3.9)
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Bien qu'il soit courant de choisir une fenêtre d'analyse qui permette de satisfaire ce critère
sans recours à une fenêtre de synthèse, par exemple une fenêtre de Hamming, cela pose
problème lorsque des manipulations sont e�ectuées dans le domaine temps-fréquence : des
discontinuités peuvent apparaître dans la reconstruction temporelle du signal, notamment
à la frontière entre les trames. Pour limiter ces discontinuités, il est préférable d'utiliser
une fenêtre de synthèse [40]. Dans notre cas, nous utiliserons la fonction sinus pour les
deux fenêtres, avec un pas H = N/2.
Les équations (3.2) et (3.3) peuvent être réécrites dans le domaine temps-fréquence :

x(t, f) =

I−1∑
i=0

ci(t, f) + ndi�(t, f). (3.10)

Sous l'hypothèse de bande étroite, c'est-à-dire si la fenêtre d'analyse est su�samment
grande par rapport au temps caractéristique de réverbération, la convolution dans (3.3)
peut être approchée par une multiplication dans le domaine fréquentiel :

ci(t, f) = hi(f)ti(t, f), (3.11)

où hi(f) est la transformée de Fourier discrète de taille N de hi(n). En pratique, cette
hypothèse est rarement véri�ée [41, 42]. Nous baserons notre travail sur l'équation issue
de (3.4)

x(t, f) = s(t, f) + n(t, f). (3.12)

3.2.2. Méthodes historiques de rehaussement pour une seule source

En rehaussement, lorsqu'une seule source doit être mise en valeur, on utilise souvent des
techniques de �ltrage. Puisque nous traitons des signaux ambisoniques, nous ne présen-
terons que les techniques de �ltrage multicanal. En s'appuyant sur la dimension spatiale
du mélange capté, elles induisent beaucoup moins de distorsions qu'un �ltre monocanal.
Il a été prouvé que ceci est largement avantageux pour la RAP [34]. On cherche donc un
�ltre w, c'est-à-dire un vecteur de taille J tel que

y(t, f) = w(t, f)Hx(t, f), (3.13)

où y(t, f) est une estimation monocanale du locuteur cible. Estimer directement le signal
source ti(t, f) n'est pas faisable en pratique [41]. On cherche donc souvent à retrouver un
des canaux de son image spatiale s(t, f) = ci(t, f). Un module de déréverbération peut
être appliqué a posteriori pour approcher ti(t, f). w(t, f) est calculé selon un critère à
dé�nir, par exemple d'erreur quadratique entre le signal estimé y(t, f) et le signal cible.

Formation de voies directionnelle Cette partie présente un �ltre dérivé exclusivement
selon des critères spatiaux. On considère que la direction d'arrivée (θ0, φ0) de la source à
rehausser est connue. Le �ltre ne dépend pas du signal émis lui-même ; il se contente de
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rehausser le chemin direct de l'onde, considérée plane et sous l'hypothèse de champ loin-
tain. La connaissance de la géométrie de l'antenne de microphones permet la connaissance
du vecteur directionnel dθ0,φ0(f). Le �ltre de formation de voies associé est alors

w(f) = dθ0,φ0(f). (3.14)

Par exemple, pour une antenne de microphones linéaire uniforme avec une distance δ
entre les microphones,

dθ0,φ0(f) = [e−2iπ
δffs
cN

cos(θ0)...e−2iπ
Jδffs
cN

cos(θ0)]T (3.15)

avec fs la fréquence d'échantillonage en Hz. Le �ltre w(f) correspondant est alors appelé
delay-and-sum [43].
Pour une antenne ambisonique, le vecteur directionnel ne dépend pas de la fréquence.
Le �ltre résultant est alors pleine bande : il possède la même directivité quelque soit
la fréquence. Son expression est donnée dans l'équation (2.32) de la partie 2.3.2, ainsi
qu'une extension permettant d'annuler le signal provenant d'autres directions.

Filtre de Wiener multicanal La formation de voies s'appuyant uniquement sur la di-
rection d'arrivée ne permet pas de prendre en compte la réverbération, contrairement
à certains �ltres dépendant de la fréquence et des statistiques des signaux [44]. Ceux-ci
sont plus complexes et induisent plus de distorsion que les �ltres présentés précédemment,
mais ils ont un pouvoir séparateur bien plus important.
Parmi eux, la famille des �ltres de Wiener multicanaux (MWF, multichannel Wiener
�lter) cherche une estimation optimale du signal cible au sens de l'erreur quadratique
moyenne. En reprenant l'expression du mélange (3.12), le MWF vise à estimer le premier
canal s1(t, f) de s(t, f) en minimisant l'erreur quadratique moyenne entre s1(t, f) et le
signal �ltré :

wMWF(t, f) = min
w(t,f)

E{|wH(t, f)x(t, f)− s1(t, f)|2} (3.16)

où E{.} est l'opérateur d'espérance. En supposant tous les signaux centrés, l'optimisation
de ce critère mène à l'expression du MWF :

wMWF(t, f) = [Rss(t, f) + Rnn(t, f)]−1Rss(t, f)u0 (3.17)

où u0 est le vecteur [1 0 ... 0]T et Rss(t, f) et Rnn(t, f) sont les matrices de covariance de
s(t, f) et n(t, f) (qui sont hermitiennes positives). La matrice de covariance d'un signal
u(t, f) est dé�nie par

Ruu(t, f) = E{u(t, f)u(t, f)H}. (3.18)

Il est possible d'introduire un coe�cient de pondération µ pour régler le compromis entre
l'atténuation des sources interférentes et du bruit et la distorsion du signal de parole
estimé. Le �ltre pondéré est appelé SDW-MWF (speech distortion weighted MWF ) [45] :

wSDW-MWF(t, f) = [Rss(t, f) + µRnn(t, f)]−1Rss(t, f)u0 (3.19)
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Pour µ→∞, l'atténuation des interférences et du bruit est maximale, mais les distorsions
sont importantes. Pour µ→ 0, en faisant l'hypothèse que Rss(t, f) est de rang 1, on peut
reformuler le �ltre et montrer qu'il tend vers le �ltre minimisant les distorsions appelé
MVDR (minimum variance distortionless response) [46, 47].

Maximum SNR Le �ltre maximisant le rapport signal à bruit (SNR, signal-to-noise
ratio) [48, 49] est dé�ni par

wmax-SNR(t, f) = arg max
w(t,f)

wH(t, f)Rss(t, f)w(t, f)

wH(t, f)Rnn(t, f)w(t, f)
. (3.20)

dont la solution est donnée par le vecteur propre généralisé principal de Rss(t, f) et
Rnn(t, f), d'où le nom de GEV (generalized eigenvalue) qui lui est également donné
[49] :

wmax-SNR(t, f) = P[Rnn
−1(t, f)Rss(t, f)]. (3.21)

MWF avec une approximation de rang 1 de la matrice de covariance A�n de rendre
le MWF plus robuste aux erreurs d'estimation de Rss(t, f), on peut la remplacer dans
(3.17) par une approximation de rang 1 :

Rss−r1(t, f) = σ(t, f)a(t, f)a(t, f)H . (3.22)

En particulier pour le �ltre s'appuyant sur la décomposition généralisée en valeurs propres
(GEVD, generalized eigenvalue decomposition) [50], a(t, f) est obtenu comme le vecteur
propre généralisé principal de Rxx et Rnn (dé�nies par (3.18)) :

a(t, f) = P[Rnn(t, f)−1Rxx(t, f)]. (3.23)

σ(t, f) peut être estimée par [51] :

σ(t, f) =
tr[Rss(t, f)]

tr[a(t, f)a(t, f)H ]
. (3.24)

Le MWF de rang 1 s'écrit alors

wMWF-r1(t, f) = [Rss−r1(t, f) + Rnn(t, f)]−1Rss−r1(t, f)u0 (3.25)

Une implémentation e�cace du �ltre MWF-r1 est proposée dans [50, eq. (61)]. Une
comparaison des directivités à di�érentes fréquences du MWF-r1 et du �ltre de formation
de voies FOA pleine bande (2.32) est montrée sur la Figure 3.3. On observe que le MWF-
r1 varie de façon importante en fonction de la fréquence. En pratique, cela permet de
prendre en compte la réverbération.



28 Chapitre 3. État de l'art

(a) à 312 Hz (b) à 500 Hz

(c) à 1000 Hz (d) à 3125 Hz

Figure 3.3. � Directivités à 312 Hz, 500 Hz, 1000 Hz et 3125 Hz du �ltre FOA pleine bande
contraint (en violet) et du MWF-r1 (en orange). La source cible est située à 70◦

(étoile bleue) et la source interférente à 90◦ (étoile rouge).

Post-traitement monocanal Les �ltres ci-dessus peuvent induire certaines distorsions.
Pour y remédier, une normalisation BAN (blind analytic normalization) a été proposée
pour le max-SNR [48] a�n d'assurer un ratio unité entre la réponse spatiale du �ltre et
la fonction de transfert entre la source cible et le microphone. Le coe�cient pondérateur
à appliquer en chaque point temps-fréquence est :

wBAN(t, f) =

√
w(t, f)HRnn(t, f)Rnn(t, f)w(t, f)/J

w(t, f)HRnn(t, f)w(t, f)
(3.26)

On peut également utiliser cette normalisation pour le MWF-r1.

Déréverbération La déréverbération pour la parole est un domaine de recherche large
où la littérature abonde [52]. Ce n'est pas l'objet de cette thèse, mais nous en présentons
les principes généraux car il est prouvé qu'elle améliore largement les performances de
RAP [53]. Il s'agit de retrouver le signal source ti à partir de la source image s = ci
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captée par un ensemble de microphones. Nous omettons ici les indices temporels ou
spectro-temporels, puisque ce qui suit est valable dans les deux cas.

� Le premier type d'algorithmes, dits d'annulation de réverbération, considèrent le
modèle convolutif (3.3). Certains estiment les réponses impulsionnelles hi entre la
source et les microphones puis un �ltre inverse [54]. Il est préférable d'éviter l'in-
version directe, rarement stable. D'autres algorithmes estiment conjointement les
réponses impulsionnelles hi et les signaux sources ti grâce à un modèle de Mar-
kov couplé à un algorithme d'espérance-maximisation [55]. En�n, les algorithmes
d'estimation linéaire multicanale, dont le WPE (weighted prediction error) [56] dé-
terminent un �ltre linéaire qui minimise l'erreur d'estimation du signal source en
considérant la parole comme un processus auto-régressif dans le domaine fréquen-
tiel.

� Les algorithmes de suppression de la réverbération considèrent quant à eux le mo-
dèle acoustique additif

s = s(e) + s(r) + v (3.27)

où s(e) est la contribution à la source image due au champ direct et éventuellement
aux premières ré�exions, tandis que s(r) est due à la réverbération tardive. v modé-
lise un bruit di�us ou bruit de mesure. La réverbération tardive est alors supprimée
en considérant un modèle de décroissance exponentielle de la réverbération nécessi-
tant uniquement l'estimation du TR60 (temps de réverbération à 60 dB) [57], avec
une extension prenant également en compte le rapport direct-à-réverbéré [58]. Dans
le cas multicanal, des �ltres tels qu'un MVDR ou un MWF peuvent être utilisés
pour bloquer le champ direct (à condition de connaître sa direction d'arrivée) [59].
En soustrayant le signal résultant au mélange, on obtient une estimation du signal
direct.

� En�n, il est également possible d'estimer directement le signal source, soit par le
biais d'une modélisation source-�ltre du processus articulatoire [60], soit en utilisant
des réseaux de neurones [61].

Dans le cadre de ce travail, nous utilisons le �ltre WPE comme pré-traitement juste avant
d'utiliser le module de RAP pour la mesure de performance.

Limites de ces méthodes En pratique, la formation de voies directionnelle n'est pas
robuste à la réverbération, tandis que les méthodes de �ltrage dépendant de la fréquence
reposent sur l'estimation des matrices de covariance Rss(t, f) et Rnn(t, f). Cela né-
cessitait historiquement d'avoir accès à la détection de l'activité vocale et supposait la
stationnarité du bruit, hypothèse qui n'est pas réaliste dans le cas multi-locuteurs. Ces
limites sont aujourd'hui traitées par l'utilisation de réseaux de neurones pour l'estimation
des matrices de covariance (voir partie 3.2.4).

3.2.3. Méthodes historiques de séparation de sources

Même si nous avons établi que notre cas d'application nécessite plutôt le rehaussement
d'une source, il est important de passer rapidement en revue les techniques de séparation
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de sources. Ces deux domaines ne se sont pas développés de façon disjointe mais se sont
au contraire in�uencés l'un l'autre.

Séparation aveugle de sources Les méthodes dites de séparation aveugle sont des mé-
thodes non supervisées qui s'appuient uniquement sur l'hypothèse que les signaux cibles,
issus de sources di�érentes, sont indépendants. Les premières méthodes ont été dévelop-
pées dans les années 1990 pour les mélanges instantanés de sources, où la convolution de
l'équation (3.3) est une simple multiplication :

ci(n) = hiti(n). (3.28)

L'algorithme JADE [62] estime les sources grâce à la diagonalisation conjointe de tranches
de cumulants d'ordre 4. L'analyse en composantes indépendantes (ACI) généralise ce
principe à d'autres mesures de l'indépendance et di�érents algorithmes d'optimisation
[63].
L'algorithme SOBI [64] relâche l'hypothèse d'indépendance des échantillons pour une
même source en les considérant temporellement correlées. Les algorithmes utilisant la
non-stationnarité considèrent quant à eux que les échantillons ne sont pas identiquement
distribués et possèdent une variance qui évolue au cours du temps [65]. Les informations
apportées par cette variation des statistiques d'ordre 2, avec l'hypothèse d'indépendance
des sources, permettent de maximiser une fonction de vraisemblance et d'estimer les
sources.
Les méthodes conçues pour des mélanges instantanés ont été adaptées à des mélanges
convolutifs de sources. On remarque en e�et que l'expression fréquentielle du mélange
(3.11), qui repose sur l'hypothèse de bande étroite, correspond à un mélange instantané
dans chaque bande de fréquence [66]. Outre l'approximation due à cette hypothèse, l'ap-
plication des méthodes de séparation instantanées dans chaque bande de fréquence crée
des ambiguïtés de permutation entre les bandes, car les sources sont estimées dans un
ordre arbitraire. Pour les résoudre, les solutions proposées s'appuient sur la similarité
de l'enveloppe temporelle des signaux entre les bandes de fréquence adjacentes [67], sur
l'estimation des directions d'arrivée, ou bien sur une combinaison de ces méthodes [68],
avec des résultats cependant mitigés.
Une autre limitation critique des algorithmes d'ACI est qu'ils ne peuvent être utilisés
que dans le cas déterminé, où le mélange x contient autant de canaux que le nombre de
sources I à trouver.

Méthodes utilisant la parcimonie Les méthodes de masquage temps-fréquence per-
mettent de traiter des cas sous-déterminés. Le masque Mci(t, f) estime la présence du
signal ci au point (t, f). Il prend des valeurs dans {0, 1} s'il s'agit d'un masque binaire
ou dans le segment [0, 1] pour un masque continu. Le signal ci(t, f) est ensuite estimé à
partir du mélange x(t, f) :

ĉi(t, f) = Mci(t, f)x(t, f). (3.29)
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Ces masques peuvent être estimés par des techniques de regroupement des points temps-
fréquence s'appuyant sur des caractéristiques communes. L'algorithme DUET [39] utilise
des informations de localisation, à savoir les di�érences interaurales de temps et de niveau
(ITD, interaural time di�erence et ILD, interaural level di�erence) dans leur forme pleine-
bande. MESSL [69] utilise de surcroît des GMMs a�n d'exploiter ces informations de
façon plus robuste. Cependant, l'approche pleine-bande est problématique en présence de
réverbération, puisque l'information spatiale est a�ectée di�éremment dans chaque bande
de fréquence. Le regroupement en bandes étroites apporte une solution à ce problème
mais nécessite une étape supplémentaire pour résoudre les ambiguïtés de permutation
entre les di�érentes bandes de fréquence.

Modèle probabiliste gaussien Des hypothèses statistiques supplémentaires permettent
également de traiter le cas sous-déterminé, que ce soit pour des mélanges instantanés
[70, 71] ou réverbérants [72]. Dans le cadre probabiliste gaussien, on suppose qu'une
image spatiale ci(t, f) prend des valeurs indépendantes en chaque point (t, f), suivant
une distribution gaussienne complexe isotrope centrée de matrice de covarianceRcici(t, f)
qui prend la forme suivante :

ci(t, f) ∼ N (0,Rcici(t, f)) avec Rcici(t, f) = vi(t, f)Ri(f). (3.30)

vi(t, f) ∈ R+ est la densité spectrale de puissance et Ri(f) est la matrice de covariance
spatiale (indépendante du temps pour une source immobile) associées à la source i.
Les vi(t, f) etRi(f) peuvent être estimées itérativement grâce à un algorithme d'espérance-
maximisation (EM) [73]. Les estimations des images spatiales ĉi(t, f) sont alors obtenues
à partir du mélange grâce à un �ltre de Wiener variant dans le temps (voir aussi la
partie 3.2.2) :

ĉi(t, f) = Rcici(t, f)Rxx(t, f)−1x(t, f) (3.31)

avec Rxx(t, f) =
∑

iRcici(t, f) la matrice de covariance du mélange x(t, f).

Factorisation matricielle positive L'utilisation de la factorisation en matrices à valeurs
positives (NMF, non-negative matrix factorization) fait quant à elle des hypothèses fortes
sur la structure des signaux à reconstruire. Les spectres d'amplitude ou de puissance
des signaux sont supposés être constitués d'une somme d'éléments de rang 1, chacun
décomposable en produit d'un spectre de base et d'une séquence d'amplitudes [74]. Cela
correspond par exemple à la décomposition de la parole en phonèmes, ou de la musique
en notes, et à la signature spectro-temporelle spéci�que de chacun de ces éléments. Une
telle grandeur V est alors modélisée par

V̂(t, f) =
∑
k

bk(f)hk(t) (3.32)

où bk = [bk(0), ..., bk(F )]T et hk = [hk(0), ..., hk(T )] sont des vecteurs à valeurs posi-
tives représentant respectivement les motifs spectraux et les activations temporelles de
l'élément k.
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Ces éléments peuvent être estimés de façon non-supervisée par un algorithme de parti-
tionnement de type k-moyennes [75] combiné à une estimation itérative des paramètres
par EM. Les résultats ne sont satisfaisants que si les sources à séparer ont des supports
su�samment disjoints. Des versions supervisées de la NMF ont donc été développées, im-
pliquant un apprentissage préalable de dictionnaires spectraux [76]. Cela nécessite d'avoir
accès aux sources de manière indépendante pendant un laps de temps avant de traiter
leur mélange. En�n, des techniques intermédiaires dites � semi-supervisées � initient l'ap-
prentissage des dictionnaires spectraux hors-ligne, puis a�nent cet apprentissage à partir
du mélange [77]. Ces di�érentes variantes sont initialement conçues pour être appliquées
à un mélange monocanal, mais des versions multicanales ont également été mises au
point [78]. La NMF a classiquement été combinée avec le modèle probabiliste Gaussien
présenté dans le paragraphe précédent [78]. Dans ce cas, la NMF modélise la variance
d'une source ou d'un mélange de source. Si chaque composante NMF représente une
source, la séparation est directement obtenue. En revanche, si une source est représentée
par plusieurs composantes, il est de surcroît nécessaire de regrouper ces composantes, ce
qui peut par exemple être fait selon un critère spatial [78].

3.2.4. Méthodes de rehaussement utilisant des réseaux de neurones

Les méthodes de rehaussement de la parole utilisant des réseaux de neurones profonds ont
d'abord eu un succès notable dans le contexte monocanal. Elles s'appuient sur di�érentes
architectures de réseau, basées sur des couches totalement connectées (FF, feed-forward)
[79] ou RNN [80], dont LSTM (long short-term memory) [81, 82] et LSTM bidirection-
nelles (biLSTM) [83]. De façon similaire aux méthodes de la partie 3.2.3, le réseau peut
être entraîné à reconstruire le signal source lui-même [84], parfois de façon générative
[85], ou bien un masque qui permet d'estimer la proportion de signal cible présente dans
le mélange en chaque point temps-fréquence [86]. Nous nous intéressons ci-dessous plus
en détail à l'utilisation de réseaux de neurones dans le cadre multicanal.

3.2.4.1. Rehaussement d'un locuteur seul

L'information multicanale a été utilisée sous diverses formes pour faciliter l'apprentissage
du réseau : en combinant l'ITD et l'ILD à une information monocanale [87, 84] ; en
comparant les di�érences de phase e�ectives et celles, théoriques, correspondant à la
direction supposée connue de la source d'intérêt [88] ; ou en mesurant le caractère di�us
du signal [89]. Bien que certains travaux cherchent à estimer directement le signal cible
s(t, f) en sortie du réseau [84], la plupart reposent sur l'estimation de masques temps-
fréquence comme étape intermédiaire [90]. Ces masques peuvent être appliqués tels quels
à chaque canal du signal [87], mais ils induisent alors des distorsions défavorables à la
RAP [34].

Filtrage multicanal utilisant un masque temps-fréquence Pour éviter les distortions
résultant d'un traitement monocanal, il a été proposé d'utiliser les masques estimés par
un réseau de neurones pour l'estimation de �ltres multicanaux [34, 49, 51, 91]. Le principe
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de cette approche est présenté dans la Figure 3.4 : le masque Ms(t, f) permet d'estimer
le signal cible s(t, f) et le signal interférent n(t, f) :

ŝ(t, f) = Ms(t, f)x(t, f)

n̂(t, f) = (1−Ms(t, f))x(t, f)
(3.33)

Les matrices de covariance peuvent ensuite être estimées en moyenne sur un intervalle
de temps

Rss(f) =
∑
t

ŝ(t, f)ŝ(t, f)H

Rnn(f) =
∑
t

n̂(t, f)n̂(t, f)H .
(3.34)

et être utilisées pour calculer un des �ltres présentés dans la partie 3.2.2, qui est alors
invariant sur cet intervalle de temps. Certains travaux calculent un seul masque pour l'en-
semble des canaux [92]. D'autres estiment un masque par canal, puis un unique masque
médian est appliqué à tous les canaux pour plus de robustesse [49, 93].

Figure 3.4. � Filtrage multicanal utilisant des masques temps-fréquence estimés par un réseau
de neurones.

Cette formulation permet de relâcher les hypothèses de stationnarité du bruit et d'indé-
pendance des signaux, ainsi que la nécessité d'avoir accès à une estimation préalable de
l'activité vocale, conditions auparavant indispensables à l'utilisation des �ltres de la par-
tie 3.2.2. Elle a permis d'améliorer signi�cativement les performances de rehaussement
d'une source de parole dans un bruit di�us, y compris en environnements réels [51].

Estimation directe des paramètres de �ltrage En�n, certaines méthodes proposent
d'utiliser les réseaux de neurones pour estimer directement les paramètres des �ltres, sans
passer par le calcul des matrices de covariance. Par exemple, Xiao et al. [94] optimisent
directement les coe�cients des �ltres selon des critères de RAP.
Nugraha et al. [95] utilisent des DNNs pour estimer les spectres des signaux sur lesquels
repose le MWF dans le cadre probabiliste gaussien (3.30), permettant le calcul de �ltres
multicanaux variant dans le temps.

3.2.4.2. Le cas multi-locuteurs

Le problème se complexi�e lorsque plusieurs locutrices sont présentes simultanément. En
e�et, deux signaux de parole ont des caractéristiques spectro-temporelles plus proches
qu'un signal de parole et un signal de bruit ambiant, ce qui rend leur séparation intrin-
sèquement plus di�cile. Pour autant, les auditeurs humains sont généralement capables
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d'extraire la voix d'une locutrice en présence de parole interférente, y compris lorsque le
niveau de celle-ci est plus élevé que celui de la cible [96]. Cela est certes plus facile lorsque
les voix sont déjà connues, que ce soit pour un auditeur humain ou pour les réseaux de
neurones [97]. Comprendre le sens des discours facilite également leur séparation. Utiliser
des informations de reconnaissance vocale a été proposé pour faciliter le rehaussement
[83] en fournissant au réseau de rehaussement le senone le plus probable selon un système
de RAP. À notre connaissance, l'information de RAP n'a jamais été utilisée dans le cas
multi-locuteurs.
Dans les paragraphes suivant, nous exposons les di�cultés propres à la situation multi-
locuteurs et les pistes existantes pour y remédier.

Problème de permutation des étiquettes d'apprentissage Pour un système de sépara-
tion automatique de la parole, en plus de la di�culté propre à la situation multi-locuteurs,
des problèmes techniques se posent. Imaginons deux personnes parlant aussi fort l'une
que l'autre, Anwen et Bodmaël. Lors de l'apprentissage, si le réseau estime parfaitement
bien les sorties correspondant à Bodmaël et Anwen, mais que la fonction de coût est
calculée avec les étiquettes correspondant, dans l'ordre, à Anwen et Bodmaël, le réseau
sera pénalisé pour une réponse pourtant correcte. Il lui est impossible d'apprendre dans
ces conditions. Ce problème est appelé � l'ambiguïté des étiquettes � (voir Figure 3.5).

Figure 3.5. � Illustration du problème de permutation des étiquettes. Lors de l'apprentissage,
le réseau peut être pénalisé pour une estimation correcte présentée dans un ordre
di�érent de celui des étiquettes d'apprentissage.

Désambiguïsation par RAP Weng et al. [98] se servent de la RAP pour résoudre ce
problème de permutation (mais pas pour faciliter la séparation elle-même). Ils utilisent
l'hypothèse, presque toujours véri�ée, que sur chaque trame la puissance de l'un des deux
signaux de parole est plus forte que l'autre. Deux réseaux de neurones sont appris pour
la RAP, l'un apprenant à renvoyer le senone correspondant au signal le plus fort, l'autre
au signal le moins fort. Les senones correspondant à chaque locuteur sont regroupés
au �l des trames par un critère de vraisemblance portant sur les transcriptions �nales
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des deux signaux, avec une pénalité empêchant un changement trop fréquent entre les
senones de puissance plus élevée ou plus faible. Ce système ne permet pas de reconstituer
les signaux audio séparés, mais est adapté à notre application �nale de reconnaissance
de la parole. Cependant, il ne fonctionne que dans un scénario avec exactement deux
locuteurs. D'autre part, selon les auteurs eux-mêmes, la désambiguïsation des senones
trame-à-trame telle qu'elle est proposée n'est robuste que dans le cas d'un vocabulaire
et d'une grammaire réduits.

L'apprentissage invariant aux permutations (PIT, permutation invariant training)
[99], propose une solution simple qui consiste à calculer les fonctions de coût pour toutes
les permutations et choisir celle dont la valeur est minimale. Le calcul de la fonction
de coût n'étant pas très complexe, le surcoût engendré est minime, et ne concerne que
la phase d'apprentissage. Il peut donc être étendu dans le cas d'un nombre de locuteurs
quelconque, mais connu et �xe, car il détermine l'architecture du réseau. Initialement pré-
sentée pour le cas monocanal, une extension de cette méthode a également été proposée
pour exploiter l'information multicanale [100].

Modèles génératifs Une autre façon de se libérer du problème de permutation des
étiquettes est de supprimer lesdites étiquettes. C'est possible en adoptant une approche
non-supervisée. Dans le cadre de l'apprentissage profond, on peut utiliser des réseaux
génératifs adversariaux, ou GANs (generative adversarial networks) [101]. Un réseau est
conçu pour synthétiser les signaux sources à reconstituer étant donné le mélange, tandis
qu'un second doit distinguer les signaux synthétisés des vrais signaux. En apprenant ces
réseaux simultanément et sans utiliser d'étiquettes, le problème de l'ambiguïté est évité.

Partitionnement profond Le deep clustering [102] propose une méthode di�érente. Au
lieu d'utiliser un réseau [98] ou une sortie de réseau [99] pour chaque source, elle uti-
lise la capacité des techniques de partitionnement à gérer des groupes non étiquetés.
Les techniques classiques type k-moyennes ne sont pas adaptées à des situations aussi
complexes que le partitionnement de points temps-fréquence pour plusieurs sources de
parole, faute d'une métrique adaptée dans ce domaine. Le deep clustering utilise des
réseaux de neurones pour associer à chaque point temps-fréquence une représentation
dans un espace de dimension supérieure, où la distance canonique est e�ectivement re-
présentative de l'identité du locuteur prédominant en chaque point. Dans cet espace,
il est alors possible d'utiliser les k-moyennes pour regrouper les points temps-fréquence
par locuteur. Une variante, nommée deep attractor networks [103], intègre directement
l'étape de partitionnement au réseau.
Un réseau appris avec cette méthode peut être appliqué à un nombre quelconque de
sources, dont la connaissance n'est nécessaire qu'à l'étape �nale de partitionnement. Le
deep clustering est très �exible en théorie, mais l'étape supplémentaire de partitionne-
ment ajoute une certaine complexité lors du décodage. De plus, pour être robuste, le
décodage dans l'espace de haute dimension doit être e�ectué sur plusieurs trames. Ce
coût calculatoire empêche son utilisation en temps quasi-réel. Comme dans le cas du PIT,
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une extension multicanale a été proposée [104].

Une seule locutrice cible Les méthodes présentées ci-dessus cherchent à extraire toutes
les sources de parole. Comme nous l'avons vu, dans notre cas d'application, le problème
est plus restrictif : il s'agit d'extraire le discours d'une seule locutrice. Cela peut sembler
plus simple, mais nécessite une information supplémentaire qui permette au système
d'identi�er la locutrice cible. Si cette information est présente, cela résout un problème
non traité par les méthodes ci-dessus : suivre des locutrices d'une phrase à l'autre, a�n
que les transcriptions �nales soient cohérentes.
Au niveau de la RAP, il est possible d'utiliser un mot-clé qui focalise directement l'at-
tention du moteur de RAP sur la locutrice cible [30]. En amont, au niveau signal, il a par
exemple été proposé d'utiliser une phrase où la locutrice cible est seule a�n de générer
une représentation de la locutrice via un réseau auxiliaire. Cette représentation permet
ensuite d'adapter les poids du réseau principal à la locutrice et de l'extraire du mélange
par la suite [93]. Cependant, cette identi�cation n'est pas su�sante dans les cas di�ciles,
notamment lorsque les locutrices sont de même genre.

3.2.5. Résumé et positionnement

Nous venons d'exposer les techniques existant pour le rehaussement de sources de paroles.
Aujourd'hui, qu'il y ait une ou plusieurs sources, les plus e�caces s'appuient sur des
réseaux de neurones. En particulier, en amont de la RAP, le cadre du �ltrage multicanal
s'appuyant sur des masques calculés par un réseau de neurones a fait ses preuves pour le
débruitage d'une source de parole. En e�et, la composante spatiale de ces �ltres permet
de limiter les distorsions, ce qui en fait une méthode adaptée au pré-traitement en amont
de la RAP. D'autre part, aucune méthode utilisant les réseaux de neurones n'a jusqu'ici
été présentée pour le rehaussement de signaux ambisoniques.
Nous présentons donc dans le chapitre 5 une technique qui s'inscrit dans le �ltrage mul-
ticanal utilisant un réseau de neurones, mise au point a�n de pouvoir être utilisée sur
des contenus ambisoniques.
Par ailleurs, en raison du problème de la permutation d'étiquette, les techniques exis-
tant aujourd'hui dans le cadre du �ltrage utilisant des réseaux de neurones ne peuvent
être utilisées dans le cas multi-locuteurs. Nous proposons donc une méthode adaptée à
cette situation qui utilise la connaissance de la direction d'arrivée des sources pour lever
l'ambiguïté. La partie suivante présente un état de l'art de la localisation de sources
sonores.

3.3. Localisation de sources sonores

De nombreuses techniques de rehaussement de sources multicanales nécessitent la locali-
sation préalable des sources sonores [105, 106, 107, 91]. Nous dressons ici un état de l'art
de ce domaine, avant de proposer une solution adaptée à l'ambisonie dans le chapitre 4.
Les techniques classiques de localisation utilisent des principes théoriques variés présen-
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tés ci-dessous. Ces principes sont encore d'actualité, comme le prouvent notamment les
di�érentes soumissions au challenge LOCATA en 2018 [108]. Nous n'incluons dans la
tâche de localisation que l'estimation de la direction d'arrivée des sons, c'est-à-dire du
couple azimut et élévation (θ, φ), sans chercher à déterminer la distance entre la source
et le microphone.

3.3.1. Techniques traditionnelles

Une revue des méthodes classiques de localisation de sources peut être trouvée dans [109].
Nous présentons ici les grands principes de ces di�érentes méthodes, ainsi que les façons
dont elles sont exploitées dans des travaux récents.

Di�érence de temps d'arrivée Étant donné l'enregistrement d'une scène sonore par
plusieurs microphones, la di�érence de temps d'arrivée entre ces microphones est une
quantité souvent utilisée pour la localisation. Combinée à la connaissance de l'antenne
de microphones, elle permet d'obtenir la direction d'arrivée. Dans le cas d'une seule paire
de microphones, la direction ne peut pas être déterminée complètement. S'ils sont placés
dans le plan médian par exemple, seul l'azimut peut être estimé, et une ambiguïté subsiste
entre le demi-plan avant et le demi-plan arrière.
La di�érence de temps d'arrivée sur une trame t peut être estimée par GCC-PHAT (ge-
neralized cross correlation phase transform) [110], c'est-à-dire la transformée de Fourier
inverse de la corrélation spectrale croisée entre les signaux captés par deux microphones
j et j′ :

ψjj′(t, τ) =
1

F

F−1∑
f=0

xj(t, f)x∗j′(t, f)

|xj(t, f)||x∗j′(t, f)|
e2iπ

fτ
F . (3.35)

Le su�xe PHAT désigne le fait de normaliser par l'amplitude en ne conservant que
l'information de phase. xj(t, f) et xj′(t, f) sont les coe�cients de TFCT (voir partie 3.2.1)
des signaux captés par les micros j et j′ ; ∗ est l'opérateur de conjugaison complexe ; F
est le nombre de bandes de fréquence de la TFCT. La di�érence de temps d'arrivée à la
trame t est alors le délai maximisant GCC-PHAT :

∆jj′(t) = arg max
τ

ψjj′(t, τ). (3.36)

Pour plus de deux microphones, la di�érence de temps d'arrivée est calculée pour chaque
paire. La direction d'arrivée est déduite par triangulation, ce qui revient à faire une fusion
tardive de la localisation pour toutes les paires de microphones (j, j′). Cette technique
n'est pas adaptée à des antennes compactes de microphones, car la triangulation n'est
pas robuste, ou au cas de plusieurs sources.

Cartes acoustiques L'algorithme SRP-PHAT (steered response power with phase trans-
form) [111, 109] étend cette technique grâce à la fusion précoce des GCC-PHAT pour
toutes les paires de microphones. Une carte acoustique M de la scène sonore est alors
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créée :
M(t, θ, φ) =

∑
jj′

ψjj′(t, τjj′(θ, φ)), (3.37)

où τjj′(θ, φ) représente la di�érence de temps d'arrivée entre les micros j et j′ pour une
onde sonore provenant de la direction (θ, φ).
Cela est mathématiquement équivalent à appliquer un �ltre de formation de voie de
type delay-and-sum pour chaque direction possible, ce qui évite le calcul explicite des
di�érences de temps d'arrivée :

M(t, θ, φ) =
F−1∑
f=0

dθ,φ(f)H
x(t, f)

|x(t, f)|
x(t, f)H

|x(t, f)|
dθ,φ(f), (3.38)

où dθ,φ(f) est le vecteur directionnel correspondant à l'antenne de microphones et à la
direction (θ, φ), dé�ni dans la partie 3.2.2. Une soumission au challenge LOCATA [112]
propose une implémentation e�cace de SRP-PHAT et l'évalue en conditions réelles pour
une source, en obtenant de meilleurs résultats que MUSIC (voir paragraphe suivant) dans
ces conditions. Un exemple de carte acoustique établie par SRP-PHAT est présenté dans
la Figure 3.6a.
Les méthodes précédentes utilisent une normalisation en amplitude pour plus de ro-
bustesse à la réverbération. Cependant, en supprimant l'information d'amplitude, cela
empêche de traiter correctement le cas de plusieurs sources concurrentes [106, 113]. Pour
traiter ce cas, d'autres méthodes proposent d'estimer la direction de la source prédo-
minante en chaque point temps-fréquence. On peut alors regrouper les points temps-
fréquence pour faire apparaître les directions des sources [113], par exemple avec un
algorithme de partitionnement de type k-moyennes, ou bien en sélectionnant les maxima
d'un histogramme. De manière générale cependant, l'estimation de la direction est sen-
sible à la réverbération. En particulier, les premières ré�exions peuvent apparaître comme
des sources supplémentaires.

Sous-espaces vectoriels Une autre famille d'algorithmes de localisation utilise la dé-
composition en éléments propres de la matrice de covariance Rxx(t, f) (3.18) entre les
di�érents canaux du signal capté x(t, f).
La méthode ESPRIT (estimation of signal parameters via rotational invariance tech-
niques) [114] utilise des propriétés d'invariance rotationnelle de l'antenne de microphones
pour faire apparaître le sous-espace signi�catif (par opposition à l'espace du bruit).
MUSIC (multiple signal classi�cation) [115] sélectionne les vecteurs propres associés aux
valeurs propres jugées su�samment grandes pour correspondre à une source ponctuelle
et non à du bruit. Les vecteurs propres fournissent alors une estimation des vecteurs
directionnels dθ,φ(f) correspondant aux directions des sources. La carte acoustique cor-
respondante est établie en calculant la grandeur suivante (voir Figure 3.6b) :

M(θ, φ, t, f) =
1

dHθ,φ(f)Un(t, f)Un(t, f)Hdθ,φ(f)
(3.39)
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(a) SRP-PHAT (b) MUSIC

Figure 3.6. � Cartes acoustiques d'un signal ambisonique générées par (a) SRP-PHAT en utili-
sant le �ltre de formation de voie (2.32) et (b) MUSIC.

où Un(t, f) est le sous-espace vectoriel constitué des vecteurs propres de Rxx(t, f) cor-
respondant au bruit.
MUSIC peut être combiné avec des techniques de partitionnement des points temps-
fréquence. Le critère de dominance du chemin direct [116] permet de déterminer les
points où une seule source prédomine, auquel cas il su�t de ne conserver que la compo-
sante la plus énergétique de la matrice de covariance. On regroupe ensuite les directions
apparentes pour tous les points temps-fréquence. Cette technique a été évaluée dans le
cadre de LOCATA [117] ; les performances ne sont cependant pas rapportées.

Analyse en composantes indépendantes Les méthodes d'ACI visent à retrouver la
matrice de mélange qui relie des phénomènes indépendants à l'observation de leur mé-
lange instantané. Dans le cas de l'audio, elles ont avant tout été mises au point pour la
séparation de sources (voir la partie 3.2.3) ; il a cependant été constaté que ces matrices
de mélange permettent de retrouver les vecteurs directionnels pointant vers les sources
[118, 119, 120]. L'ACI s'est montrée plus robuste que MUSIC [118] et SRP-PHAT [119]
dans le cas de plusieurs sources, notamment si celles-ci sont proches. Cependant, ces
méthodes ne sont pas adaptées à la séparation de sources en présence de réverbération
importante qui met à mal l'hypothèse de mélange instantané (voir partie 3.2.3). C'est
également le cas pour la localisation.

Vecteur d'intensité acoustique Le vecteur d'intensité acoustique active, présenté pour
le cas ambisonique dans la partie 2.3.3, pointe par dé�nition dans le sens de propagation
de l'énergie acoustique, c'est-à-dire l'opposé de la direction d'arrivée. Il est donc naturel
de s'en servir pour la localisation [121, 122]. Il nécessite de connaître la vélocité, estimée à
partir du gradient de pression entre plusieurs microphones ou directement mesurée grâce
à des capteurs acoustiques coûteux [123] (plus courants dans le domaine des radars qu'en
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audio). On peut encore une fois utiliser le regroupement des points temps-fréquence
pour gérer la présence simultanée de plusieurs sources. Cependant, malgré les e�orts
pour modéliser la réverbération [124], ces méthodes y restent très sensibles [125] (voir
Figure 3.7).

(a) Environnement anéchoïque (b) Environnement réverbérant

Figure 3.7. � Vecteur d'intensité acoustique actif pour une fréquence �xée et plusieurs trames
consécutives, (a) sans réverbération et (b) avec réverbération selon Pulkki [11].

3.3.2. Techniques adaptées à l'ambisonie

Di�érences de niveau La plupart des concepts de localisation présentés ci-dessus sont
transposables aux signaux ambisoniques. Le cas le moins évident est celui de la di�é-
rence de temps d'arrivée, puisque pour un encodage parfait les canaux ambisoniques
correspondent à des capteurs coïncidents : il n'y a donc pas de di�érences de temps d'ar-
rivée entre eux. Cependant, les di�érences de temps d'arrivée au format A (capté par
l'antenne de microphones réels) sont utilisées dans l'encodage FOA. Cette information
est donc présente de façon implicite dans les rapports d'amplitude des canaux FOA. La
direction d'arrivée y apparaît de façon simple d'après (2.25) [126] :

θ(t, f) = arctan

(
|Y (t, f)|
|X(t, f)|

)
(3.40)

φ(t, f) = arctan

(
|Z(t, f)|√

|X(t, f)|2 + |Y (t, f)|2

)
(3.41)

L'encodage (2.25) n'est valable que dans le cas d'une onde plane. Cette limitation appa-
rente est mise à pro�t dans une participation au challenge LOCATA [127] a�n d'identi�er
les points temps-fréquence dominées par le champ sonore direct. Le � critère onde plane �
y est dé�ni de la façon suivante :

C(t, f) =
|X(t, f)|2 + |Y (t, f)|2 + |Z(t, f)|2

|W (t, f)|2
. (3.42)
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Il permet de pondérer l'importance des directions d'arrivée calculées en chaque point
temps-fréquence grâce à (3.40) et (3.41) : plus C(t, f) est proche de 1, plus le point (t, f)
est signi�catif.

SRP-PHAT et sous-espaces On a vu dans la partie 2.3.2 l'expression du �ltre de
formation de voies ambisonique. En l'utilisant pour scanner l'espace des directions, on
produit une carte acoustique où les sources principales sont identi�ables [128] comme
dans un algorithme SRP-PHAT classique.
Les méthodes de décomposition en sous-espaces, MUSIC et ESPRIT, ont aussi été ap-
pliquées à des contenus FOA [116, 129].

L'analyse en composantes indépendantes peut également être appliquée à des conte-
nus ambisoniques [130, 12]. Dans ce cas, la matrice de mélange est

A = [dθ0,φ0 dθ1,φ1 ...dθJ ,φJ ], (3.43)

où les dθj ,φj sont les vecteurs directionnels pointant vers les sources (2.32). Les directions
sont déduites de ces colonnes par (3.40) et (3.41).

Le vecteur d'intensité est particulièrement adapté au format FOA [131, 121, 128] où
il est exprimé simplement en fonction des canaux W , X, Y et Z (voir partie 2.3.3).
Mathématiquement, utiliser la direction pointée par le vecteur d'intensité acoustique
active correspond exactement à faire le rapport entre les canaux comme dans (3.40) et
(3.41). Des améliorations augmentant la robustesse des estimations ont été présentées
à LOCATA [127, 132]. L'intensité réactive, quant à elle, n'a jamais été utilisée pour la
localisation à notre connaissance.

3.3.3. L'apprentissage supervisé non neuronal

Les méthodes précédentes reposent sur une modélisation mathématique des phénomènes
physiques mis en jeu, mais celle-ci ne peut prendre en compte toute la complexité et la di-
versité des phénomènes réels. Il est di�cile de prendre en compte le bruit, les interférences
et la réverbération, qui changent dans chaque cas.
Les techniques d'apprentissage supervisé cherchent à modéliser ces phénomènes de fa-
çon implicite. Elles utilisent des fonctions comprenant un grand nombre de paramètres,
qu'elles optimisent automatiquement grâce à des exemples dont on connaît la vérité ter-
rain. Avec des données bien choisies, cela revient dans certains cas à e�ectuer une clas-
si�cation automatique des points temps-fréquence qui prend en compte des phénomènes
acoustiques complexes.

Estimateurs par noyau Les travaux précurseurs de Roman et al. [107, 133] proposent
d'apprendre des fonctions non-linéaires et dépendant de la fréquence a�n de procéder
conjointement à la localisation et à la séparation de deux sources. Une première fonction
est apprise a�n d'associer les di�érences de temps d'arrivée mesurées dans un contexte
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binaural aux azimuts des sources. Dans un second temps, cela permet d'apprendre des
estimateurs par noyau pour tous les azimuts possibles. Ceux-ci associent les indices bi-
nauraux (ITD et ILD) à la di�érence d'énergie entre les sources. Grâce à ces di�érences
d'énergie, il est possible d'estimer un masque temps-fréquence et de séparer les sources
présentes.

Régression d'arête Wilson et Darrell [134] utilisent également l'apprentissage supervisé
pour parer aux limitations de GCC-PHAT, en particulier en présence de réverbération.
L'apprentissage ne vise pas à retrouver directement les directions d'arrivée, mais à es-
timer la �abilité de GCC-PHAT pour chaque point temps-fréquence a�n d'en pondérer
les estimations. Plus précisément, un ensemble d'apprentissage est synthétisé avec la mé-
thode des sources images [135]. On connaît donc les directions d'arrivée théoriques des
sources, qui sont également estimées par GCC-PHAT. Un apprentissage par régression
d'arête (régression linéaire par morceaux avec régularisation L2) permet d'associer un
spectrogramme donné à une précision de localisation par GCC-PHAT, dé�nie en chaque
point temps-fréquence comme étant l'inverse de l'erreur de GCC-PHAT au carré. Fait
intéressant, les points les plus �ables pour la localisation avec GCC-PHAT correspondent
aux attaques des sons, ce qui a également été démontré pour l'être humain en psycho-
acoustique [136].

Mélanges de gaussiennes Les fonctions utilisées dans les travaux cités ci-dessus, même
s'ils sont plus complexes que les modèles de la partie 3.3.1, possèdent un pouvoir de
modélisation encore limité. En revanche, les GMMs peuvent théoriquement modéliser
n'importe quelle fonction si le nombre de composantes gaussiennes est su�samment élevé.
Pour chaque direction considérée, un GMM est entraîné à modéliser la distribution des
indices choisis (en général ILD et ITD) pour tous les points temps-fréquence [69]. Pour
l'analyse d'un mélange inconnu, il su�t ensuite de sélectionner la direction correspondant
à la probabilité maximale a posteriori [137, 138]. Une approche similaire peut être adoptée
en utilisant des machines à vecteurs support à la place des GMMs [139].
L'algorithme GLLiM (Gaussian locally linear mapping) [140] utilise des techniques de
modélisation par GMMs en y incorporant une information précieuse : l'espace d'arrivée
est de dimension 2 (azimut et élévation). Puisqu'il existe une fonction projetant l'espace
de départ de très haute dimension (typiquement celui des indices binauraux, ITD et
ILD, calculés en chaque point du spectrogramme) sur l'espace d'arrivée, Deleforge et
al. prouvent que les données binaurales reposent sur une surface de dimension 2 dans
l'espace de départ. L'idée que les données de départ reposent sur une variété de dimension
inférieure à celle de l'espace qui les contient a été utilisée pour plusieurs problèmes de
traitement du signal audio [141].

Pour l'ambisonie ? À notre connaissance, pour des contenus ambisoniques, il n'existe
aucune technique de localisation reposant sur un apprentissage supervisé mais ne faisant
pas appel à des réseaux de neurones profonds.
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3.3.4. L'apprentissage neuronal

Les réseaux de neurones profonds ont été appliqués avec succès à de nombreux problèmes
en audio. Pour l'application qui nous intéresse, les assistants vocaux domestiques, ils ont
été appliqués dans l'ordre inverse de la chaîne de traitement. D'abord utilisés pour la
reconnaissance vocale (partie 3.1), puis le rehaussement de la parole (partie 3.2.4), ce
n'est que récemment qu'ils ont été utilisés pour la localisation, en premier lieu grâce la
robotique [142, 143, 151, 152]. L'utilisation de réseaux de neurones profonds permet de
modéliser une réalité acoustique diverse, rendant les modèles robustes aux conditions
acoustiques di�ciles incluant du bruit et de la réverbération [142].

Architectures Diverses architectures ont été testées et sont résumées dans le Tableau 3.1.
Les premiers réseaux utilisent simplement des couches FF [142, 146]. Ils ont par la
suite été remplacés par des réseaux convolutifs. Parmi les variantes de ces approches,
les réseaux résiduels permettent l'apprentissage de réseaux très profonds [151, 156] ; les
convolutions dilatées augmentent la taille du champ récepteur du réseau sans augmenter
le nombre de paramètres (de façon intéressante, Chakrabarty et Habets [149] les uti-
lisent pour augmenter le nombre de microphones de l'antenne, et non pour prendre en
compte un contexte temporel important) ; les réseaux de neurones convolutifs et récur-
rents (CRNN) [147, 148, 150, 153, 157] prennent en compte le caractère séquentiel des
signaux audios. Aucun système ne s'appuie cependant sur des réseaux purement récur-
rents.
Les travaux de Comminiello [150] considèrent les échantillons temporels des signaux FOA
comme des quaternions et utilisent une adaptation des couches convolutives à cette re-
présentation dans un Q-CRNN (quaternion convolutional and recurrent neural network).

Paramétrisation des données De multiples paramétrisations des signaux sont utilisées
dans la littérature. Elles dépendent du mode de capture, auquel succède en général un
post-traitement explicite pour transformer les données brutes. Certains réseaux s'ap-
puient simplement sur les méthodes classiques : ils utilisent en entrée les corrélations
croisées généralisées entre les microphones [142, 146], les vecteurs propres des matrices
de corrélation (comme MUSIC) [143], ou encore les résultats d'un SRP a�n d'en optimiser
la normalisation [154]. Grâce aux couches convolutives, d'autres sont capables d'extraire
l'information de données de plus bas niveau, comme les spectrogrammes [147, 151] ou
leur phase uniquement [144]. Certains travaux explorent même la possibilité d'utiliser des
données temporelles brutes [150, 156]. Cependant, plus les données d'entrée sont de bas
niveau, plus le modèle doit être complexe et plus le corpus d'apprentissage et la puissance
de calcul doivent être importants. Il est donc (pour l'instant) intéressant d'utiliser des
données d'entrée adaptées à la localisation, par exemple les indices binauraux ITD et
ILD [152], les cosinus et sinus des di�érences de phase [155], ou les vecteurs d'intensité
acoustique [153].
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Espace des directions d'arrivée L'utilisation des réseaux de neurones ne résout pas
pour autant le problème de la localisation. Pour assurer la généralisation, un maximum
de situations doivent être rencontrées lors de l'apprentissage. En plus des conditions
acoustiques variées précédemment citées, cela implique de rencontrer tout l'éventail des
directions à estimer. Plus il est grand, plus la capacité de modélisation doit être impor-
tante. Pour cette raison, la plupart des techniques d'apprentissage supervisées (neuronales
ou non) se limitent à estimer l'azimut, sans considérer la sphère unité complète � ce
qui est de toute façon impossible géométriquement pour les antennes de microphones
linéaires. Or, ajouter un degré de liberté complique signi�cativement le problème. Les
travaux d'Adavanne [147, 148] s'intéressent malgré tout à ce cas (voir Tableau 3.1). La
scène y est captée au format FOA, dont l'isotropie est un avantage majeur.

Mode d'estimation Une question se pose lorsque l'on traite un problème par appren-
tissage automatique : doit-il être considéré comme un problème de classi�cation ou de
régression ? Étant donné le caractère ordonné et continu de l'azimut et de l'élévation, l'es-
timation des directions d'arrivée semble naturellement être un problème de régression.
Le fait que l'azimut soit cyclique doit être pris en compte. Pour cela, il a été proposé
d'estimer les coordonnées cartésiennes (x, y, z) sur la sphère unité correspondant à la
direction (θ, φ) [148].
Cependant, comme le montre le Tableau 3.1, une large majorité des systèmes considèrent
la localisation comme un problème de classi�cation. Il a été raporté dans une note de
bas de page dans l'article de Xiao et al. [142] que les résultats sont en e�et meilleurs de
cette façon. Dans ce cas, l'espace des directions d'arrivée est discrétisé en nDOA classes.
Puisqu'aucune relation d'ordre n'apporte d'information complémentaire, il est nécessaire
d'avoir un grand nombre d'exemples d'apprentissage pour chaque classe [153]. Pour véri-
�er la généralisation, le système doit être testé y compris pour des directions qui sont pas
exactement égales à celles représentant les classes. L'apprentissage doit donc également
inclure des exemples de telles directions d'arrivées.
A�n de réintroduire une structure dans l'espace discret d'arrivée, au lieu d'un résultat
binaire pour chaque classe, il a été proposé d'estimer la probabilité de chacune d'entres
elles [151]. Les classes voisines de la classe réelle (au sens de la distance angulaire) se
voient alors attribuer une probabilité non nulle, ce qui est censé aider l'apprentissage.
Les résultats ne sont pas comparés à ceux obtenus en considérant une cible binaire. Nous
avons e�ectué une expérience similaire, présentée dans la partie 4.5.4.
En�n, traiter la localisation comme un problème de classi�cation permet de s'attaquer à
un cas important : la localisation simultanée de plusieurs sources.

Le problème des sources multiples La localisation de plusieurs sources simultanées
soulève deux types de di�cultés. D'une part, le problème est intrinsèquement plus di�cile
à résoudre : il est donc nécessaire d'utiliser des réseaux avec une capacité d'apprentissage
su�sante et de les confronter à tous les cas de �gure possibles lors de l'apprentissage.
D'autre part, cela présente également un dé� pour concevoir l'architecture du réseau :
comment estimer plusieurs directions d'arrivée ?
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Avec la régression, il serait nécessaire d'intégrer la connaissance du nombre de sources
nsrc dans l'architecture même du réseau, qui aurait alors nsrc × 2 sorties (pour l'azi-
mut et l'élévation). L'ensemble des paires d'étiquettes possibles doit être ordonné a�n
d'éviter toute ambiguïté d'étiquette qui perturberait l'apprentissage (Figure 3.8a). Dans
la version proposée par Adavanne et al. [148], la localisation est jointe à une tâche de
classi�cation du type d'évènement sonore. Une direction d'arrivée est alors estimée pour
chaque type d'évènement, en utilisant (x, y, z) = (0, 0, 0) lorsqu'un type n'est pas repré-
senté. Cependant, il ne peut y avoir de cette façon plus d'une source localisée par type
d'évènement. Cette méthode n'est donc pas adaptée à la situation multi-locuteurs.

Figure 3.8. � Implémentations permettant l'estimation de plusieurs directions. Dans cet
exemple, pour plus de lisibilité, seul l'azimut est estimé. Pour la classi�cation,
nDOA = 5. (a) Estimation par régression, (b) par classi�cation nDOA × nsrc neu-
rones en sortie [143], (c) avec un nombre de classes �xe égal à nDOA.

La plupart des systèmes de localisation adoptent une approche de classi�cation. Connais-
sant le nombre de sources, Takeda et al. [143] proposent une architecture avec nDOA×nsrc
sorties (Figure 3.8b), a�n d'avoir exactement une distribution de probabilité par source.
Il est alors nécessaire d'imposer un ordre dans les étiquettes pour éviter le problème d'am-
biguïté d'étiquettes et d'apprendre un réseau pour chaque con�guration (nDOA, nsrc).
Les autres systèmes utilisent un réseau avec nDOA sorties (Figure 3.8c), où les sorties
correspondant à la direction d'une source doivent être proche 1 et les autres proches de
0. Pour plusieurs sources, cela ne correspond plus à une distribution de probabilité ; il est
donc impossible d'utiliser la non-linéarité softmax avant la dernière couche et la fonction
de coût de corrélation croisée associée, qui permettent pourtant un apprentissage e�cace.
On utilise à la place la non-linéarité sigmoïde. Elle peut être associée à la fonction de
coût aux moindres carrés MSE (mean square error) ou à l'entropie croisée binaire ou
multiclasse. Lorsque le nombre de sources est connu, on peut sélectionner de manière
adéquate les directions les plus vraisemblables parmi les estimations (à supposer que
toutes les sources aient des directions di�érentes). Cette approche a un avantage majeur
par rapport à celle de Takeda et al. [143] : un seul réseau est nécessaire quel que soit le
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nombre de sources. Ce nombre n'étant utilisé qu'a posteriori, il peut par exemple être
estimé par un système annexe et changer au cours du temps. En�n, si le nombre de sources
est inconnu, il est nécessaire d'estimer un hyper-paramètre de seuillage. Cela permet de
sélectionner les pics prédominants dans les sorties du réseau, censés correspondre aux
sources réelles, par opposition aux pics dus aux interférences et à la réverbération.

3.3.5. Résumé et positionnement

L'estimation de la direction d'arrivée de sources sonores est un problème complexe, étant
donnée la variété des environnements acoustiques que l'on peut rencontrer dans le monde
réel. Les techniques les plus e�caces pour traiter ce problème, encore une fois, s'appuient
sur les réseaux de neurones. En particulier, des techniques ont été proposées pour traiter
le cas bidimensionnel (recherche de l'azimut et de l'élévation). Certaines s'appliquent
notamment aux signaux ambisoniques, qui comprennent une information spatiale presque
explicite, et dont l'isotropie est adaptée à la localisation en deux dimensions.
Cependant, ces techniques ne sont pas complètement robustes aux conditions réelles,
notamment en présence de sources directives ou de premières ré�exions énergétiques due
aux murs ou au mobilier. En combinant un réseau de neurones et l'information portée
par le vecteur d'intensité acoustique, particulièrement facile à calculer pour des signaux
ambisoniques, nous proposons dans le chapitre 4 un système de localisation robuste aux
conditions citées ci-dessus.

3.4. Visualisation

3.4.1. De l'importance de l'éthologie neuronale

L'amélioration des performances des réseaux de neurones permet aujourd'hui leur utili-
sation en contextes réels. Il devient indispensable de comprendre leur comportement. Le
règlement général sur la protection des données (RGPD) de l'Union européenne inclut
même un � droit à l'explication � des décisions prises automatiquement par des algo-
rithmes. Cependant, la nature de cette � explication � n'est pas clairement dé�nie et la
loi est di�cilement applicable avec les connaissances actuelles [158]. � Comprendre � un
réseau de neurones peut avoir de nombreuses signi�cations [159] :

� l'explication algorithmique de la convergence de l'apprentissage vers une solution,
son optimalité ou son unicité ;

� l'analyse du fonctionnement interne d'un réseau, la signi�cation de chaque couche
ou chaque paramètre [160] ;

� l'interprétation post-hoc des estimations d'un modèle entraîné [161].

Nous nous concentrerons sur cette dernière question. En particulier, une façon parlante
d'interpréter les estimations d'un réseau est de faire une cartographie des données d'en-
trées pertinentes. Par analogie avec l'analyse d'image, nous parlerons de � pixels � pour
désigner les di�érentes variables d'entrées du réseau. Un exemple de visualisation est
présenté sur la Figure 3.9.
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Figure 3.9. � Exemple de visualisation expliquant une estimation du réseau de reconnaissance
d'images Ca�eNet. Ici, la cartographie correspond à l'estimation � prayer rug �.
Réalisé avec le site heatmapping.org.

De telles cartographies sont d'une importance majeure pour plusieurs raisons :

1. Elles facilitent la véri�cation de la capacité de généralisation du modèle, en fai-
sant apparaître les biais potentiels dans les données d'apprentissage. Par exemple,
dans [162], un algorithme de reconnaissance d'images est entraîné sur une base de
données où toutes les occurrences de la classe � cheval � contiennent le copyright
du photographe. La visualisation de la pertinence permet de mettre en évidence
que le réseau utilise ce copyright, et non le cheval lui-même, pour estimer la classe.
L'estimation est correcte, mais l'algorithme sera vraisemblablement incapable de
généraliser à d'autres images de chevaux. Une autre pratique, plus couramment ré-
pandue, permettant de détecter ce type de biais (mais pas de l'expliquer) consiste
à utiliser un ensemble de test réel et mesuré dans des conditions très di�érentes de
l'ensemble d'apprentissage.

2. Éthiquement, ces analyses permettent de s'assurer que le modèle ne reproduira pas
des comportements indésirables, fussent-ils représentatifs de l'ensemble d'appren-
tissage. Ce type de problème a été rencontré par Amazon avec leur système d'aide à
l'embauche qui sélectionnait automatiquement les � meilleurs � CVs. En s'appuyant
sur les exemples d'embauche e�ective des dix dernières années, celui-ci apprit que
le genre était un critère plus discriminant que les diplômes ou l'expérience 1.

3. En�n, les techniques de visualisation aident à mieux comprendre le problème, à
découvrir des relations de causalité entre observations et estimations, et donc à
trouver de nouvelles pistes de résolution dudit problème [163, 164]. Elles peuvent
même être utilisées comme données d'apprentissage pour un réseau de neurones
auxiliaire [165].

1. https://www.reuters.com/article/us-amazon-com-jobs-automation-insight-idUSKCN1MK08G

heatmapping.org
https://www.reuters.com/article/us-amazon-com-jobs-automation-insight-idUSKCN1MK08G
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3.4.2. Principales techniques de visualisation

Un tour d'horizon des techniques de visualisation applicables aux réseaux de neurones
est présenté dans les travaux de Montavon et al. [161, 166].

Maximisation de l'estimation Il est possible de générer l'entrée type la plus caracté-
ristique, selon un réseau de classi�cation, d'une classe donnée [167]. En �xant les poids
du système, il su�t de procéder à une ascension de gradient sur les données d'entrée
pour maximiser la sortie. La convergence vers un maximum absolu n'est pas garantie ;
selon l'initialisation, di�érents maxima locaux peuvent être atteints. Le gradient peut
être calculé de façon simple par rétro-propagation à travers le réseau, comme pendant
l'apprentissage, mais cette fois les poids sont �xes et les activations et entrées sont va-
riables. Les images synthétisées de cette façon ne semblent généralement pas naturelles,
formées d'un amas chaotique d'arêtes et de motifs élémentaires. Il a donc été proposé
d'ajouter un régulariseur, lui-même entraîné à favoriser les images réalistes [168], dans
un principe similaire à celui des GANs [169]. Le réglage de ce régulariseur est délicat : s'il
est trop sévère, les images générées seront représentatives de l'ensemble d'apprentissage,
et non plus de la classe à optimiser.

Cette technique génère une image pour une classe donnée. Les suivantes, elles, sont
conçues pour expliquer l'estimation du réseau pour un exemple d'entrée particulier : elles
génèrent donc une carte di�érente pour chaque exemple d'entrée.

Analyse de sensibilité Les méthodes utilisant les dérivées partielles furent parmi les
premières à être utilisées pour analyser le comportement des réseaux de neurones [170,
167]. L'algorithme Grad-CAM [171] s'appuie également sur des dérivées partielles locales
mais s'avère plus discriminant vis-à-vis des di�érentes classes. Ces techniques peuvent
être appliquées dès lors que la fonction modélisée par le réseau est localement dérivable.
Les calculs peuvent également être faits par rétro-propagation. Cependant, l'analyse de
sensibilité e�ectuée avec les dérivées partielles n'explique pas les estimations du système
elles-mêmes ; elle révèle plutôt les pixels dont le changement ferait appartenir plus ou
moins l'exemple donné à la classe estimée. Cela n'est pas toujours signi�catif. Samek et
al. [166] donnent l'exemple d'une photo de rue avec des scooters : changer les pixels des
scooters diminuerait l'appartenance de la photo à la classe � scooter �, et changer les
pixels de la route vide augmenterait l'appartenance à cette classe. Ces deux types de
pixels sont mis en valeur de la même manière dans la visualisation produite, ce qui mène
à des résultats peu interprétables.

Occlusion partielle de l'entrée A�n d'identi�er les pixels d'un exemple qui sont les plus
signi�catifs pour une estimation du réseau, il est possible d'appliquer des patchs annulant
la valeur de l'entrée sur certaines zones. On mesure alors la di�érence d'estimation entre
l'exemple original et l'exemple patché [172, 173]. Pour obtenir une cartographie complète,
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il est nécessaire de reproduire l'expérience pour de nombreuses con�gurations, ce qui est
rapidement coûteux.

Déconvolution Zeiler et al. [172] proposent une technique de déconvolution, qui vise
à reconstruire l'entrée d'une couche convolutive à partir de sa sortie. Ils mettent au
point un réseau complémentaire au CNN analysé, appelé DeconvNet, qui applique des
opérations inverses à celles du CNN, dans l'ordre opposé. Ces opérations inverses n'ont
été présentées que pour les réseaux convolutifs avec des couches de max pooling (mise en
commun par maximum) et les fonctions de recti�cation linéaires (ReLU, recti�ed linear
unit).

Propagation de la relevance L'analyse par propagation de la grandeur appelée rele-
vance dans chaque couche (LRP, layerwise relevance propagation) n'est pas fondée sur
des calculs de gradient, contrairement à toutes les méthodes précédemment citées (à l'ex-
ception de la déconvolution). Elle entre dans le cadre mathématique de la décomposition
de Taylor [161]. Originellement, les règles de calcul de la LRP furent déterminées dans
l'optique de respecter trois principes [173] :

� la visualisation produite doit être représentative de l'estimation du réseau, et donc
dépendre des poids et activations liés à un exemple donné ;

� la propagation doit être conservative, c'est-à-dire que la somme de la relevance
constante d'une couche à l'autre ;

� la relevance de la couche de sortie est �xée comme étant égale à l'activation du
neurone correspondant à la classe à analyser.

Plusieurs règles de propagation véri�ent ces principes et sont présentées plus en détail
dans la partie 4.4. La LRP peut être appliquée à tout réseau dont les fonctions d'activation
sont monotones.

3.4.3. Précautions d'utilisation

L'utilisation massive des réseaux de neurones étant relativement récente, le domaine de la
visualisation explicative est encore ouvert. De nombreuses techniques existent, dont nous
avons vu les principales, mais leur validité est généralement justi�ée par des exemples
ponctuels et des descriptions subjectives. La stabilité de ces méthodes n'est pas toujours
véri�ée. Une visualisation peu représentative de l'intuition humaine du problème peut
être due à une mauvaise technique d'analyse, mais aussi à un réseau non �able, ou encore
au fait que le problème inclut des phénomènes non appréhendés naturellement par un
observateur humain. Il est donc fondamental de savoir si ces techniques sont valides, a�n
de pouvoir éliminer la première explication.

Qu'est-ce qu'une bonne visualisation ? Nous listons ci-dessous les critères invoqués
dans la littérature [166, 174, 175] pour justi�er la validité des techniques d'analyse. S'ils
semblent nécessaires à une bonne visualisation, ils ne sont pas forcément su�sants, et
d'autres apparaîtront probablement dans des travaux futurs.
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� Invariance par rapport à l'implémentation [174] : si deux réseaux sont fonctionnelle-
ment équivalents, c'est-à-dire qu'ils retournent la même estimation pour n'importe
quel exemple, alors les visualisations correspondantes doivent toujours être iden-
tiques. La LRP ne respecte pas ce principe.

� Sensibilité [174] : si la modi�cation de certains pixels modi�e l'estimation, leur
importance est non nulle. Inversement, si la fonction implémentée par le réseau est
indépendante d'une variable d'entrée, sa visualisation doit être neutre. Ce n'est pas
le cas pour la déconvolution ni pour les méthodes de gradient.

� Explication continue [166] : des modi�cations mineures de l'entrée qui ne changent
pas l'estimation doivent résulter en des changements mineurs de la cartographie.
Cela n'est pas satisfait par les méthodes fondées sur des calculs de gradient.

� Invariance par rapport à l'entrée [175] : l'addition aux données d'entrée d'une
constante qui ne change pas l'estimation ne doit pas changer la cartographie. Ce
n'est pas toujours respecté par la LRP.

� Explication représentative de l'image [166] : si l'on applique à l'entrée une transfor-
mation qui ne change pas l'estimation, par exemple une rotation, la cartographie
devrait mettre en valeur les mêmes caractéristiques (à la transformation près). Cela
n'est pas respecté par la déconvolution. Cette propriété se rapproche de l'invariance
par rapport à l'entrée ; pourtant, les travaux de Samek et al. [166] a�rment que la
LRP veri�e cette formulation du critère d'invariance.

� Contributions positives et négatives [166] : la cartographie doit faire apparaître
de façon distincte les zones qui appuient l'estimation, et celles qui contredisent
l'estimation. C'est le cas de la LRP en utilisant des règles bien choisies, mais pas
de la déconvolution et des méthodes utilisant le gradient.

� Explication globale [166] : la cartographie obtenue doit mesurer la pertinence ab-
solue des pixels par rapport à une estimation. Ce n'est pas le cas de l'analyse de
sensibilité qui fournit des informations locales, à savoir quels changements de pixels
changeraient l'estimation.

De toutes les techniques présentées dans la partie 3.4.2, aucune ne respecte toutes ces
conditions. Cela met en évidence la nécessité de poursuivre les e�orts pour créer des
techniques de visualisation robustes.

Évaluation quantitative Une étude propose une évaluation quantitative des di�érentes
techniques de visualisation [166]. En s'inspirant des techniques d'occlusion partielle pré-
sentées dans la partie 3.4.2, il s'agit d'évaluer l'importance e�ective des zones mises en
valeur par la visualisation. Pour cela, on perturbe les zones concernées, puis on mesure
la modi�cation de l'estimation du réseau qui en résulte. D'après cette étude, la LRP est
plus pertinente que les autres méthodes.

3.4.4. Résumé et positionnement

Bien que l'application des réseaux de neurones soit aujourd'hui largement répandue,
ce succès est assez récent et aucune méthode unique n'est plébiscitée pour véri�er le
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comportement et la �abilité de ceux-ci.
Mettre au point ces nouvelles techniques n'étant pas l'objet de cette thèse, nous avons
choisi une technique existante, la LRP, malgré ses limitations. Elle s'est en e�et montrée
plus signi�cative que la plupart des autres méthodes de visualisation sur un certain
nombre de critères exposés dans cette partie.



4. Localisation de sources par réseau de
neurones convolutif et récurrent

Ce chapitre est consacré à notre travail sur la localisation de sources sonores à partir
d'un enregistrement ambisonique. Nous exposons la technique mise au point, qui s'ap-
puie sur un CRNN. Nous présentons les performances dans des conditions variées : sur
des exemples créés à partir de réponses impulsionnelles spatiales (SRIR, spatial room
impulse response) simulées, de SRIRs réelles, ou encore sur des enregistrements réels en
conditions domestiques. Nous analysons par LRP les comportements des CRNNs face
à di�érents exemples. En�n, nous étudions l'impact de la formulation du problème par
classi�cation ou régression, des paramètres choisis et des conditions d'apprentissage sur
les performances du réseau.

4.1. Solution proposée

4.1.1. Formulation du problème de classi�cation

Nous avons évoqué dans la partie 3.3.4 les di�érentes façons de poser le problème de loca-
lisation de sources sonores rencontrées dans la littérature. Comme la plupart des autres
travaux, nous considérons un problème de classi�cation, c'est-à-dire qu'il s'agit d'estimer
un score pour chaque classe dans un ensemble discret prédé�ni. Cela permet d'avoir une
architecture de réseau indépendante du nombre de sources à localiser. A�n d'obtenir
les élévations φ ∈ [−90, 90] et les azimuts θ ∈ [−180, 180] des directions d'arrivée qui
pourront être estimées par le réseau, nous utilisons la discrétisation quasi-uniforme de la
sphère unité suivante :{

φi = −90 + i
I × 180 avec i ∈ {0, . . . , I}

θij = −180 + j
Ji+1

× 360 avec j ∈ {0, . . . , J i},
(4.1)

où I = b180α c, J
i = b360α cosφic et α est la résolution souhaitée, en degrés. Cette discréti-

sation est représentée sur la Figure 4.1a. Le réseau renvoie ensuite un score pour chaque
direction possible, correspondant aux valeurs continues dans [0, 1] attribuées à tous les
points sur la Figure 4.1b.
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(a) Sphère discrétisée (b) Exemple d'estimation du réseau

Figure 4.1. � (a) Échantillonnage de la sphère unité a�n de dé�nir les classes possibles pour
l'estimation des directions d'arrivée. (a) Exemple d'estimation du réseau sur cet
échantillonnage.

4.1.2. Structure du réseau

Le réseau de neurones utilisé pour calculer
les scores de chaque direction (θij , φi) est pré-
senté sur la Figure 4.2. Il prend en entrée une
séquence d'un nombre �xe de trames d'un
vecteur FOA qui sera présenté par la suite.
La première partie du réseau est consti-
tuée de trois blocs convolutifs qui permettent
d'extraire des informations haut niveau à
partir de paramètres d'entrée bas niveau.
Chaque couche convolutive est suivie d'une
normalisation par lot (batch normalization)
qui permet d'accélerer l'apprentissage et de
le rendre plus robuste à l'initialisation [176],
puis d'un sous-échantillonnage par maxi-
mum (max pooling) selon l'axe fréquentiel.
Dans un deuxième temps, deux couches ré-
cursives biLSTM prennent en compte l'as-
pect séquentiel du signal sonore. En�n, l'ap-
plication de deux couches FF permet d'esti-
mer un score pour chaque classe.

Figure 4.2. � Structure du réseau de neu-
rones d'estimation de direc-
tions d'arrivée.

Les dimensions de sortie de chaque couche sont indiquées par les triplets (trames, bandes
de fréquence, canaux). Les tailles des noyaux de convolution sont indiquées en trames x
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bande de fréquence ; les convolutions sont également appliquées à tous les canaux. Cette
architecture à la fois convolutive et récurrente a montré son e�cacité pour extraire une
information haut niveau d'une représentation temps-fréquence bas niveau, que ce soit
la direction d'arrivée et le type d'évènement audio [148] ou le nombre de sources [164].
On verra dans la partie 4.5.3 que se limiter à une architecture purement convolutive ou
purement récurrente fonctionne moins bien.
On suppose que les sources sont immobiles : leur direction d'arrivée est donc identique
pour toutes les trames d'une séquence. Cependant, le réseau est conçu pour estimer les
scores σt(θij , φi) à chaque trame. Un post-traitement est nécessaire a�n d'obtenir une
estimation de la direction d'arrivée par séquence de trames. On e�ectue une moyenne
temporelle des sorties du réseau sur la séquence a�n d'obtenir un score global σ(θij , φi)
pour chaque classe. Ce score global est ensuite lissé en faisant la moyenne des scores dans
un voisinage dé�ni par une distance angulaire ∆ :

σ̄(θij , φi) =

∑
i′j′ wiji′j′σ(θi

′
j′ , φi′)∑

i′j′ wiji′j′
. (4.2)

Les poids

wiji′j′ = max

{
0, 1−

δ[(θij , φi), (θ
i′
j′ , φi′)]

∆

}
. (4.3)

décroissent linéairement avec la distance angulaire δ calculée de la façon suivante :

δ[(θ̂, φ̂), (θ, φ)] = arccos{ sin(φ̂) sin(φ)

+ cos(φ̂) cos(φ) cos(θ̂ − θ)}.
(4.4)

En supposant connus le nombre de sources I, les estimations �nales sont obtenues en
sélectionnant les I pics avec les scores lissés les plus importants. On considère qu'une
classe est un pic si c'est un maximum sur son voisinage. L'étape de lissage permet de
s'assurer que deux pics di�érents correspondent e�ectivement à deux sources di�érentes.
Les losanges rouges sur la Figure 4.1b correspondent aux estimations �nales sur une
séquence. Si le nombre de sources n'était pas considéré connu, il serait possible de dé�nir
un seuil pour sélectionner les pics correspondant aux sources. Cependant, cela nécessite
l'estimation d'un paramètre de seuillage, qui est généralement variable d'une salle à
l'autre ou si le niveau sonore des sources varie.

4.1.3. Paramètres d'entrée du réseau

Contrairement à d'autres travaux qui fournissent simplement au réseau les phases et
magnitudes des spectrogrammes TFTC des signaux FOA [147], nous proposons d'utili-
ser des paramètres d'entrée issus des parties active (2.36) et réactive (2.37) du vecteur
d'intensité acoustique (voir partie 2.3.3), sous la forme suivante :

−1

|W (t, f)|2 + 1
3(|X(t, f)|2 + |Y (t, f)|2 + |Z(t, f)|2)

[
Ia(t, f)
Ir(t, f)

]
. (4.5)
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Un exemple est présenté en Annexe A. Le terme de normalisation permet de s'assurer
que cette grandeur demeure bornée en chaque point temps-fréquence. Le vecteur d'inten-
sité active donne au réseau une information sur la direction du �ux d'énergie du champ
acoustique. L'intensité réactive indique si les points temps-fréquence sont dominés par
un signal direct venant d'une source prédominante, ou si plusieurs sources ou du bruit
di�us sont présents [177]. Cependant, l'information portée par le vecteur d'intensité ré-
active est très bruitée, ce qui explique qu'elle n'ait jamais été exploitée en localisation
jusqu'à présent. Nous étudierons son impact dans la partie 4.5.2. Le réseau utilisant cette
paramétrisation sera appelé par la suite CRNN-Intensité.

4.2. Protocole expérimental

4.2.1. Paramètres audio

Tous les signaux sont échantillonnés à 16 kHz. La TFCT est calculée avec un fenêtrage de
1024 points, soit 64 ms, et un recouvrement de 50%. Une fenêtre sinusoïdale est appliquée
lors de l'analyse et lors de la synthèse.

4.2.2. Paramètres d'apprentissage

La sphère est échantillonnée avec une résolution α = 10◦ dans (4.1). Cela correspond à
nDOA = 429 classes.
Les données sont présentées au réseau par séquences de 25 trames, avec 513 bandes de
fréquence par trame et 6 canaux pour chaque point temps-fréquence (pour les di�érentes
composantes du vecteur d'intensité). Un extrait de 1 s est donc scindé en 2 séquences de 25
trames (832 ms) avec 12 trames de recouvrement. Les dernières trames de la deuxième
séquence sont �xées à 0. Les couches convolutives utilisent 64 �ltres de taille 3 × 3.
D'autres tailles sont testées dans la partie 4.5.3. L'opération de max pooling est e�ectuée
uniquement selon l'axe fréquentiel, sur 8 bandes pour les deux premières couches, puis
sur 4 bandes pour la dernière. Les deux couches biLSTM contiennent chacune 64 unités
cachées, et les deux couches FF en contiennent 429 (soit le nombre de classes à estimer).
La fonction d'activation utilisée pour les couches convolutives et la première couche
FF est une ReLU. Pour les couches biLSTM, la fonction d'activation récurrente est
une approximation linéaire par morceaux de la fonction sigmoïde (hard sigmoid), et la
fonction d'activation globale est tanh. La dernière couche FF est suivie d'une sigmoïde,
a�n d'avoir une sortie comprise entre 0 et 1 pour chaque classe.
Pour l'apprentissage, on utilise l'optimiseur Nadam [178] avec un pas d'apprentissage
initial de 10−3. On applique une régularisation par abandon (dropout) de 30%. Le sur-
apprentissage est évité en interrompant l'apprentissage lorsque la performance de clas-
si�cation cesse de s'améliorer sur l'ensemble de validation (voir ci-dessous), avec une
patience de 20 époques. L'apprentissage nécessite environ 150 époques.
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4.2.3. Ensembles d'apprentissage et de validation

SRIRs simulées pour l'apprentissage Pour l'apprentissage, il est nécessaire de consti-
tuer une base de données d'exemples audio qui permette au réseau de généraliser en
conditions de test réelles. Deux approches sont possibles pour cela :

� Utiliser une base d'enregistrements réels. Le réseau est ainsi confronté pendant
l'apprentissage à toute la complexité du problème, y compris des phénomènes qui
ne sont pas toujours modélisés par des SRIRs simulées comme par exemple la
di�raction ou la directivité des sources. Cependant, acquérir une base de données
de taille conséquente est très coûteux en temps et en matériel, en particulier si l'on
veut varier les conditions de mesure (lieu d'enregistrement, personnes e�ectuant les
manipulations, sources audio, matériel de capture...). De plus, ces enregistrements
sont soumis à une incertitude lors de l'acquisition de la vérité terrain, ce qui peut
compromettre l'apprentissage.

� Utiliser une base constituée à partir de SRIRs simulées. La simulation utilise un
modèle simpli�é par rapport à la réalité, mais il est possible de générer un grand
nombre de SRIRs avec des conditions variées pour toutes les directions d'arrivée
possibles.

Une comparaison qualitative d'une SRIR réelle et d'une SRIR simulée est présentée sur
la Figure 4.3. On observe que la SRIR simulée représente le champ direct et les premières
ré�exions avec des pics très nets, tandis que la SRIR réelle est beaucoup plus bruitée.
Nous avons choisi la dernière méthode en synthétisant une base de SRIRs selon la mé-
thode présentée dans l'Algorithme 1. Nous utilisons la méthode image [135] implémentée
dans le générateur de Habets [179], que nous avons modi�é a�n de générer des SRIRs
selon l'encodage FOA parfait (2.25).
Puisque le but �nal est d'estimer les directions d'arrivée des sources présentes dans un mé-
lange, il est nécessaire que tout l'espace des directions sur la sphère unité soit représenté
dans la base de données. Pour cela, nous commençons par sélectionner aléatoirement une
direction sur la sphère (appelée DoA0 dans l'Algorithme 1) en utilisant un tirage quasi-
uniforme 1. Il est important de sélectionner DoA0 en premier a�n qu'aucune contrainte,
comme par exemple la géométrie de la salle, ne puisse biaiser l'uniformité du tirage. Les
caractéristiques de la salle sont choisies dans un deuxième temps : les dimensions hori-
zontales sont tirées aléatoirement entre 2,5 et 10 mètres, la hauteur entre 2 et 3 mètres et
le TR60 entre 200 et 800 millisecondes. L'antenne de microphones est positionnée à plus
de 0,5 mètre des parois et la distance entre les sources et l'antenne est �xée entre 1 et 3
mètres. En�n, dans un dernier temps, deux autres sources sont tirées aléatoirement dans
la salle, ce qui permet de constituer des mélanges comprenant jusqu'à trois sources. Les
directions ne sont donc pas uniformément représentées dans l'ensemble d'apprentissage,
mais elles le sont sur au moins un tiers de l'ensemble, ce qui permet de s'assurer que
toutes les directions possibles seront rencontrées un nombre signi�catif de fois. Les his-
togrammes récapitulant les tirages aléatoires pour l'ensemble des SRIRs d'apprentissage
sont présentés en Annexe B.

1. http://mathworld.wolfram.com/SpherePointPicking.html

http://mathworld.wolfram.com/SpherePointPicking.html
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Figure 4.3. � Comparaison entre une SRIR FOA réelle (gauche) et simulée (droite). La SRIR
réelle correspond à une source située à (71◦, -5◦) et la SRIR simulée à une source
située à (77◦, 5◦). Les salles sont, de fait, di�érentes.

Au total, 42 900 salles sont générées, avec 3 SRIRs dans chaque salle, pour un total de
128 700 SRIRs. Les graines aléatoires sont imposées à chaque itération a�n de s'assurer
que toutes les salles et SRIRs sont di�érentes.

Signaux audio pour l'apprentissage L'ensemble d'apprentissage est constitué de deux
sous-ensembles :

� Une source avec du bruit di�us : ce sous-ensemble contient des extraits audio longs
de 1 s contenant une seule source ponctuelle et du bruit di�us. Les scènes sonores
sont générées en convoluant chacune des 128 700 SRIRs de la base simulée avec un
signal de parole. Le bruit di�us est synthétisé par convolution entre un bruit de
foule et une SRIR di�use. Pour chaque bruit di�us, on crée une SRIR di�use en
faisant la moyenne des parties di�uses de deux SRIRs piochées aléatoirement dans
une base de SRIRs enregistrées dans une salle réverbérante. Le SNR entre la source
ponctuelle et le bruit di�us est tiré aléatoirement entre 0 et 20 dB.

� Deux sources avec du bruit di�us : ici, tous les extraits audio contiennent deux
sources et du bruit di�us. Chacune des SRIRs de la base est utilisée tour à tour
pour générer l'image spatiale de la première source, tandis que la deuxième est
générée avec une des deux autres SRIRs correspondant à la même con�guration de
salle, choisie au hasard. Les signaux de parole piochés pour chacune des deux sources



4.2. Protocole expérimental 59

Algorithme 1 Protocole pour déterminer les paramètres des SRIRs simulées. δ est la
distance angulaire (4.4).
1: pour toute direction DoA0 tiré aléatoirement sur la sphère :
2: répéter
3: procédure Salle
4: l = rand(2, 5; 10)
5: L = rand(2, 5; 10) . en mètres
6: h = rand(2; 3)
7: TR60 = rand(0, 2; 0, 8) . en secondes
8: �n procédure
9:

10: procédure Position du micro et de la première source

11: dmic−srcs = rand(1; 3) . en mètres, pour toutes les sources
12: x0, y0, z0 ∈ salle
13: xmic, ymic, zmic ∈ salle . à plus de 0,5 m des murs
14: tels que : arg(xmic − x0, ymic − y0, zmic − z0) = DoA0

15: �n procédure
16:

17: procédure Positions des autres sources
18: Tirer aléatoirement DoA1,2

19: avec δ(DoAi, DoAj) > 10◦ pour tout (i, j) ∈ {0, 1, 2}2
20: �n procédure
21: jusqu'à ce qu' une con�guration plausible soit trouvée.
22: �n pour

durent 1 s et sont di�érents l'un de l'autre. Le rapport d'énergie entre la première
et la deuxième source (SIR, signal-to-interference ratio) est tiré aléatoirement entre
0 et 10 dB. La première source est donc presque toujours prépondérante dans le
mélange. Un bruit de foule di�us est ajouté avec un SNR de 20 dB par rapport à
la première source.

Pour chacun des deux ensembles, on crée donc 128 700 mélanges de 1 s. Les signaux de
parole sont extraits d'un sous-ensemble du corpus Bref [180]. Ce sous-ensemble contient
5 h de parole prononcée par 44 locuteurs di�érents. Les bruits de foule sont piochés aléa-
toirement parmi un ensemble de 33 minutes sélectionné manuellement sur Freesound 2.
Deux sous-ensembles de validation (à une et deux sources) permettant d'ajuster les hyper-
paramètres sont générés de la même façon, avec pour chaque ensemble 1 287 SRIRs dif-
férentes de celles de l'ensemble d'apprentissage mais synthétisées dans les mêmes condi-
tions. Les locuteurs et bruits sont issus de Bref et Freesound mais n'ont pas été rencontrés
à l'apprentissage.
Le réseau est d'abord appris avec l'ensemble à une source jusqu'à ce que les performances
ne s'améliorent plus sur l'ensemble de validation à une source. L'apprentissage est ensuite

2. http://freesound.org

http://freesound.org
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a�né sur l'ensemble à deux sources, avec une interruption de l'apprentissage lorsque les
performances ne s'améliorent plus sur l'ensemble de validation à deux sources. Au total,
514 800 séquences sont utilisées pour l'apprentissage, pour un total de près de 115 h de
signal.

4.2.4. Ensembles de test

Base de test à partir de SRIRs simulées Le réseau est tout d'abord testé sur deux
ensembles créés de façon similaire aux ensembles d'apprentissage et de validation. Il
utilise 1 287 nouvelles SRIRs simulées dans des conditions comparables. Les mélanges
sont constitués respectivement d'une ou de deux sources. Pour les mélanges à une seule
source, un bruit de foule di�us inconnu est ajouté de manière à ce que le SNR soit compris
entre 0 et 20 dB. Pour les mélanges à deux sources, le SIR est tiré aléatoirement entre
0 et 10 dB et le SNR est �xé à 20 dB. La distance angulaire entre les deux sources est
de 25◦ minimum. Les signaux de parole sont issus du corpus en anglais fourni pour le
challenge SiSEC 2008 [181].

Base de test à partir de SRIRs réelles Le deuxième ensemble de test s'éloigne des
conditions d'apprentissage. Les signaux audio sont générés avec le même protocole que
l'ensemble de test précédent, à l'exception des SRIRs qui sont cette fois réelles. Elles ont
été mesurées avec un Eigenmike positionné dans 36 positions di�érentes dans une salle
moyennement réverbérante, avec un TR60 de 500 ms environ, mesurant 4 m sur 7 m
pour une hauteur de 2,5 m. Pour chaque position de l'antenne, 16 haut-parleurs ont émis
un sweep, permettant la collecte de 576 SRIRs. Les con�gurations sont présentées dans
la Figure 4.4.

Figure 4.4. � Con�guration d'enregistrement des SRIRs réelles. Gauche : vue du dessus. Droite :
vue de côté. Les haut-parleurs sont représentés par des pentagrammes bleus, les
positions de l'Eigenmike par des disques rouges. Tous les haut-parleurs sont dirigés
vers le centre de la salle repéré par un losange vert, sauf le numéro 4 qui pointe
vers le mur du bas (d'après la vue du dessus). Les dimensions sont données en
mètres.
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Base de test à partir d'enregistrements réels A�n de valider le système sur des don-
nées réelles, nous avons enregistré des signaux de parole dans un salon. L'Eigenmike est
positionné au-dessus d'une table basse, comme le montre la Figure 4.5, donnant lieu
à des premières ré�exions très énergétiques. Deux locuteurs et une locutrice lisent des
extraits du Petit Prince, debout ou assis dans des positions �xées, avec tout de même
d'inévitables mouvements de tête. Au total, les locuteurs occupent 14 positions autour
de la table. Pour chaque position, environ 5 minutes de lecture sont enregistrées, soit un
total de 71 minutes d'enregistrement. Dans tous les enregistrements, des bruits ambiants
non maîtrisés sont présents par intermittence : bruits de pas, de pages tournées, et même
une tondeuse à gazon venant de l'extérieur. Lorsque ces bruits sont présents, le SNR
se situe entre 5 et 10 dB. Les mélanges à deux sources sont générés en sommant deux
enregistrements avec un SIR compris entre 0 et 10 dB.

Figure 4.5. � Con�guration d'enregistrement réel dans un salon. L'Eigenmike utilisé pour la
capture est entouré en rouge.

4.2.5. Algorithmes de référence

Nous comparons notre système à plusieurs algorithmes de référence décrits dans la par-
tie 3.3 :

� L'algorithme VVM (velocity vector module) mis au point par l'équipe audio TPS
(Traitement Parole et Son) d'Orange Labs pour la localisation ambisonique. Il a été
présenté à LOCATA [127], où il surpasse les performances de MUSIC. Il s'appuie
sur les directions apparentes en chaque point temps-fréquence si l'on considère un
encodage FOA parfait pour une onde plane, tout en pondérant la contribution des
points en fonction de la validité de cette hypothèse. Cet algorithme n'utilise donc
pas d'apprentissage.

� Pour tester l'intérêt de la paramétrisation par le vecteur d'intensité, nous compa-
rons notre système à un CRNN identique en tout point, à l'exception près qu'il
est entraîné à déduire les directions d'arrivée à partir des 8 canaux formés par
l'amplitude et la phase de la TFCT des signaux FOA. Ce CRNN est similaire à
celui utilisé par Adavanne et al. [147]. Contrairement au cas du CRNN-Intensité, la



62 Chapitre 4. Localisation de sources par réseau de neurones convolutif et récurrent

base d'apprentissage est ici centrée et l'écart-type normalisé sur toutes les trames,
indépendamment pour chaque bande de fréquence et chaque canal. Les moyennes
et écarts-type de l'ensemble d'apprentissage sont conservés pour normaliser les en-
sembles de test. Ce réseau sera appelé par la suite CRNN-FOA.

Ces algorithmes sont testés dans les mêmes conditions que le CRNN-Intensité proposé.
L'apprentissage du CRNN-FOA se fait également sur les mêmes bases de données.

4.2.6. Métriques

Pour la détection de pics donnant lieu à l'estimation �nale, on dé�nit dans l'équation
(4.3) un voisinage angulaire de rayon ∆ = 2α, où α est la résolution angulaire de la grille
dans (4.1). Les performances sont mesurées grâce aux indicateurs suivants :

� La moyenne et la médiane de l'erreur angulaire (4.4) en degrés.

� La précision, c'est-à-dire la proportion de sources et séquences estimées avec une
erreur angulaire inférieure à 5, 10 ou 15◦.

� La performance de classi�cation, c'est-à-dire la proportion de sources et séquences
associées à la meilleure classe possible (celle pour laquelle la distance angulaire par
rapport à la cible est la plus faible). Avec la grille choisie, certaines directions d'ar-
rivée ne peuvent être estimées avec moins de 7◦ d'erreur angulaire. La précision de
classi�cation permet donc de mesurer les performances des systèmes indépendam-
ment de cet e�et de grille, contrairement à la précision à 5◦.

4.3. Résultats

4.3.1. Résultats pour une source

Le Tableau 4.1 permet de comparer les résultats des trois systèmes sur les ensembles
de test à une source décrits dans la partie 4.2.4. Ces résultats peuvent également être
visualisés sur les diagrammes en violon de la Figure 4.6.

SRIRs simulées Sur cet ensemble proche de l'ensemble d'apprentissage, on voit dans
le Tableau 4.1a que les CRNNs surpassent largement le VVM, qui ne repose pas sur
un apprentissage supervisé. Avec 58,5% de séquences classi�ées correctement, le CRNN-
Intensité est plus performant que le CRNN-FOA, qui en classi�e correctement 54,8%.
Les deux réseaux de neurones présentent très peu de résultats aberrants (c'est-à-dire
anormalement mauvais), avec une précision à 15◦ supérieure à 95%.
Les Figures 4.7a et 4.7b montrent la répartition des erreurs angulaires de chaque système
en fonction du SNR et du TR60. Pour tous les systèmes, un SNR plus faible favorise
l'apparition de résultats aberrants. En revanche, si l'on observe les trois premiers quar-
tiles, on constate que tous les systèmes sont robustes aux conditions de SNR di�ciles.
Concernant le TR60, les performances du VVM se détériorent régulièrement avec l'aug-
mentation du temps de réverbération, tandis que les performances des CRNNs en sont
indépendantes.
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Figure 4.6. � Performances de localisation sur chaque ensemble de test contenant une seule
source. Les boîtes montrent les premier et troisième quartiles, ainsi que la médiane.
L'extrémité supérieure (respectivement inférieure) des moustaches correspond à
la plus grande (respectivement la plus petite) valeur située à moins de 1,5 fois
l'écart interquartile du quartile supérieur (respectivement inférieur).

(a) (b)

Figure 4.7. � Performances de localisation des di�érents systèmes sur l'ensemble de SRIRs si-
mulées contenant une seule source (a) en fonction du SNR (b) en fonction du
TR60.

SRIRs réelles Pour cet ensemble de test, les performances du VVM reportées dans
le Tableau 4.1b sont comparables à celles du CRNN-FOA. Le CRNN-Intensité leur est
supérieur, notamment en terme de précision �ne, avec 28,0% des séquences localisées
avec moins de 5◦ d'erreur, contre 24,9% pour le CRNN-FOA.
L'une des di�cultés de cette salle est que les enceintes générant les sweeps sont directives,
à la di�érence des sources simulées omnidirectionnelles vues lors de l'apprentissage par
les CRNNs. Ici, l'antenne de microphones peut se situer derrière l'enceinte. On observe
dans la Figure 4.8 que tous les systèmes ont des résultats satisfaisants lorsque le micro-
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Précision (%) Err. ang. (◦)
Algo. <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 20,6 55,4 78,9 24,7 10,6 9,1
CRNN-FOA 48,2 87,8 95,8 54,8 7,2 5,2

CRNN-Intensité 51,2 93,3 98,1 58,5 6,2 4,9

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 24,0 64,1 83,6 31,7 10,5 8,1
CRNN-FOA 24,9 66,4 85,3 31,3 11,2 7,7

CRNN-Intensité 28,0 71,0 89,1 36,2 10,1 7,3

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 10,4 41,9 66,0 23,7 14,7 10,1
CRNN-FOA 22,3 60,3 81,0 36,3 11,3 7,1

CRNN-Intensité 29,1 86,1 96,4 46,3 8,1 5,7

(c) Enregistrements

TABLEAU 4.1. � Performances de localisation des algorithmes sur les di�érents ensembles de test
contenant une seule source ponctuelle : (a) construit avec les SRIRs simulées,
(b) construit avec les SRIRs réelles, (c) enregistrements réels. Les meilleures
performances sont indiquées en gras. Lorsque plusieurs algorithmes présentent
un résultat en gras, la di�érence entre ceux-ci n'est pas statistiquement signi�-
cative. Les intervalles de con�ance à 95% varient entre ±0, 4% et ±2, 9% pour
la précision, et ±0, 8◦ et ±1, 7◦ pour l'erreur angulaire.

phone est situé en face ou sur le côté de l'enceinte. Les résultats se dégradent pour un
microphone derrière l'enceinte, avec notamment beaucoup plus de résultats aberrants.
On peut raisonnablement supposer que ceux-ci sont dûs au fait que le champ direct est
faible voire inexistant par rapport à la réverbération ou aux premières ré�exions qui sont
dans cas très énergétiques. Le CRNN-Intensité reste plus performant au niveau des deux
premiers quartiles.

Enregistrements Pour les enregistrements e�ectués dans un salon avec un microphone
posé sur une table basse (voir Tableau 4.1c), le CRNN-Intensité surpasse le CRNN-FOA,
avec une augmentation de la précision à 15◦ de 22,3 à 29,1%. Le CRNN-FOA est lui-
même supérieur au VVM, qui ne classi�e que 10,4% des séquences avec une précision
inférieure à 5◦. On observe sur la Figure 4.6 que le VVM généralise beaucoup moins bien
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(a) (b)

Figure 4.8. � (a) Performances de localisation des di�érents systèmes sur l'ensemble de
SRIRs réelles contenant une seule source en fonction de l'orientation micro-
phone/enceinte. (b) Séparation de l'espace entre les orientations � face �, � côté �
et � derrière �.

aux enregistrements réels que les CRNNs.
L'un des enjeux de cette situation est de distinguer le son direct de la première ré�exion,
précoce et énergétique, due à la table. Pour analyser les capacités des systèmes à faire
cette distinction, on peut observer dans la Figure 4.9 la répartition des erreurs angulaires
selon le côté de la table où a été émise la parole. Le microphone étant posé près d'un
bord, cette première ré�exion sera moins présente pour une locutrice située du même côté.
Les performances du VVM et du CRNN-FOA se dégradent signi�cativement lorsque, au
contraire, le locuteur est de l'autre côté de la table, tandis que le CRNN-Intensité est ro-
buste à cette situation. Les paramètres d'entrée dérivés du vecteur d'intensité acoustique
lui permettent vraisemblablement de distinguer les sons directs des premières ré�exions.
On constate sur la Figure 4.9 que dans la situation où le locuteur et le microphone sont
du même côté, l'erreur n'est jamais inférieure à 5◦. Cela est un artefact dû aux positions
des locuteurs et à la grille d'estimation : sur cet ensemble de test, 8 positions sur 14 sont
telles qu'il est impossible d'avoir une erreur inférieure à 5◦. C'est en particulier le cas de
toutes les positions situées du même côté que le microphone.

4.3.2. Résultats pour deux sources

Lorsque plusieurs sources sont présentes, on cherche à localiser chacune d'entre elle. Le
Tableau 4.2 montre les résultats des trois systèmes sur les ensembles de test à deux
sources décrits dans la partie 4.2.4. La Figure 4.10 représente la répartition des erreurs
angulaires correspondantes.

SRIRs simulées Comme dans le cas avec une seule source ponctuelle, le Tableau 4.2a
montre que les CRNNs sont beaucoup plus performants que le VVM sur les SRIRs simu-
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(a)
(b)

Figure 4.9. � (a) Performances de localisation des di�érents systèmes sur les enregistrements
réels contenant une seule source en fonction du côté de la table où elle est située.
(b) Représentation de la situation où la source est du même côté de la table que
le microphone et de la situation où elle est du côté opposé.

Figure 4.10. � Performances de localisation sur chaque ensemble de test contenant deux sources.

lées puisque leur apprentissage s'est déroulé dans des conditions similaires. Le CRNN-
Intensité classi�e correctement 50,8% de sources et séquences, tandis que le CRNN-FOA
en classi�e correctement 45,1% et le VVM 17,0%.
La Figure 4.11 montre la répartition des erreurs angulaires sur cet ensemble de test en
fonction du SIR. Sans surprise, il est plus di�cile pour tous les systèmes de localiser la
source la moins énergétique. Les CRNNs y sont toutefois moins sensibles que le VVM.

SRIRs réelles Si les performances des CRNNs se dégradent sur les SRIRs réelles par
rapport aux SRIRs simulées, elles restent signi�cativement meilleures que celles du VVM
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Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 14,2 41,3 61,2 17,0 26,8 12,0
CRNN-FOA 39,1 77,7 88,0 45,1 11,6 6,0

CRNN-Intensité 44,8 83,2 90,9 50,8 10,4 5,5

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 18,4 48,2 61,2 22,3 34,0 10,6
CRNN-FOA 23,7 59,3 76,2 29,7 17,4 8,4

CRNN-Intensité 27,6 64,8 81,7 34,8 14,9 7,7

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ classif. moy. méd.

VVM [127] 4,5 29,9 49,0 14,1 36,1 16,2
CRNN-FOA 13,1 40,3 57,9 23,3 27,8 12,8

CRNN-Intensité 18,8 66,8 80,7 31,9 17,3 6,3

(c) Enregistrements

TABLEAU 4.2. � Performances de localisation des algorithmes sur les di�érents ensembles de test
contenant deux sources ponctuelles : (a) construit avec les SRIRs simulées, (b)
construit avec les SRIRs réelles, (c) enregistrements réels. Les intervalles de
con�ance à 95% varient entre ±0, 8% et ±2, 0% pour la précision, et ±0, 5◦ et
±1, 5◦ pour l'erreur angulaire.

Figure 4.11. � Performances sur l'ensemble de SRIRs simulées contenant deux sources en fonc-
tion du SIR.

dont la précision à 15◦ vaut 61,2%, contre 76,2% pour le CRNN-FOA et de 81,7% pour
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le CRNN-Intensité (Tableau 4.2b). D'autre part, les deux CRNNs ont une erreur angu-
laire médiane comparable, mais le CRNN-Intensité obtient de meilleures performances
en moyenne avec 14,9◦ d'erreur moyenne contre 17,4◦ pour le CRNN-FOA. Cela prouve
sa meilleure robustesse aux résultats aberrants.

Enregistrements En�n, le CRNN-Intensité se révèle être le seul capable de généraliser
aux enregistrements réels d'après les résultats du Tableau 4.2c. Le VVM localise moins
de la moitié des sources avec moins de 15◦ d'erreur, tandis que le CRNN-FOA en localise
correctement 58,0% et le CRNN-Intensité 81,0%, soit autant que pour les SRIRs réelles.

4.4. Analyse par layerwise relevance propagation

4.4.1. Présentation de la technique

A�n d'analyser le comportement des CRNNs, nous procédons à une analyse par LRP, une
technique de visualisation qui indique la corrélation entre les paramètres d'entrée (que
nous appellerons parfois � pixels �) et une sortie donnée du réseau, par le biais d'une
grandeur que nous appellerons la relevance. Cette technique est rapidement présentée
dans la partie 3.4.2 ; nous entrons ici dans les détails mathématiques.

Équations générales La LRP est conçue pour respecter trois contraintes [173] :

� la relevance est redistribuée depuis la couche supérieure (la couche de sortie) jusqu'à
la couche inférieure (la couche d'entrée) en fonction des poids et des activations du
réseau ;

� la rétropropagation est conservative, c'est-à-dire que la relevance totale est la même
à chaque couche du réseau ;

� la relevance au niveau de la couche de sortie du réseau est égale à l'estimation du
réseau.

Considérons le cas simple de deux couches FF linéaires successives i et j, illustré dans
la Figure 4.12. Par construction du réseau de neurones, les activations dans la couche
supérieure sont données par zj =

∑
iwijzi+bj , où les zi sont les activations dans la couche

inférieure, les wij sont les poids entre les neurones et les bj sont les biais. La relevance
Rj correspondant au neurone d'activation zj est redistribuée sur tous les neurones zi
de la couche inférieure avec les parts Ri←j . Di�érentes formules peuvent être utilisées
pour calculer Ri←j ; les principales sont exposées ci-dessous. Un neurone zi de la couche
inférieure reçoit des parts de relevance de tous les neurones de la couche supérieure
auxquels il est connecté :

Ri =
∑
j

Ri←j . (4.6)
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La propriété de conservation impose que la somme de toutes les parts venant d'un neurone
zj de la couche supérieure soit égale à la relevance de ce neurone :∑

i

Ri←j = Rj . (4.7)

Figure 4.12. � Exemple de rétropopagation de LRP pour un réseau FF. La passe avant du
réseau est représentée en noir, tandis que la rétropopagation de la relevance est
en rouge. Les biais ne sont pas représentés pour plus de lisibilité. La relevance

est rétropropagée depuis un des deux neurones de sortie du réseau.

La LRP a pour but de mettre en valeur les principaux chemins du réseau par lesquels
l'information transite, rétropropageant ainsi la relevance jusqu'aux pixels d'entrée les
plus signi�catifs. Ceci peut être e�ectué grâce à la règle de répartition suivante :

Ri←j =
wijzi
zj

Rj . (4.8)

Cependant, cette règle ne prend pas en compte les biais bj , dans lesquels une partie
de la relevance peut être bloquée. D'autre part, cette règle n'est pas stable lorsque le
dénominateur est proche de zéro. Elle a donc été modi�ée pour donner la règle dite
� règle-ε � [182] :

Ri←j =
wijzi +

ε sgn(zj)+bj
N

zj + ε sgn(zj)
Rj , (4.9)

où ε est une petite constante positive qui fait o�ce de régularisation, N est le nombre
de neurones connectés à zj dans la couche inférieure et la fonction sgn(.) renvoie le signe
d'un nombre. À cause du facteur ε, la conservation de la relevance n'est pas parfaite. Si ε
est trop grand, la rétropropagation de la relevance est altérée et n'a plus de signi�cation.
La � règle-αβ � a été proposée comme alternative conservative et stable à la règle-ε
[173, 161]. Elle traite séparément les activations positives et négatives :

Ri←j =

[
α

(wijzi)
+

z+j
− β (wijzi)

−

z−j

]
Rj avec

z+j =
∑
i

(wijzi)
+ + b+j et z−j =

∑
i

(wijzi)
− + b−j , (4.10)
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où (.)+ et (.)− sont respectivement les parties positives et négatives d'un nombre réel.
Les paramètres doivent être choisis tels que α = β + 1.
Les formules ci-dessus s'appliquent aux couches linéaires, mais les neurones sont généra-
lement suivis de fonctions d'activation f(.) non-linéaires. Les formules restent valides à
condition que cette fonction soit croissante. Les zi dans les formules sont alors remplacées
par les activations yi = f(zi).
Ces règles ont initialement été conçues pour des couches FF mais restent valables pour les
couches convolutives et de pooling [173]. Une adaptation aux couches LSTMs a également
été proposée a�n de gérer le mécanisme de crénelage [182]. Les activations dans la couche
supérieure sont calculées lors de la propagation directe par zj = zgzs, où zg est une porte
avec une activation comprise entre 0 et 1 et zs est la source porteuse de l'information
des couches inférieures ou précédentes. La règle de rétropopagation est alors simplement
Rg = 0 et Rs = Rj . Il peut sembler que cette méthode ignore les valeurs de zg et zs,
mais elles sont en réalité prises en compte dans Rj , qui dépend de zj (par exemple selon
l'équation (4.10) si la couche LSTM est suivie d'une couche FF).
Montavon et al. [161] montrent que la règle-αβ pour une couche avec un biais négatif
munie d'une activation ReLU équivaut à e�ectuer une décomposition de Taylor de la
relevance en un point bien choisi. Ce résultat permet d'inclure la LRP dans un cadre
mathématique rigoureux.

Bonnes pratiques empiriques Le formalisme ci-dessus ne permet toutefois pas d'assurer
à la LRP une stabilité et une interprétabilité à toute épreuve. Un certain nombre d'as-
tuces, exposées par Montavon et al. [161] ou découvertes lors de nos expérimentations,
permettent de favoriser ces propriétés.

� Utiliser aussi peu de couches FF qu'il est possible sans compromettre la performance
du réseau, et utiliser un dropout sur ces couches lors de l'apprentissage. Les couches
FF ont tendance à diminuer l'interprétabilité de la relevance qui est rétropropagée.
Le dropout permet de focaliser la relevance sur les neurones e�ectivement utiles.

� Utiliser les couches de sum pooling plutôt qu'un autre type de pooling, et de façon
aussi abondante que possible. Ces couches sont intégrables au cadre de la décom-
position de Taylor, et permettent de surcroît de concentrer le �ux de relevance lors
de la rétropropagation.

� Dans les couches FF ou convolutives, contraindre les biais à être négatifs ou nuls.
Cela favorise la parcimonie des activations dans le réseau, ce qui est un moyen
supplémentaire de canaliser la relevance.

� Par défaut, utiliser la règle-αβ avec α = 1 et β = 0 dans les couches cachées. Pour
favoriser la présence de relevance négative, on peut choisir plutôt α = 2 et β = 1.

� Pour les couches FF, préférer la règle-ε à la règle-αβ qui s'avère parfois instable.

Mise en pratique Par la suite, nous utilisons la règle-αβ avec α = 1 et β = 0 pour les
couches BiLSTM et convolutives, et la règle-ε pour les couches FF. Le coe�cient ε est
�xé à 0,1, valeur qui s'est avérée stabiliser la rétropropagation tout en assurant une fuite
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de relevance presque nulle. Nous avons également forcé les biais à être négatifs lors de
l'apprentissage, sans impact sur les performances du réseau.
Nous adaptons la LRP au contexte d'estimation de la direction d'arrivée de la façon sui-
vante. Pour une direction donnée, nous �xons la relevance de la dernière couche de chaque
trame temporelle à la valeur du score σt(θ, φ) pour la classe correspondant à la direction
choisie, et à 0 pour les autres classes. La relevance est retropropagée séparément pour
chaque trame. Les relevances sont ensuite sommées selon l'axe temporel, ainsi que selon
les canaux, a�n d'obtenir une unique carte temps-fréquence. Une relevance positive (res-
pectivement négative) en un point temps-fréquence donné indique que la paramétrisation
d'entrée en ce point porte une information utile (respectivement nuisible) à l'estimation.

4.4.2. LRP pour le CRNN-Intensité

Localisation d'une source Commençons par examiner la cartographie présentée sur la
Figure 4.13 résultant de l'analyse par LRP du comportement du CRNN face à un cas
simple : une seule source de parole dans une salle simulée similaire aux salles d'apprentis-
sage, avec peu de bruit di�us (18 dB SNR). L'estimation du réseau est correcte pour ce
signal. Les zones mises en valeur sur la Figure 4.13d correspondent à des points temps-
fréquence où le rapport entre le champ direct de la source et le champ total incluant la
réverbération et le bruit (DMR, direct-to-mixture ratio) est important. L'importance des
points temps-fréquence correspondant au champ direct a déjà été utilisée pour la localisa-
tion de sources à travers di�érents indicateurs comme l'estimation du SNR [110, 113, 127],
le ratio entre le son direct et l'écho [183], ou la cohérence interaurale [184]. On constate
également sur le spectrogramme du signal incident (Figure 4.13b) que ces zones corres-
pondent aux attaques des sons dans les moyennes et hautes fréquences. Cela correspond
à un phénomène connu en psychoacoustique : l'e�et de précédence [136] selon lequel les
humains s'appuient fortement sur l'attaque des sons a�n de les localiser.
L'Annexe C présente les cartographies de relevance canal par canal, à mettre en corres-
pondance avec les six canaux du vecteur d'intensité active et réactive présentés à l'entrée
du réseau (Annexe A). On constate que le canal Z est porteur de plus d'information que
les autres canaux, ce qui est cohérent avec la direction d'arrivée de la source (139◦, -61◦).
D'autre part, la relevance est certes moins importante sur la partie réactive du vecteur
d'intensité que sur la partie active, mais elle tout de même signi�cative. Nous étudions
son importance dans la partie 4.5.2.
La Figure 4.14 montre l'analyse par LRP de l'estimation (correcte) du réseau pour le
même signal de parole, mais dans une autre salle simulée et avec un bruit di�us à 0 dB
SNR. On constate de nouveau que les points temps-fréquence les plus utilisés corres-
pondent au DMR le plus élevé. Ici, puisque le bruit se concentre en basse fréquence, le
réseau utilise principalement les hautes fréquences. Encore une fois, l'attaque des sons
est particulièrement importante.
Étudions maintenant la situation de la Figure 4.15 où l'estimation du réseau est très
éloignée de la véritable direction d'arrivée. Le signal de parole est le même que sur les
exemples précédents, mais la salle simulée et le bruit sont di�érents. La relevance peut
être rétropropagée soit à partir de la classe estimée (Figure 4.15d), soit à partir de la
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(a) source image (b) mélange

(c) rapport champ direct à champ total (d) relevance totale

Figure 4.13. � LRP pour un signal contenant une source ponctuelle venant de (139◦, -61◦) et
du bruit de foule di�us à 18 dB SNR, avec TR60 = 772 ms. Spectrogrammes (a)
de l'image spatiale de la source (c) et du mélange. (c) Rapport champ direct à
champ total. (d) Relevance sommée sur tous les canaux. Le détail des paramètres
d'entrée (vecteur d'intensité actif et réactif pour chaque canal) et des relevances
par canal est présenté en Annexes A et C.

classe cible (Figure 4.15e). Pour la classe estimée, le réseau s'appuie fortement sur les
basses fréquences situées entre les trames 0 et 5 et entre les trames 15 et 25. Ces points
correspondent à un DMR très bas, il n'est donc pas surprenant que l'estimation soit
erronée. Les points temps-fréquence utiles pour estimer la classe cible (zones rouges sur la
Figure 4.15e) plaident en défaveur de la classe estimée (zones bleues sur la Figure 4.15d).
Cependant, leur poids ne su�t pas à compenser les points temps-fréquence favorables à
la classe estimée : la somme de la relevance positive sur toutes les trames de la séquence
vaut 25,7, tandis que celle de la relevance négative vaut -12,5. La relevance totale, égale
par dé�nition à la somme des sorties sur toute la séquence pour cette classe, vaut 13,2,
contre 7,4 seulement pour la classe cible.

Localisation de deux sources La Figure 4.16 présente un résultat de LRP pour l'esti-
mation du réseau étant donné un signal contenant deux sources ponctuelles. Dans ce cas,
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(a) source image (b) mélange

(c) rapport champ direct à champ total (d) relevance totale

Figure 4.14. � LRP pour un signal contenant une source ponctuelle venant de (115◦, -68◦) et
du bruit de foule di�us à 0 dB SNR, avec TR60 = 750 ms. Spectrogrammes (a)
de l'image spatiale de la source et (b) du mélange. (c) Rapport champ direct à
champ total. (d) Relevance sommée sur tous les canaux.

l'estimation du réseau est correcte pour les deux sources. La relevance peut être retro-
propagée à partir des classes correspondant à chacune des deux sources (Figures 4.16d
et 4.16e). Les zones favorables à l'estimation de la première classe sont globalement défa-
vorable à l'estimation de la seconde, et réciproquement. On constate sur les Figures 4.16a
et 4.16b que la correspondance avec les attaques des sons est moins évidente que pour
les scénarios à une seule source, en particulier pour la deuxième source. En e�et, dans ce
cas, le réseau doit aussi favoriser les zones temps-fréquence où la source correspondant à
la classe considérée est prédominante par rapport à l'autre source.

4.4.3. LRP pour le CRNN-FOA

La Figure 4.17 présente les résultats de la LRP appliquée au CRNN-FOA pour le même
signal que sur la Figure 4.14. Alors que le CRNN-Intensité s'appuie sur les zones où le
DMR est important, qui correspondent ici aux attaques des sons en haute fréquence (où
les interférences sont moins présentes), le CRNN-FOA privilégie les zones où le signal est
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(a) source image (b) mélange (c) rapport champ direct à
champ total

(d) relevance classe estimée (e) relevance classe cible (f) sorties du réseau

Figure 4.15. � LRP pour un signal contenant une source ponctuelle venant de (-141◦, 8◦) et
du bruit de foule di�us à 2 dB SNR, avec TR60 = 688 ms. Spectrogrammes (a)
de l'image spatiale de la source et (b) du mélange. (c) Rapport champ direct à
champ total. (f) Estimation du réseau. (d) Relevance sommée sur tous les canaux
pour la classe estimée et (e) pour la classe cible.

actif en général, sans lien avec le DMR (Figure 4.17c). Cela peut expliquer sa robustesse
moindre au bruit et à la réverbération.

4.4.4. Limitations de la LRP

Les résultats précédents apportent un éclairage sur le fonctionnement des CRNNs utilisés
pour la localisation. Cependant, ils doivent être considérés avec prudence. Les cartogra-
phies présentées correspondent à des exemples particuliers. Même si des comportements
similaires ont été constatés sur la plupart des exemples, ils n'ont pas la légitimité d'une
métrique générale qui permettrait par exemple de calculer la corrélation entre les attaques
des sons et la relevance.
D'autre part, les résultats de LRP dépendent des règles choisies et des hyperparamètres
α et ε, qui peuvent être di�érents pour chaque couche. Il n'existe pas de méthodologie
générale pour les choisir, seule l'expérimentation permet de comparer di�érentes com-
binaisons. En particulier, nous avons également essayé de procéder à une LRP avec la
règle-αβ pour toutes les couches, y compris FF. Dans le cas multisources, les cartogra-
phies étaient alors les mêmes pour chacune des sources estimées, ce qui n'est pas cohérent
avec le sens que doit porter la relevance.
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(a) source image 1 (b) source image 2 (c) mélange

(d) relevance classe 1 (e) relevance classe 2 (f) sorties du réseau

Figure 4.16. � LRP pour un signal contenant deux sources ponctuelles venant de (139◦, -61◦)
et (134◦, 18◦), et du bruit de foule di�us à 20 dB SNR, avec TR60 = 772 ms. Le
SIR entre la première et la deuxième source est de 3 dB. Spectrogrammes (a) de
l'image spatiale de la première source, (b) de la deuxième source et (c) du mé-
lange. (f) Estimations du réseau. (d) Relevance sommée sur tous les canaux pour
la classe correspondant à la première source et (e) pour la classe correspondant
à la deuxième source.

En�n, la LRP est sensible au réseau utilisé. Pour deux réseaux appris dans des conditions
proches et atteignant des performances équivalentes, les cartographies ne sont pas néces-
sairement semblables. Nous avons par exemple appris un modèle sur le même ensemble
que celui présenté précédemment, mais où les signaux à une et deux sources étaient
présentés dans un ordre aléatoire. Les performances sont très proches mais légèrement
inférieures à celles du réseau présenté dans la partie 4.1.2, qui est d'abord appris sur l'en-
semble à une source et a�né sur l'ensemble à deux sources. L'exemple de la Figure 4.18
montre les sorties des deux réseaux et la relevance pour le même signal que celui de la
Figure 4.13. On observe que les cartographies des deux réseaux sont assez di�érentes,
bien que certaines zones à relevance fortement positive concordent. Cette constatation
est à rapprocher de l'a�rmation de [174] selon laquelle la LRP ne respecte pas l'inva-
riance d'implémentation, même si dans notre cas, les réseaux ne sont pas strictement
équivalents. La di�érence de cartographie peut donc également être due à une di�érence
de fonctionnement réelle des réseaux, et non à un défaut de la LRP.
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(a) source image (b) mélange

(c) rapport champ direct à champ total (d) relevance totale

Figure 4.17. � LRP pour le CRNN-FOA avec le signal de la Figure 4.14. Spectrogrammes (a)
de l'image spatiale de la source et (b) du mélange. (c) Rapport champ direct à
champ total. (d) Relevance sommée sur tous les canaux.

4.5. In�uence des paramètres sur l'apprentissage

Les résultats ci-dessus ont été obtenus avec le CRNN-Intensité canonique décrit dans la
partie 4.1. Dans cette partie, nous étudions l'impact des paramètres d'apprentissage, de
la base de données à la fonction de coût, en passant par l'architecture du réseau.

4.5.1. Base d'apprentissage

Nombre de sources dans les mélanges Nous comparons ici di�érentes façon d'ap-
prendre aux réseaux à traiter des mélanges avec un nombre variable de sources.

� Un premier réseau est appris sur le sous-ensemble à une seule source créé à partir
des SRIRs simulées, présenté dans la partie 4.2.3 (� appr. 1 src �).

� Un deuxième réseau est appris uniquement sur le sous-ensemble à deux sources
(� appr. 2 src �).

� Le CRNN-Intensité utilisé jusqu'ici est d'abord appris sur le sous-ensemble à une
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(a) sorties du premier réseau (b) sorties du deuxième réseau

(c) relevance pour le premier réseau (d) relevance pour le deuxième réseau

Figure 4.18. � LRP pour un signal contenant une source ponctuelle venant de (139◦, -61◦) et
du bruit de foule di�us à 18 dB SNR, avec TR60 = 772 ms, comme dans la
Figure 4.13. (a) et (b) : estimations des deux réseaux. (c) et (d) Relevances pour
la classe estimée pour les deux réseaux.

source, puis ajusté sur l'apprentissage à deux sources, selon le protocole présenté
dans la partie 4.2.3 (� appr. successif �).

� En�n, on considère le réseau appris sur l'ensemble complet, où les mélanges à une
et deux sources sont présentés dans un ordre aléatoire, comme sur la Figure 4.18
(� appr. mélangé �).

Lors du post-traitement qui consiste à sélectionner les pics correspondant aux sources
dans les estimations des réseaux, on considère le nombre de sources connu.
Sans surprise, la Figure 4.19 montre que le CRNN appris sur des mélanges à une seule
source peine à généraliser à deux sources. Même la source prédominante n'est pas locali-
sée correctement, puisque l'erreur médiane est beaucoup plus élevée que pour les autres
réseaux. A l'inverse, le CRNN appris sur des mélanges à deux sources obtient des per-
formances très satisfaisantes sur les mélanges à une seule source. Elles sont comparables
à celles des CRNN entraînés sur tous les mélanges ; cependant, le CRNN d'abord appris
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(a) Test sur une seule source (b) Test sur deux sources

Figure 4.19. � Performances de localisation des CRNNs sur des mélanges de test à une (a) et
deux (b) sources selon l'ensemble d'apprentissage : à une source, à deux sources,
à une puis deux sources, ou en�n sur tous les exemples présentés dans un ordre
aléatoire.

sur l'ensemble à une source puis ajusté sur l'ensemble à deux sources est le meilleur de
tous, en particulier sur les enregistrements réels.

Diversité des SRIRs d'apprentissage Nous avons opté dans la partie 4.2.3 pour un
apprentissage sur une base de données constituée à partir de SRIRs simulées grâce à la
méthode image. Nous comparons ici les performances du réseau appris de cette manière
avec un réseau appris grâce à des SRIRs réelles, ainsi qu'avec un réseau appris sur une
base plus restreinte de SRIRs simulées. Dans cette expérience, toutes les bases d'appren-
tissage sont restreintes aux mélanges à une source. Nous considérons donc les trois bases
suivantes :

� La base de SRIRs simulées complète est celle présentée dans la partie 4.2.3.

� La base de SRIRs simulées restreinte est créée de la même manière, mais seul un
dixième des SRIRs est utilisé, soit 12 870 SRIRs. La diversité des salles et des
directions d'arrivée est cependant préservée. A�n d'avoir un nombre de signaux
audio comparable à celui de l'ensemble précédent malgré le nombre restreint de
SRIRs, nous utilisons des extraits audio de 10 s au lieu d'1 s. La régularisation par
dropout est �xée à 50%, ce qui s'est avéré être la valeur optimale.

� Les 576 SRIRs réelles présentées dans la partie 4.2.4 sont utilisées pour créer une
base d'apprentissage similaire aux précédentes. Nous utilisons des extraits audio
de 75 s pour obtenir la même quantité de données. Plusieurs taux de dropout sont
testés, sans in�uence signi�cative sur les performances.

Le réseau appris sur la base de SRIRs simulées entière atteint une précision de classi�ca-
tion de 61% sur l'ensemble d'apprentissage et de 64% sur l'ensemble de validation. Sur la
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base simulée réduite d'un facteur 10, le réseau atteint 63% sur l'ensemble d'apprentissage
mais seulement 52% sur l'ensemble de validation. Cette dégradation des performances
se ressent de la même manière sur les ensembles de test. Passer d'une moyenne de 300
SRIRs par classe à 30 change donc signi�cativement la capacité du réseau à apprendre
le lien entre la paramétrisation d'entrée et les directions d'arrivée. En�n, le réseau appris
sur les SRIRs réelles atteint 99% de précision de classi�cation sur la base d'apprentis-
sage au bout de 15 époques seulement, mais la précision de validation stagne à 10%. Le
réseau sur-apprend sans être capable de généraliser. Les résultats restent très faibles en
diminuant le nombre de paramètres du réseau ou en augmentant la régularisation. En
conclusion, étant donnée la complexité du problème, il est important de simuler un grand
nombre de SRIRs incluant une diversité importante pour apprendre le réseau.

4.5.2. Paramétrisation des données d'entrée

Normalisation Nous étudions dans ce paragraphe l'impact de di�érents modes de nor-
malisation des données d'entrée.
� La normalisation par l'énergie correspond à l'équation (4.5). Elle est appliquée en

chaque point temps-fréquence.
� La normalisation par rapport aux statistiques d'apprentissage consiste à calculer

les moyennes et écarts-type de chaque bande de fréquence et canal sur toutes les
trames de la base d'apprentissage, puis de centrer et réduire les entrées du réseau
pour chaque trame.

� Les moyennes et écarts-types de la base d'apprentissage peuvent également être
calculés sur l'ensemble des trames et canaux, indépendamment pour chaque bande
de fréquence. Contrairement à l'option précédente, cela permet de garder les di�é-
rences de niveaux entre les canaux qui contiennent une information sur la direction
d'arrivée. Dans la Figure 4.20, nous appelons cette option � stats appr. / canal �.

Les normalisations dépendant des moyennes et écart-types présentent l'inconvénient
d'être dépendantes de l'ensemble d'apprentissage. Si l'ensemble de test s'en éloigne, le
changement d'échelle ne permet pas de centrer et normaliser les données. Idéalement, il
faudrait avoir accès aux moyennes et écarts-type de l'ensemble de test complet, ce qui
n'est pas réalisable avec une latence réduite. Nous ajoutons donc une dernière option.
� La normalisation par séquence, similaire à la normalisation précédente, mais où

l'ensemble de test est centré et normalisé sur toutes les trames de la séquence en
cours, indépendamment pour toutes les bandes de fréquence et tous les canaux.

Pour ces expériences, les modèles sont appris et testés sur les sous-ensembles à une seule
source.
Dans tous les scénarios de test, la normalisation la moins robuste est celle par séquence.
Le contexte est probablement trop court pour que la paramétrisation qui en résulte
soit homogène entre les di�érentes séquences. La normalisation par l'énergie fournit les
meilleurs résultats quelque soit l'ensemble de test, dépassant les performances des nor-
malisations selon les statistiques des ensembles d'apprentissage communément utilisées
dans le cadre des réseaux de neurones.
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Figure 4.20. � Performances de localisation du CRNN-Intensité appris avec di�érentes norma-
lisations de la paramétrisation d'entrée, sur les ensembles de test à une seule
source.

Intérêt de l'intensité réactive Nous évaluons l'intérêt de fournir au CRNN la partie
réactive du vecteur d'intensité acoustique en comparant deux modèles :

� Le CRNN-Intensité présenté dans la partie 4.2 reçoit en entrée les parties active et
réactive du vecteur d'intensité acoustique.

� un CRNN-Intensité-active qui ne prend en compte que la partie active du vecteur
d'intensité acoustique.

Ces deux réseaux sont d'abord appris sur le sous-ensemble à une source créé à partir des
SRIRs simulées, puis l'apprentissage est ajusté sur le sous-ensemble à deux sources (voir
partie 4.2.3).
Les résultats sur les ensembles de test à une source sont présentés dans le Tableau 4.3. On
constate que le gain dû à la prise en compte de la partie réactive du vecteur d'intensité
est important pour les SRIRs simulées. Dans la plupart d'entre elles, il y a en e�et une
réverbération importante ou bien la source ou le microphone sont proches des murs,
donnant naissance à des ré�exions qui peuvent être identi�ées par le vecteur d'intensité
réactive. De même, pour les SRIRs réelles, l'erreur à 15◦ est diminuée de 40% en relatif
lorsque l'on utilise l'intensité réactive. En�n, pour les enregistrements réels où le micro est
posé sur une table basse, connaître la partie réactive est un avantage crucial qui permet
de réduire l'erreur à 15◦ d'un facteur 5, passant d'une précision de 80,7% à 96,4%. Dans
cette situation en e�et, la ré�exion due à la table basse peut induire une confusion qui
génère une erreur de localisation ; mais les points temps-fréquence dominés par cette
ré�exion sont probablement identi�és par le CRNN-Intensité grâce à l'intensité réactive.
Sur les mélanges à deux sources présentés dans le Tableau 4.4, l'utilisation de l'intensité
réactive apporte une amélioration signi�cative pour tous les ensembles de test. Cela laisse
supposer que l'intensité réactive permet vraisemblablement au réseau de di�érencier les
points temps-fréquence ne contenant qu'une source (et donc porteurs d'information) de
ceux contenant deux sources ou contenant essentiellement des ré�exions. Cette hypothèse
mériterait toutefois de faire l'objet d'une analyse théorique complète.
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Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 38,7 82,5 94,6 7,8 6,1
CRNN-Intensité 51,2 93,3 98,1 6,2 4,9

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 27,6 64,8 81,7 14,9 7,7
CRNN-Intensité 28,0 71,0 89,1 10,1 7,3

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 18,8 66,8 80,7 17,3 6,3
CRNN-Intensité 29,1 86,1 96,4 8,1 5,7

(c) Enregistrements

TABLEAU 4.3. � Précisions et erreurs angulaires sur des mélanges à une seule source des CRNNs
de localisation prenant en compte les parties active et réactive du vecteur d'in-
tensité (CRNN-Intensité), ou uniquement la partie active (CRNN-Intensité-
active). Les intervalles de con�ance à 95% varient entre 0,5 et 2,6% pour la
précision et 0,6 et 1,7◦ pour l'erreur angulaire.

4.5.3. Structure du réseau

Nous présentons dans cette partie une comparaison de di�érentes architectures de réseau
de neurones.

Prise en compte des contextes temporel et fréquentiel Nous testons plusieurs noyaux
de convolution en plus du noyau 3x3 utilisé pour le CRNN-Intensité proposé, a�n de
mettre en valeur l'importance de la dimension fréquentielle et de la dimension tempo-
relle de l'analyse. Nous testons également un CNN avec des �ltres 3x3 mais sans couches
récursives. En�n, nous avons testé des réseaux purement biLSTMs, sans succès : l'appren-
tissage est interrompu en raison des performances dégradées sur l'ensemble de validation
avant que le réseau n'atteigne des performances correctes sur l'ensemble d'apprentissage.
Pour ces expériences, les réseaux sont appris et testés sur des mélanges à une source
uniquement. Les résultats sont présentés sur la Figure 4.21. Les tailles des noyaux de
convolution ont �nalement un impact assez limité sur les performances. On constate
globalement que l'aspect temporel n'est pas crucial, puisque le CRNN 1x3 est aussi per-
formant, voire légèrement meilleur, que le CRNN 3x3. Le CNN 3x3, qui ne contient
aucune couche récursive, obtient des performances légèrement moins bonnes, mais tout
de même très correctes. La prise en compte des rapports entre les bandes de fréquence
est plus important : le CRNN 3x1 obtient plus de résultats aberrants sur l'ensemble de
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Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 35,5 74,6 87,0 12,8 6,6
CRNN-Intensité 44,8 83,2 90,9 10,4 5,5

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 22,6 57,9 75,2 18,3 8,5
CRNN-Intensité 27,6 64,8 81,7 14,9 7,7

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité-active 15,0 50,7 65,0 21,1 9,6
CRNN-Intensité 18,8 66,8 80,7 17,3 6,3

(c) Enregistrements

TABLEAU 4.4. � Précisions et erreurs angulaires sur des mélanges à deux sources des CRNNs de
localisation prenant en compte les parties active et réactive du vecteur d'in-
tensité (CRNN-Intensité), ou uniquement la partie active (CRNN-Intensité-
active). Les intervalles de con�ance à 95% sont compris entre 0,8 et 1,9% pour
la précision et 0,5 et 1,5◦ pour l'erreur angulaire.

Figure 4.21. � Performances de localisation des CRNNs-Intensité sur les ensembles à une source
selon de la taille des �ltres de convolution et de la présence des couches bi-LSTM.
Les tailles des �ltres de convolution sont indiquées par trames temporelles x
bandes de fréquence.
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test constitué d'enregistrements réels que les autres CRNNs. En revanche, augmenter le
champ réceptif fréquentiel avec un CRNN 3x5 n'améliore pas les performances, ce qui
peut être dû au fait que l'apprentissage d'un plus grand nombre de paramètres est plus
di�cile.

Couches LSTM unidirectionnelles On teste également des CRNNs semblables à ceux
de la Figure 4.2, en utilisant des couches LSTMs au lieu des biLSTMs qui ne sont pas
utilisables dans un contexte quasi-temps-réel. Pour ces expériences, les réseaux sont appris
et testés sur des mélanges à une source uniquement. Les résultats sont présentés dans
le Tableau 4.5. Sur la précision à moins de 5 et 10◦ pour les enregistrements réels, les
performances sont signi�cativement moins bonnes avec des couches unidirectionnelles
qu'avec des couches bidirectionnelles. Cependant, pour tous les autres ensembles de test
et toutes les métriques, l'utilisation de couches LSTM dégrade à peine les performances,
ce qui valide la possibilité d'utiliser ce travail dans un contexte quasi-temps-réel.

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN avec uniLSTM 54,6 93,9 98,8 5,2 4,7
CRNN avec biLSTM 55,9 94,5 99,3 5,1 4,6

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN avec uniLSTM 24,8 66,0 85,1 10,1 7,9
CRNN avec biLSTM 26,5 67,3 84,4 9,7 7,5

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN avec uniLSTM 23,4 74,2 97,3 7,7 5,9
CRNN avec biLSTM 25,8 82,2 97,4 7,3 5,7

(c) Enregistrements

TABLEAU 4.5. � Précisions et erreurs angulaires sur des mélanges à une seule source des CRNNs
de localisation dont les couches récurrentes sont des LSTMs bidirectionnelles
ou unidirectionnelles. Les intervalles de con�ance à 95% varient entre 0,3 et
2,7% pour la précision et 0,6 et 1,7◦ pour l'erreur angulaire.

4.5.4. Cible et fonction de coût

Discrétisation de la sphère unité Pour formuler la localisation comme un problème de
classi�cation, nous utilisons la discrétisation de la sphère unité (4.1). D'autres grilles sont
possibles. Nous étudions l'in�uence du choix de la grille en comparant les trois options
suivantes :
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� La discrétisation � rectangulaire � (4.1) utilisée jusqu'à présent, avec un pas angu-
laire α = 10◦ contenant 429 points. La distance maximale entre une direction de
l'espace et un point de la grille est 7,0◦.

� La grille de Lebedev 3 contenant 434 points. Le répartition des points est plus
uniforme que sur la grille précédente. La distance angulaire maximale entre un
point de l'espace et le point le plus proche est 6,5◦.

� A�n d'étudier l'in�uence de la résolution de la grille, nous considérons également
une grille de Lebedev à 974 points. Dans ce cas, la distance maximale entre une
direction de l'espace et un point de la grille est 4,2◦.

Ces di�érents systèmes sont testés sur les ensembles contenant une seule source ponctuelle
par mélange.

Figure 4.22. � Performances de localisation des CRNNs-Intensité selon de la discrétisation de
la sphère unité utilisée.

On constate sur la Figure 4.22 qu'utiliser la grille Lebedev 434, plus régulière que la grille
rectangulaire, améliore les performances sur les enregistrements réels pour le premier
quartile. En e�et, avec la grille rectangulaire, environ la moitié des directions d'arrivée
des sources sont particulièrement éloignées de leur classe de référence (plus de 5◦), ce
qui n'est pas le cas avec les grilles de Lebedev. En dehors de cet artefact particulier, les
grilles rectangulaires et de Lebedev ont des performances similaires. La grille de Lebedev
974, plus �ne, permet d'améliorer la précision de l'estimation, notamment pour les deux
premiers quartiles. Cependant, les trois réseaux ont des performances très satisfaisantes
et comparables sur tous les ensembles de test, avec notamment très peu de résultats
aberrants.
Les grilles de Lebedev (que nous n'avons pas adoptées) sont �nalement légèrement pré-
férables, mais ce choix n'est pas crucial.

Régression ou classi�cation ? Nous avons discuté dans la partie 3.3.4 des avantages
et inconvénients de formuler la localisation comme un problème de classi�cation ou de

3. https://en.wikipedia.org/wiki/Lebedev_quadrature

https://en.wikipedia.org/wiki/Lebedev_quadrature
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régression. Dans le cas multi-sources, la régression s'accompagne notamment d'un certain
nombre de di�cultés techniques.
Dans cette partie, nous nous intéressons à l'impact de la formulation sur la capacité
d'apprentissage du réseau, en mettant de côté ces di�cultés. Nous nous limitons donc à
la localisation d'une seule source. Nous comparons trois systèmes de régression et trois
systèmes de classi�cation :

� un réseau de régression ciblant les coordonnées sphériques. Ce réseau est appris
à estimer deux sorties, θ et φ, en minimisant l'erreur aux moindres carrés. Cette
fonction de coût ne prend pas en compte la géométrie sphérique de l'espace de
sortie, en particulier la périodicité de l'azimut.

� un réseau de régression ciblant les coordonnées sphériques θ et φ, appris cette
fois en utilisant l'erreur angulaire (4.4) comme fonction de coût. Cela permet de
prendre en compte la géométrie sphérique de l'espace des directions d'arrivée, mais
la projection de θ et φ sur la sphère n'est pas régulière, en particulier à proximité
des pôles.

� un réseau de régression ciblant les coordonnées cartésiennes sur la sphère corres-
pondant à la direction d'arrivée de la source. Ce réseau possède donc trois sorties,
x, y et z. Un réseau semblable a été proposé par Adavanne et al. [148]. Nous uti-
lisons la fonction de coût aux moindres carrés, qui représente cette fois la distance
cartésienne entre les points sur la sphère correspondant à la direction estimée et à
la vraie direction.

Pour ces trois réseaux de régression, la fonction d'activation après la dernière couche est
la fonction sigmoïde. Nous avons également testé une activation linéaire, avec ou sans
seuillage, avec des résultats légèrement moins bons.
Les réseaux de classi�cation sont similaires au CRNN-Intensité présenté sur la Figure 4.2.
En particulier, ils possèdent tous nDOA sorties correspondant à la discrétisation rectan-
gulaire de la grille (4.1).

� Un réseau de classi�cation appris avec la fonction d'entropie croisée et un enco-
dage one-hot pour les cibles. La classe correspondant à la direction d'arrivée la
plus proche de la vraie direction se voit attribuer une valeur de 1, tandis que les
autres sont assignées à 0. Nous utilisons ici la fonction softmax en sortie du réseau,
contrairement au CRNN-Intensité présenté précédemment. En e�et, c'est l'option
la plus répandue pour les réseaux de classi�cation car cela permet d'interpréter les
sorties du réseau comme des probabilités, mais cela ne permet pas la généralisation
à plusieurs sources. Dans ce cas, la structure de l'espace des directions d'arrivée
n'est pas prise en compte.

� Un réseau de classi�cation appris avec la fonction aux moindres carrés, avec une
cible encodée par une distribution de Gibbs. Cette cible, moins discriminante qu'un
encodage one-hot, permet de prendre en compte la structure de l'espace des direc-
tions d'arrivée, puisque les points au voisinage de la vraie direction d'arrivée se
voient accorder un poids non nul. D'autre part, cela permet plus de réalisme dans
le cas où la direction d'arrivée est équidistante de plusieurs classes, en attribuant
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un poids équivalent à ces classes. Pour une source venant de la direction ψ = (θ, φ),
la valeur cible associée à la classe ψij = (θij , φi) est

G(ψij) = e−δ[ψij ,ψ]
2/β2

(4.11)

où δ est la distance angulaire (4.4) et β dé�nit un voisinage angulaire. Pour ce
réseau, nous utilisons la sigmoïde comme fonction d'activation pour la dernière
couche associée à une erreur aux moindres carrés, de façon similaire à He et al. [185].
La sortie ne peut donc pas être interprétée comme une distribution de probabilité.

� Pour conserver la structure de l'espace de sortie tout en permettant une interpré-
tation probabiliste de la sortie, nous proposons d'intégrer la distribution de Gibbs
dans le cadre de l'entropie croisée, avec la fonction de coût suivante :

coût = − log(σij)−
∑
(i′,j′)
6=(i,j)

(1− G(ψi′j′)) log(1− σi′j′) (4.12)

où ψij est la classe la plus proche de la vraie direction d'arrivée, et σij est la sortie
du réseau pour la classe ψij après une fonction d'activation sigmoïde. Pour β = 0, si
la vraie direction d'arrivée est sur la grille, on retrouve la fonction de coût d'entropie
croisée avec un encodage one-hot des cibles.

Le tableau 4.6 montre les résultats des di�érents réseaux sur les trois ensembles de test
à une seule source. Sur l'ensemble créé à partir des SRIRs simulées (4.6a), les trois ré-
seaux de classi�cation obtiennent des performances également bonnes, et meilleures que
le réseau de régression appris avec les moindres carrés sur les coordonnées sphériques. La
régression sur les coordonnées cartésiennes obtient les meilleurs résultats. Sur les SRIRs
réelles (4.6b), les résultats sont généralement moins bons que sur les SRIRs simulées, mais
l'ordre de performance des réseaux est inchangé. Sur les enregistrements réels (4.6c), en
revanche, le réseau de régression sphérique avec l'erreur angulaire obtient les meilleures
performances en terme d'erreur angulaire médiane et moyenne. En raison de la construc-
tion de la grille, les réseaux de classi�cation sont désavantagés pour la précision à moins
de 5◦ d'erreur. En revanche, ils génèrent moins de résultats aberrants que les réseaux de
régression, avec plus de 98% des sources localisées avec moins de 15◦ d'erreur.
En conclusion, bien que la régression soit écartée dans la plupart des travaux de localisa-
tion, celle-ci est tout à fait légitime en terme de performances. Cependant, des questions
techniques se posent dès que plusieurs sources sont présentes (voir les discussions dans
la partie 3.3.4). Ceci peut su�re à justi�er la formulation par classi�cation. Dans ce cas,
il peut être avantageux de choisir une fonction de coût adaptée telle que celle que nous
avons proposée utilisant la distribution de Gibbs.

4.6. Résumé

Dans ce chapitre, nous avons présenté un système de localisation de sources sonores
dans des contenus ambisoniques par CRNN. Nous proposons une paramétrisation de la
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Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

Régression sphérique moindres carrés 53,5 88,1 96,2 5,9 4,7
Régression sphérique erreur angulaire 62,0 92,0 97,2 5,3 4,0

Régression cartésienne 82,8 97,5 99,3 3,5 2,8
Classi�cation one-hot 56,1 95,0 99,0 5,1 4,6

Classi�cation cible Gibbs 57,8 96,7 99,5 4,8 4,5
Classi�cation coût Gibbs 57,2 96,0 99,5 4,9 4,6

(a) SRIRs simulées

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

Régression sphérique moindres carrés 28,5 60,2 81,2 11,4 8,1
Régression sphérique erreur angulaire 29,7 64,3 80,0 11,4 7,9

Régression cartésienne 37,1 72,9 88,3 8,5 6,4
Classi�cation one-hot 26,6 66,8 85,3 9,7 8,0

Classi�cation cible Gibbs 26,0 67,7 86,4 9,3 7,5
Classi�cation coût Gibbs 27,6 67,7 84,5 9,7 7,2

(b) SRIRs réelles

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

Régression sphérique moindres carrés 25,4 71,7 87,6 11,4 7,1
Régression sphérique erreur angulaire 49,8 90,8 95,9 7,1 5,0

Régression cartésienne 46,8 87,7 93,3 9,1 5,3
Classi�cation one-hot 22,6 85,5 98,0 7,5 5,9

Classi�cation cible Gibbs 25,0 83,0 98,3 7,3 5,9
Classi�cation coût Gibbs 27,3 88,8 98,0 6,9 5,7

(c) Enregistrements

TABLEAU 4.6. � Précisions et erreurs angulaires des réseaux de régression et de classi�cation
(a) sur les SRIRs simulées, (b) sur les SRIRs réelles, (c) sur les enregistrements
réels. Les intervalles de con�ance à 95% varient entre ±0, 3% et ±2, 8% pour
la précision, et ±0, 6◦ et ±1, 6◦ pour l'erreur angulaire.

captation qui s'appuie sur le vecteur d'intensité acoustique normalisé, et nous montrons
que cela permet un gain notable de robustesse en situation réelle. La visualisation du
comportement des CRNNs par LRP permet d'observer que les attaques des sons sont
particulièrement utiles pour la localisation. Puisqu'elles sont mises en valeur par le vec-
teur d'intensité acoustique, cela explique le gain de performance du CRNN-Intensité par
rapport au CRNN utilisant une simple paramétrisation FOA. Plus précisément, nous
montrons que l'utilisation de la partie réactive du vecteur d'intensité permet une amélio-
ration notable : si elle n'est pas prise en compte, les performances du CRNN-Intensité sont
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comparables à celle du CRNN-FOA. Cela semble indiquer que le CRNN-FOA n'est pas
capable d'extraire les information présente dans la partie réactive du vecteur d'intensité.
Nous étudions l'impact des conditions d'apprentissage sur les performances du CRNN,
mettant en valeur l'importance de la diversité et de la taille de la base d'apprentissage,
l'impact de la normalisation des données d'entrée, l'in�uence de l'architecture du réseau et
en particulier des convolutions selon l'axe fréquentiel. En revanche, les convolutions selon
l'axe temporel et le choix de la discrétisation de la sphère unité pour la classi�cation n'ont
qu'une importance limitée. En�n, nous présentons di�érentes stratégies pour formuler la
localisation comme un problème de classi�cation ou de régression, montrant qu'avec des
fonctions de coût adaptées la régression est tout aussi puissante que la classi�cation, bien
que peu adaptée au cas multi-sources.



5. Rehaussement de la parole par des
�ltres déduits de masques
temps-fréquence

Dans ce chapitre, nous présentons le système mis au point pour extraire une source de
parole d'un mélange ambisonique multi-locuteurs. La direction d'arrivée de chacun des
locuteurs est considérée connue. Il peut s'agir de la véritable direction d'arrivée ou d'une
estimation. Un réseau de neurones est utilisé a�n d'estimer un masque temps-fréquence
correspondant à la locutrice cible. Ce masque est ensuite utilisé pour estimer un �ltre
spatial et extraire la voix. La technique proposée est adaptée au format ambisonique, mais
pourrait être appliquée pour d'autres types de contenus. Nous évaluons les performances
de ce système en terme de reconnaissance vocale en fonction des données d'entrée du
réseau, des conditions d'apprentissage et du �ltre choisi. Nous véri�ons également la
robustesse du système de rehaussement vis-à-vis des erreurs de localisation, ainsi que son
e�cacité sur des enregistrements réels.

5.1. Structure de la solution

5.1.1. Obtention des masques par un réseau de neurones

Dans un premier temps, un réseau de neurones est utilisé a�n d'estimer un masque temps-
fréquence correspondant à la source de parole cible à partir du signal au format FOA
contenant plusieurs sources de parole et du bruit.

Structure du réseau Le réseau de neurones utilisé pour estimer les masques est pré-
senté sur la Figure 5.1. Les signaux d'entrée sont présentés au réseau sous forme de
spectrogrammes. Seule l'amplitude est prise en compte. Plusieurs trames de signal sont
regroupées en séquences. A�n de permettre au réseau d'identi�er la source cible dans
le mélange, on lui présente plusieurs versions du signal capté ayant subi di�érents pré-
traitements : grâce aux directions d'arrivée des sources cible et interférente supposées
connues, on utilise des �ltres de formation de voie FOA contraints (2.33) a�n d'ob-
tenir des estimations monocanales ŝ(t, f) et n̂(t, f) de chaque source. On présente au
réseau de neurones les spectrogrammes d'amplitude de ŝ(t, f), n̂(t, f) et xW (t, f), où
xW (t, f) représente le module du canal omnidirectionnel du mélange x(t, f) dé�ni dans
l'équation (3.12). L'in�uence du choix des spectrogrammes d'entrée est présenté dans la
partie 5.3.1. Pour être traités par le réseau, ces signaux sont concaténés selon l'axe fré-
quentiel. Le réseau est constitué d'une couche LSTM suivie d'une couche FF distribuée

89
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selon l'axe temporel.

Figure 5.1. � Architecture du réseau de neurones d'estimation de masque de parole.

La cible du réseau lors de l'apprentissage est le masque de Wiener idéal. Il est calculé
à partir de s(t, f) et de n(t, f), constitué des signaux de parole interférents et du bruit
ambiant introduits dans l'équation (3.12). La formule du masque de Wiener idéal pour
le canal omnidirectionnel W du signal FOA est la suivante :

M (id)
s (t, f) =

sW(t, f)2

sW(t, f)2 + nW(t, f)2
. (5.1)

où sW(t, f) est le canal omnidirectionnel de s(t, f). Un exemple de masque idéal est
présenté sur la Figure 5.2d.

5.1.2. Système complet

Le réseau de neurones d'estimation de masque est intégré dans un système plus complexe
présenté sur la Figure 5.3.
Dans un premier temps, on calcule les estimations monocanales ŝ(t, f) et n̂(t, f) de
chaque source, dont les spectrogrammes d'amplitude seront donnés en entrée au réseau
conjointement avec celui de xW (t, f). Le réseau renvoie ensuite un masque correspondant
à la parole cible,Ms(t, f). La Figure 5.4 montre un exemple de masque estimé correspon-
dant au masque idéal de la Figure 5.2d. Le masque prédit permet d'estimer une version
multicanale de la parole et des interférences, s̃(t, f) et ñ(t, f), grâce à l'équation (3.33).
Les estimations des matrices de covariance Rss(t, f) et Rnn(t, f) calculées d'après (3.34)
permettent de dériver un �ltre de Wiener multicanal (voir partie 3.2.2) fournissant une
estimation monocanale y(t, f) de la parole cible. Sauf mention contraire, le �ltre choisi
est le MWF-r1 (5.5). L'in�uence du �ltre est discutée dans la partie 5.3.3.
Ce système entre dans le cadre des techniques de �ltrage multicanal utilisant un masque
temps-fréquence présentées dans la partie 3.2.4.1. Par rapport aux techniques existant
dans la littérature, nous proposons additionnellement d'utiliser les estimations ŝ(t, f) et
n̂(t, f) calculées à partir du signal FOA en entrée du réseau de neurones, a�n de pouvoir
traiter le cas multi-sources.
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(a) source image cible (b) source image interférente

(c) mélange (d) masque de Wiener idéal

Figure 5.2. � Spectrogrammes des canaux W des sources images cible (a) et interférente (b) à
45◦ d'écart angulaire, ainsi que du canal xW (t, f) de leur mélange avec du bruit
di�us (c). (d) Masque de Wiener idéal correspondant, ciblé par le réseau.

Figure 5.3. � Système de rehaussement de la parole proposé.
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Figure 5.4. � Exemple de masque estimé par le réseau LSTM.

Après le rehaussement proposé, nous appliquons un module de déreverbération par WPE
(voir partie 3.2.2) [56] sur le signal monocanal y(t, f). Nous utilisons 50 coe�cients de
�ltrage et un délai d'estimation de 3, ce qui permet d'obtenir les meilleurs résultats lors
de l'évaluation.

5.2. Protocole expérimental

5.2.1. Paramètres audio

Tous les signaux audio sont échantillonnés à 16 kHz. La TFCT est calculée avec une
fenêtre d'analyse sinusoïdale de 1024 échantillons et un recouvrement de 50%. Une fenêtre
de synthèse, identique à la fenêtre d'analyse, est utilisée pour la reconstruction.

5.2.2. Paramètres d'apprentissage

Les signaux sont présentés au réseau par séquence de 25 trames. Le réseau renvoie une
trame de masque par trame présentée en entrée. Les séquences sont extraites des signaux
d'apprentissage en utilisant un recouvrement de 12 trames entre deux séquences, a�n
d'obtenir plus de données d'apprentissage que s'il n'y avait aucun recouvrement. La
couche LSTM du réseau contient 512 unités cachées. La couche FF contient 513 unités,
correspondant aux 513 bandes de fréquence du masque. Elle est suivie d'une activation
sigmoïdale qui permet d'assurer que le masque estimé est compris entre 0 et 1. Le réseau
est optimisé pour la fonction de coût aux moindres carrés grâce à l'optimiseur Nadam
[178]. Le pas d'apprentissage est initialement �xé à 10−3. On utilise une régularisation
L2 de 10−4 sur la fonction de coût et un dropout de 50% sur les poids, à la fois pour
les poids récurrents et les poids non-récurrents. L'apprentissage est interrompu lorsque
l'erreur cesse de diminuer sur l'ensemble de validation pendant 5 époques consécutives,
donnant lieu à un apprentissage d'environ 20 époques.
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5.2.3. Ensembles d'apprentissage et de validation

La base d'apprentissage est constituée de 1801 extraits de 10 s issus d'un sous-ensemble
du corpus Bref [180] contenant 44 locuteurs et locutrices di�érents. Chaque extrait est
convolué avec une SRIR simulée choisie au hasard dans la base décrite dans la par-
tie 4.2.3. Un second extrait de parole et une seconde SRIR sont piochés au hasard a�n
de synthétiser le signal de parole interférent. La distance angulaire minimale entre les
SRIRs est de 25◦ ; le SIR entre la source cible et la source interférente est �xé à 0 dB,
sauf mention du contraire. Chacun des 1801 extraits apparaît donc une fois exactement
en tant que signal cible, et potentiellement plusieurs fois comme signal interférent. Un
bruit de foule spatialement di�us est synthétisé comme dans la partie 4.2.3 et ajouté au
mélange de manière à obtenir un SNR de 20 dB.
Un ensemble de validation est constitué de la même manière, avec un autre sous-ensemble
de Bref contenant 684 signaux de 10 s prononcés par 17 nouveaux locuteurs et convolué
avec de nouvelles SRIRs simulées. Les bruits de foule ajoutés à l'ensemble de validation
sont également di�érents de ceux de l'ensemble d'apprentissage.

5.2.4. Ensembles de test

Tous les ensembles de test sont constitués des mêmes 20 extraits d'environ une minute
issus du corpus Ester [186], avec certains paramètres variant en fonction de l'expérience
menée. Chaque ensemble de test contient un total de 4043 mots pour le signal cible.
Chacun des 20 locuteurs est utilisé exactement une fois pour le signal cible, et peut être
pioché aléatoirement en tant que signal interférent. Les signaux de parole sont convo-
lués avec des SRIRs piochées aléatoirement parmi les SRIRs réelles présentées dans la
partie 4.2.4. Selon les expériences, la distance angulaire entre les sources peut être �xe
ou variable. Le SIR est �xé à 0 dB, sauf mention contraire. Du bruit de foule spatiale-
ment di�us non vu en apprentissage, est ajouté avec un SNR de 20 dB par rapport à la
première source.

5.2.5. Mesure de performance

Pour évaluer les performances de nos algorithmes, nous utilisons un moteur de RAP
français, Cobalt, mis au point par les équipes de recherche d'Orange Labs. Il s'appuie sur
un modèle acoustique neuronal développé en Kaldi [187], entraîné sur plus de 2000 h de
signaux bruités et réverbérés, mais sans pré-traitement pouvant induire des distorsions.
Le modèle de langage s'appuie sur des 5-grammes et comprend un lexique de 1.7 millions
de mots. L'apprentissage s'e�ectue sur plus de 3 milliards de mots. Nous utilisons par la
suite ce système de RAP comme une boîte noire.
La métrique que nous utiliserons est le WER, calculé de la façon suivante :

WER =
S +D + I

N
× 100 (5.2)

avec S le nombre de substitutions de mots, D le nombre de suppressions, I le nombre
d'insertions et N le nombre total de mots de la vérité terrain (voir Figure 5.5). Notons
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Figure 5.5. � Exemple de calcul de WER.

que le WER n'est pas strictement un pourcentage ; sa valeur minimale est 0 pour une
transcription parfaite, mais il ne possède pas de maximum en raison du terme I non
borné.

5.3. Résultats

5.3.1. In�uence du choix des entrées

Dans une première expérience, nous mesurons l'impact des signaux choisis comme entrée
pour le réseau parmi xW (t, f), ŝ(t, f) et n̂(t, f). Un exemple de ces signaux est présenté
sur les Figures 5.2c et 5.6. On constate que les estimations ŝ(t, f) et n̂(t, f) (Figures 5.6a
et 5.6b) sont très éloignées des canaux omnidirectionnels des deux sources de parole
(Figures 5.2a et 5.2b). Un réseau est appris pour chaque jeu de données d'entrée.
Des ensembles de test sont constitués pour 25◦ et 45◦ d'écart angulaire entre les sources,
avec ±2◦ de tolérance. Les SRIRs sont donc di�érentes pour les deux ensembles de test.
En revanche, les extraits de parole sont identiques. Les résultats de WER sont présentés
dans le Tableau 5.1. Tous les signaux soumis au système de RAP sont déréverbérés par
WPE en dehors des signaux de parole initiaux non réverbérés.
Les performances pour le corpus non réverbéré constituent le WER optimal qu'il est pos-
sible d'obtenir avec le système de RAP utilisé. Le WER sur les signaux images sW (t, f)
indique la performance de RAP pour des sources parfaitement séparées et débruitées,
mais il est théoriquement possible de surpasser ce résultat puisque le �ltrage multicanal
proposé induit une légère déréverbération. Pour compléter la comparaison, nous présen-
tons les résultats de WER sur le signal mélangé xW (t, f) et sur l'estimation du signal
cible par formation de voie pleine bande ŝ(t, f), qui permettent de mesurer l'améliora-
tion du système proposé par rapport à une absence de rehaussement ou un rehaussement
purement spatial de référence. Nous présentons également les performances obtenues
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(a) Estimation ŝ(t, f) (b) Estimation n̂(t, f)

Figure 5.6. � Spectrogrammes des estimations par formation de voie des signaux cible ŝ(t, f)
(a) et interférent n̂(t, f) (b).

Écart angulaire 25◦ 45◦

Parole non réverbérée 7,6
Source image sW 10,2 10,6
Mélange xW 83,0 73,6
Formation voie FOA ŝ 79,3 53,8
Masquage par M (id)

s 14,2 13,9
Filtre issu de M (id)

s 14,7 13,6

E
nt
ré
es

du
ré
se
au xW

masque Ms 82,9 71,5
�ltre wMWF-r1 79,5 71,8

ŝ
masque Ms 84,0 70,2
�ltre wMWF-r1 65,7 45,2

xW , ŝ
masque Ms 82,5 65,9
�ltre wMWF-r1 60,1 25,9

xW , ŝ, n̂
masque Ms 73,5 59,1
�ltre wMWF-r1 19,0 17,0

TABLEAU 5.1. � WER en fonction des paramètres d'entrée sur des ensembles de test avec des
écarts angulaires entre les sources égaux à 25◦ ou 45◦. Les résultats sont indi-
qués avec un intervalle de con�ance à 95% de ±1, 0%.

par masquage temps-fréquence ou par �ltrage multicanal à partir des masques idéaux
M

(id)
s (t, f).

Lorsque le réseau ne voit que le canal omnidirectionnel xW (t, f) du signal FOA cap-
turé, les masques estimés et les �ltres qui en découlent ne permettent pas d'améliorer
signi�cativement les performances du système de RAP par rapport à une reconnaissance
e�ectuée sur le signal xW (t, f) lui-même, ou à peine. Le WER qui en résulte est d'ailleurs
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plus élevé qu'avec le signal ŝ(t, f) rehaussé par le �ltre de formation de voie FOA pleine
bande pointant vers la source d'intérêt. En e�et, le réseau ne possède aucune information
lui indiquant quelle source de parole doit être rehaussée parmi les deux sources présentes.
En fournissant uniquement le signal ŝ(t, f) au réseau, le �ltre wMWF-r1(f) issu du système
global permet d'obtenir un WER de 45,2% pour les sources situées à 45◦ d'écart, au lieu
de 53,8% lorsque la RAP est e�ectuée sur le signal ŝ(t, f). Lorsque les sources sont à 25◦

d'écart, le WER passe de 79,3% pour le signal rehaussé ŝ(t, f) à 65,7% pour le signal
�ltré par wMWF-r1(f). C'est une amélioration notable, mais le WER reste trop élevé pour
que la transcription puisse être utilisée en conditions réelles.
Combiner xW (t, f) et ŝ(t, f) en entrée du réseau permet une nette amélioration pour les
sources écartées de 45◦, avec un WER de 25,9% seulement. En revanche, pour les sources
à 25◦, l'information reçue par le réseau n'est pas su�sante pour que le �ltre obtenu soit
satisfaisant, avec encore 60,1% de WER.
En revanche, si l'on ajoute à xW (t, f) et ŝ(t, f) le signal n̂(t, f) résultant du �ltre de for-
mation de voie pleine bande pointant vers la source concurrente, les WERs sur les signaux
issus du �ltre wMWF-r1(f) sont de 17,0% et 19,0% sur les signaux à 45◦ et 25◦, respecti-
vement. Cela représente des diminutions relatives du WER de 68% et 76% par rapport
aux signaux rehaussés par formation de voie pleine bande et permet de se rapprocher des
performances obtenues avec des masques idéaux.
Dans les cas les plus di�ciles, l'ajout de n̂(t, f) apporte donc une amélioration majeure,
bien que les signaux ŝ(t, f) et n̂(t, f) soient très bruités, comme le montrent les spectro-
grammes de la Figure 5.6. Nous considérons par la suite des réseaux de neurones appris
et testés avec xW (t, f), ŝ(t, f) et n̂(t, f) en entrée.

5.3.2. In�uence des conditions d'apprentissage

Dans cette expérience, nous testons la robustesse du système de rehaussement proposé
aux variations du SIR entre les sources. Nous considérons trois réseaux. Le premier
est le réseau de référence présenté dans la partie 5.1.1, pour lequel tous les mélanges
de l'ensemble d'apprentissage sont formés avec un SIR de 0 dB. Pour les deuxième et
troisième réseaux, les SIRs des mélanges d'apprentissage sont tirés aléatoirement dans
[0 5] et [-5 5] dB, respectivement. Les réseaux sont testés sur trois ensembles de test
contenant des mélanges dont les SIRs sont �xés à -5, 0 et 5 dB. Pour tous les ensembles
de test, l'écart angulaire entre les sources est tiré aléatoirement et est supérieur à 25◦.
Les résultats sont présentés dans le Tableau 5.2. Quels que soient les ensembles de test, les
réseaux de neurones présentent des résultats équivalents au masque idéal, à l'exception
du réseau appris sur des ensembles à [0 5] dB qui est légèrement moins performant sur les
mélanges à -5 dB. Le �ltre idéal reste légèrement meilleur. En particulier, cette expérience
montre qu'il est su�sant d'apprendre le réseau sur un SIR �xe de 0 dB pour qu'il puisse
généraliser à d'autres SIRs su�samment proches.
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SIR test -5 dB 0 dB 5 dB
Parole non réverbérée 7,6
Source image sW 11,8
Mélange xW 100,8 79,6 42,5
Formation voie FOA ŝ 72,1 39,1 20,6
Masquage par M (id)

s 19,6 16,1 14,3
Filtre issu de M (id)

s 16,8 14,0 12,8
SI
R
ap
pr
. 0 dB

masque Ms 89,3 59,3 32,7
�ltre wMWF-r1 20,4 15,9 15,0

[0 5] dB
masque Ms 89,7 57,7 31,0
�ltre wMWF-r1 22,1 16,6 15,2

[-5 5] dB
masque Ms 90,3 59,3 31,9
�ltre wMWF-r1 20,8 15,9 15,3

TABLEAU 5.2. � WER pour des modèles appris avec des mélanges à di�érents SIRs, pour des
ensembles de test avec un écart angulaire entre les sources supérieur à 25◦. Les
résultats sont indiqués avec un intervalle de con�ance à 95% de ±1, 0%.

5.3.3. In�uence du �ltre

Di�érents �ltres multicanaux peuvent être calculés à partir des masques estimés par le
réseau de neurones (voir la partie 3.2.2). En particulier, nous comparons le �ltre MWF-
r1 utilisé dans le système proposé et les �ltres max-SNR et MWF. Nous rappelons leurs
équations :

wMWF(t, f) = [Rss(t, f) + Rnn(t, f)]−1Rss(t, f)u0, (5.3)

wmax-SNR(t, f) = P[Rnn
−1(t, f)Rss(t, f)] (5.4)

et
wMWF-r1(t, f) = [Rss−r1(t, f) + Rnn(t, f)]−1Rss−r1(t, f)u0. (5.5)

Les �ltres MWF-r1 et max-SNR peuvent être associés ou non à une normalisation BAN
(3.26) a�n de limiter les distorsions. Le �ltre plébiscité par la plupart des auteurs tra-
vaillant sur le �ltrage multicanal par réseau de neurones est le max-SNR avec une norma-
lisation BAN [49]. Les ensembles de tests utilisés contiennent des signaux où les sources
sont écartées de 25◦ ou 45◦.
Les résultats sont présentés dans le Tableau 5.3. Lorsque les �ltres sont calculés à partir
des masques idéauxM (id)

s , le MWF est signi�cativement moins bon que les autres �ltres.
Pour des sources à 25◦d'écart, le �ltre max-SNR avec normalisation BAN préconisé par
Heymann et al. [49] obtient 19,1% de WER. Le �ltre MWF-r1 sans normalisation BAN
est le plus performant, avec 14,7% de WER, soit une diminution relative du WER de
23% par rapport au max-SNR.
En calculant les �ltres à partir des masques estimés par le réseau de neurones, les perfor-
mances sont globalement moins bonnes, mais la relation d'ordre entre les performances
des di�érents �ltres est globalement inchangée. En particulier, sur les sources à 25◦



98
Chapitre 5. Rehaussement de la parole par des �ltres déduits de masques

temps-fréquence

Écart angulaire 25◦ 45◦

Parole non réverbérée 7,6
Source image sW 10,2 10,6
Mélange xW 83,0 73,6
Formation voie FOA ŝ 79,3 53,8
Masquage par M (id)

s 14,2 13,9

F
ilt
re
s
is
su
s

de
M

(i
d
)

s

MWF wMWF 30,4 24,4
max-SNR wmax-SNR 20,1 19,4
max-SNR-BAN wBANwmax-SNR 19,1 18,2
MWF rang 1 wMWF-r1 14,7 13,6
MWF rang 1 wBANwMWF-r1 19,7 17,7

Masquage par Ms 73,5 59,1

F
ilt
re
s
is
su
s

de
M
s

MWF wMWF 52,0 31,7
max-SNR wmax-SNR 29,6 27,6
max-SNR-BAN wBANwmax-SNR 30,3 26,5
MWF rang 1 wMWF-r1 19,0 17,0
MWF rang 1 wBANwMWF-r1 27,5 22,5

TABLEAU 5.3. � WER pour di�érents �ltres multicanaux sur des ensembles de test créés à partir
de SRIRs réelles, avec un écart angulaire entre les sources de 25◦ ou 45◦. Les
résultats sont indiqués avec un intervalle de con�ance à 95% de ±1, 0%.

d'écart, les �ltres max-SNR avec et sans normalisation BAN sont équivalents, avec 29,6%
de WER sans la normalisation. Le �ltre MWF-r1 obtient quant à lui un WER de 19,0%,
soit une diminution relative de 36% par rapport au max-SNR.
Nous avons testé di�érents post-traitements appliqués au masque avant de calculer les
�ltres, ce qui est également conseillé par Heymann et al. [31]. Mettre le masque estimé
à l'échelle entre 0 et 1, a�n de le forcer une amplitude maximale, n'a pas d'impact sur
le WER, qui vaut alors 19,5% pour le MWF-r1 sur l'ensemble à 25◦ d'écart angulaire
au lieu de 19,0%. Nous avons également utilisé un seuil (�xé manuellement) pour faire
apparaître les points temps-fréquence correspondant à la parole cible, rendant ainsi le
masque binaire. Dans ce cas, les performances sont signi�cativement moins bonnes, avec
un WER qui atteint cette fois 32,0%. Par la suite, nous n'appliquerons donc aucun post-
traitement sur le masque.

5.3.4. Robustesse aux erreurs de localisation

En vue d'utiliser le système de rehaussement proposé dans une situation réelle où les
directions d'arrivée ne sont pas parfaitement connues, nous testons la robustesse du
système en introduisant arti�ciellement une erreur sur les directions d'arrivée. Les �ltres
de formation de voie pleine bande appliqués pour obtenir les signaux d'entrée du réseau,
ŝ et n̂, ne pointent alors plus tout à fait vers les sources.
En pratique, pour chaque signal de test, nous ajoutons un biais tiré aléatoirement dans
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[−β, β] à l'azimut, et un autre biais tiré dans le même intervalle à l'élévation, où β désigne
le biais maximal. Le réseau reste celui présenté précédemment ; il n'est pas réappris avec
erreurs.
On voit dans le Tableau 5.4 que lorsque les sources sont à 25◦ d'écart, l'impact d'une
erreur de localisation n'est pas signi�catif pour β = 5◦. Pour β = 10◦, le WER sur le
signal rehaussé est de 22,0%, contre 19,0% sans erreur. Lorsque les sources sont écartées
de 45◦, le WER passe de 17,0% à 22,2% lorsque β passe de 0 à 10◦. Dans tous les cas, la
perte de performance reste raisonnable et laisse penser que ce système de rehaussement
peut être couplé à un système de localisation réel, ce que nous faisons dans la partie 5.4.

25◦ 45◦

Biais max. β ±0◦ ±5◦ ±10◦ ±0◦ ±5◦ ±10◦

Parole non réverbérée 7,6 7,6
Source image sW 10,2 10,6
Mélange xW 83,0 73,6

Formation voie FOA ŝ 79,3 79,2 78,9 53,8 54,7 56,3
Masquage par M (id)

s 14,2 13,9
Filtre issu de M (id)

s 14,7 13,6
masque Ms 73,5 73,8 75,3 59,1 58,9 59,4
�ltre wMWF-r1 19,0 19,0 22,0 17,0 18,3 22,2

TABLEAU 5.4. � WER lorsque les azimuts et élévations des sources sont fournis avec une erreur
variable, pour des écarts angulaires entre les sources égaux à 25◦ ou 45◦. Les
résultats sont indiqués avec un intervalle de con�ance à 95% de ±1, 0%.

5.4. Intégration des modules de localisation et de

rehaussement en situation réelle

Les résultats présentés jusqu'ici sont obtenus sur des signaux créés à partir de SRIRs
mesurées dans un environnement maîtrisé, à partir des directions d'arrivée exactes des
sources. Nous testons dans cette partie la généralisation du système de rehaussement
proposé à des enregistrements réels, en obtenant les directions d'arrivée avec le module
de localisation mis au point dans le chapitre 4.

5.4.1. Ensemble de test

Les tests sont e�ectués sur les enregistrements réels présentés dans la partie 4.2.4. Ils
contiennent des extraits du Petit Prince lus par trois lecteurs placés autour d'une table
basse, au-dessus de laquelle est situé l'antenne de microphones. Pour chaque scène, les
lecteurs restent à la même position, bien que des mouvements de têtes soient inévitables.
Les lectures d'environ 5 minutes chacune sont enregistrées séparément et constituent au
total 71 minutes de signal, soit 13 096 mots. Contrairement aux tests de la partie 4.2,
aucune détection vocale n'est appliquée pour supprimer les passages de silence.
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Chaque session de lecture est mélangée aléatoirement avec une lecture e�ectuée par un
autre locuteur ou une autre locutrice, à niveau égal en moyenne sur l'extrait. L'écart
angulaire entre les sources est compris entre 25 et 90◦. Des bruits non maîtrisés sont
présents entre 5 et 10 dB SNR : pages qui se tournent, pas, bruits provenant de la rue...
Une télévision a également été enregistrée avec di�érents contenus (musique, publicité,
série). Compte tenue de la taille de l'écran et de la distance au microphone, c'est une
source interférente directionnelle mais plus spatialement étendue qu'une locutrice, ce qui
n'a pas été vu lors de l'apprentissage où le bruit interférent est tout à fait di�us. Elle est
ajoutée au mélange avec un SNR de 20 dB par rapport à chacune des sources de parole.

5.4.2. Suivi de sources

Si l'on considère que les directions d'arrivée réelles des sources ne sont pas connues, même
si celles-ci sont �xes, il est nécessaire de rattacher les sorties du système de localisation
à chaque trame aux sources correspondantes, a�n fournir au module de rehaussement
les entrées dans le bon ordre, avec le signal cible en premier. Nous utilisons pour cela
un module supplémentaire de suivi de sources, en considérant qu'au début de la scène
sonore le signal cible est identi�é (cela peut se faire, par exemple, à l'aide d'un mot-clé).
Dans le cadre des signaux audio, une partie des tâches du challenge LOCATA nécessitait
de procéder au suivi de sources audio immobiles ou en mouvement [188]. Ce challenge
a permis de mettre en lumière la di�culté intrinsèque de ce problème, mais aussi de la
constitution de bases de données annotées de sources en mouvement et de l'évaluation
des systèmes de suivi.
Le suivi de sources est un domaine complexe sur lequel nous n'avons pas travaillé dans
le cadre de cette thèse. Nous utilisons donc un système existant de suivi par �ltrage
particulaire proposé par Kiti¢ et al. dans leur solution soumise au challenge LOCATA,
le VVM [127]. Le module de �ltrage particulaire prend en entrée les sorties brutes du
CRNN de localisation, les scores pour toutes les classes correspondant aux directions
d'arrivée. Chaque source est modélisée par un ensemble de particules caractérisées par
leur position et leur vecteur vélocité. La position et la vélocité de la source est déduite
de celles des particules par une moyenne pondérée. La probabilité qu'une observation
issue du CRNN soit due à une source en mémoire est calculée en fonction des positions,
vélocités et poids des particules. De plus, des formules sont proposées pour calculer la
probabilité d'apparition et de disparition de sources en fonction des observations à un
instant donné par rapport aux sources et aux particules en mémoire.

5.4.3. Résultats de localisation

Les performances de localisation sont présentées en termes de précision à 5, 10 et 15◦,
ainsi que par le biais des moyenne et médiane de l'erreur angulaire. Aucune détection
vocale n'est appliquée. La vérité terrain est considérée égale à la direction d'arrivée tout
au long de la scène. Dans les séquences où la source de parole n'est pas présente, il est
impossible pour le réseau d'estimer une direction d'arrivée en lien avec la vérité terrain.
Cependant, le module de suivi doit permettre d'extrapoler la position de la source y
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compris dans les périodes de silence.
Les résultats de localisation avec le CRNN seul ou bien couplé au module de �ltrage
particulaire sont présentés dans le Tableau 5.5.

Précision (%) Err. ang. (◦)
Algorithme <5◦ <10◦ <15◦ moy. méd.

CRNN-Intensité 15,7 63,7 73,6 22,3 7,1
CRNN-Intensité + suivi 25,6 65,2 78,5 14,5 7,5

TABLEAU 5.5. � Précisions et erreurs angulaires du CRNN-Intensité avec et sans suivi de source
par �ltrage particulaire sur les enregistrements réels avec télévision. Les inter-
valles de con�ance à 95% varient entre ±1, 1% et ±1, 3% pour la précision, et
±0, 7◦ et ±1, 0◦ pour l'erreur angulaire.

La baisse de performance du CRNN-Intensité par rapport aux résultats du Tableau 4.2 est
due à la présence supplémentaire de la télévision, ainsi qu'à l'absence de détection vocale.
Conformément à nos attente, on observe que le module de �ltrage particulaire permet
de gagner en précision. En particulier, le nombre de sources localisées avec moins de 5◦

d'erreur passe de 15,7 à 25,6%. L'erreur moyenne, elle, passe de 22,3 à 14,5◦ avec l'ajout
du suivi de sources. Cependant, l'erreur médiane reste similaire. Cela traduit le fait que
le module de �ltrage particulaire permet principalement d'éviter les résultats aberrants,
par exemple la détection de la télévision ou une estimation sans fondement lorsque la
source est inactive. Un exemple de suivi de sources est présenté sur la Figure 5.7.

Figure 5.7. � Exemple de suivi de sources par �ltrage particulaire sur une scène sonore.
Gauche/droite : azimut/élévation. Haut/bas : estimation/vérité terrain. L'inten-
sité des points gris est proportionnelle au score renvoyé par le réseau de neurones.

Le réseau de neurones attribue des probabilités non nulles à la télévision. Cependant, elles
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ne sont pas assez élevées et surtout leur présence est trop parcimonieuse dans le temps
pour que le module de �ltrage particulaire y associe une source. On constate également
l'e�et de la grille d'estimation du réseau de neurones sur les estimations, en particulier
pour l'élévation qui saute incessamment entre 20 et 30◦ pour la source bleue.

5.4.4. Résultats de reconnaissance de la parole

Les résultats de RAP sont présentés dans le Tableau 5.6. Dans cette situation, nous
n'avons pas accès au signal de parole non réverbéré, et par conséquent pas au masque
idéal M (id)

s ni au �ltre qui en est issu.

Localisation Vérité terrain CRNN + suivi
Source image sW 9,4
Mélange xW 89,8

Formation voie FOA ŝ 50,3 48,8

masque Ms 79,7 81,3
�ltre wMWF-r1 14,9 19,3

TABLEAU 5.6. � WER pour des enregistrements réels en utilisant les directions d'arrivées réelles
ou estimées. Les écarts angulaires entre les sources sont compris entre 25 et 90◦.
Les résultats sont indiqués avec un intervalle de con�ance à 95% de ±1, 0%.

Lorsque le système de rehaussement utilise la véritable direction d'arrivée des sources,
le WER de 14,9% est comparable à celui de 15,9% obtenu sur le corpus créé à partir de
SRIRs mesurées, pour des écarts entre les sources similaires (voir Tableau 5.2). Il faut
toutefois garder en mémoire que les corpus de parole sont di�érents, cette comparaison
est donc indicative.
Par ailleurs, lorsque les directions d'arrivée sont estimées avec le CRNN de localisa-
tion couplé au suivi par �ltrage particulaire, le WER est de 19,3%. L'augmentation est
notable, ce qui met en lumière l'importance d'une localisation précise des sources. Ce-
pendant, l'amélioration par rapport à une simple formation de voie est signi�cative. Au
lieu d'une transcription incompréhensible, ce système permet de se rapprocher d'une
transcription permettant de reconstituer des phrases et d'interpréter des ordres.

5.5. Résumé

Dans ce chapitre, nous proposons un système de rehaussement de la parole d'un locuteur
cible adapté au cas multi-locuteurs. Il s'appuie sur une estimation préalable des signaux
de parole de chaque locuteur grâce à un �ltre de formation de voie pleine bande, ce
qui nécessite de connaître les directions d'arrivée des sources. Un réseau LSTM estime
ensuite un masque temps-fréquence correspondant au locuteur cible. En�n, a�n d'éviter
les distorsions inhérentes à l'application du masque (qui s'avèrent très pénalisantes pour
la RAP), nous utilisons ces masques pour calculer les matrices de covariance des signaux,
dont nous dérivons un �ltre de Wiener multicanal de rang 1, qui est supérieur aux autres
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�ltres spatiaux testés. Ce système est utilisé pour des signaux au format ambisonique,
mais le principe peut être adapté à d'autres types de signaux.
Nous montrons que dans les cas di�ciles, lorsque les deux locuteurs sont proches et
parlent à volume égal, il est indispensable de fournir au réseau l'estimation de la lo-
cutrice concurrente en plus de celle du locuteur cible. Nous montrons également qu'il
su�t d'apprendre le réseau sur des mélanges où les deux sources sont à niveau égal
pour que celui-ci soit en mesure de généraliser à des con�gurations où les sources ont
des niveaux di�érents. Nous véri�ons la robustesse de ce système aux erreurs d'estima-
tion des directions d'arrivée des sources, condition indispensable pour son utilisation en
conditions réelles. En�n, nous assemblons localisation, suivi de sources et rehaussement
sur des enregistrements réels en conditions di�ciles, et nous montrons que le module de
localisation est su�samment précis pour que les résultats du système de rehaussement
soient exploitables pour la RAP.





6. Conclusion et perspectives

Dans ce chapitre, nous résumons les contributions proposées dans le cadre de cette thèse
et proposons des suites à ce travail de recherche.

6.1. Bilan

6.1.1. Contexte et prise de position

Cette thèse s'inscrit à l'intersection de deux domaines d'application en forte expansion.
D'une part, les assistants vocaux changent de forme : après le téléphone, ils s'incarnent
aujourd'hui dans les enceintes connectées. Cela soulève nombre de dé�s techniques liés à
la RAP en champ lointain qui implique plus de réverbération, plus de bruits parasites,
et potentiellement la présence de locuteurs concurrents parlant à un volume comparable
voire supérieur à celui de l'utilisatrice. Les dispositifs existants ne sont pas robustes à ces
conditions ; cette thèse s'intéresse donc aux moyens permettant de faciliter la reconnais-
sance vocale d'un locuteur cible. D'autre part, pro�tant de l'engouement pour l'audio
spatialisée, le format ambisonique est passé d'un sujet de recherche de laboratoire à un
format utilisé dans l'industrie, en particulier dans sa version d'ordre 1, le FOA. Ce format
met en valeur l'aspect spatial du champ sonore. Nous avons donc cherché à faciliter la
reconnaissance vocale à partir de contenus FOA.
D'un point de vue technique, nous avons mis au point un système de rehaussement de la
parole indépendant du système de reconnaissance. Comme nous le montrons dans l'état
de l'art (voir la partie 3.1), c'est actuellement la façon la plus e�cace de faciliter la
reconnaissance en conditions adverses. Cela permet également de concevoir un système
de rehaussement adapté au format ambisonique, tout en utilisant n'importe quel système
de reconnaissance (qui peut, par exemple, être adapté en fonction du contexte sémantique
ou de la langue utilisée).
Nous nous plaçons dans le cadre de rehaussement de la parole le plus performant à
l'heure actuelle (voir la partie 3.2.4.1) : le �ltrage multicanal utilisant un masque temps-
fréquence. Ce masque est estimé par un réseau de neurones [49]. Comme les travaux
précédents, nous utilisons pour cela un réseau LSTM. Cependant, les systèmes proposés
jusqu'ici dans ce cadre ne s'appliquent qu'au cas d'un locuteur dont la parole est corrom-
pue par du bruit ambiant très di�érent de la parole. En présence de plusieurs locuteurs,
il est impossible au réseau d'identi�er le locuteur cible sans information supplémentaire.
Nous proposons d'utiliser l'information spatiale présente dans le format ambisonique,
sous la forme de la direction d'arrivée de chaque source, pour lever cette ambiguïté.
Nous nous sommes donc également intéressés au cours de ce travail à l'estimation de direc-
tions d'arrivée de sources sonores à partir de contenus ambisoniques. Les systèmes les plus
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performants s'appuient aujourd'hui sur des CRNNs. Ceux-ci permettent d'extraire une
information de localisation à partir d'une paramétrisation bas niveau du champ acous-
tique, en général une représentation temps-fréquence des signaux capturés par l'antenne
de microphones. A�n de traiter simplement le cas multi-locuteurs, la plupart des travaux
formulent la localisation comme un problème de classi�cation, en considérant une dis-
crétisation de la sphère unité (voir la partie 3.3.4). Nous avons également proposé et/ou
évalué plusieurs formulations par régression, mais la classi�cation permet de traiter plus
simplement le cas multi-sources. Nous utilisons donc également cette formulation dans
la plus grande partie de ce travail. Les techniques de localisation mises au point jusqu'ici
ne sont pas robustes aux situations réelles, notamment lorsque les sources sont directives
ou que des meubles génèrent des ré�exions précoces importantes qui perturbent la lo-
calisation. La solution que nous proposons s'appuie sur une large base d'apprentissage
simulée et une paramétrisation des données d'entrée adaptée permettant de surmonter
ces di�cultés.

6.1.2. Contributions

Les contributions de cette thèse consistent principalement à avoir mis au point des mo-
dules de pré-traitement avant la RAP : tout d'abord un module de localisation de sources
sonores, puis un module de rehaussement de la parole cible. Les deux modules sont adap-
tés aux contenus FOA.
Dans le chapitre 4, nous présentons le module d'estimation de directions d'arrivée mis au
point pour une à deux sources. Nous utilisons un CRNN de classi�cation qui estime les
directions d'arrivée sur une discrétisation de la sphère unité. L'architecture convolutif de
ce réseau permet d'extraire des informations haut niveau à partir d'une paramétrisation
d'entrée très di�érente de la cible, tandis que l'aspect récurrent permet de traiter la
dimension séquentiel des signaux. A�n de permettre la généralisation de ce réseau à
une grande variété de salles, de positions des sources et de l'antenne de microphones,
nous constituons une base de données à partir d'un grand nombre de SRIRs synthétisées
par la méthode image, selon la procédure proposée dans l'algorithme 1. Au total, la
base contient en moyenne 100 salles di�érentes et 300 SRIRs par classe (c'est-à-dire
direction d'arrivée), sachant que les directions d'arrivée des SRIRs ne correspondent pas
nécessairement exactement à celles des classes. Nous montrons dans la partie 4.5.1 qu'une
telle taille et variété de la base de données est une condition nécessaire à la généralisation.
D'autre part, a�n de permettre au réseau de traiter les conditions acoustiques di�ciles
précédemment citées, nous proposons une nouvelle paramétrisation des données d'entrée.
Elle utilise le vecteur d'intensité acoustique, grandeur dont la partie réelle (appelée par-
tie active) est directement liée à la direction de propagation du �ux d'énergie. De par la
simplicité de sa formulation à partir de contenus FOA, le vecteur d'intensité acoustique
actif a déjà été utilisé pour la localisation de sources au format ambisonique [121], mais
jamais dans le contexte des réseaux de neurones. D'autre part, la partie imaginaire (dite
réactive) de cette grandeur n'a jamais été utilisée jusqu'à présent, certainement en raison
de son aspect très aléatoire, trop bruité pour permettre l'extraction d'information. Néan-
moins cette composante est liée au caractère di�us du champ acoustique. Aussi, nous
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proposons de fournir au réseau les représentations temps-fréquence des parties active et
réactive du vecteur d'intensité. Nous montrons que cela permet d'obtenir un réseau bien
plus performant que s'il avait été appris uniquement sur les spectrogrammes des signaux
FOA (voir le Tableau 4.2). Nous montrons également dans les Tableaux 4.3 et 4.4 que
la partie réactive du vecteur d'intensité apporte un véritable gain de performance, en
particulier sur les ensembles de test réels.
Nous testons également diverses architectures de réseau et diverses normalisations de la
paramétrisation d'entrée. Dans le cas où une seule source est présente, nous formulons la
localisation comme un problème de régression et comparons di�érentes fonctions de coût
pour la régression et pour la classi�cation. En particulier, nous proposons pour la classi-
�cation une paramétrisation de la sortie et une fonction de coût qui prennent en compte
l'aspect ordonné de l'ensemble des directions d'arrivée. Nous montrons qu'en estimant les
coordonnées cartésiennes de la source sur la sphère unité, ce qui permet d'éviter la cycli-
cité des coordonnées sphériques, les performances de localisation sont parfois meilleures
qu'avec un réseau de classi�cation. Cependant, cette solution est di�cile à étendre à un
nombre variable de sources, puisque le nombre de sorties du réseau de régression dépend
du nombre de sources.
Dans l'optique de mieux comprendre le comportement du réseau de neurones et pour
s'assurer de sa �abilité et du bien-fondé de ses estimations, nous utilisons une technique
de visualisation appelée LRP. D'autres techniques sont présentées dans la partie 3.4. Nous
y justi�ons également l'importance de procéder à de telles analyses sur les réseaux de
neurones. Dans la partie 4.4, la LRP nous permet de constater que le réseau de localisation
s'appuie sur les attaques des sons, mises en valeur par le vecteur d'intensité acoustique.
Cela est cohérent avec le phénomène de précédence déjà observé pour l'audition humaine.
D'autre part, on observe de façon cohérente que le réseau s'appuie sur les zones temps-
fréquence où la source à localiser est plus puissante que les autres sources.
Le chapitre 5, quant à lui, présente le module de rehaussement de la parole proposé pour
les signaux ambisoniques dans le cas où deux locuteurs parlent simultanément. Nous
utilisons un réseau LSTM a�n d'estimer le masque temps-fréquence correspondant à la
parole cible. A�n que le réseau puisse di�érencier la cible du signal interférent, nous
proposons de lui fournir des estimations monocanales de chacun de ces signaux en plus
du premier canal (omnidirectionnel) de la captation FOA. Les estimations résultent d'un
�ltre de formation de voie pleine bande ambisonique dont le calcul est simple dès lors
que les directions d'arrivée des sources sont connues. Nous montrons que dans les cas
les plus di�ciles, lorsque les sources sont proches spatialement (à 25◦ d'écart environ), il
est indispensable de fournir au réseau les estimations des deux signaux, et pas seulement
de la cible (voir partie 5.3.1). À partir des masques temps-fréquence, il est possible
d'estimer les matrices de covariance du signal cible et des interférences, et donc d'en
obtenir des estimations multicanales. Celles-ci permettent de calculer un �ltre de Wiener
multicanal. En particulier, nous en choisissons une approximation de rang 1, le MWF-r1
(voir la partie 3.2.2). Nous montrons dans la partie 5.3.3 que ce �ltre est plus adapté à la
reconnaissance vocale que le max-SNR largement plébiscité [49]. Nous véri�ons également
la robustesse du système à des variations de niveau entre les sources ou à des erreurs sur
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les directions d'arrivée estimées.
En�n, dans une dernière expérience (partie 5.4), nous appliquons toute la chaîne de trai-
tement à des signaux enregistrés en conditions réelles. A�n d'assurer que la source cible
reste identi�ée au cours du temps, nous couplons le réseau de localisation à un module
de suivi de sources pré-existant. Nous appliquons ensuite le module de rehaussement en
utilisant soit la vraie direction d'arrivée des sources soit la direction estimée. Nous ob-
servons qu'il existe encore une di�érence de performance de RAP entre les deux, mais
les résultats obtenus en considérant les directions d'arrivée estimées sont tout de même
très encourageants.

6.1.3. Publications

Les travaux de cette thèse ont donné lieu aux publications suivantes.
Article de revue :

� L. Perotin, R. Serizel, E. Vincent et A. Guérin, � CRNN-based multiple DoA esti-
mation using acoustic intensity features for Ambisonics recordings �, IEEE JSTSP,
vol. 13, no. 1, pp. 22�33, 2019.

Articles de conférence :

� L. Perotin, R. Serizel, E. Vincent et A. Guérin, � Multichannel speech separation
with recurrent neural networks from high-order Ambisonics recordings �, in Proc.
of ICASSP, 2018, pp. 36�40.

� L. Perotin, R. Serizel, E. Vincent et A. Guérin, � CRNN-based joint azimuth and
elevation localization with the Ambisonics intensity vector �, in Proc. of IWAENC,
2018, pp. 241�245.

� L. Perotin, A. Défossez, E. Vincent R. Serizel, et A. Guérin, � Regression versus
classi�cation for neural network based audio source localization �, à paraître, in
Proc. of WASPAA, 2019.

Présentations en congrès :

� � Speech separation by neural network �, Forum des jeunes mathématicie·ne·s,
Nancy, France, 2017.

� � Multichannel RNN-based separation of overlapping speech �, LISTEN Workshop,
Bonn, Allemagne, 2018.

6.2. Pistes de poursuite

Les travaux présentés dans cette thèse et les limitations rencontrées peuvent appeler à
divers développements.
Le réseau de localisation présenté fonctionne théoriquement pour un nombre quelconque
de sources. Sans module de suivi de sources, il est nécessaire que ce nombre soit connu,
ou bien de dé�nir un hyper-paramètre de seuillage permettant de dé�nir si un score est
su�samment élevé pour correspondre à une source. Ce paramètre est implicitement inclus
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dans les réglages du module de suivi, qui décide de l'apparition ou de la disparition de
sources en fonction des sorties du réseau et du contexte. Par la suite, on pourra tester le
comportement du réseau de localisation avec ou sans suivi lorsque le nombre de sources
varie et dépasse potentiellement 2, et chercher à l'améliorer.
Par ailleurs, les façons d'exploiter la régression dans le cas multi-sources méritent d'être
explorées. En considérant connu le nombre maximal de sources, il est possible d'utiliser
une seule architecture quel que soit le nombre de sources actives à un instant donné,
même si celui-ci est inconnu. On peut par exemple renvoyer les coordonnées (0,0,0) s'il
y a moins de sources détectées que le nombre maximal. Dans ce cas, il faut traiter avec
soin le problème de permutation d'étiquettes lors de l'apprentissage, en s'inspirant par
exemple de solutions proposées pour le rehaussement de la parole comme l'apprentissage
invariant par permutation [99]. L'intégration du module de localisation avec un module
de suivi de sources sera également particulièrement importante.
En ce qui concerne le rehaussement, traiter le cas avec plus de deux sources soulève de
nouvelles questions. Il est possible d'entraîner des réseaux di�érents pour chaque nombre
de sources, avec un nombre de paramètres d'entrées variant en fonction du nombre de
sources. En e�et, si l'on considère acquises la localisation et le suivi des sources, le nombre
de sources est connu à cet étape du processus. Cependant, pour éviter de stocker di�é-
rents réseaux, on peut également envisager un seul réseau de rehaussement. Pour plu-
sieurs locuteurs interférents, il faut alors combiner en entrée les estimations e�ectuées
par formation de voie pleine bande pour chacun d'entre eux, par exemple en les som-
mant. Des tests sont nécessaires a�n de savoir si l'architecture proposée est su�samment
puissante pour traiter ces situations intrinsèquement plus di�ciles. Si ce n'est pas le
cas, il sera possible d'explorer de nouvelles architectures de réseau, à la fois capable de
traiter des données temporelles et d'extraire des informations à partir de données brui-
tées. Les réseaux convolutionnels, en particulier s'ils utilisent des convolutions dilatées,
se sont parfois montrés plus adaptés que les LSTMs pour traiter des signaux temporels
[189]. Puisque la sortie du réseau est un masque temps-fréquence, comparable aux spec-
trogrammes d'entrée, une architecture de type U-net pourrait s'avérer particulièrement
adaptée. Elle extrait des informations de haut niveau en réduisant la dimension de la
représentation, puis étend de nouveau la représentation jusqu'à des dimensions compa-
rables à celles d'entrée. Grâce à des ponts reliant les étapes d'encodage aux étapes de
décodage, le U-net permet d'estimer une représentation du signal avec une précision �ne.
On peut également envisager d'utiliser une architecture U-net incluant des convolutions
dilatées en temps ou en fréquence a�n de prendre un compte un contexte temporel plus
large ou la structure harmonique de la parole.
Jusqu'ici, nous considérons des sources immobiles. Dans la réalité, les locuteurs peuvent
tout à fait se déplacer en énonçant un ordre. Le système proposé traitant le signal par
séquences de 832 ms qui peuvent se chevaucher, rien ne s'oppose en théorie à traiter le
cas de sources mouvantes. Cependant, le �ltre MWF-r1 utilisé pour des sources immo-
biles est lissé temporellement sur des durées longues (de l'ordre de la minute), ce qui
permet de limiter de manière cruciale les distorsions du signal rehaussé. Si les sources
bougent, il est nécessaire de réduire drastiquement les périodes de lissage. Dans ce cas,
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nous avons constaté que le moteur de reconnaissance fait face à d'importantes di�cultés
pour comprendre le signal rehaussé. Il s'agirait donc de mettre au point une méthode
pour optimiser le lissage temporel du �ltre multicanal, voir le �ltre lui-même, en fonction
du signal [95], mais aussi de l'objectif �nal, à savoir la transcription.
Dans l'optique de pouvoir utiliser les solutions proposées dans un cas réel, il est néces-
saire de dé�nir une méthode pour identi�er le locuteur cible. Cela peut être fait par
l'intermédiaire d'un mot-clé prononcé au début de la scène sonore ou par l'enrôlement
préalable du locuteur. Cela implique d'utiliser un nouveau réseau capable de détecter
ce mot-clé y compris en conditions bruitées et de localiser la source correspondante. Il
est aussi possible de procéder au traitement entier sans savoir quelle source est la cible,
et donc d'appliquer les systèmes de rehaussement et de RAP tour à tour pour chaque
source détectée. Le mot-clé peut ensuite être reconnu dans les transcriptions �nales, mais
cette méthode est coûteuse en temps de calcul. En�n, une troisième solution consisterait
à intégrer la détection du mot-clé au module de suivi de sources, qui renverrait alors tou-
jours la source cible en premier. Pour cela, une solution envisageable serait de procéder
au suivi de sources avec un réseau de neurones. Cela soulève de nouveaux dé�s en terme
de constitution de bases de données de sources mobiles, de formulation du problème et
d'évaluation de la performance d'un module de suivi.



A. Paramétrisation pour la localisation

(a) source image (b) mélange (c) rapport champ direct à
champ total

(d) intensité active X (e) intensité active Y (f) intensité active Z

(g) intensité réactive X (h) intensité réactive Y (i) intensité réactive Z

Figure A.1. � Exemple de paramétrisation selon (4.5) d'un signal contenant une source ponc-
tuelle venant de (139◦, -61◦) et du bruit de foule di�us à 18 dB SNR. (a) spec-
trogramme de l'image spatiale de la source. (b) spectrogramme du mélange. (c)
Rapport champ direct à champ total. (d), (e) et (f) : vecteur d'intensité active
normalisé. (g), (h) et (i) : vecteur d'intensité réactive normalisé.
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B. Tirages aléatoires pour la génération
de SRIRs

(a) (b)

(c) (d)

Figure B.1. � Histogrammes des tirages aléatoires pour la génération de la base de SRIRs pour
l'apprentissage. (a) Dimensions des salles, (b) positions des antennes de micro-
phones, (c) positions des sources, (d) directions d'arrivée des sources.
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C. Résultats de la LRP canal par canal

(a) source image (b) mélange (c) sorties du réseau

(d) relevance int. active X (e) relevance int. active Y (f) relevance int. active Z

(g) relevance int. réactive X (h) relevance int. réactive Y (i) relevance int. réactive Z

Figure C.1. � LRP détaillée par canaux pour la prédiction de la direction d'arrivée d'un signal
contenant une source ponctuelle venant de (139◦, -61◦) et du bruit de foule di�us à
18 dB SNR (voir Annexe A). (a) Spectrogramme de l'image spatiale de la source.
(b) spectrogramme du mélange. (c) Prédiction du réseau pour ce signal. (d), (e)
et (f) : relevances pour les canaux X, Y et Z du vecteur intensité actif normalisé.
(g), (h) et (i) : relevances pour les canaux X, Y et Z du vecteur intensité réactif
normalisé.
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