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Introduction

Cette thèse s’inscrit dans un cadre applicatif de traitement d’images pour l’estimation
de la qualité du bois. Il est nécessaire d’introduire à la fois le contexte informatique et
biologique en même temps. C’est ainsi que nous allons exposer dans l’immédiat l’objectif
de cette thèse :

Extraire des informations sur la qualité du bois à partir de l’analyse
d’images (Rouge Vert Bleu (RVB)), issues de capteurs low-cost (par exemple
smartphones), de sections transversales de grumes ou billons de bois acquises
en forêt ou en scierie.
Dans la suite de cette introduction, nous allons décrire les motivations quant aux choix :
du traitement d’images, de la qualité du bois, de l’image de la coupe transversale et des
capteurs low-cost utilisés pour photographier ces coupes. Mais avant d’aborder toutes ces
motivations, la naissance du projet doit faire l’objet d’une présentation.

Collaboration ADAGIo et Silva
Les prémices de ces quatre années de thèse ont eu lieu en 2018, dans le cadre de mon

stage de deuxième année du Master « Interaction, Perception, Apprentissage, Connais-
sance » (devenu le Master « Apprentissage, Vision, Robotique »). J’ai intégré l’équipe
Algorithmique Discrète et ses Applications à la Géométrie et à l’Imagerie (ADAGIo) du
Laboratoire Lorrain de Recherche en Informatique et ses Applications (LORIA).

Le domaine privilégié de l’équipe ADAGIo, la géométrie discrète, s’attache à l’étude
des structures mathématiques discrètes. C’est un outil pertinent dans l’estimation précise
de caractéristiques géométriques (longueurs, tangentes, courbure, . . .) des objets discrets
par exemple les objets présents dans les images numériques.

L’équipe ADAGIo venait d’être sollicitée, par une chercheuse, Fleur Longuetaud, et
un chercheur, Frédéric Mothe, de l’UMR Silva (équipe Woodstock) de l’Institut natio-
nal de recherche pour l’agriculture, l’alimentation et l’environnement (INRAE), pour un
projet commun : TreeTrace. Fleur deviendra ensuite co-directrice de la thèse et Frédéric
deviendra interlocuteur et collaborateur privilégié et impliqué pendant toute la durée de
la thèse.

Le projet TreeTrace est un projet binational franco-autrichien, financé par l’Agence
Nationale de la Recherche (ANR) pour la partie française et le Fonds zur Förderung der
wissenschaftlichen Forschung (FWF) (l’équivalent autrichien de l’ANR) en Autriche. Cela
nous amène à collaborer avec le département informatique de l’Université de Salzbourg. Ce
projet a pour but deux applications possibles des technologies d’imagerie, notamment des
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données issues de capteurs RVB. La première application est la question de la traçabilité
des billons d’arbres depuis le site d’exploitation forestière jusqu’à la scierie, voire jusqu’au
client final, en utilisant des techniques de reconnaissance liées à la biométrie et basées
uniquement sur le traitement d’image de coupes transversales. Cette approche suppose
bien sûr la disponibilité supplémentaire de capteurs d’imagerie dans la forêt. La partie
autrichienne de ce projet s’occupe de cette application. La deuxième est l’évaluation de la
qualité du bois à partir d’images RVB de coupes transversales, applicable en forêt et/ou
en scierie. Cette thèse s’inscrit dans ce projet commun et notamment sur ce deuxième
objectif.

Les collaborations entre ADAGIo et Silva ne datent pas de ce projet. En 2014, Adrien
Krähenbühl a effectué sa thèse sur la détection de nœuds dans des images tomodensitomé-
triques de grumes de bois [Krähenbühl et al., 2014]. En 2018, l’équipe ADAGIo intervient
comme interlocuteur de la thèse de Van Tho Nguyen [Nguyen et al., 2018, Nguyen et al.,
2020] dont l’objectif est de détecter les défauts en surface à partir de données LIDAR
(voir la figure 1).

Du côté de l’équipe Woodstock, le projet est un cadre applicatif idéal pour savoir si
la qualité du bois, déjà très étudiée sur des images tomodensitométrique ou LIDAR, est
possible avec des capteurs low-cost comme ceux d’appareils photographiques numériques
(APN), provenant principalement de smartphones ou de petites caméras industrielles et
à partir de photos de sections à l’extrémité uniquement. Du côté d’ADAGIo, le projet
est un cadre applicatif idéal pour expérimenter les outils géométriques, de l’équipe et du
domaine, avec la perspective d’en développer de nouveaux.

En particulier, les objets à étudier dans une image de coupe transversale de grume
générée par un APN s’apparentent à des objets discrets. Nous le verrons par la suite, mais
l’étude de caractéristiques géométriques de ces objets (notamment les cernes) permettrait
d’obtenir des informations sur la qualité de la grume. Ces images, en plus des outils de
traitement d’images, se prêtent tout à fait à l’expérimentation et à la prospection de
nouveaux outils et de nouvelles approches discrètes.

Le traitement d’images
Le besoin de traiter les images est très vite devenu nécessaire, dès les années cinquante

en physique des particules (où les scientifiques observent ces particules élémentaires à
l’aide d’accélérateur de particules) notamment pour détecter des trajectoires notamment
complexes.

Depuis, appareils photographiques numériques (APN), scanners ou encore images sa-
tellites météo se sont développés et les images ont envahi notre vie quotidienne. Leur
traitement est désormais devenu usuel dans beaucoup de domaines. Il touche aussi bien
la vie courante à travers la reconnaissance faciale ou celle de l’empreinte digitale pour
déverrouiller son smartphone [Chen et al., 2014], à travers une recherche à l’aide d’une
image (et non d’un texte) avec des outils comme Tineye 1 ou Google Image) [Mamrosh
and Moore, 2015], ou encore à travers la détection de modification d’image à l’aide d’ou-

1. https://tineye.com/

16

https://tineye.com/


tils comme Foto Forensics ou Sherloq 2. Le traitement d’images est devenu essentiel dans
beaucoup de domaines de recherches comme la recherche médicale (analyse de radiogra-
phie, d’échographie, ...) avec des techniques de restauration d’images, de segmentation.
Nous pouvons aussi citer la recherche archéologique [Even and Ngo, 2020], pour laquelle
un objectif du traitement d’images obtenues par Laser Imaging Detection And Ranging
(LIDAR) pourrait être de détecter si un site est propice ou non à une fouille archéolo-
gique. Le traitement d’image est également utilisé dans le monde industriel avec comme
exemple le développement de la voiture autonome qui nécessite de reconnaître le paysage
pour déterminer les actions à faire, ou bien encore en architecture pour la reconstruction
3D de bâtiments [Dimitrov and Golparvar-Fard, 2015]. Le contrôle de la qualité est aussi
un enjeu important dans le monde industriel. Sur ce point, le traitement d’images a des
solutions à apporter, par exemple dans l’estimation de la qualité de la nourriture [Basantia
et al., 2018, Zhu et al., 2021b].

Il semble pertinent de se poser la question pour la qualité du bois. Le traitement
d’images est vraisemblablement un outil intéressant, à la vue de ses multiples applications,
pour l’estimation de la qualité du bois.

Système d’acquisition d’images

Scanner à rayons X

Avant de pouvoir traiter des images, il faut d’abord les acquérir. Une technique d’ima-
gerie très utilisée est la tomographie par absorption de rayons X. Elle est non destructive
et permet la reconstruction d’images « en coupe » d’un objet à trois dimensions.

Comprendre l’organisation interne d’un arbre et les principes qui régissent sa croissance
nécessite d’obtenir une vision globale et précise du tronc. C’est pourquoi ce système
d’acquisition d’images a été adopté très tôt par la recherche sur le bois. En effet, les
scanners à rayons X sont tout à fait adaptés à l’étude de grumes : connaître les variations
de densité est une information suffisamment précise pour décrire l’organisation interne
de la grume, mais également pour identifier des éléments clés pour l’estimation de la
qualité du bois [Taylor et al., 1984, Funt and Bryant, 1987, Som et al., 1993, Andreu
and Rinnhofer, 2003, Longuetaud et al., 2004, Entacher et al., 2007, Freyburger et al.,
2009, Wei et al., 2011, Krähenbühl et al., 2012, Berglund et al., 2013, Johansson et al.,
2013, Gazo et al., 2020] (voir la figure 1).

D’autre part, l’étude non destructive du bois est également un potentiel intéressant
pour les scieries [Hodges et al., 1990, Rais et al., 2017]. Les scanners à rayons X leur
donnent la possibilité d’analyser chaque tronc avant de le découper en planches. Cette
analyse doit leur permettre de définir l’orientation optimale du sciage, celle qui maximise
la qualité finale des planches. Stängle et al. [Stängle et al., 2015] ont montré que si la
rotation optimale était appliquée à chaque tronc, le rendement total pouvait être amélioré
de 24% par rapport au rendement moyen d’un ensemble de douze orientations.

Cependant, cette technologie s’avère très coûteuse d’un point de vue financier. Le prix
varie fortement selon la taille du scanner, pouvant aller de quelques dizaines de milliers

2. https://inteltechniques.com/blog/2021/08/14/sherloq-an-open-source-image-forensic-toolset/
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Introduction

Figure 1 – Exemple de données issues de différents type de capteurs, de gauche à droite :
smartphone, scanner à rayons X et LIDAR après maillage (provenant de [Nguyen et al.,
2018]).

euros à presque un million euros. Elle est également gourmande en terme de ressources.
De fait, cet appareil nécessite un local pour l’entreposer, de personnes qualifiées pour
l’utiliser, etc. Enfin, le volume de données généré nécessite du temps pour les analyser et
ce, malgré les avancées en analyse d’images. Il existe en France deux scieries disposant de
scanner à rayons X industriels. Ils sont conçus pour traiter les données en temps réel et
ne stockent pas les données, ce qui enlève la question de leur stockage.

Capteurs low-cost

Il est possible d’acquérir d’autres types d’images de façon moins onéreuse et moins
contraignante. Il s’agit d’images Rouge Vert Bleu (RVB) en utilisant des capteurs issus
d’appareil photographique numérique (APN) (voir la figure 1).

Bien entendu, les images photographiées à partir de ce type de capteur ne sont pas
de même nature que celles de scanner à rayons X. Ces images ne peuvent pas montrer
l’organisation interne d’un billon. Cependant, il existe des caractéristiques externes qui
permettent d’identifier la qualité du bois (voir le chapitre 2). Ces caractéristiques sont
très visibles sur une coupe transversale d’une grume de bois. C’est la raison pour laquelle
les images qui sont analysées dans ce manuscrit pour estimer la qualité du bois sont celle
d’images de coupes transversales de grume de bois.

En 2020, le nombre d’APN vendus est un peu moins de 9 millions [CIPA, 2020].
Le nombre de smartphones vendus en 2020 a atteint les 1,29 milliards [Mongardini and
Radzikowski, 2020]. Cet quantité d’appareils produits a eu un effet considérable sur leur
prix d’achat. Les prix des smartphones, en France, vont de 50 euros pour un smartphone
d’entrée de gamme à 2000 euros pour un smartphone haut de gamme. Autrement dit,
l’achat de ce type d’appareil est 100 fois moindre que l’achat d’un scanner à rayons X.

Ajoutons également qu’il n’y a pas la nécessité d’avoir un local pour entreposer un
smartphone. Cela permet d’être utilisable plus facilement. D’autant plus que les smart-
phones sont des appareils embarqués, il est possible de photographier directement en forêt
le billon. Par ailleurs, cela réduit la logistique de déplacement des billons.
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Soulignons aussi qu’il n’y a pas le besoin de personne qualifiée pour l’utiliser. N’importe
quelle personne sachant se servir d’un APN est capable de photographier l’extrémité d’un
billon de bois. Ce point peut servir à acquérir davantage des données, ce qui est, pour
l’analyse de grandes quantités de données à travers par exemple l’apprentissage supervisé,
devient de plus en plus nécessaires [Jain and Chandrasekaran, 1982].

En somme, le temps d’acquisition d’une image par ce type de capteur est instantanée.
Cet instantanéité facilite l’acquisition d’une nouvelle image s’il s’avère que l’acquisition
précédente est jugée de mauvaise qualité. D’ailleurs, ce temps d’acquisition simplifie l’ins-
tallation d’APN dans la chaîne de montage de la scierie.

Pour finir, le volume d’une image issu d’un APN est moindre que le volume de données
générées par un scanner à rayons X. Cela diminue potentiellement le temps de traitement.

Tous les avantages présentés font de l’APN un objet d’attention pour le contrôle de la
qualité du bois, aussi bien pour le monde de la recherche que celui de l’industrie.

Les enjeux pour la filière forêt-bois

Des enjeux écologiques, industriels, mais aussi individuels, par exemple à travers l’es-
thétique et la traçabilité, doivent être pris en compte dans l’intérêt, toujours plus croissant,
pour la qualité du bois et de son estimation.

En France hexagonale, la forêt recouvre environ 16,9 millions d’hectares sur les 54,9
millions d’hectares du territoire [IGN, 2020]. Ainsi, la forêt occupe près de 31% du terri-
toire européen de la France. En terme de surface, la forêt française est en deuxième position

Figure 2 – Taux de boisement des départements (France hexagonale), d’après IGN
(2020).
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Figure 3 – Localisation des scieries et production régionale de sciages en France hexa-
gonale en 2018 [FCBA, 2020].

juste après les terres agricoles qui occupent un peu plus de la moitié du territoire.
La surface forestière en France est en augmentation depuis plus un siècle. Depuis les

années 1985, l’accroissement est toujours d’actualité. En l’espace de 30 ans, le stock de
bois sur pied a connu une augmentation d’environ 50%, atteignant les 2,9 milliards de
mètres cube 3 [IGN, 2020, FCBA, 2020].

Pourtant, les 31% de surface occupés par la forêt ne suffisent pas à décrire la réalité
géographique. En effet, il existe de fortes disparités entre les départements. Cette répar-
tition est montrée sur la figure 2. Sept départements, tous situés dans le nord et l’ouest,
ont un taux de boisement inférieur à 10%. Et cinq départements ont un taux supérieur à
60% [IGN, 2020].

L’importante surface forestière fait de la filière forêt-bois française un acteur majeur
du territoire. En 2017, plus de 300 000 emplois étaient directement liés à la production,
la transformation et la mise en œuvre des produits bois La valeur ajoutée par ce secteur
est estimée à plus de 15 milliards d’euros en 2017 [FCBA, 2020].

D’un autre côté, le changement climatique nous incite à modifier notre façon de vivre
afin de limiter nos répercussions sur l’environnement. Le sixième rapport du groupe de

3. L’estimation du volume des arbres est faite à partir des mesures réalisées sur le terrain par l’Institut
national de l’information géographique et forestière (IGN). Seuls les arbres dits « recensables » sont pris
en compte dans l’estimation. Un arbre est recensable si sa circonférence à 1,30 m de hauteur est supérieure
ou égale à 23,5 cm (soit 7,5 cm de diamètre).
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travail n°1 du GIEC affirme une nouvelle fois la relation très étroite entre les émissions
anthropiques de gaz à effet de serre (GES) et le réchauffement planétaire qu’elles en-
gendrent [Masson-Delmotte et al., 2021]. La France s’est engagée, en signant l’Accord de
Paris en 2015, à limiter ses émissions de six gaz à effet de serre (GES) d’origine anthro-
pique dont le principal est le dioxyde de carbone (CO2). De plus, conformément aux lignes
directrices du GIEC, les stocks de bois dans la construction peuvent être comptabilisés
comme puits de carbone. Ainsi, cette filière a un rôle important à jouer face à ce problème.

La filière bois se sépare en trois grandes catégories : le bois d’œuvre (construction et
ameublement), le bois d’industrie (palette, emballage et bois de trituration) et le bois
énergie (chauffage).

Sur les 84,6 millions de mètres cubes de production biologique annuelle française, 38,9
millions de mètres cubes étaient prélevés en 2018, soit 46% de la production. Parmi ces
38,9 millions : environ 51% sont du bois d’œuvre, 26% du bois d’industries et 22% du bois
énergie. La répartition des scieries en France est également inégale [FCBA, 2020] (voir
figure 3).

À travers les chiffres, nous pouvons voir l’importance de la filière-bois, notamment dans
la construction. Les potentielles solutions afin d’estimer la qualité du bois comportent un
caractère financier important pour l’industrie du bois, notamment son automatisation et
sa rapidité d’exécution. Cette estimation est aussi importante pour les consommateurs
qui demandent de plus en plus de contrôle de la qualité, ainsi que de la traçabilité (pour
rappel il s’agit du deuxième objectif du projet TreeTrace).

Objectifs de la thèse

Après avoir expliqué pourquoi nous nous intéressons à des images, pourquoi nous nous
focalisons sur la coupe transversale d’une grume de bois, pourquoi nous avons utilisé
des capteurs low-cost pour prendre ces images et pourquoi nous nous concentrons sur la
qualité du bois, nous indiquons maintenant les objectifs de la thèse.

L’analyse d’images RVB de grumes va permettre d’améliorer la valorisation de la
ressource bois. De fait, les scieries ne peuvent pas forcément se permettre d’inclure un
scanner CT dans leur chaîne de montage, pour diverses raisons, notamment le prix. Elles
pourraient plus aisément investir dans un capteur RVB pour estimer la qualité de la grume
et in fine prendre en compte cette information dans les plans de découpe.

Cela étant dit, un capteur RVB placé dans une chaîne de découpe des planches doit être
en mesure de photographier la grume et d’analyser à une vitesse inférieure au temps de
découpe d’une grume (de l’ordre d’une minute). C’est un enjeu important et les solutions
proposées seront également analysées et évaluées sous l’angle de cette contrainte de temps.

Par ailleurs, l’analyse pourrait également servir d’autres domaines de la recherche.
Ces derniers n’ont pas eux aussi forcément les moyens d’obtenir des images CT, malgré
qu’elles aient été largement étudiées et continue de l’être dans ce cadre [Andreu and Rinn-
hofer, 2003, Longuetaud et al., 2004, Borianne et al., 2011, Wei et al., 2011, Beaulieu and
Dutilleul, 2019]. Par exemple, l’estimation des cernes peut-être utilisée dans le domaine de
la dendrochronologie qui est la science traitant de l’étude et de la datation des cernes de
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croissance des arbres. Cette dernière permet par exemple d’estimer des fluctuations dans
le climat passé. Une autre application est l’estimation de la largeur d’aubier. En effet, la
largeur d’aubier est très corrélée à la santé de l’arbre [Becker et al., 1987].

L’objectif de cette thèse est de répondre aux questions suivantes :
• quels sont les caractéristiques ou propriétés du bois que nous pouvons analyser sur

ce type d’images ?
• comment développer des algorithmes robustes et rapides analysant des images issues

de capteurs RVB afin d’estimer ces caractéristiques ?
• pouvons-nous déduire une information sur la qualité de la grume à partir des infor-

mations analysées ?

Organisation du manuscrit
Dans un premier temps nous présentons dans le chapitre 1 des outils issus du traitement

d’images. Une brève présentation de ce qu’est une image RVB et de ses représentations
dans des espaces de couleurs est introduite. Les outils présentés abordent principalement
la segmentation d’une image.

Nous abordons dans le chapitre 2 leur application dans l’estimation de caractéristiques
biologiques de grumes de bois sur des images RVB. Cet état de l’art permet de mettre en
avant le peu de méthodes qui ont été faites sur le même type d’images pour estimer les
caractéristiques. Nous constatons que bien souvent les méthodes proposées sont ad hoc.
Ce chapitre est l’occasion d’introduire ces dites caractéristiques qui se fait à travers une
courte synthèse de l’anatomie du bois.

Le chapitre 3 présente les apports qui ont été faits pour estimer les caractéristiques.
Nous détaillons les images acquises et utilisées durant le projet Treetrace. Nous abordons
les solutions proposées pour la segmentation de la grume, la détection de la zone de
duramen. Celle-ci permet d’en déduire la zone d’aubier. Enfin, nous traitons la question
de la détection des cernes de croissance.

Par la suite, le chapitre 4 s’intéresse à une caractéristique particulière : l’estimation
de la position de la moelle. Nous y synthétisons l’état de l’art sur le sujet (traitant le
même type d’images que celles de la thèse). Ce chapitre présente également notre apport
concernant cette caractéristique.

Puis, le chapitre 5 propose des nouveaux outils de géométrie discrète : un filtrage
directionnel. Cet outil fait appel à des notions de morphologie mathématique. Il permet
d’estimer des caractéristiques géométriques locales en chaque point d’image comme la
largeur, l’orientation, . . .

Enfin le chapitre 6 dressera le bilan de cette thèse en résumant l’ensemble des travaux
effectués.
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Chapitre 1. Techniques de segmentation

1.1 Introduction

La segmentation est un procédé qui vise à décomposer les pixels d’une image en un
ensemble de classes qui satisfont certains critères. Les méthodes de segmentation peuvent
se classer en deux grandes approches.

La première est l’approche par classes, où l’idée est d’identifier l’ensemble des pixels
qui forme chacune des classes souhaitées. La deuxième approche est celle par contours (ou
par frontières) où l’objectif n’est pas d’identifier tous les pixels appartenant à une classe
mais de délimiter chaque classe, c’est-à-dire d’identifier les pixels aux frontières des classes.

Nous ne pouvons pas faire un état de l’art exhaustif des recherches dans le domaine
de la segmentation tant celui-ci est vaste. Nous nous limiterons à celles considérant une
image comme un ensemble de pixels. Par ailleurs, nous centrons notre intérêt uniquement
sur les méthodes de segmentation d’images 2D en niveaux de gris et/ou en couleur RGB
qui constituent le support principal du reste du manuscrit. Enfin, nous présenterons uni-
quement les méthodes de segmentation qui ont été utilisées dans une application au bois
et qui s’inscrivent dans le cadre de la thèse.

Dans cette partie d’état de l’art, avant d’aborder les techniques de segmentation, nous
allons rappeler les espaces de couleurs. nous allons dans un premier temps rappeler les
objectifs de la segmentation et ses propriétés (section 1.2). Ensuite, nous aborderons les
approches classiques de segmentation par seuillage et histogramme (section 1.3). Nous
verrons la notion de dérivée d’une image (section 1.4) et quelques techniques de segmen-
tation autour de cette notion. Enfin nous détaillerons quelques méthodes plus avancées
pour la segmentation tel que l’accroissement de régions (section 1.5), les contours ac-
tifs (section 1.6) ainsi que les réseaux de neurones convolutifs (section 1.7). Toutes les
méthodes présentées dans ce chapitre seront utilisées dans les chapitres suivants.

1.1.1 Représentation de la couleur et de l’intensité

Nous présentons quelques espaces couleurs usuels pour représenter une image. Dans
une image, chaque pixel est associé à une intensité, ou niveau de gris, qui est proportion-
nelle à la quantité de lumière capturée par le capteur associé au pixel. Dans le cas d’une
représentation sur 8 bits, les niveaux de gris vont d’une valeur de 0, correspondant au
noir, jusqu’à 255, correspondant au blanc.

Les capteurs utilisés pour acquérir une image RVB prennent uniquement des longueurs
d’ondes spécifiques. Cette technique, appelée filtres de Bayer [Bayer, 1976], est très utilisée.
Les longueurs d’ondes de couleur verte, rouge et bleue sont acquises par des composants
du capteur et sont combinées pour former une image en couleur.

Chaque couleur est échantillonnée à une fréquence spatiale basse, impliquant une ré-
solution basse. Les informations potentiellement manquantes sont interpolées à l’aide des
informations voisines, ce qui lisse chacune des composantes de couleur. Parfois, l’inter-
polation peut créer des artefacts, notamment lorsque qu’il y a un fort changement de
couleur. Une fois l’acquisition faite, chaque pixel a une intensité pour les trois couleurs :
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1.1. Introduction

Figure 1.1 – Exemple de l’espace RVB. De gauche à droite : l’image d’origine en RVB,
la composante rouge, la composante verte, la composante bleue.

rouge, verte et bleue. La majorité des APN utilisent ce principe ou des variantes 4 5. Cette
méthode d’acquisition fait que les images sont représentés dans l’espace des couleurs RVB.

La figure 1.1 montre la décomposition des trois composantes couleurs (rouge, verte et
bleue) pour une image capturée avec les filtres de Bayer.

Il existe d’autres espaces de représentation des couleurs. L’espace Hue Saturate Value
(HSV) (ou Teinte Saturation Brillance en français) propose de décomposer les couleurs en
trois composantes. Ce système est le mieux adapté à la perception humaine des couleurs.
La teinte correspond au nom des couleurs : rouge, rose, bleu, jaune, etc. La saturation est
l’intensité de la couleur : plus la saturation est faible plus la couleur sera vue comme grise.
Enfin plus la brillance est élevée plus la couleur sera claire, et inversement, une valeur
faible de brillance donnera une couleur plus sombre.

La conversion RVB vers HSV est faite de la manière suivante. Soit R, G et B les
niveaux de gris, normalisés entre 0 et 1, associés aux composantes rouge, verte et bleue
d’un pixel. Soient Cmax = max(R,G,B), Cmin = min(R,G,B) et ∆ = Cmax − Cmin, les
valeurs des composantes H (valeur comprise entre 0 et 360), S (valeur comprise entre 0 et
1) et V (valeur comprise 0 et 255) et sont définies par :

H =


0◦, si Cmax = Cmin

(60◦ × G−B
∆

+ 360◦) mod 360◦, si Cmax = R

60◦ × B−R
∆

+ 120◦, si Cmax = G

60◦ × R−G
∆

+ 240◦, si Cmax = B

S =

{
0, si Cmax = 0

1− Cmin

Cmax
, sinon

V = Cmax

4. https://www.sony.com/en/SonyInfo/News/Press/201807/18-060E/
5. https://news.samsung.com/global/samsungs-108mp-isocell-bright-hm1-delivers-brighter-ultra-high-

res-images-with-industry-first-nonacell-technology

25

https://www.sony.com/en/SonyInfo/News/Press/201807/18-060E/
https://news.samsung.com/global/samsungs-108mp-isocell-bright-hm1-delivers-brighter-ultra-high-res-images-with-industry-first-nonacell-technology
https://news.samsung.com/global/samsungs-108mp-isocell-bright-hm1-delivers-brighter-ultra-high-res-images-with-industry-first-nonacell-technology


Chapitre 1. Techniques de segmentation

Figure 1.2 – Exemple de l’espace HSV. De gauche à droite : l’image d’origine en RVB,
la composante H (dont l’histogramme a été égalisé afin de mieux visualiser cette compo-
sante), la composante S et la composante V.

La figure 1.2 montre les trois composantes dans l’espace HSV. L’image est la même
que celle présentée pour les composantes RVB.

Une autre représentation de couleur est l’espace CIELAB color space (CieLAB). Cet
espace est dérivé de l’espace XYZ proposé en 1931 6 [Jones, 1943]. La composante L, ou
L∗, est très proche de la luminosité que perçoit l’œil humain. Lorsque L = 0 la couleur
perçue est le noir et lorsque que L = 100 la couleur perçue est le blanc. La composante
a∗ représente la position entre le rouge et le vert (une valeur négative sera une couleur
verte, et une valeur positive sera une couleur rouge). Enfin, la composante b∗ représente
la position entre le jaune et le bleu (une valeur négative sera une couleur bleue, et une
valeur positive sera une couleur jaune).

La première étape de conversion de l’espace RVB à l’espace CieLAB est de passer de
la représentation RVB à la représentation XYZ. Pour cela, il suffit d’effectuer la transfor-
mation linéaire suivante :XY

Z

 =

0, 412453 0, 212671 0, 019334
0, 357580 0, 715160 0, 119193
0, 180423 0, 072169 0, 950227

RG
B


La matrice de changement n’est pas forcément toujours la même, car elle dépend de
l’emplacement de la couleur blanche dans l’espace XYZ. La matrice ci-dessus est celle
actuellement utilisée dans la plupart des bibliothèques des traitements d’images.

À partir des coordonnées XYZ, il est possible de définir les composantes L, a∗ et b∗ de
l’espace CieLAB. Cela se fait par le calcul suivant :

L∗

a∗

b∗

 =


116f( Y

Yn
)− 16

500
[
f( X

Xn
)− f( Y

Yn
)
]

200
[
f( Y

Yn
)− f( Z

Zn
)
]
 , où f(t) =

{
t1/3 si t > ( 6

29
)3

1
3

(
29
6

)2
t+ 4

29
sinon

6. La Commission Internationale de l’Illumination (CIE) propose cette représentation
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1.2. Objectifs, propriétés et évaluation de la segmentation

Figure 1.3 – Exemple de l’espace CieLAB. De gauche à droite : l’image d’origine en
RVB, la composante L∗, la composante a∗, la composante b∗

avec

Xn

Yn
Zn

 =

0, 950456
1, 0000
1, 088754

 correspondant aux valeurs du blanc de référence égale-

ment utilisé pour la conversion dans l’espace XYZ. La figure 1.3 montre les trois compo-
santes dans l’espace CieLAB.

Nous pouvons voir l’influence des espaces sur les éléments de la grume. Par exemple, la
composante H de l’espace HSV met en avant le duramen qui a, dans le cas du douglas, une
teinte rouge/rose. C’est aussi le cas pour la composante S de ce même espace. Soulignons
que l’écorce, qui délimite la grume, est aussi mis en évident par cette représentation des
couleurs. Concernant l’espace CieLAB, nous observons aussi une différence entre l’aubier
et le duramen. Tout comme la composante H, la composante a∗ permet de mieux distinguer
l’écorce, et donc de définir le contour de la grume.

Autrement dit, le changement d’espace de représentation pourrait être envisagé dans
le cadre de la segmentation de la grume ou du duramen, qui sont deux éléments qui nous
permettrons d’estimer la qualité de la grume (voir chapitre 2).

1.2 Objectifs, propriétés et évaluation de la segmenta-
tion

Nous venons de le voir, la segmentation consiste à regrouper un ensemble de pixels
dans une même classe. Il convient d’abord de définir formellement une image, jusqu’à
présent nous avons simplement défini l’image comme un ensemble de pixels. Une définition
[Easton Jr, 2010] possible d’une image est la suivante :

Définition 1.2.0.1 (Image 2D) Une image 2D, notée I, est une fonction de deux va-
riables spatiales (i, j). C’est ainsi une application d’un ensemble E ⊂ Z2 dans un ensemble
F ⊂ Rd :

I : E → F
(i, j) 7→ I(i, j)
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Par exemple, une image 2D de dimension 512× 512 en niveaux de gris codés sur 256
valeurs dont l’origine est le pixel en bas à gauche aura comme ensemble E = {0, . . . , 511}×
{0, . . . , 511} et comme ensemble F = {0, . . . , 255} (i.e. d = 1). La même image mais en
RGB et avec des valeurs normalisées entre 0 et 1 aura comme ensemble F = [0, 1]3 (i.e.
d = 3).

À partir de cette définition, nous pouvons, de manière formelle, définir la segmentation
comme suit :

Définition 1.2.0.2 (Segmentation) La segmentation d’une image I : E → F est un
partitionnement du domaine de définition E en un ensemble de sous-domaines (Ck)k∈N,
appelés classes, tel que :

E =
⋃
k

Ck et ∀p, q, p ̸= q =⇒ Cp ∩ Cq = ∅

Lorsqu’il n’y a que deux classes, la segmentation est appelée binarisation. La définition
ci-dessus laisse sous-entendre que tout partitionnement d’une image est une segmentation.
Bien que formellement cela soit le cas et que chaque méthode propose une segmentation
différente, il est évident que partitionner de manière aléatoire une image ne constitue
par une segmentation. En effet, le but de la segmentation est d’extraire un ensemble de
classes d’une image afin de mieux les étudier individuellement, de leur donner un sens (une
interprétation) ou pour simplement effectuer un traitement spécifique à chaque classe.

Par exemple dans la figure 1.4, la deuxième segmentation (au centre) ne présente, a
priori, aucune interprétation possible pour les classes définies, alors que la dernière (à
droite) nous permet (du moins à notre cerveau) de donner un sens aux classes obtenues :
l’arrière-plan (région en jaune) et la loutre (région bleutée).

Une fois la segmentation effectuée, il est possible de définir l’image segmentée obtenue
L : E → N, appelée parfois image labellisée, qui va associer à chaque élément de E un
numéro i correspondant à la région à laquelle il appartient, c’est-à-dire :

∀(i, j) ∈ E, L(i, j) = k ⇐⇒ (i, j) ∈ Ck

Figure 1.4 – Image d’une loutre à droite. Au centre, une segmentation possible. À droite
une binarisation possible.
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1.2. Objectifs, propriétés et évaluation de la segmentation

1.2.1 Les objectifs d’une segmentation

La segmentation a plusieurs objectifs, notamment :

1. l’identification d’un ou plusieurs objets afin d’en faire une analyse spécifique ;

2. l’explication de l’intégralité de l’image.

Dans le premier cas, une analyse spécifique consiste à séparer l’objet du reste de
l’image. L’objectif pouvant ensuite d’effectuer d’autres traitements pour, par exemple,
calculer les dimensions de l’objet, etc. Cela peut aussi être l’attribution d’une sémantique
(un sens) à l’objet (herbe et la loutre dans la figure 1.4).

Dans un cadre général, l’objet n’est pas simplement connexe (l’objet est d’un seul
tenant et sans trous), ni unique, il peut par exemple s’agir de segmenter toutes les per-
sonnes. Quelque soit le cas, le reste de l’image qui ne correspond pas à la recherche est
considéré comme peu utile et n’est pas à traiter.

C’est dans ce premier cas que la thèse s’inscrit. L’objectif principal visé est d’identifier
plusieurs objets connus à l’avance, que ce soit la détection de la grume, du duramen, de
la zone de bois juvénile (15 premiers cernes) ou bien dans l’analyse des cernes. L’objectif
suivant est d’en faire une analyse plus spécifique pour récupérer des mesures pertinentes
pour l’estimation de la qualité du bois.

1.2.2 Évaluation de la segmentation

Pour évaluer une segmentation, on peut utiliser des indicateurs tels que : la robustesse,
la précision, le temps de calcul, etc.

La précision s’évalue par des mesures sur les classes, comme la surface, le périmètre,
le centre de gravité, des distances entre classes, etc. L’objectif devient alors d’identifier
des classes les plus proches possibles de la réalité physique des objets segmentés afin que
les mesures soient le plus exactes possibles.

La robustesse se définit comme la capacité d’un algorithme à résister au bruit [Vaca-
vant, 2017]. Le bruit est l’ensemble des éléments non contrôlables qui viennent perturber
la qualité de l’image (l’ensoleillement, les nuages, mouvement de l’appareil de capture,
le processus d’acquisition, etc.). Quant à la résistance au bruit, cela veut dire que les
sorties de l’algorithme sont, théoriquement ou empiriquement, indépendantes par rapport
au bruit. Cette notion de robustesse est parfois mélangée avec les termes d’efficience,
de persistance ou simplement de qualité (de la méthode). La robustesse est un objectif
lorsque que le cadre applicatif ne peut pas garantir une acquisition similaire pour chaque
image. Elle est aussi un objectif lorsque le cadre applicatif va différer par rapport à celui
d’origine. L’idéal est d’avoir la robustesse et la précision, mais souvent l’une se fait au
détriment de l’autre. Dans notre cas, le cadre d’applicatif industriel ne peut garantir suf-
fisamment des conditions similaires. Bien que le capteur peut être fixé en scierie, celui ne
l’est pas pour des photos en forêt ou sur le parc à grumes. Même en scierie, les conditions
météorologiques, jouant sur la luminosité, peuvent parfois modifier les conditions. Nous
chercherons donc à avoir des algorithmes robustes.

Un aspect important dans la segmentation est le temps de calcul, notamment dans un
cadre d’applications industrielles, voire embarquées (traitement en direct après la prise de
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Chapitre 1. Techniques de segmentation

la photo sur smartphone). C’est le cas de l’analyse des images de grumes traités dans la
thèse. Si l’objectif de temps est très important, il peut justifier une plus grande indulgence
sur les objectifs de précision et de robustesse. Bien entendu, s’il n’y a aucune contrainte de
temps, il est possible de proposer des méthodes avec meilleur rapport précision/robustesse.

Il semble alors nécessaire de devoir évaluer chacun de ces aspects. En fonction des
objectifs visés et de l’évaluation des critères, nous pourrons quantifier la qualité de la
segmentation.

Pour évaluer une segmentation, la méthode consiste à avoir une base d’images pour
lesquelles nous disposons de leur segmentation dite vérité terrain. Bien souvent, la
segmentation de référence d’une image doit être faite par un être humain, ce qui induit
une part de subjectivité à prendre en considération lors de l’évaluation. En effet, il est
peu probable que pour une même image deux personnes segmentent (manuellement),
au pixel près, de la même façon. Cela soulève la question de savoir quelle est la bonne
segmentation ? Une segmentation qui serait différente des deux premières obtenues ne
pourrait-elle pas être meilleure que celles-ci ?

1.2.3 Matrice de confusion

Un des indicateurs usuels pour estimer la qualité d’une segmentation est la matrice de
confusion. Nous allons, ici, présenter cette matrice dans le cas d’une binarisation (c’est-
à-dire 2 classes).

Puisqu’il s’agit d’un cas binaire, nous utiliserons les termes de positif et négatif pour
désigner ces deux classes. Les vrais et faux positifs (TP/FP) font référence au nombre de
positifs prédits qui sont corrects/incorrects. De même, les vrais et faux négatifs (TN/FN)
font référence au nombre de négatifs prédits qui sont corrects/incorrects. La matrice de
confusion est alors la synthèse de ces quatre valeurs :

V
al

eu
r

p
ré

d
it

e

Valeur réelle
Positive Négative

Positive TP FP

Négative FN TN

Une fois la matrice définie, il est possible d’introduire des mesures de la qualité en
utilisant les éléments de la matrice. Bien qu’il n’existe pas de moyen parfait de synthétiser
la matrice de confusion en une seule valeur, le coefficient de corrélation de Matthews
(MCC) [Matthews, 1975] est un bon indicateur. Ce coefficient est considéré comme l’une
des meilleures mesures [Powers, 2020]. En effet, cet indicateur prend en compte l’ensemble
des valeurs possibles et ce indépendamment de la répartition des classes (plus de vrai
positifs que de vrai négatifs par exemple). Cela limite les biais de sur-représentation d’une
classe sur l’autre. Le MCC s’exprime de la façon suivante :

MCC =
TP × TN − FP × FN√

(TP + FP )(TP + FN)(TN + FP )(TN + FN)
(1.1)
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Ce coefficient est similaire au coefficient de corrélation de Pearson en statistiques. Son
interprétation est donc le même. Autrement dit, si la valeur est à 1 alors il y a corrélation
entre la segmentation et la vérité terrain, c’est-à-dire qu’elles sont égales. Un coefficient à
0 indique qu’il n’y a aucune corrélation entre ces deux éléments.

Un autre indice est l’indice de Jaccard, ou Intersection over Union, peut-être utilisé
pour estimer la qualité d’une segmentation. Cet indice est donné par la formule :

Jaccard =
TP

TP + FN + FP
(1.2)

1.3 Seuillage et histogramme

Nous venons de définir le cadre de la segmentation. Nous allons nous intéresser main-
tenant aux méthodes pour effectuer une segmentation. Nous allons d’abord définir la
notion de seuillage et d’histogramme (sous-section 1.3.1), puis nous regarderons quelques
méthodes qui reposent sur ces deux outils (sous-section 1.3.2 et sous-section 1.3.3).

1.3.1 Seuillage et histogramme

Seuiller une image consiste à fixer une valeur seuil T ∈ F qui va dissocier l’ensemble
des pixels de E en deux régions (binarisation) telles que :

∀(i, j) ∈ E, L(i, j) =
{
0, si I(i, j) ≤ T
1, sinon

Cette notion de seuillage peut facilement s’étendre pour plusieurs niveaux de seuils, on
parle alors de multiseuillage. Cette simple définition binaire nous suffira pour présenter la
suite des techniques utilisées dans ce manuscrit.

La manière la plus simple de fixer le seuil T est de procéder de manière empirique ou
en se basant sur des a priori de l’image. Des méthodes ont été proposées pour déterminer
automatiquement la valeur du seuil.

Le seuillage est efficace si une seule image est à traiter, car le seuil peut être adapté
pour cette image sans considération d’autres images. Elle peut être efficace si l’objet
recherché se différencie des autres par le fait qu’il soit le seul à avoir certains niveaux
d’intensité. Un autre avantage du seuillage est sa rapidité en temps de calcul.

Néanmoins, cette pratique est limitée lorsqu’il y a une nécessité d’automatisation de
la segmentation et/ou les images présentent une variabilité entre elles, impliquant que
l’objet cherché n’est pas toujours de même intensité. Un autre point faible du seuillage
est le côté tout ou rien.

Des méthodes plus locales et adaptatives ont été proposées [Lu et al., 2010, Singh
et al., 2012]. Une méthode est locale si elle ne prend en compte que les valeurs dans un
voisin du pixel à seuiller. Elle est adaptative si son comportement change selon le contexte.
Par exemple, la valeur du seuil est calculée sur la base de certaines statistiques telles que
la dynamique ou la variance de l’image (ou du voisinage).
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Figure 1.5 – L’histogramme (à droite) de l’image en niveaux de gris (à gauche).

Une catégorie de méthodes de segmentation très utilisée est celle employant l’histo-
gramme d’intensité d’une image. Pour chaque niveau de gris, on détermine le nombre
d’occurrences de ce dernier.

Définition 1.3.0.1 (Histogramme) L’histogramme H d’une image I : E ← F en
niveaux de gris et codée sur L niveaux de gris est définie par :

∀k ∈ [0, L− 1], H(k) =
∑

(i,j)∈E

χ
k(I(i, j)), avec χk(I(i, j)) =

{
1 si I(i, j) = k

0 sinon

Le choix du seuil T peut se faire visuellement à l’aide de l’histogramme. Puisque que
l’histogramme représente la distribution des valeurs de niveaux de gris dans une image,
utiliser un pic ou un creux dans l’histogramme peut être intéressant.

La figure 1.5 montre l’histogramme obtenu pour une image en niveaux de gris. Un pic
se démarque dans l’histogramme, ce dernier peut être utilisé pour seuiller l’image. L’idéal
est de trouver une méthode automatique pour déterminer où se situe ce pic.

1.3.2 Méthode d’Otsu

Fixer un seuil T de manière manuelle, même avec l’aide de l’histogramme, n’est pas
facile. Otsu développe en 1979 [Otsu, 1979] une méthode automatique pour déterminer
le seuil en fonction de l’histogramme. L’objectif est de minimiser la variance au sein de
chaque classe. Pour la binarisation, cela revient à maximiser la variance entre ces deux
classes. La méthode consiste à tester l’ensemble des valeurs de seuil possibles et de mesurer
pour chacune d’entre elle la variance des deux classes définies par ce seuil. Otsu propose
de garder la valeur pour laquelle la somme des deux variances est minimale. De manière
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Figure 1.6 – Résultat de la méthode d’Otsu pour segmenter une image.

formelle le seuil est défini :

σotsu = argmin
σ

{
(µ0 − µ)2

∑
k<σ

H(k) + (µ1 − µ)2
∑
k≥σ

H(k)

}
(1.3)

avec, µ la moyenne des valeurs de I, µ0 la moyenne des valeurs de I inférieur à σ, et µ1 la
moyenne des valeurs de I supérieur ou égale à σ.

La figure 1.6 montre le résultat de la méthode d’Otsu pour une image en niveaux de
gris. Le seuil qui minimise la formule 1.3 est de 144, soit proche du pic que l’on observe
dans l’histogramme.

Cette méthode est plus pratique qu’un choix manuel de seuil. Cette méthode est rapide
en temps de calcul.

Cependant, la méthode est globale et ne prend donc pas en compte le voisinage d’un
pixel. Autre inconvénient (voir figure 1.6), la méthode ne fonctionne que pour le cas
binaire en supposant que l’histogramme soit bimodal, c’est-à-dire qu’il y ait exactement
deux pics. Cela étant, des propositions d’amélioration ont été faites [Moghaddam and
Cheriet, 2012, Yuan et al., 2015].

1.3.3 Seuillage par hystérésis

La technique de seuillage par hystérésis propose d’utiliser deux seuils. En effet, le
principal défaut des méthodes de seuillage est le côté tout-ou-rien : le seuil est une barrière
stricte pour définir si un élément de E appartient à l’objet à seuiller ou non.

La méthode de seuillage par hystérésis consiste à définir non pas un seuil mais deux
seuils : σbas et σhaut. De plus, cette méthode inclut une notion de connexité entre les
éléments de E. Un élément x ∈ E est appartient à :
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Figure 1.7 – Résultat de la méthode par hystérésis pour segmenter une image.

• l’objet si I(x) ≥ σhaut ;

• l’objet si σbas ≤ I(x) < σhaut et s’il est connexe avec au moins un élément y ∈ E tel
que I(y) ≥ σhaut ;

• au reste de l’image sinon.

Pour le premier seuil, il est possible d’utiliser une méthode de seuillage automatique.
Définir une marge de tolérance permet de définir le second seuil. Cela permet de rester
robuste aux objets dont les contours apparaissent en dégradé d’intensité sur l’image.

La figure 1.7 montre la segmentation résultante de la méthode par hystérésis avec
comme seuil σbas = 144 et σhaut = 210. On observe que la segmentation crée des zones
plus grandes (moins de petites zones). Mais le résultat ne suffit pas à identifier la loutre.

L’avantage de cette méthode est de ne pas être plus longue en temps de calcul tout en
apportant une notion de localité. En effet, pour un pixel entre les deux seuils, le voisinage
du pixel est analysé. Par rapport à un seuillage fixe, cette méthode est plus robuste.

Néanmoins, la recherche de seuil reste le point faible de la méthode. En utilisant un
choix de seuillage automatique, la méthode dépendra des limites des méthodes utilisées
pour déterminer les seuils. Des études ont essayé de réduire les limites dûes au choix du
seuillage [Medina-Carnicer et al., 2009, Khan et al., 2020].

1.4 Approche par gradient

L’approche par contour (ou par frontière), parfois appelée approche par gradient, où
l’on cherche à trouver les contours des classes et non directement celles-ci, repose princi-
palement sur la notion de gradient (local) d’une image. En effet, les maxima locaux de la
dérivée première correspondent aux zones très contrastées de l’image, c’est-à-dire là où il
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y a un important changement de valeurs. De même, les zéros locaux de la dérivée seconde
correspondent aux contours de l’image.

Nous allons dans un premier temps définir la notion de gradient d’une image (sous-
section 1.4.1), puis nous verrons que le calcul peut-être effectué à partir de la convolution
que nous définirons (sous-section 1.4.2). Enfin nous verrons la méthode de Canny, qui est
une méthode de segmentation utilisant cette notion de dérivée (sous-section 1.4.3).

1.4.1 Gradient d’une image

En termes mathématiques, le gradient d’une fonction de deux variables, à savoir ici
l’intensité en fonction des coordonnées de l’image, est un vecteur de dimension 2 dont les
coordonnées sont les dérivées selon les directions horizontale et verticale. Le calcul de la
dérivée dans un espace discret passe par une approximation, qui se résume à une différence
à l’échelle locale. La dérivée partielle en x est données par l’approximation d’Euler :

∀(i, j) ∈ E, ∂I

∂x
(i, j) ≈ 1

px

[
I(i, j)− I(i− 1, j)

]
où px est le pas de discrétisation et sera considéré comme unitaire. On obtient de la

même manière la dérivée partielle en y, notée ∂I
∂y

. Le gradient ∇I est alors le vecteur
composé de ( ∂I

∂x
, ∂I
∂y
).

L’approximation d’Euler peut être fortement améliorée en considérant que la fonction
pente est discontinue au niveau du pixel analysé. La formule proposée, pour x, devient la
suivante (la dérivée en y s’obtient de la même manière) :

∀(i, j) ∈ E, ∂I

∂x
(i, j) ≈ I(i+ 1, j)− I(i− 1, j)

Cependant, ces deux opérateurs d’approximation de la dérivée sont très sensibles au
bruit. Il est préférable de lisser les valeurs par une interpolation. Une façon simple d’in-
terpoler les valeurs est de prendre la moyenne. La moyenne est calculée dans l’axe opposé,
i.e. le lissage se fait verticalement pour la dérivée horizontale, et horizontalement pour la
dérivée verticale. Ainsi, pour le pixel (i, j) la dérivée en x avec lissage est égale à :

∂I

∂x
|lisse(i, j) =

1

3

[
∂I

∂x
(i, j − 1) +

∂I

∂x
(i, j) +

∂I

∂x
(i, j + 1)

]
=

1

3

[
I(i+ 1, j − 1)− I(i− 1, j − 1)

+ I(i+ 1, j)− I(i− 1, j)

+ I(i+ 1, j + 1)− I(i− 1, j + 1)
]

(1.4)

1.4.2 Convolution et dérivée

La formule 1.4 obtenue peut se simplifier à l’aide de l’opérateur mathématique de
convolution :
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Figure 1.8 – Image en niveaux de gris. Dérivées en X et Y à l’aide des masques de Sobel.

Définition 1.4.0.1 (Convolution) Soit I une image et ω : E ′ ⊆ E → F , appelée filtre
ou masque de convolution. La convolution de I par ω, dénotée par I ∗ ω, est égale à :

∀(i, j) ∈ E, (I ∗ ω)(i, j) =
∑
m

∑
n

ω(m,n)I(i−m, j − n)

La formule 1.4 du calcul du gradient en utilisant la convolution est alors

∇I = (
∂I

∂x
,
∂I

∂y
) = (I ∗ ωx, I ∗ ωy), où ωx =

1 0 −1
1 0 −1
1 0 −1

 et ωy =

 1 1 1
0 0 0
−1 −1 −1


Les masques ωx et ωy ont été proposés par Prewitt. Il est possible de définir d’autres

masques pour calculer le gradient [Hast, 2014]. Par exemple, Sobel [Sobel and Feldman,
1968] propose pour calculer la dérivée, tout en limitant la sensibilité au bruit, les deux
masques suivants (appelés filtres de Sobel–Feldman) :

sx =

1 0 −1
2 0 −2
1 0 −1

 et sy =

 1 2 1
0 0 0
−1 −2 −1


La figure 1.8 montre les dérivées en x et en y de l’image d’origine à l’aide des masques

de Sobel. D’autres masques ont été proposés afin d’améliorer l’estimation de la dérivée
et/ou de réduire l’influence bruit. On observe que les zones de forts contraste (forte va-
riation d’intensité) sont mises en évidence selon l’axe x ou y.

Par ailleurs, l’opérateur de convolution n’est utilisé que pour le calcul de la dérivée. En
effet, avec cette opération il est possible de lisser une image (filtre moyenne, filtre gaus-
sien), de calculer une approximation du Laplacien, d’effectuer des gradients directionnels
[Kirsch, 1971], etc.

1.4.3 Canny

Canny propose un processus pour détecter des contours [Canny, 1986]. D’abord, afin
de rendre le calcul du gradient plus robuste au bruit, un pré-traitement est nécessaire. Le
pré-traitement est une convolution par un noyau gaussien. Le calcul du gradient est fait
par un masque de Sobel. Il convient ensuite de supprimer les non-maxima locaux. Si la
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Figure 1.9 – Résultat de la détection des contours par la méthode de Canny, σbas = 150
et σhaut = 220 ont été choisis pour l’étape 5, le seuillage par hystérésis.

norme du gradient en (i, j) est inférieure à celle des voisins selon la direction du gradient
θ(i, j) alors le pixel est retiré de la liste des pixels appartenant à un contour. Enfin, un
seuil par hystérésis est fait sur les pixels restants. La méthode de Canny se résume ainsi :

1. Effectuer le pré-traitement ;
2. Calculer une approximation du gradient : ∇I = (Gx, Gy) = ( ∂I

∂x
, ∂I
∂y
) ;

3. Calculer la norme et l’orientation du gradient :

||∇I|| =
√
G2

x +G2
y et θ(x, y) = arctan(

Gy

Gx

); (1.5)

4. Supprimer des non-maxima locaux dans la direction du gradient ;
5. Seuiller les maximums locaux restants.

La figure 1.9 montre un exemple de la méthode de Canny pour détecter les contours.
Dans l’exemple σbas = 150 et σhaut = 220 ont été choisis pour effectuer le seuillage par
hystérésis (étape 5).

Cette méthode de détection des contours est rapide. Elle est plus robuste au bruit
que le seuillage de la norme du gradient. De plus, il est facile de modifier une étape du
processus pour l’adapter à un contexte donné (changer le pré-traitement, modifier le calcul
du gradient, de l’orientation, etc.).

Malheureusement, bien que plus robuste qu’un seuillage, la méthode de Canny reste
sensible au bruit. En outre, le paramétrage (choix pour la variance de la gaussienne, choix
pour les seuils dans le seuillage par hystérésis) reste à faire manuellement.

1.5 Accroissement de régions
Cette famille de segmentation est une approche par classes où l’on cherche l’intégralité

de la classe (et non simplement la frontière). Nous allons nous intéresser à une famille
de méthodes, à savoir l’accroissement de régions. L’idée principale consiste à décomposer
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l’image en régions, puis à les fusionner entre-elles de manière à obtenir la segmentation
voulue.

1.5.1 Décomposition en régions

La décomposition/fusion (split and merge en anglais) se base sur la décomposition de
l’image en blocs élémentaires [Horowitz, 1974]. La décomposition la plus naturelle est celle
qui considère chaque pixel comme un bloc élémentaire. Une autre décomposition consiste
à découper l’image en bloc carré de taille fixe. Des structures plus complexes peuvent être
utilisés à l’instar d’un 4-arbres (quadtree).

Par exemple, l’algorithme SLIC (Simple Linear Iterative Clustering) est une méthode
rapide de décomposition qui subdivise une image en K régions, appelées superpixels en
fonction du contenu de l’image [Achanta et al., 2010]. La segmentation en superpixels est
très utile car elle allège la quantité de données à traiter, et permet de réduire le temps
nécessaire à la fusion des régions (ou de prendre plus de temps pour mieux fusionner).
L’avantage par rapport à la décomposition en blocs carrés de taille fixe est que les su-
perpixels permettent d’avoir un ensemble de régions ayant des propriétés définies. Les
superpixels peuvent être utilisés à d’autre fins (segmenter chaque superpixel un à un,
etc.).

La suite de la section présente l’algorithme SLIC. L’algorithme repose sur le principe
du K-means. Voici les étapes clefs de l’algorithme :

1. Initialiser les K centres des superpixels. Les centres sont équidistants les uns des
autres d’une distance S (distance calculée d’après la taille de l’image et K). Chaque
centre est un vecteur en 5 dimensions : (i, j, L, a∗, b∗) où L, a∗ et b∗ sont les valeurs
des 3 composantes de l’image dans la colorimétrie Lab ;

2. Initialiser la carte de superpixels et la carte des distances. Les distances sont initia-
lisées à l’infini et les pixels sont attribués au superpixel numéro 0 ;

3. Pour chaque centre, on calcule la distance des pixels se trouvant dans un rayon de
2 × S au centre. Si la distance est plus petite que celle en mémoire pour le pixel,
elle est modifiée en mémoire et le pixel fait maintenant partie du superpixel ;

4. Mettre à jour la position des centres (5 dimensions) de chaque superpixels (mise à
jour selon la valeur moyenne de tous les pixels du superpixel) ;

5. Réitérer les étapes 2 à 4 jusqu’à ce que l’algorithme converge, c’est-à-dire, que le
déplacement moyen des centres entre deux itérations soit plus petit qu’un certain
seuil.

Un post-traitement est effectué pour s’assurer que chaque classe forme un bloc unique
et continu. Enfin, l’algorithme SLIC a tendance à créer de petites régions détachées de
leurs centres (voir figure 1.10 ou figure 1.11). D’autres méthodes ont été proposées pour
améliorer cette décomposition en superpixels [Wang et al., 2017].

La figure 1.10 montre la décomposition de l’image à l’aide de l’algorithme SLIC. Les
contours des superpixels sont en bleus. On observe que les régions homogènes en terme
de couleurs forment des formes plus rectangulaires, alors que les régions non homogènes
sont plus allongées et ont une forme quelconque.
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(a) Image en entrée (b) Délimitation des superpixels en bleu

Figure 1.10 – Résultat de la décomposition d’une image en superpixels à l’aide de
l’algorithme SLIC.

1.5.2 Fusion des régions

Une fois le processus de décomposition de l’image I effectué, il faut fusionner pour
chaque région obtenue. Cette phase de fusion se fait de manière itérative, c’est-à-dire
jusqu’à ce qu’il n’y ait plus la possibilité de fusionner. Avant l’étape de fusion, il est
nécessaire de calculer un vecteur descripteur pour chaque bloc. La fusion d’un bloc avec
la région courante se fait de la manière suivante : l’ajout du bloc à la nouvelle région
se fait si la nouvelle région obtenue possède un vecteur descripteur similaire à l’ancienne
région. Il est possible de fusionner un bloc avec la région actuelle.

L’un des vecteurs descripteurs simple est la moyenne (des niveaux de gris) de la ré-
gion. Il peut cependant être possible de redéfinir ce critère pour l’adapter (avec l’écart-type
ou l’entropie par exemple). Il est également possible d’avoir plus de critères au sein du
vecteur : combinaison de l’entropie et de la variance, etc. À la fin, la méthode de décom-
position/fusion fournit un partitionnement complet de l’image initiale, ce qui correspond
bien à une segmentation.

La figure 1.11 montre un résultat possible de la fusion des régions. Dans l’exemple, Les
régions initiales choisies sont celles qui touchent le bord de l’image. Le vecteur descripteur
est composé de la moyenne pour chaque composante couleur. Enfin, le seuil de tolérance
pour la fusion d’une région a été fixé à 22.

L’avantage de cette approche est de créer des classes qui ont des caractéristiques
différentes. L’approche est simple, décomposer l’image et fusionner les résultats obtenus
à la décomposition. Cela permet de s’adapter à des contextes très variés [Ma et al.,
2017, Karsa and Shmueli, 2018]. Le choix des régions initiales peut s’automatiser. La
fusion permet aussi de prendre en compte des critères aussi large et variés que possible
(colorimétrie, orientation, etc.).

Les problèmes potentiels de cette méthode sont la sur-segmentation. Cela survient si
l’image est très texturé et/ou si les descripteurs sont mal choisis. La segmentation dépend
fortement du choix du calcul de la similarité ainsi que des seuils définis pour la fusion.
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Figure 1.11 – À gauche, la région initialisée avec les superpixels du bord de l’image. À
droite, la région finale obtenue par fusion avec pour vecteur descripteur la moyenne des
composantes RVB et un seuil de 22.

Autrement dit, la méthode peut vite devenir très compliquée à paramétrer. Enfin, en
pratique, la méthode est assez coûteuse en temps de calcul. Ce temps de calcul pouvant
vite croître selon le critère de similarité et/ou des descripteurs à générer.

1.6 Contours actifs (ou Snakes)
Les contours actifs ont été proposés par Kass, Witkins et Terzopoulos en 1988 [Kass

et al., 1988]. Il s’agit de courbes mathématiques qui vont se déformer et se déplacer dans
l’image pour venir coller les contours d’un objet à segmenter. Segmenter par cette ap-
proche permet donc d’identifier un objet précisément mais ne permet pas une explication
globale de la scène.

La définition mathématique d’un contour actif c est la suivante :

Définition 1.6.0.1 Soit I : E → F une image (avec E ⊂ N2). Un contour actif est une
courbe c : [0, 1]→ E telle que :

∀s ∈ [0, 1], c(s) = (x(s), y(s))

où x : [0, 1] 7→ E et y : [0, 1] 7→ E.

Le contour a une existence propre (peut être discontinu) et est initialisé dans l’image.
La position initiale est en général dans un voisinage assez proche du contour de l’objet à
segmenter. Les déformations et déplacements du contour se font sous l’effet de plusieurs
forces définies par leurs énergies. Dans la version initiale [Kass et al., 1988], le contour est
soumis à trois forces :
• une force interne, correspondant à la résistance à la tension et à la torsion du contour,

directement liée à son aspect lissé ;
• une force externe (ou de contrainte) qui est introduite selon les contraintes spéci-

fiques au problème considéré. Par exemple, elle permet de tendre vers une forme
donnée (circulaire, ovale, etc.) ;
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• et une force de potentiel induite par l’image elle-même.
L’énergie totale du contour actif correspond à la somme des énergies des trois forces :

Etotale(c) =

∫ 1

0

(
Einterne(c(s)) + Eexterne(c(s)) + Eimage(c(s))

)
ds

Le principe de cette technique est de minimiser l’énergie totale en faisant évoluer la courbe
c. Bien que Kass et al. définissent ces énergies, il est tout à fait possible d’en changer la
formulation selon le contexte et l’application voulue [Chan and Vese, 2001b, Zhang et al.,
2015].

La force de cette méthode est de s’adapter à tout type de contexte, car il suffit d’ajouter
ou de modifier les énergies.

En revanche, deux défauts à cette méthode sont à souligner. Le premier est le temps
de calcul qui est important. L’autre inconvénient est le paramétrage difficile car il n’est
pas aisé de connaître l’influence exacte des paramètres sur le résultat obtenu.

1.6.1 Énergie potentielle

Détaillons rapidement la méthode proposée par Kass et al. [Kass et al., 1988]. L’énergie
potentielle d’un contour actif est calculée à partir des informations de l’image. L’informa-
tion la plus simple à définir est l’information d’intensité. Pour attirer le contour vers les
pixels de faible intensité, on définira l’énergie potentielle par :

Eimage(c(s)) = I(c(s)) (1.6)

Cette énergie est minimale lorsque l’intensité est minimale. Cependant, dans la plupart
des applications, nous cherchons à ce que le contour se dirige vers les lignes de fort gradient.
Cette énergie est alors exprimée par :

Eimage(c(s)) = −∇I(c(s)) (1.7)

Il est tout à fait possible de définir l’énergie potentielle comme une combinaison linéaire
des deux propositions précédentes :

Eimage(c(s)) = δI(c(s)) + ε∇I(c(s)) (1.8)

où δ et ε permettent de réguler l’influence de chacune d’elle.

1.6.2 Énergie interne

L’énergie potentielle semble suffisante pour réussir à déplacer le contour jusqu’aux
bords de l’objet ciblé. Cependant, il s’agit d’une énergie locale et le processus de minimi-
sation peut conduire à un minimum local. L’énergie interne va permettre de limiter les
déformations du contour pour réduire le risque d’un minimum local :

Einterne(c(s)) = α(s)c′(s) + β(s)c′′(s) (1.9)
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Figure 1.12 – À gauche, l’image en entrée (la taille a été divisée par 4 pour avoir une
convergence plus rapide du contour). À droite, en bleu le contour initial (100 points) et
en rouge le contour final obtenu avec α(s) = 0.03, β(s) = 1.0, δ = 2 et ε = −4.

La dérivée première c′(s) représente les variations de la longueur de la courbe. Cela
permet de paramétrer la résistance à la tension. D’un point de vue de l’utilisation, le
coefficient α(s) régule l’élasticité du contour.

La dérivée seconde c′′(s) exprime quant à elle la courbure du contour. Elle permet
d’avoir plus ou moins de déformations locales. Nous pouvons voir le paramètre β(s) comme
contrôlant la raideur du contour.

1.6.3 Énergie externe

Nous l’avons dit, l’énergie externe d’un contour actif est une énergie décrite dans le
cadre d’une application spécifique. Elle peut par exemple représenter une forme (cercle,
ellipse, etc.) si elle est connue d’avance. Dans l’article de Kass et al., il est fait mention
d’une énergie externe qui agit tel un ressort reliant le contour et à une position-clef définie.

La figure 1.12 montre un exemple de contour actif (celui proposé initialement par Kass
et al.) sur l’image de la loutre en entrée. Le gradient d’une image couleur est la somme des
gradients de chaque composante. La courbe bleue montre le contour initial choisi. Afin
d’accélérer la convergence, les dimensions de l’image ont été divisées par 4. Les paramètres
du contour sont les suivants, α(s) = 0.03, β(s) = 1.0, δ = 2 et ε = −4. La courbe rouge
montre le contour après convergence.

1.7 Apprentissage automatique - Réseaux de neurones

Les réseaux de neurones sont devenus une méthode classique pour de nombreuses
tâches. La segmentation en fait partie. Nous allons décrire brièvement les principes d’un ré-
seau de neurones, puis voir certaines classes de neurones spécifiques au traitement d’images
et donner quelques exemples de réseaux de neurones largement testés dans la segmentation
d’images.
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1.7.1 Les principes de base

Un réseau de neurones artificiels est composé de neurones qui forment les unités de
base. La première définition est due à Lettvin et al. en 1959 [Lettvin et al., 1959]. Un
neurone est décrit par un ensemble d’entrées {x1, . . . , xi} auxquelles sont associées, pour
chacune d’elle, un poids wi. Ce poids décrit l’importance de l’entrée xi du neurone. La
valeur initiale d’entrée du neurone est la somme des entrées xi pondéré par les poids wi. À
cette somme on ajoute un biais b qui correspond à l’activation du neurone. L’activation,
d’un point de vue biologique, est un potentiel d’activation. C’est le seuil qui entraîne
une réponse du neurone s’il est atteint. Une fois la sommation calculée, une fonction est
appliquée.

Figure 1.13 – Schéma d’un neurone artificiel.

La sortie du neurone, notée y, est le résultat de la fonction, nous avons :

y = f(
n∑
i

wixi + b) = f(Wx+ b) (1.10)

où f est la fonction d’activation dont nous détaillerons le fonctionnement ultérieure-
ment, x = (x1, . . . , xn) est le vecteur d’entrée et W le vecteur des poids. Ce processus est
illustré dans la figure 1.13.

Le réseau de neurones à propagation (feedforward neural network en anglais) est le
plus élémentaire des réseaux de neurones. En effet, ce dernier se compose uniquement de
couches de neurones, qui sont connectées entre elles. Les sorties d’une couche de neurones
formant les entrées de la couche suivante. La figure 1.14 montre un exemple de réseau de
neurones à propagation.

Comme le montre la figure 1.14, un tel réseau se décompose en trois grandes familles
de neurones :

• les neurones d’entrée, qui représentent les données qui doivent être traitées par le
réseau. À noter qu’aucun calcul n’est fait à cette étape du réseau ;
• les neurones cachés, qui effectuent les calculs et transfèrent l’information d’une

couche à une autre ;
• les neurones de sortie, qui constituent le résultat obtenu par le réseau.
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Figure 1.14 – Exemple d’un réseau de neurones à propagation.

S’il n’y a qu’une seule couche cachée, nous parlons alors de réseau mono-couche. S’il
y en a plusieurs, nous parlons de réseau multi-couches.

En se basant sur l’équation 1.10, il est possible de décrire de manière formelle un
réseaux multi-couches. Soient :
• e le nombre de neurones d’entrées ;
• s le nombre de neurones de sorties ;
• m+ 1 le nombre de couches (entrée et sortie incluses) ;
• ni le nombre de neurones de la couche i (n0 = e et nm = s) ;
• les fonctions affines : ∀x ∈ Rnj−1 , Aj

i (x) = W j
i x + bji , W

j
i les poids du neurone i de

la couche j, bji le biais numéro i de la couche j ;
• f j

i la i-ème fonction d’activation de la couche j ;
Le vecteur de sortie ŷ= (y1, . . . , ys) est alors défini par la relation de récurrence :

∀x ∈ Re,


a0 = x

aji = f j
i (A

j
i (a

j−1)) avec 1 ≤ j ≤ m et 1 ≤ i ≤ nj

ŷi = fm
i (Am

i (a
m−1)) avec 1 ≤ i ≤ s

(1.11)

1.7.2 Fonctions d’activation

Les fonctions d’activation f j
i ont pour but d’introduire de la non-linéarité dans le

réseau. En effet, si ces fonctions n’existaient pas, le réseau ne serait qu’une application
linéaire, ce qui en limiterait son usage. La non-linéarité des fonctions d’activations permet
également de mieux s’ajuster aux données qui ne sont probablement pas linéaires.

Cependant, les fonctions d’activation doivent être différentiables en tout point. C’est
une condition nécessaire pour effectuer l’algorithme de rétropropagation qui sera utilisé
pour ajuster la valeur des poids et de biais. Si ce n’est pas le cas, la rétropropagation peut
induire des erreurs. Certaines propriétés sur les fonctions d’activations permettent des
optimisations dans le calcul [Snyman et al., 2005] ou bien d’obtenir certaines propriétés
[Wu, 2009].

Il existe beaucoup de fonctions d’activation. Le tableau 1.1 illustre quelques exemples
de fonctions d’activations courantes.
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Table 1.1 – Exemples de fonctions d’activation.

Nom Équation Graphique

Sigmoïde
1

1 + e−x

Tangente hyperbolique
ex − e−x

ex + e−x

Rectified Linear Unit (ReLU)
{
0, si x ≤ 0
x, si x > 0

Parametric ReLU
{
αx, si x ≤ 0
x, si x > 0
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1.7.3 Apprentissage d’un neurone

La phase d’apprentissage consiste à modifier la valeur des poids wj
i et des biais bji des

couches afin d’obtenir le meilleur résultat (régression, classification, segmentation, etc.).
La notion de meilleure fixe alors un objectif à minimiser : minimiser une fonction de coût
ψ (loss function en anglais) qui calcule l’erreur entre la sortie du réseau ŷ et la sortie
attendue y. Comme pour les fonctions d’activations, de nombreuses fonctions de coût ont
été proposées.

Dans le cadre de la segmentation d’images, notamment celui d’une binarisation, nous
pouvons citer deux fonctions de coût très utilisées : l’entropie croisée binaire et le co-
efficient de corrélation de Matthews (MCC). L’entropie binaire croisée se définit par la
formule suivante :

LBCE = −
∑
i

[
yi ln(ŷi) + (1− yi) ln(1− ŷi)

]
où ŷi est la valeur de sortie pour le pixel i et yi est la sortie du réseau pour le pixel i.

On remarque que si yi tends vers 0 alors seul le terme ln(1 − ŷi) compte et tends 0
quand ŷi tends vers 0. De même, si yi tends vers 1 alors seul le terme ln(ŷi) compte et
tends vers 0 quand ŷi tends vers 1. Autrement dit, minimiser cette fonction revient à faire
en sorte que la sortie y soit égale à la vérité terrain ŷ.

Une autre fonction de coût est le coefficient de corrélation de Matthews [Abhishek and
Hamarneh, 2021] (voir l’équation 1.1). Pour utiliser ce coefficient en tant que fonction
de perte il faut rendre la formule différentiable. Cela est fait en introduisant la version
différentiable des valeurs de la matrice de confusion :

TP =
N∑
i

yiŷi FP =
N∑
i

yi(1− ŷi)

FN =
N∑
i

(1− yi)ŷi TN =
N∑
i

(1− yi)(1− ŷi)

La formule du MCC devient après simplification :

LMCC = 1−

∑
yiŷi −

∑
yi
∑
ŷi

N√∑
yiŷi −

∑
yi
(∑

ŷi
)2

N
−
(∑

yi
)2∑

ŷi

N
+
( ∑ yi

∑
ŷi

N

)2 (1.12)

Cette fonction est différentiable en chaque point et il est possible de vérifier que le
minimum est atteint quand FP = 0 et FN = 0, autrement dit quand l’ensemble des
pixels est bien classé.

Revenons à la fonction de coût de manière générale. Pour minimiser cette fonction, l’un
des algorithmes d’optimisation est celui de rétropropagation qui se base sur la méthode de
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descente du gradient. L’algorithme de descente du gradient va permettre d’approcher un
minimum local de la fonction en cherchant les points auxquels son gradient est nul. Dans
le cas particulier des réseaux de neurones, cela revient à dire qu’à chaque itération, on
effectue le calcul du gradient de la fonction par rapport à chaque poids du réseau. Puis,
en fonction de la valeur, les poids sont mis à jour. Un paramètre α, appelé coefficient
d’apprentissage (learning rate en anglais) est introduit afin de pondérer la mise à jour. Le
coefficient d’apprentissage fait partie des hyperparamètres, ce sont les paramètres qui ne
sont pas modifiées lors de l’apprentissage comme c’est le cas pour les poids, les biais, etc.

Il existe des problèmes qui peuvent survenir durant le processus de l’apprentissage.
Parmi eux, il y a le sur-apprentissage. Il se définit comme un mauvais paramétrage des
hyperparamètres, notamment ceux issus de la descente du gradient, ou bien comme une
base de données d’apprentissage de mauvaise qualité (trop petite, non représentative,
etc.). Si le réseau a sur-appris, il est capable de capturer des informations inutiles pour
accomplir sa tâche, et il devient souvent incapable de généraliser les caractéristiques des
données. Cela limite son utilisation à de nouvelles données (non issues de la base d’ap-
prentissage).

Un autre problème est celui de l’atteinte même du minimum. En effet, il est possible
que la descente de gradient atteigne un minimum local de la fonction et non le minimum
global. Pour réduire ce risque des méthodes ont été mises en œuvre. Parmi elles nous al-
lons aborder l’algorithme d’optimisation ADAM largement utilisé depuis son introduction
[Kingma and Ba, 2014]. Adam est un algorithme d’optimisation qui peut être utilisé à la
place de la descente de gradient (stochastique) pour mettre à jour les poids du réseau de
manière itérative en fonction des données d’apprentissage. L’un des défauts de la descente
de gradient est le suivant : le coefficient d’apprentissage est le même pour toutes les mises
à jour de poids et ne change pas au cours de l’apprentissage. ADAM est la fusion de deux
autres méthodes qui avaient été proposées Adaptive Gradient Algorithm (AdaGrad) et
Root Mean Square Propagation (RMSProp) [Ruder, 2016]. Au lieu d’adapter le coefficient
d’apprentissage α sur les valeurs de la moyenne des gradients (comme dans RMSProp),
ADAM utilise également la moyenne des variances non centrées. Plus précisément, l’al-
gorithme calcule une moyenne exponentielle du gradient et du gradient au carré (sur une
fenêtre temporelle glissante). Deux paramètres β1 et β2 sont introduits afin de contrôler
les taux de décroissance de ces deux moyennes.

1.7.4 Régularisation d’un réseau de neurones

En employant la descente de gradient pour apprendre les poids des neurones un pro-
blème survient. Ce problème est celui de la valeur du gradient qui tends vers 0 au fur
et à mesure que l’on remonte le réseau. Cela entraîne que les poids ne se mettent pas à
jour. Afin de pallier ou du moins limiter ce problème, des techniques de régularisation ont
été proposées. Nous allons nous limiter à trois méthodes : le shakeout, la normalisation et
l’augmentation de données.
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1.7.4.1 Dropout et Shakeout

La première technique est le Dropout. Cette méthode consiste à éliminer, de manière
aléatoire selon une probabilité τ , certains neurones à chaque itération afin de diminuer le
nombre de paramètres du réseau. Le nombre de poids mis à jour est réduit. Elle peut être
interprétée comme un moyen de régulariser un réseau de neurones en ajoutant du bruit à
ses unités cachées. Cette idée a déjà été utilisée dans le contexte des auto-encodeurs pour
débruiter [Vincent et al., 2008] où du bruit est ajouté aux entrées d’un auto-encodeur et
la sortie du réseau n’est pas modifiée. Cette technique peut se formaliser. En reprenant la
notion introduite dans la sous-section 1.7.1 et en fixant la couche sur laquelle est appliquée
le dropout (c’est-à-dire en fixant j afin d’alléger la notion) nous avons l’opération d’une
couche :

zj = W jaj−1 + bj

aj = f j(zj)

Maintenant, avec le principe de dropout, ces équations sont remplacées par :

rj−1
i ∼ Bernouilli(τ)

ãj−1
i = rj−1

i aj−1
i

zj = W jãj−1 + bj

aj = f j(zj)

où rj−1
i est une variable qui a la probabilité τ de valoir 1

1−τ
sinon 0. Plus récemment,

une généralisation de cette méthode a été proposée. Elle s’intitule shakeout [Kang et al.,
2018]. Cette méthode prend en entrée un autre paramètre c. Les deux premières équations
deviennent alors :

rj−1
i ∼ Bernouilli(τ)

ãj−1
i =

 −csj−1
i si rji = 0

(aj−1
i ) + cτsj−1

i

1− τ
sinon

où sj−1
i est le signe de la variable aj−1

i . La technique du dropout se retrouve avec c = 0.

1.7.4.2 Couche de normalisation

La méthode de descente de gradient a quelques inconvénients. Lorsque le réseau calcule
le gradient en fonction des entrées de n’importe quelle couche, les poids sont mis à jour
selon la direction indiquée par le gradient. Mais comme les couches sont empilées les unes
après les autres, une légère mise à jour des poids peut produire des valeurs trop fortes ou
trop faibles pour le gradient, rendant la mise à jour dans les couches antérieurs difficiles.
La normalisation restreint la distribution des valeurs des poids, ce qui aide le réseau à
produire des valeurs de gradients plus optimales pour la mise à jour des poids.
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Il existe différentes façon de normaliser les entrées [Qiao et al., 2019]. Nous allons nous
intéresser uniquement à la normalisation par batch (Batch Normalization ou BN en an-
glais). La couche BN se concentre sur la normalisation des entrées d’une couche spécifique
(c’est-à-dire le résultats des activations des couches précédentes). La normalisation des
entrées signifie que les entrées de n’importe quelle couche du réseau doivent avoir une
moyenne et une variance unitaire approximativement nulles. Mathématiquement, cela re-
vient à soustraire la moyenne des entrées puis à diviser par l’écart type. L’algorithme 1
résume les calculs effectués pour cette normalisation.

Algorithme 1 : Algorithme de normalisation (BN)
Entrée(s) : x = {x1, . . . , xn} le vecteur d’entrées

γ et β deux paramètres d’apprentissage
Sortie(s) : yi = BNγ,β(xi)

µ← 1

n

n∑
i=1

xi

σ2 ← 1

n

n∑
i=1

(xi − µ)2

x̂i ←
xi − µ√
σ2 + ε

/* ε est une valeur pour éviter la division par 0 */

yi ← γx̂i + β

1.7.4.3 Augmentation de données

La deuxième technique est l’augmentation de données (data augmentation en anglais)
[Shorten and Khoshgoftaar, 2019]. L’objectif est d’augmenter artificiellement, le nombre
des échantillons d’apprentissage en ajoutant de la variabilité dans les données, mais sans
affecter leur sémantique. Dans le cadre d’images, nous pouvons ajouter de nouvelles images
en effectuant des rotations, des symétries verticale/horizontale, en changeant leurs dimen-
sions ou l’intensité lumineuse.

1.7.5 Réseaux de neurones convolutifs

En traitement d’images, la convolution est une opération importante. Elle permet de
détecter des contours comme nous l’avons vu. Elle permet également de lisser l’image
d’entrée en appliquant un filtre moyenneur, qui comme son nom l’indique va effectuer une
moyenne d’un voisinage du pixel. La convolution par un filtre Gaussien a pour objectif de
réduire le bruit, i.e. diminuer les variation d’intensités. Toutes ces applications de la convo-
lution ont poussé à essayer d’effectuer la même opération dans un réseau de neurones. Par
ailleurs, d’autres couches ont été introduites dans les réseaux de neurones convolutifs ap-
portant chacune leurs avantages. Nous allons aborder, dans cette sous-section, différentes
couches largement utilisées dans des réseaux servant à segmenter une image.
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1.7.5.1 Couche de convolution

Un réseau de neurones convolutif est un réseau de neurones qui utilise l’opération
mathématique de convolution, voir sous-section 1.4.2. Nous allons voir ici des paramètres
importants de la convolution. Notons que les réseaux de neurones convolutifs utilisent par
abus de langage le terme convolution bien qu’il s’agisse d’une corrélation croisée [Borsellino
and Poggio, 1973]. Mais la propriété de commutativité de la convolution n’est pas utilisée
par les réseaux.

Une couche de convolution se caractérise par :
• les dimensions du noyau de convolution, n et m ;
• le nombre de filtres de convolution k ;
• le pas de convolution (stride en anglais). Il s’agit du décalage du noyau de convo-

lution. Par exemple, un stride= (1, 1) revient à dire que le noyau se déplacera de 1
dans ses mouvements horizontaux et de 1 dans ses mouvements verticaux ;
• enfin le padding. Ce paramètre permet de définir le dépassement de l’image pour

pouvoir appliquer la convolution. Les pixels hors de l’image sont initialisés selon
différentes méthodes, la plus simple étant de mettre des zéros.

Afin de faciliter la compréhension par la suite, nous fixerons les dimensions du noyau
à 2 avec une taille carrée (n = m), un pas s et un padding p. Nous allons voir deux types
de convolution : la convolution classique et la déconvolution.

La convolution classique, il s’agit tout simplement d’avoir une couche du réseau qui
effectue de manière classique la convolution. Les objectifs étant de filtrer l’image, de faire
le calcul de gradient (de l’image), etc.

L’utilisation de couches convolutives est pertinente dans le sens où, d’une part les
paramètres des noyaux de convolutions sont partagés. C’est-à-dire que que deux entrées xi
et xj auront les mêmes poids de convolutions. Autre avantage, celui de la convolution elle-
même qui permet d’effectuer des calculs qu’une couche classique ne pourrait faire. Ainsi,
cela permet d’extraire davantage d’informations. Enfin, la convolution est équivariante,
c’est-à-dire que si l’entrée change d’une certaine façon, la sortie change de la même façon.
Ainsi, si l’image d’entrée est translatée, alors les cartes d’activations seront translatées.

Les couches de convolution sont très majoritairement suivies d’une couche de ReLU,
ou des variantes. En effet, la fonction ReLU supprime les valeurs négatives des cartes ce
qui simplifie les calculs.

La figure 1.15 montre l’influence des paramètres comme le pas, le padding ou bien le
nombre de filtres k. Dans le premier cas, la taille des filtres est de 3 × 3, avec s = 1,
p = 1 et k = 6. Dans le deuxième cas, le stride est fixé à s = 2, réduisant la dimension
en sortie. Puis, le padding est mis à 0. On remarque que cela produit une sortie de même
dimension qu’avec les paramètres précédents. Cependant, les valeurs de sortie diffèrent
car la convolution n’est pas appliqué sur les mêmes pixels. Enfin, dans le dernier la cas le
nombre de filtres k a été réduit à 3.

1.7.5.2 Couche de normalisation dans le cadre d’un réseau convolutif

Dans un réseau convolutif l’entrée de chaque couche est un vecteur X ∈ RN×H×W×C ,
où N ∈ N est la taille du batch, H ∈ N, W ∈ N et C ∈ N sont les dimensions de

50



1.7. Apprentissage automatique - Réseaux de neurones

(a) (n, s, p, k) = (3, 1, 1, 6) (b) (n, s, p, k) = (3, 2, 1, 6)

(c) (n, s, p, k) = (3, 1, 0, 6) (d) (n, s, p, k) = (3, 1, 1, 3)

Figure 1.15 – Exemples de couches convolutives. Les cases bleutées représentent les
entrées, les cases blanches représentent les ajouts dus au padding, les cases violettes re-
présentent les sorties après convolution. Celles de couleurs soulignent l’influence des pa-
ramètres.

l’image (hauteur, largeur et nombre de canaux). Dans ce cadre, la couche de normalisation
BN consiste à faire la somme selon les axes N,H et W . C’est-à-dire que pour un canal
c ∈ [0 . . . C − 1], le canal Yc de la sortie sera obtenue par les calculs suivants :

µc =
1

N ×H ×W
∑
k

∑
i

∑
j

Xk,i,j,c

σ2
c =

1

N ×H ×W
∑
k

∑
i

∑
j

(Xk,i,j,c − µc)
2

X̂c =
Xc − µc√
σ2
c + ε

Yc = γcX̂c + βc

où γc et βc sont deux paramètres appris par le réseau et propres à chaque canal c.

1.7.5.3 Couche d’échantillonnage - Pooling

Similaire à la couche de convolution, la couche d’échantillonnage va réduire la taille
spatiale des cartes de caractéristiques, mais elle doit conserver les informations les plus
importantes [Sun et al., 2017]. Il existe différents types d’échantillonnage [Franchi et al.,
2020] : maximum (max pooling en anglais), moyen (average pooling), etc.

L’échantillonnage consiste à appliquer un noyau de taille n×n sur la carte d’activation
en le faisant glisser avec un pas (stride) préalablement défini (le pas est généralement égal
à la taille du noyau pour éviter le phénomène de chevauchement de noyau). Par exemple,
le max pooling renvoie la valeur maximale de la partie de l’image couverte par le noyau.
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Dans un autre cas, nous voudrions prendre la moyenne de tous les éléments couverts par
le noyau, cela est fait par l’average pooling. Le max pooling permet de supprimer le bruit.
D’un autre côté, l’average pooling effectue une moyenne de l’information, il est possible
que l’information qui sort du lot (forte valeur) disparaisse par un tel traitement. Par
conséquent, en pratique, le max pooling est beaucoup plus utilisé que l’average pooling.

La forme la plus courante est une couche d’échantillonnage avec des noyaux de taille
2× 2 appliqués avec un pas de 2. Cela réduit la dimension de l’entrée par 2, élimine 75%
des activations et laisse la dimension de profondeur inchangée.

La figure 1.16 montre deux exemples de couches d’échantillonage, la première est une
couche max pooling de taille 2 × 2 avec un pas de 2 pour réduire la dimension par 2. Le
deuxième exemple est une couche average pooling de taille 3× 3 avec un pas de 1.

Figure 1.16 – Exemple du max pooling de taille 3 × 3 avec un pas de 2 et du average
pooling avec les mêmes paramètres.

1.7.5.4 Couche de suréchantillonnage - Upsampling

Cette couche est l’opération inverse de la couche précédente. Cette couche va agrandir
la taille spatiale des cartes caractéristiques. Tout comme pour l’échantillonage, il existe
différente façon de suréchantilloner.

Pour suréchantilloner il est nécessaire de compenser les valeurs de pixels ajoutés. La
méthode la plus courante est l’interpolation [Gonzalez and Woods, 2018]. Il existe diffé-
rentes manières d’interpoler des valeurs entre elle : au plus proche, bilinéaire, bicubique,
etc.

L’interpolation au plus proche, comme son nom l’indique, consiste à affecter à un
pixel (ajouté) la valeur du pixel le plus proche. Cette interpolation est simple, mais elle
a tendance à produire des artefacts, tels qu’une distorsion importante des bords. Une
approche limitant cet effet est l’interpolation bilinéaire. L’idée est de résoudre l’équation
suivante :

I(i, j) = ai+ bj + cij + d

où a, b, c et d sont les inconnues. Supposons que l’on veuille attribuer une valeur au pixel
p = (i, j). Nous connaissons l’équation pour les quatre pixels voisins de p (voir figure 1.17).
Nous avons un système d’équations à quatre inconnus à résoudre. Une fois les valeurs de
a, b, c et d déduites, il est possible d’affecter la valeur au pixel p.

D’autres méthodes pour suréchantilloner ont été proposées pour améliorer les perfor-
mances des réseaux [Anwar et al., 2020].
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Figure 1.17 – Interpolation bilinéaire d’un pixel (i, j)

1.7.5.5 Couche d’attention - Attention

Dans le cadre de la segmentation d’images, l’attention est un moyen de ne mettre
en évidence que les activations (des neurones) pertinentes pendant l’apprentissage. Cela
permet de réduire la quantité de calcul fait sur les activations non pertinentes, ce qui
donne au réseau un meilleur pouvoir de généralisation. Essentiellement, le réseau peut
prêter attention à certaines parties de l’image.

L’attention se présente sous deux formes : soft et hard [Xu et al., 2015]. La première
consiste à calculer l’attention comme une somme pondérée des états cachés de l’enco-
deur. Les zones de haute pertinence ont des poids plus importants et les zones de faible
pertinence ont des poids plus faibles. Au fur et à mesure de l’apprentissage du réseau,
l’attention se porte davantage sur les régions ayant un poids plus élevé.

Pour la deuxième forme d’attention, au lieu de la moyenne pondérée de tous les états
cachés, on utilise des scores pour sélectionner un seul état caché. Cette sélection pose
un problème, parce que la fonction utilisée pour extraire l’état caché n’est pas nécessaire-
ment différentiable (par exemple la fonction argmax). Des techniques plus complexes sont
employées pour pallier à ce souci comme l’extraction automatique de régions pertinentes
(region proposal en anglais) [Ren et al., 2015].

Les couches d’attention peuvent également avoir un rôle à jouer dans le cadre d’une
réduction des paramètres du réseau. En effet, nous l’avons dit, les couches d’attention
peuvent allouer les ressources disponibles pour se concentrer de manière sélective sur le
traitement d’une partie particulière de l’image au lieu de l’ensemble de la scène. Dans le
cadre du traitement d’images, il est possible de définir trois grandes familles d’attentions :
celle portée sur les informations spatiales (où faire attention), celle qui se concentre sur
les canaux (à quoi faire attention) [Hu et al., 2018, Yang et al., 2020, Zhu et al., 2021a] et
la dernière famille étant celle qui combine à la fois l’information spatiale et l’information
basée sur les canaux (où et à quoi faire attention).

Le processus d’attention, qui repose sur le mécanisme visuel de discrimination des
régions que l’on visualise, peut se résumer par la formule :

Attention = F (G(x),x) (1.13)
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Figure 1.18 – Principe de la couche d’attention proposée par [Oktay et al., 2018].

L’entrée donnée à la couche d’attention est représentée par x. La fonction G représente le
mécanisme de sélection des régions pertinentes. La fonction F est la fonction qui modifie
l’entrée selon l’attention résultante de G. La plupart des couches d’attention qui ont été
proposées peuvent s’écrire sous la formulation proposée.

Oktay et al. proposent un système d’attention pour la segmentation d’images [Oktay
et al., 2018]. Le principe est le suivant :

1. L’entrée est composée des vecteurs x et g ;
2. le vecteur g vient de la couche précédente du réseau. Dans le cas d’un réseau de

convolution usuel, ce vecteur a une meilleure représentation des caractéristiques
puisqu’il vient d’une couche plus profonde du réseau ;

3. les vecteurs x et g passent par une convolution (respectivement de noyau Wx et
Wg), elle permet que leurs dimensions soient égales si nécessaires ;

4. les deux vecteurs sont additionnés (élément par élément) ;
5. le vecteur résultant passe par une couche d’activation ReLU σ1 et une convolution
Ψ 1x1 qui ramène aux dimensions d’entrée ;

6. puis il passe par une fonction sigmoïde σ2 qui le met à l’échelle dans la plage de
valeurs [0, 1], produisant les poids de l’attention (où les coefficients proches de 1
indiquent des caractéristiques plus pertinentes) ;

7. les coefficients d’attention sont rééchantillonnés aux dimensions d’origines de x en
utilisant une interpolation trilinéaire (notée Interp).

8. enfin, les poids d’attention sont multipliés (élément par élément) au vecteur x d’ori-
gine, en mettant à l’échelle le vecteur selon la pertinence. Les poids sont ensuite
transmis dans le suite du réseau.

En reprenant la formule générale d’une couche d’attention, la solution proposée par
Oktay et al. s’écrit sous la forme suivante :

G(x,g) = Inter(σ2(Ψ(σ1(Wg ∗ g +Wx ∗ x))))
F (G(x,g),x) = G(x,g)x

La figure 1.18 synthétise la couche d’attention présentée ci-dessus.
Woo et al. [Woo et al., 2018] combinent les attentions spatiales et de canaux pour pro-

poser un module d’attention par bloc convolutif (appelé CBAM pour Convolutional Block
Attention Module). Leur module infère, de manière séquentielle, les cartes d’attention se-
lon deux chemins : celui par les canaux et celui spatial. Tout d’abord la carte d’attention
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est portée sur les canaux. Deux opérations sont faites sur le vecteur x ∈ RC×H×W : le
calcul du maximum xc

max et de la moyenne xc
moy sur les dimensions spatiales (H et W ).

Un premier vecteur sc est calculé :

sc = σ(W2 ∗ReLU(W1 ∗ xc
max) +W2 ∗ReLU(W1 ∗ xc

moy))

L’attention sur les canaux est donnée :

Ac(x) = scx

L’attention spatiale est faite de manière presque similaire. On effectue le calcul du maxi-
mum xs

max et de la moyenne xs
moy sur la dimension C et on applique une convolution

suivie d’une fonction sigmoïde. L’attention spatiale est résumée par :

As(x) = σ(W3 ∗ ([xs
max;x

s
moy]))

La sortie du module d’attention est :

As(Ac(x))

L’un des inconvénients de la couche proposée par Woo et al., mais aussi de Oktay
et al., est que l’attention spatiale et l’attention basée sur les canaux sont calculées de
manière indépendantes. Misra et al. [Misra et al., 2021] proposent une manière de prendre
en compte cela à travers un module ajoutant peut de paramètres. L’idée est d’effectuer
des rotations du vecteur d’entrée puis d’effectuer des convolutions de manières usuelles.
Derrière cette approche, l’idée est de mettre l’accent sur la dépendance qu’il y a entre
chaque dimension du vecteur d’entrée.

Notons Zpool la fonction qui concatène la moyenne et la valeur maximale sur la première
dimension du vecteur x ∈ RC×H×W . Notons Perm1 et Perm2 la rotation de 90◦ dans le
sens trigométrique selon les axes respectifs H et W . Les rotations inverses sont dénotées
Perm−1

1 et Perm−1
2 De manière formelle la couche d’attention proposée par Misra et al.

est :

x1 = Perm1(x)

x2 = Perm2(x)

s0 = σ(W0 ∗ Zpool(x))

s1 = σ(W1 ∗ Zpool(x1))

s2 = σ(W2 ∗ Zpool(x2))

F (G(x),x) =
1

3
(s0x+ Perm−1

1 (s1x1) + Perm−1
2 (s2x2))

1.7.6 Exemple de réseaux de neurones

Dans cette sous-section, nous allons présenter des réseaux de neurones qui seront, par
la suite, utilisés dans ce manuscrit. Il s’agit de l’architecture de base des réseaux, tout
apport sera précisé en temps voulu. Une architecture typique des réseaux de convolution
peut simplement se voir comme un réseau encodeur suivi d’un réseau décodeur.
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Figure 1.19 – Architecture du réseau ResNet-50 d’après [He et al., 2016].

ResNet [He et al., 2016]

Le réseau de neurones résiduel (Residual Network en anglais) ou simplement ResNet,
apparaît suite au problème de rétropropagation du gradient et l’augmentation de l’erreur
d’apprentissage [He et al., 2016]. En effet, lorsque le réseau de neurones est trop profond,
c’est-à-dire que le nombre de couche est grand, le gradient se réduit à zéro au fur et à
mesure de la rétropropagation. La mise à jour des poids des différentes couches ne se
fait presque plus, d’où la difficulté d’apprendre. Avec ce réseau, l’optimisation est assurée
par des connexions résiduelles. Cela permet au gradient de passer dans deux couches de
convolution, mais aussi de passer directement à travers un saut aux couches suivantes en
reliant l’entrée de la couche n à la sortie de la couche (n + a). ResNet ne segmente pas
d’images, il s’agit un réseau encodeur (voir figure 1.19) dont la sortie est un vecteur.
Néanmoins, il a été utilisé dans d’autres réseaux convolutifs.

SegNet [Badrinarayanan et al., 2017]

SegNet suit l’architecture typique d’un réseau de convolution [Badrinarayanan et al.,
2017]. En effet, il se compose d’un réseau encodeur suivi d’un réseau décodeur (voir
figure 1.20).

La partie encodante est organisée en cinq parties, contenant un ensemble de blocs.
Chaque bloc comprend une couche convolutive, une couche de normalisation (les cartes
d’activations sont normalisées), une couche ReLU et une couche d’échantillonnage de taille
2× 2 et un stride de 2 (réduisant les dimensions par 2).

L’architecture du décodeur est organisée de la même manière, en cinq parties com-
posées de blocs. Les couches sont similaires à celles des blocs de l’encodeur, sauf qu’ici
chaque bloc comprend une couche de sur-échantillonnage (l’opération inverse du pooling).
Les couches du décodeur sont connectées à celles de l’encodeur à l’aide de la méthode
pooling indices où l’idée est de garder en mémoire la position lors de la couche d’échan-
tillonage max pooling. L’image de sortie est multicanaux dont chaque canal k représente
la probabilité pour un pixel d’appartenir à la classe k.

SegNet est utilisé dans des segmentations multi-classes. Il a été développé dans le
cadre d’analyse d’images de scène de route. Il est également très utilisé car le nombre de
paramètres est moindre par rapport à d’autres réseaux grâce la couche d’échantillonnage
proposée.
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Figure 1.20 – Architecture du réseau SegNet d’après [Badrinarayanan et al., 2017].

Figure 1.21 – Architecture du réseau U-Net, d’après [Ronneberger et al., 2015]

Unet [Ronneberger et al., 2015]

Ronneberger et al. proposent un réseau baptisé U-Net [Ronneberger et al., 2015]. Son
nom provient de l’aspect qu’il a lorsque l’on schématise le réseau. Il est construit de la
même façon que SegNet : une partie encodante et une partie décodante composée de blocs
qui se répètent. Cependant, dans U-Net la liaison entre les blocs encodants et les blocs
décodants est la concaténation de ces blocs entre-eux (voir figure 1.21).

Le réseau encodeur est composé de deux couches de convolutions 3 × 3 avec ReLU
comme activation, puis d’une couche d’échantillonage de taille 2 × 2 et un stride de 2
(réduisant les dimensions par 2).

Le réseau décodeur est composé d’une couche de sur-échantillonnage, suivi d’une
concaténation avec la sortie du bloc du réseau encodeur du même niveau, puis de deux
couches de convolution de taille 3× 3.

U-Net a été proposé pour la segmentation d’images médicales. Sa force réside dans sa
faculté à apprendre sur des jeux de données réduits.
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Mask-RCNN [He et al., 2017]

Le réseau Mask R-CNN [He et al., 2017] est plus complexe que les précédents (voir
figure 1.22). En effet, ce réseau a un double objectif, il doit à la fois segmenter et à
la fois donner une sémantique, le tout en ayant plusieurs objets à traiter en simultané.
L’objectif était de proposer un réseau capable de faire ces deux opérations pour un panel
considérable d’objets du quotidien (ballons, piétons, bancs, voitures, etc.). Il s’agit d’une
extension du modèle Faster RCNN. Mais contrairement à Faster RCNN [Girshick, 2015],
dont l’objectif est de classer sémantiquement les objets et de fournir la boîte engloblante
associée aux objets, Mask R-CNN va plus loin en proposant une segmentation.

Mask R-CNN se décompose en deux grandes parties (qui sont des réseaux de neurones).
La première consiste à créer des régions où il pourrait y avoir un objet à détecter. Cette
partie s’appelle region proposal network (voir la section sous-sous-section 1.7.5.5). La
seconde partie est de classer chacune des régions détectées à la première étape, et proposer
une segmentation pour ces régions. Les deux parties sont connectées à l’aide d’un troisième
réseaux, appelée backbone structure. Par exemple, ResNet peut-être utilisé en tant que
backbone.

De part son apprentissage sur un large jeu de données, il est possible de le faire ré-
apprendre très simplement sur un jeu de données spécifique.

Refine Net [Lin et al., 2017]

Refine Net propose une approche multi-résolution, qui va employer à quatre reprises
une architecture avec des unités d’affinement (Refining units en anglais) [Lin et al., 2017].
Chaque unité est connectée à un réseau résiduel (voir ResNet) et au bloc d’affinement
antérieur, c’est-à-dire celui à une échelle plus grande (voir figure 1.23).

Chaque unité est composée de deux unités de convolution résiduelle (RCU) chacune

Figure 1.22 – Architecture du réseau Mask-RCNN d’après [He et al., 2017].
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Figure 1.23 – Architecture du réseau RefineNet d’après [Lin et al., 2017].

incluant deux couches de convolution. Les sorties des RCU sont fusionnées dans un bloc
de fusion multi-résolution composé d’une couche de convolution et d’une couche de sur-
échantillonage. Une chaîne de blocs d’échantillonage de taille 5×5 suivie d’une convolution
3× 3 est opérée sur les cartes caractéristiques de telle sorte qu’un bloc d’échantillonnage
prenne la sortie du bloc précédent en entrée. Ce procédé permet de réutiliser les infor-
mations obtenues à l’étape d’avant évitant d’effectuer un sur-échantillonage trop grand
qui ferait perdre plus d’informations qu’autre chose. Enfin, les sorties de tous les blocs
d’échantillonage sont fusionnées avec les cartes de caractéristiques d’entrée par la som-
mation d’un RCU.

RefineNet a l’avantage de prendre en compte plusieurs résolutions de la même image.
En effet, le principe est le même que celui des pyramides d’images utilisés en compression
d’images ou en analyse d’images. Le réseau possède alors plus d’informations sur l’image
permettant d’améliorer ses performances.

Yolo V3 [Redmon and Farhadi, 2018]

Pour fini, Yolo V3 (You Only Look Once version 3) fait suite à la proposition de
Redmon et al. en 2016 [Redmon et al., 2016] inspiré de Resnet [He et al., 2016]. Dans
cet article de 2016, ils ont présenté une nouvelle approche pour la détection d’objets.
L’extraction de caractéristiques et la localisation des objets ont été réunies en un seul
bloc. Leur architecture, en une seule étape, appelée YOLO (You Only Look Once), permet
un temps d’inférence très rapide. L’idée derrière YOLO est la suivante : il n’y a pas de
modules de classification/détection qui se synchronisent les uns avec les autres et pas
de region proposal network comme dans les réseaux RCNN (voir Mask-RCNN). Il s’agit
essentiellement de convolutions tout au long du processus. Au lieu de découper les zones
selon la probabilité de présence d’un objet puis de les transmettre à un autre réseau qui
effectue la classification/segmentation, le réseau YOLO propose de le faire d’une seule
traite.
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Figure 1.24 – Architecture du réseau YOLO V3.

La figure 1.24 montre l’architecture du réseau. Un réseau squelette est utilisé : Dark-
net54. Il proche des parties encodeur des réseaux auto-encodeurs vus précédemment. La
seconde partie effectue la classification.

1.8 Résumé

Nous venons de décrire formellement ce qu’est une image, ce qu’est la segmentation.
Nous avons pu définir, à partir d’une segmentation, la notion d’image labellisée. Puis nous
avons évoqué les objectifs de la segmentation : mesurer des objets, donner une sémantique,
etc. Cela nous a amené à parler des méthodes pour mesurer la qualité d’une segmentation,
notamment à l’aide d’une vérité terrain donnée par des opérateurs humains.

Par la suite, nous avons abordé différentes techniques de segmentation qui seront
utilisées dans les chapitres suivants. Nous avons commencé par les méthodes les plus
simples reposant sur l’analyse de l’histogramme de l’image avec la méthode d’Otsu [Otsu,
1979, Yuan et al., 2015]. Puis, nous avons introduit la méthode de l’hystérésis utilisant
deux seuils au lieu d’un [Medina-Carnicer et al., 2009, Khan et al., 2020]. S’en est suivi
des approches par frontières en commençant par la méthode de Canny [Canny, 1986]
après l’introduction du calcul du gradient [Sobel and Feldman, 1968, Kirsch, 1971, Hast,
2014]. Nous avons également introduit la méthode d’accroissement de régions ainsi que
des méthodes pour subdiviser une image [Horowitz, 1974, Achanta et al., 2010, Wang
et al., 2017]. Dans la suite, nous avons décrit la méthode des contours actifs [Kass et al.,
1988, Chan and Vese, 2001b, Zhang et al., 2015]. Pour finir, nous avons détaillé les réseaux
de neurones : le calcul au sein d’un neurone, les fonctions d’activations, l’apprentissage
des poids du neurones en parlant de la fonction de coût (entropie croisée binaire et le
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coefficient de corrélation de Matthews [Matthews, 1975, Abhishek and Hamarneh, 2021]).
Nous avons aussi cité les méthodes pour effectuer l’apprentissage, avec la descente du
gradient et ADAM [Kingma and Ba, 2014]. Nous avons évoqué des méthodes afin de
régulariser le réseau avec la méthode du dropout ou de sa forme plus générale le shakeout
[Vincent et al., 2008, Kang et al., 2018]. Nous avons détaillé des réseaux de neurones
spécifiques au traitement d’images : les réseaux convolutifs. Finalement, nous avons donné
quelques exemples de réseaux convolutifs ayant montré des résultats probants sur diverses
applications [Ronneberger et al., 2015, He et al., 2016, He et al., 2017, Badrinarayanan
et al., 2017].

La tableau 1.2 résume les principaux avantages et les inconvénients des différentes
méthodes abordées au cours de ce chapitre.
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Méthode Avantages Inconvénients
Otsu

• Rapide
• Aucun paramétrage

• Très sensible au bruit
• Uniquement bimodal

Hystéresis
• Rapide
• Peu (ou aucun)

paramétrage

• Sensible au bruit
• Seuillage global

Canny
• Rapide
• Adaptable

• Sensible (calcul du
gradient)
• Détection des

contours

Accroissement de régions
• Robuste
• Adaptable

paramétrage

• Choix de la
subdivision et de la
fusion
• Paramétrage difficile

et manuel

Contours actifs
• Robuste
• Adaptable

paramétrage

• Choix des forces du
contours
• Paramétrage difficile

et manuel

Réseaux de neurones
• Robuste
• Adaptable
• Rapide (à

l’exécution)

• N’abouti pas
nécessairement à la
meilleure solution
• Temps

d’entraînement

r

Table 1.2 – Résumé des méthodes vues au cours de ce chapitre avec leurs principaux
avantages et inconvénients.
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Chapitre 2. Segmentation : les applications aux bois

2.1 Introduction

Nous venons de voir différentes méthodes de segmentation. Dans ce chapitre, nous
nous intéressons à leur utilisation dans le cadre d’images RVB de coupes transversales de
grumes de bois.

Il conviendra en premier lieu de détailler l’anatomie du bois afin de présenter les
éléments qui, dans le cadre du projet TreeTrace, nous intéressent. Les éléments sur lesquels
nous porterons notre attention sont ceux qui permettent d’estimer la qualité du bois. Tous
les éléments anatomiques qui seront abordés sont présentés dans la section 2.2. Puis, nous
aborderons dans la section 2.4 les méthodes de segmentation de la grume en elle-même afin
de l’isoler pour mieux analyser les autres éléments anatomiques. Ensuite, nous regarderons
la segmentation du duramen dans la section 2.5. Enfin, nous détaillerons les méthodes de
segmentation des cernes de croissance dans la section 2.6.

2.2 L’anatomie du bois

Le bois est un matériau renouvelable qui possède des propriétés favorables d’un point
de vue écologique, mais également pour une utilisation structurelle. Du côté du consom-
mateur, le bois est apprécié pour sa qualité visuelle, haptique ou olfactive. Toutefois,
l’origine biologique du bois entraîne une variabilité considérable de ses propriétés, tant
au niveau microscopique qu’au niveau macroscopique. Nous parlons ci-après des éléments
anatomiques visibles sur une image de section de grumes, comme par exemple les cernes
de croissances, l’aubier et le duramen, etc.

2.2.1 Les cernes

Chaque année, l’arbre croît en largeur formant une couche supplémentaire de bois
nommée cerne annuel de croissance, anneau de croissance ou simplement cerne. La partie
centrale de l’arbre, ou le centre structurel de l’arbre, est appelée la moelle.

Les cernes se distinguent dans les régions tempérées où le bois initial, formé au prin-
temps (vers avril), est plus poreux que le bois final, formé en été et au début de l’automne
(jusqu’en octobre). L’hiver marque l’arrêt de croissance et donc l’arrêt de la formation
de nouvelles cellules. Cet arrêt est visible à l’échelle microscopique. Il est plus ou moins
visible à l’œil sous la forme de limite pour le cerne annuel (voir figure 2.1). Dans les régions
tropicales, des limites de cernes plus feutrées peuvent correspondre à des changements de
saisons (l’absence de certains cernes est possible).

Il existe une relation entre la vitesse de croissance et la densité du bois chez les résineux.
Les résineux à croissance rapide, c’est-à-dire à cernes larges, sont moins denses que les
résineux à croissance lente (cernes étroits). Cette propriété découle du fait que le bois d’été
est dense. Mais aussi que la largeur du bois d’été reste plus ou moins constante quelle que
soit la vitesse de croissance, à quelques exceptions près (comme le douglas ou le mélèze).
La croissance rapide entraîne une formation plus importante de bois de printemps moins
dense. D’un point de vue commercial, les bois à croissance lente sont plus recherchés, car
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(a) Échelle microscopique (b) Échelle macroscopique

Figure 2.1 – Exemple de coupes transversales d’épicéa. La limite de cerne est visible à
l’échelle microscope et macroscopique.

leurs propriétés mécaniques sont meilleures. Ils ont également une homogénéité visuelle
intéressante pour un ébéniste ou un menuisier [Trouy and Triboulot, 2019].

2.2.2 Orientation du bois

Une coupe de grume de bois n’est pas la même selon comment elle est coupée. Dans
le cadre de la thèse, nous nous intéressons aux coupes transversales. Il nous faut définir la
notion de transversalité. La manière dont l’arbre croît permet de définir une orientation
pour le bois. Les trois directions (voir figure 2.2) sont :
• longitudinale (L), dans l’axe du tronc ;
• radiale (R), perpendiculaire à L et passant par la moelle ;
• tangentielle (T), perpendiculaire à R et tangente aux cernes.
À partir de ces trois directions, il est possible de débiter une pièce de bois selon trois

plans distincts (voir figure 2.2) :
• un plan transversal RT, selon l’axe radial et tangentiel, autrement dit perpendicu-

laire à l’axe de l’arbre ;
• un plan (longitudinal) radial LR, parallèle à l’axe et passant par la moelle ;
• un plan (longitudinal) tangentiel LT, tangent aux cernes ;

Dans la suite du manuscrit nous ne nous intéresserons qu’aux coupes
transversales.

Le bois est anisotrope, c’est-à-dire que ses propriétés physiques ne sont pas les mêmes
selon ces trois directions. Par exemple, la résistance mécanique du bois est beaucoup
plus forte dans la direction L que dans les directions R et T. Le bois vert ayant des
dimensions maximales, ces changements de dimensions sont appelés retrait du bois. Ainsi,
le retrait n’est pas le même dans les trois directions entraînant la formation de fissures
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Figure 2.2 – Les trois directions et plans possibles dans le bois, d’après [George et al.,
2020].

(ou de roulures) lors du séchage de la grume. La figure 2.1 montre un exemple de fissure
visible le long de l’axe radial à l’échelle macroscopique. Le retrait est une propriété très
anisotrope, le retrait axial est souvent négligé par rapport au retrait tangentiel et au
retrait radial [Trouy and Triboulot, 2019]. Afin d’éviter que le bois ne subisse des retraits
après mise en œuvre, qui entraînerait des problèmes notamment dans les assemblages, il
est indispensable de le sécher avant tout usinage. En plus d’être anisotrope, le matériau
bois est aussi hétérogène. C’est-à-dire que ses propriétés physiques ne sont pas les mêmes
en tout point.

2.2.3 Fonctions du bois

Les propriétés physiques du bois déterminent en partie sa qualité. Or, ces dernières
sont liées aux fonctions du bois dans l’arbre. Dans un arbre, le bois a plusieurs fonctions
dont les plus importantes sont :

1. la conduction de la sève brute. L’eau et les minéraux puisés dans le sol par les racines
sont acheminés jusqu’aux feuilles ;

2. le soutien mécanique ;
3. le stockage des réserves et l’élaboration d’éléments chimiques nécessaires aux cellules.
Chez les résineux, les fonctions de conduction et de soutien mécanique sont assurées

par les trachéides, des cellules longitudinales peu spécialisées. Chez les feuillus, des cel-
lules longitudinales plus grosses que les autres sont spécialisées dans la conduction : les
vaisseaux. Les fibres, des cellules longitudinales plus étroites, jouent le rôle de soutien
mécanique. Enfin, des cellules longitudinales de taille intermédiaire appelées parenchyme
assurent les fonctions de stockage ainsi que l’élaboration des besoins vitaux des cellules.
Lorsque les cellules de parenchyme s’amassent de façon radiale, elles forment un rayon
ligneux. Ces rayons sont présents chez les feuillus et dans une moindre mesure chez les
résineux.
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2.2.4 L’aubier et le duramen

L’aubier est défini comme la partie du tronc dans laquelle les cellules de parenchyme
sont encore fonctionnelles 7. Autrement dit, elles stockent les réserves sous forme d’amidon.
Elles sont aussi capables de produire des substances chimiques de défense face aux insectes
et/ou aux champignons.

Le duramen, ou bois parfait, est constitué de cellules de parenchyme mortes et non-
fonctionnelles. Chez un certain nombre d’espèces, les cellules de parenchyme avant de
mourir produisent des substances qui vont imprégner le bois et le protéger chimiquement.
Ce processus est la duraminisation. Chez certaines espèces, comme le cas du Douglas, il
arrive que le duramen apparaisse coloré à nos yeux selon sa composition chimique. Ainsi,
l’aubier peut se différencier, à l’œil, du duramen. On parle alors de bois à aubier différencié
(voir la figure 2.3). C’est cette caractéristique qui sera largement utilisée par la suite pour
segmenter le duramen. Les bois dont le duramen ne confère pas de différenciation, en terme
de couleur, sont appelés bois blancs comme par exemple le peuplier. L’imprégnation de
substances dans le duramen confère à cette partie du bois d’autres propriétés variables :
l’odeur, la durabilité naturelle vis-à-vis des champignons et des insectes, une stabilité
dimensionnelle, etc.

La duraminisation explique en grande partie certaines caractéristiques importantes,
voire essentielles des essences, à savoir la durabilité naturelle et l’imprégnabilité [Trouy
and Triboulot, 2019]. L’imprégnabilité se définit comme la faculté d’un bois à être pénétré
par un liquide (comme par exemple des produits de préservation).

Figure 2.3 – Exemple montrant la limite entre le duramen et l’aubier sur le Douglas, un
bois à aubier différencié. Sur cette essence, le duramen prend une couleur rouge/rose.

7. d’après la Norme NF B 50-002 - Bois - Vocabulaire
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2.3 Qualité du bois
Nous venons de voir différentes caractéristiques anatomiques du bois. Il est nécessaire

maintenant de les relier à la qualité du bois. Le bois présente une grande variabilité
dans ses propriétés. Elle est expliquée par la génétique, la sylviculture, le sol, le climat,
etc. Le bois est le résultat de facteurs liés à son anatomie (aubier, duramen, largeur de
cernes, excentricité, ...). C’est également le fruit des traitements qui lui sont appliqués
(séchage, ...). Cette variabilité n’est pas uniquement interspécifique (entre essences), elle
est également intraspécifique (variabilité d’un arbre à l’autre de la même essence) et elle
l’est aussi dans un même arbre.

Le classement des bois de construction se fait très souvent à partir d’un examen visuel
dans lequel on va chercher des particularités (des nœuds, des poches de résine, ...). Deux
classements sont possibles : le classement de l’aspect sur lequel l’esthétisme est pris en
compte et le classement structurel.

Le premier classement se limite aux usages non-travaillants (comme le bardage). Les
critères de classement diffèrent d’une essence à l’autre et font l’objet de différentes normes.

Le deuxième est le classement structurel. Le bois de construction est réparti dans des
classes de résistances définies par la norme EN338 8. Des classes sont définies à partir
d’essai mécanique (flexion, traction). La classe peut être déterminée visuellement selon
les critères définis par la norme NF B 52-001 9. Comme pour le classement d’aspect, le
classement visuel pour l’emploi en structure du bois varie selon l’essence, mais des critères
sont communs : largeur des cernes, caractéristiques liées aux nœuds (diamètres), présence
de poche de résine ou de fente, etc. Par exemple, un bois rond de douglas ne peut être
en classe A (meilleure classe) que si le taux de croissance, c’est-à-dire le rayon moyen
divisé par le nombre de cernes, est inférieur à 4 mm. Ce classement servira de base pour
la recherche dans l’image des éléments pertinents à l’estimation de la qualité.

À noter qu’il est possible d’évaluer la qualité à partir d’une machine : par flexion, par
ultrasons, par vibrations, par rayonnements par rayons X, etc. Cette dernière est appelée
tomographie par ordinateur à rayons X. Dans le cadre du projet, il s’agit de savoir s’il est
possible d’estimer la qualité à partir d’une image RVB d’une coupe transversale.

2.4 Segmentation de la grume
Nous venons de voir les éléments anatomiques visibles sur une coupe transversale. Afin

d’identifier précisément les éléments nécessaires à l’estimation de la qualité du bois, il faut
supprimer tous les éléments superflus de l’image. Autrement dit, il convient de segmenter
la grume pour faciliter l’analyse des éléments pertinents pour l’estimation de la qualité.

Les deux seules études, à notre connaissance, à s’intéresser à la segmentation de coupes
transversales sont celles proposées par Schraml et Uhl [Schraml and Uhl, 2014] et celle de
Wimmer et al. [Wimmer et al., 2021].

8. https://www.boutique.afnor.org/fr-fr/norme/nf-en-338/bois-de-structure-classes-de-resistance/
fa170486/57555

9. https://www.boutique.afnor.org/fr-fr/norme/nf-b520011/regles-dutilisation-du-bois-dans-la-
construction-classement-visuel-pour-lem/fa190902/80578
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2.4. Segmentation de la grume

Figure 2.4 – Exemple des images utilisées dans l’article [Schraml and Uhl, 2014].

2.4.1 Schraml et Uhl (2014) [Schraml and Uhl, 2014]

Jusqu’à présent, les images étaient segmentées manuellement ou bien, il n’y avait pas
la nécessité d’effectuer une segmentation. En effet, l’utilisation d’images tomodensitomé-
triques est plus fréquente pour l’étude du bois et ne requiert pas un tel procédé, car le
fond est noir à l’acquisition de l’image.

Les images utilisées sont de taille 1024 × 768 pixels (jeu de données présenté dans
l’article [Schraml and Uhl, 2013], voir figure 2.4). Une conversion en niveaux de gris est
effectuée en utilisant un poids identique pour chaque composante couleur.

Schraml et Uhl utilisent l’accroissement de régions combiné à une analyse de texture.
En effet, les images RVB de coupes transversales présentent une texture principalement
due au sciage. Nous allons détailler la méthode utilisée pour mesurer la texture d’une
image. L’image est divisée en blocs. La fusion des blocs se fait par une analyse de texture,
notamment avec l’utilisation du motif binaire local. Un post-traitement est fait pour lisser
et affiner le contour obtenu par l’accroissement de régions.

Motif binaire local - Local Binary Pattern (LBP)

Il existe plusieurs façons pour mesurer la texture d’une image. La mesure que les
auteurs ont utilisée est le motif binaire local (Local Binary Patterns (LPB) en anglais).
Les LBP permettent d’extraire des descripteurs de texture spatiaux pour les images en
niveaux de gris.

Soit p = (i, j) un pixel de l’image, un voisinage de Q ∈ N points est défini à partir
d’un cercle de rayon R > 0 et de centre p. L’ensemble des voisins est donné par :

∀q ∈ J0, . . . , Q− 1K, vq = I
(
i−R sin(

2πq

Q
), j +R cos(

2πq

Q
)
)

La nouvelle valeur en p par le calcul du motif binaire local est :

I ′(p) =

Q−1∑
q=0

2qδ(vq − I(p))

où δ est la fonction Heaviside (1 si la valeur est supérieure ou égale à 0, sinon 0).
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Figure 2.5 – Schéma du principe du calcul du motif binaire local (avec Q = 8 et R = 1.0)

En appliquant ce principe à tous les pixels de l’image on obtient une image de texture.
Dans l’article, le principe est appliqué aux blocs dont l’histogramme sera comparé avec
celui des blocs voisins.

Distance d’histogramme

Il est possible de calculer une distance entre deux histogrammes. La méthode la plus
simple consiste à calculer la distance (L1, L2, distance de Hellinger, etc.) valeur par valeur
entre les histogrammes. Une autre mesure entre deux histogrammes est la distance de
Wasserstein (Earth Mover’s Distance (EMD) en anglais). Cette distance calcule le coût
minimum qu’il faut pour passer d’une signature P à une signature Q.

Dans le cas où P et Q sont des histogrammes, cette distance revient à calculer la
norme L1 entre leur fonction de distribution cumulative.

La figure 2.6 montre le calcul du motif binaire local, puis de l’histogramme et de
la mesure de distance pour deux images de cernes de bois. La distance est de 1,352,
autrement dit ces deux images sont très proches d’un point de vue de la texture.

Détails de la méthode

Pour l’analyse de texture, les auteurs ont considéré le vecteur descripteur suivant :
la valeur moyenne des niveaux de gris rapportée à la variance, l’entropie rapportée à la
variance ainsi que l’histogramme d’intensité ou le motif binaire local. Plusieurs décompo-
sitions de l’image sont proposées : avec ou sans superposition des blocs.

Pour l’initialisation de la région, la localisation de la moelle est nécessaire. Il est fait
par l’algorithme proposé dans [Schraml and Uhl, 2013]. Puis, quatre blocs proches de la
moelle sont sélectionnés, auxquels sont ajoutés les 4 voisins connexes respectifs, formant
la région initiale. Chaque bloc voisin de la région, qui n’est pas déjà dedans, est analysé
et fusionné si possible. Les seuils de similarité se basent sur la variance des descripteurs
auxquels sont ajoutés des paramètres pour mieux généraliser la méthode.

Un post-traitement est effectué afin de lisser la frontière de la région obtenue. D’abord,
les blocs au bord sont gardés (ce sont ceux ayant au moins 1 voisin qui n’appartient pas
la région). Puis, un cercle est ajusté par rapport aux blocs restants. Ceux à l’intérieur du
cercle sont supprimés. Puis, une ellipse est ajustée. Les blocs à l’extérieur sont supprimés.
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Figure 2.6 – Exemple de la méthode sur deux blocs de taille 100×100 issus d’une image
de coupe transversale. La distance est ces deux blocs est de 1,352.

Figure 2.7 – Post-traitement proposé par [Schraml and Uhl, 2014]. De gauche à droite :
l’image avec les blocs appartenant à la région finale, les blocs au bord, ajustement du
cercle (en rouge) et les blocs retirés (blocs rouges), ajustement de l’ellipse (en vert) et les
blocs retirés (blocs verts) et approximation pas un forme α (en bleu).

La dernière étape est une approximation par une forme α de la frontière des blocs restants
formant la frontière de la segmentation. La forme α est équivalente à l’enveloppe convexe
si α = 0 sinon la forme tends vers l’arbre de couverture minimale quand α → ∞. La
figure 2.7 illustre le post-traitement proposé.

L’absence de post-traitement induit des résultats de faible qualité car un bon nombre
de blocs à l’intérieur de la grume ne sont pas fusionnés. L’ajustement par un cercle et une
ellipse permet de rectifier ce défaut. Enfin, la forme α permet de lisser le contour, mais
omet toute considération des propriétés de l’image.

Pour mesurer la précision de leur méthode, les auteurs utilisent une valeur issue de la
matrice de confusion (voir sous-section 1.2.3) :

Err = 1−
TP + TN

FN + FP + TN + TP

Ils obtiennent une erreur entre 9% et 5% (avec des blocs de taille 16×16 pixels et avec
l’histogramme d’intensité). Le motif binaire local n’améliore pas les résultats. Au niveau
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temps de calcul, l’algorithme semble quasi-linéaire en la taille de l’image avec des blocs de
16× 16 pixels mais semble quadratique (en la taille de l’image) avec des blocs de 32× 32
pixels.

Un problème de ce calcul est le déséquilibre des classes. En effet, dans leur jeu de
données la zone couverte par la grume dans la vérité terrain (TP) est beaucoup plus
grande que le reste (TN). Ainsi, il est possible qu’avec une image toute blanche, on ait
une erreur faible.

2.4.2 Wimmer et al. (2021) [Wimmer et al., 2021]

Dans le cadre de la reconnaissance d’une grume à partir d’images RVB de coupe
transversale, Wimmer et al. [Wimmer et al., 2021] proposent une segmentation à partir
d’un réseau de neurones. Les auteurs ont recours à l’utilisation du réseau de neurones Mask
R-CNN (voir la section 1.7 et la figure 1.22). L’architecture squelette utilisée est le réseau
ResNet-50 qui a été pré-entraîné sur le jeu de données COCO dataset. L’entraînement
pour la segmentation de grume a été fait par une cross-validation en 4 groupes (un groupe
est composé d’environ 279 images) en considérant 30 époques sur le jeu de données de
[Schraml and Uhl, 2013]. Une époque correspond à l’apprentissage fait sur l’ensemble du
jeu d’apprentissage. Ensuite, le réseau a été appliqué sur un autre jeu de données 3. Les
images sont seuillées avec une valeur de seuil de 0.5 ou 0.25 selon le jeu de données.

2.5 Segmentation du duramen

La segmentation de la grume permet de simplifier la détection d’autres éléments ana-
tomiques. La quantité de duramen est un indicateur de la qualité du bois, car la durami-
nisation change les propriétés physiques et chimiques de cette partie du bois. Dans cette
section, nous allons aborder les solutions proposées par la littérature pour effectuer la
segmentation du duramen.

2.5.1 Raatevaara et al. (2020) [Raatevaara et al., 2020]

En 2020, Raatevaara et al. proposent une méthode pour segmenter le duramen. Tout
comme pour la segmentation de la grume précédemment décrite, les auteurs utilisent dans
un premier temps l’accroissement de région pour avoir une première segmentation qui sera
affinée par un post-traitement.

Les images ont été capturées à l’aide d’un APN (Nikon D7200) muni d’un objectif,
mais les dimensions de l’image ne sont pas fournies. Le constructeur précise que la taille
des images peuvent aller de 2400 × 1344 pixels à 6000 × 3368 pixels (laissant une large
possibilité de dimensions pour les images utilisées).

Une segmentation manuelle de la grume est faite (via le logiciel GIMP, voir figure 2.8)
et la position de la moelle est calculée. La méthode utilisée pour estimer la position de
la moelle est proche de celle proposée par Schraml et al. [Schraml and Uhl, 2013] (voir
chapitre 4). L’orientation des cernes est calculée à travers une fenêtre glissante, de taille
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Figure 2.8 – Exemple d’une image utilisée dans l’article [Raatevaara et al., 2020]. En
(a) l’image d’origine, en (b) la segmentation manuelle de la grume, en (c) la vérité terrain
(en blanc le duramen, en gris l’aubier).

180× 180 pixels, à l’aide d’une analyse par composantes principales sur la transformée de
Fourier. La moelle est la moyenne des intersections des directions.

L’image est convertie en niveaux de gris en prenant la moyenne entre la composante
S de l’espace HSV et la composante a∗ de l’espace CieLAB. Enfin l’image est réduite à
une taille de 1500× 1000 pixels.

Une approche par accroissement de régions est proposée pour segmenter le duramen.
Les auteurs supposent que proche de la moelle le duramen est homogène. Plusieurs blocs
sont choisis (9 blocs) autour de la moelle dans lesquels des pixels vont être sélectionnés
pour servir de départ à l’accroissement de la région. L’accroissement se fait à partir de la
moyenne µ et de l’écart-type σ des niveaux de gris de la région. Un pixel p appartient à
la région si :

µ− aσ < I(p) < µ+ aσ

où a est un paramètre.
L’accroissement est répété plusieurs fois. Les pixels initiaux diffèrent à chaque itéra-

tion. L’accumulation des accroissement forme une carte de probabilités. L’accumulation
est seuillée par un calcul de maximum d’entropie. Enfin, un post-traitement est effectué à
l’aide d’outils morphologiques (dilatation, érosion et fermeture) afin de lisser les contours
de la segmentation.

Un deuxième post-traitement est fait afin d’améliorer la segmentation. En partant de
la segmentation précédente, une zone d’incertitude (jusqu’à une distance de 50 pixels des
pixels segmentés) est définie formant une trimap (voir figure 2.9). Le traitement fait à
partir de cette carte est l’algorithme de KNN-matting [Chen et al., 2013]. Le résultat est
une nouvelle segmentation qui est également lissée avec la même méthode que pour la
première segmentation.

Pour estimer la qualité de leur segmentation, les auteurs ont utilisés la mesure du dia-
mètre du duramen. Les auteurs ont également utilisé l’indice de Jaccard, ou l’intersection
sur l’union (IoU), pour mesurer la qualité des segmentations. L’indice est calculé par la
formule :

Jaccard = IoU =
TP

TP + FP + FN

Les résultats donnent un indice supérieur à 0.8 pour plus de 60 images sur les 86
acquises. Les cas où la méthode ne semble pas probante sont ceux où le duramen est très
peu visible de manière colorimétrique sur les images.
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Figure 2.9 – Exemple d’une image utilisée dans l’article [Raatevaara et al., 2020]. En
(a) la trimap obtenue à partir de la première segmentation, en (b) le résultat du KNN-
Matting, en (c) la segmentation finale.

2.6 Détection des cernes annuels
Un autre élément important pour estimer la qualité d’une grume est l’analyse des

cernes de croissance. La largeur des cernes et ses variations indiquent comment l’arbre
a poussé et restent importantes pour évaluer la qualité du bois. Pour les analyser, il
est nécessaire de les mettre en évidence. Nous allons, par la suite, détailler dans l’ordre
chronologique les méthodes qui ont été proposées pour détecter les cernes sur des images
RVB de coupes transversales de grumes de bois.

2.6.1 Conner et al. (1998) [Conner et al., 1998]

L’une des premières études à analyser les cernes est celle de Conner et al. [Conner
et al., 1998]. L’étude est menée dans le contexte de la dendrochronologie.

Une grande précision dans la largeur des cernes est importante, c’est pourquoi les
images traitées sont un assemblage de fenêtres glissantes (avec superposition) partant de la
moelle vers l’écorce. L’acquisition est faite à partir d’une caméra montée sur un microscope
et le déplacement est contrôlé par station de travail Sun Ultra 1. Lors de l’acquisition des
images, une normalisation est effectuée afin de s’assurer que la superposition n’induise
pas de changements importants d’intensité.

La méthode proposée repose sur une adaptation du filtre de Canny. La première étape
pour détecter les cernes est d’estimer l’orientation des cernes (i.e l’orientation des tan-
gentes aux cernes). Les cernes sont supposés être parallèles les uns aux autres (à l’échelle
de fenêtre glissante). Si la direction d’une fenêtre glissante est connue, alors l’orientation
est connue. Sinon, le calcul de l’orientation est fait à partir du gradient avec les filtres de
Robert ou de Sobel. Puis, l’orientation est quantifiée en 8 directions. Pour chaque direc-
tion, la moyenne de la norme du gradient est calculée. L’orientation ayant la moyenne la
plus élevée est considérée comme étant la direction des cernes.

L’étape suivante est de supprimer les non maxima de la norme du gradient. La norme
du gradient, dans un voisinage de 8-connexe, est étudiée selon l’orientation quantifiée. Si
la norme n’est pas plus grande que ses voisins, alors le pixel n’est pas une limite de cerne.
Comme le déplacement de la fenêtre glissante est connu (allant de la moelle vers l’écorce),
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il est possible de supprimer d’avantage de points car le changement de cerne se fait d’une
faible intensité vers une forte intensité. Les maxima qui ne correspondent pas à ce type
changement sont aussi supprimés.

Un traitement a posteriori est effectué afin d’avoir des cernes connexes. La première
étape consiste à créer l’image labellisée. La technique pour obtenir des cernes entièrement
connectés reposent sur un seuillage par hystéresis. Le seuil haut permet de détecter les
cernes valides. Le seuil bas permet de reconnecter les cernes obtenues avec ceux obtenus
par le premier seuil.

2.6.2 Soille et Misson (2001) [Soille and Misson, 2001]

En 2001, Soille et Misson proposent une méthode de détection des cernes basée sur la
morphologie mathématique [Soille and Misson, 2001].

Les images traitées sont en niveaux de gris. Pour éviter les craquelures, le traitement
suivant a été appliqué : les rondelles ont été plongées dans du polyéthylène glycol (PEG
1000) pendant 5 jours. Puis, elles ont été mises à sécher à l’air pendant 5 jours. Ensuite,
elles ont été poncées à la ponceuse circulaire avec différents grains : 80, 120, 200 et 400.
Enfin, elles ont été scannées avec une résolution de 600 dpi. Les déformations possibles
dues à l’acquisition scanner ont été corrigées. Les images finales en niveaux de gris sont
d’une taille de 7625 × 7531 pixels. Les images obtenues sont de haute résolution sur
lesquelles les limites de cernes sont beaucoup plus marquées. La figure 2.10 montre un
exemple de type d’image traitée (non à l’échelle).

Figure 2.10 – Image issue de l’article [Soille and Misson, 2001].

Pour délimiter les cernes, la méthode est la suivante :

• une ouverture morphologique est appliquée (l’élément structurant est un carré de
taille 3) ;
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• une fermeture morphologique est appliquée (l’élément structurant est un carré de
taille 3) ;

• une seconde ouverture est faite par un carré de taille 15 ;

• l’opérateur black-top hat (i.e. différence entre l’image obtenu par fermeture et l’image
elle-même) est appliqué avec un élément structurant carré de taille 67 pixels ;

• un seuillage pour extraire les zéros. En pratique une valeur de 5% de la dynamique
(différence entre la valeur maximale et minimale) de l’image a été choisie ;

Cette image seuillée sert de marqueur pour le watershed [Vincent and Soille, 1991].
En plus, le gradient, obtenu par différence entre le dilaté et l’érodé de l’image (par un
élément structurant carré de taille 3), sert d’image d’entrée pour le watershed.

Cependant, il arrive que la segmentation obtenue ne soit pas parfaite. En effet, la
présence de noeuds ou autres défauts peuvent induire une mauvaise segmentation. Un
post-traitement est fait pour réduire les erreurs de cette première segmentation. L’idée
est de labelliser les classes de la segmentation par rapport à leur distance à la moelle et de
fusionner les régions avec le même label. En effet, comme chaque cerne décrit une année
de l’arbre, toutes les classes ayant le même âge, i.e. le même label, doivent appartenir au
même cerne de croissance. La fonction temporelle géodésique est utilisée pour labelliser
[Soille, 1994]. La figure 2.11 résume la méthode et illustre les résultats obtenus pour chaque
étape (à l’exception de la fonction géodésique) sur une sous-image issu d’un de nos jeux
de données.

2.6.3 Laggoune et al. (2005) [Laggoune et al., 2005]

En 2005, Laggoune et al. proposent une méthode basée sur des filtres afin de délimiter
les cernes [Laggoune et al., 2005]. Les auteurs ne donnent pas de détails concernant les
images utilisées. Néanmoins, elles semblent similaires à celles utilisées par [Soille and
Misson, 2001].

Le filtre est un filtre semi-automatique adapté aux images bruitées et floues (mais
sans présence de craquelure ou noeuds dans les coupes transversales). Le contour d’une
image peut s’estimer par le calcul du Laplacien d’une fonction f de détection de contours
[Sarifuddin et al., 2005]. La fonction f proposée est :

∀x ∈ R, f(x) = k(λ+ sin(βx) exp(−αx))

où k, λ, α et β sont des paramètres.
La fonction se simplifie en ajoutant des contraintes aux limites et en 0. Dans le cadre

d’une image en deux dimensions, les auteurs constatent que leur filtre est proche du filtre
Gaussien. Mais que la formulation du filtre Gaussien est plus avantageuse en terme de
calcul. Ainsi, ils appliquent la dérivée seconde d’un filtre Gaussien 2D pour la détection des
contours (i.e. la limite des cernes). La norme de la dérivée seconde est l’image résultante.

Une fois le calcul fait, l’image résultante est seuillée. Le seuillage choisi par les auteurs
est un seuillage par hystérisis (similaire à celui proposé par Conner [Conner et al., 1998])
afin d’obtenir des cernes 8-connexes et épais d’un pixel.
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Figure 2.11 – Résumé de la méthode de [Soille and Misson, 2001] pour la détection des
cernes.
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2.6.4 Cerda et al. (2007) [Cerda et al., 2007]

Cerda et al. proposent en 2007 une nouvelle méthode pour détecter les cernes sur des
images RVB [Cerda et al., 2007].

Le jeu de données est composé de 10 images de coupes transversales âgées d’une dizaine
d’années. Les images ont une taille de 700× 700 pixels et ont été acquises par une caméra
Nikon Coolpix 885 (voir figure 2.12).

Figure 2.12 – Exemple d’image issue de l’article [Cerda et al., 2007].

La première étape de la méthode consiste à garder la composante S (saturation) de
l’espace HSV comme image en niveaux de gris. La deuxième étape est une première détec-
tion des contours. Cela est fait avec la méthode de Canny. Ensuite, les contours obtenus
sont filtrés en utilisant la propriété que les limites de cernes sont des transitions entre
basse intensité (bois d’été) et forte intensité (bois de printemps). L’élagage des contours
est fait en utilisant l’angle θ entre le vecteur moelle-pixel et le vecteur du gradient :

θ(p) = arccos
( (p−m) · ∇I(p)
||p−m|| ||∇I(p)||

)
(2.1)

où p est le pixel détecté en tant que contour, m la position de la moelle et · le produit
scalaire.

Un seuillage par hystérésis est appliqué sur l’image de l’orientation θ. En effet, les
auteurs indiquent qu’un simple seuillage ne donnent pas des contours suffisamment lisses
pour la suite du traitement.

Ensuite, il est nécessaire de connaître le contour externe C = (ci)i∈N de la coupe
transversale. Toutes les cernes possibles sont simulées avec un pas de k :

ri(ci,p, k) = k(ci − p) + p (2.2)

Pour chaque pixel des contours, on incrémente de 1 le cerne simulé le plus proche. Un
espace d’accumulation 1D est ainsi obtenu. Les maxima locaux sont considérés comme
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Figure 2.13 – Exemple des cernes simulés d’après la méthode de [Cerda et al., 2007].
En (a) l’image en entrée, en (b) les cernes simulés d’après l’équation 2.2.

les cernes. Des conditions sur le maximum peuvent être ajoutées (comme celle d’avoir un
minimum d’accumulations) afin de réduire le bruit si l’image est de basse résolution.

2.6.5 Norell (2011) [Norell, 2011]

Norell propose une méthode basée sur la transformée polaire des distances [Norell,
2011].

Les images ont été capturées en scierie. Elles ont une taille de 1800 × 1536 pixels.
Le jeu de données est décomposé en 24 images pour l’entraînement et de 20 images de
validation. L’essence étudiée est le pin sylvestre.

La première étape est d’estimer la moelle. Le second objectif est de trouver une bonne
région, c’est-à-dire une région où les cernes sont suffisamment visibles et marqués. Pour
cela, l’orientation θ des cernes est nécessaire. La méthode utilisée est la même que celle
utilisée pour l’estimation de la moelle par [Norell and Borgefors, 2008]. La région choisie
sera celle avec une direction optimale. Pour cela, l’image est décomposée en N sous-images
Pi, qui sont des secteurs angulaires et qui se superposent par pas de 2π

N
(voir figure 2.14).

Pour chaque région Pi, un calcul d’erreur est fait :

Ei =
∑
p∈Pi

|θgt(p)− θ(p)| (2.3)

où θgt(p) est l’angle entre l’axe x et le vecteur moelle-pixel. La région avec l’erreur mini-
mum est choisie pour la suite des opérations.

L’autrice propose d’estimer les limites de cernes de la manière suivante. À partir
de la sous-image Pk pour laquelle l’erreur est minimale, deux transformées polaires de
distances sont faites à partir des sous-images Pk−2 et Pi+2. Ces deux cartes sont par la suite
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Figure 2.14 – Illustration de la décomposition en sous-images proposée par [Norell,
2011].

fusionnées au niveau de l’angle de la sous-image Pk par une méthode de programmation
dynamique. Soient S et R deux signaux, alors on a :

C(Ri
1, S

j
1) = c(Ri, Sj) + min


C(Ri

1, S
j−1
1 ) + g

C(Ri−1
1 , Sj−1

1 )

C(Ri−1
1 , Sj

1) + g

(2.4)

où C(Ri
1, S

i
1) est le coût pour calibrer le signal R depuis l’indice 1 à l’indice i avec le signal

S allant de l’indice 1 à j, c(Ri, Sj) est une fonction de coût définie par l’écart au carrée
entre le signal R et S à l’indice respectif i et j et g est un paramètre d’ajustement.

Les signaux obtenus par la transformée polaire des distances sont traités en mettant à
0 les valeurs qui ne sont pas des extrema. Deux signaux sont calibrés (voir équation 2.4)
à l’aide de la différence entre le signal original et celui avec la mise à 0 des non-extrema.
Ces deux signaux calibrés servent alors à estimer les limites de cernes qui correspondent
aux minimums locaux.

2.6.6 Zhou et al. (2012) [Zhou et al., 2012]

Zhou et al. proposent une méthode pour compter les cernes [Zhou et al., 2012].
Le jeu de données est composé de 5 images d’une taille inférieure à 600× 600 pixels.

Comme pour la plupart des méthodes jusqu’alors développées, les rondelles ont été vrai-
semblablement traitées à la ponceuse. La figure 2.15 montre les cinq images.

Tout d’abord, la coupe transversale est segmentée dans l’espace HSV. Ensuite, les
auteurs séparent l’aubier du duramen (si possible). Pour cela, une conversion en niveau
gris est faite. La segmentation est obtenue par une combinaison de plusieurs watershed
sur des fenêtres rectangulaires partant du centre de l’image jusqu’au bord de l’image. Les
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Figure 2.15 – Les images utilisées dans l’article [Zhou et al., 2012].

auteurs comptent combien de fois H(i) est inférieur à H(j), pour j allant de i−10 à i+10.
Si le nombre dépasse 16, alors le creux entre les deux pics est trouvé. La combinaison des
watersheds (4 au total, un pour chaque direction) n’est pas précisée.

Pour les cernes, 4 lignes partant du centre vers le bord de l’image (une pour chacune
des directions) sont tracées. Un watershed est appliqué sur l’histogramme des intensités
des pixels de chaque ligne. Chaque pic obtenu après seuillage selon la valeur résultante
du watershed, est considéré comme étant la limite d’un cerne.

Afin de corriger les potentielles erreurs, une normalisation selon la distance est faite
pour les 4 directions. Un cerne avec une distance de 100 indique un cerne au bord de la
coupe et la distance 0 indique une position proche de la moelle. Les auteurs supposent
que les cernes décrivent des cercles concentriques. Ils choisissent la direction avec le plus
de cernes qui sera la référence. Les trois autres servent alors de corrections. Chaque valeur
est comparée avec la référence dans l’ordre des distances (c’est-à-dire que l’on compare
de la distance la plus proche à la distance la plus éloignée). Si la distance est supérieure
à un seuil donné, alors il faut ajouter un cerne à cette distance. Cette nouvelle distance
étant la nouvelle référence. Une fois les 3 directions comparées, on passe au cerne suivant
de la référence. On procède ainsi de suite jusqu’à ce qu’il n’y ait plus de cernes à ajouter.
Ce procédé ne permet pas d’obtenir des résultats sous forme d’images, mais sous forme
de courbes de n points (où n est le nombre de cernes détectés) en fonction de la distance
à la moelle.

Cette correction apporte aussi des erreurs, notamment la possibilité d’avoir des cernes
très proches. Une deuxième étape de correction est proposée où l’on compare les cernes
deux à deux adjacents et l’on supprime l’un des deux cernes si la distance est inférieure à
un seuil.

2.6.7 Sundari et al. (2014) [Sundari and Kumar, 2014]

Sundari et al. [Sundari and Kumar, 2014] soumettent une nouvelle méthode pour
détecter les cernes sur une coupe transversale de bois. Leurs travaux s’inspirent de ceux
de Borianne et al. [Borianne et al., 2011] sur des images tomodensitométriques de grumes
de bois. Les images traitées sont de taille 512× 512 pixels.

Les images sont converties en niveaux de gris. Aucun détail n’est donné sur cette
conversion. Après la conversion, l’image est lissée par un filtre Gaussien afin de réduire
le bruit inter-cernes. Puis, l’image est seuillée selon sa norme du gradient obtenue par les
masques Sobel-Feldmann. Pour chaque pixel seuillé, on associe un poids étant la proba-
bilité qu’il s’agisse d’une limite de cerne. Cette probabilité est déterminée par la norme
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du gradient.
À partir des cernes détectés, un contour actif est appliqué pour retirer les contours

qui ne seraient pas des cernes. Les autrices ne mentionnent qu’une seule force, néanmoins
ils s’inspirent des travaux de Borianne et al. [Borianne et al., 2011] pour lesquels la force
totale décrivant le contour est :

F⃗totale = k0(k1F⃗A + k2F⃗B + k3F⃗R)

avec F⃗A une force d’attraction, F⃗B une force interne (bending) et F⃗R une force de régula-
risation.

La force d’attraction permet au contour actif de s’approcher des contours précédem-
ment seuillés. Elle s’exprime de la manière suivante :

F⃗A =
1

m

m∑
i=1

ν(Qj)e
−

||
−−−→
PiQj ||

r

−−−→
PiQj

||
−−−→
PiQj||

(2.5)

où ν(Qj) est la valeur associée au pixel Qj, r est le rayon du voisinage et m est le nombre
de pixels seuillés trouvé dans le voisinage. Borianne et al. ont utilisé la même force avec
un r = 4.

La force interne permet de lisser le contour. Les autrices utilisent une force telle que
la courbe soit de degré 2, c’est-à-dire :

P(t) =

(
x(t)
y(t)

)
= A

1
t
t2


Pour chaque point Pi, les coefficients de la matrice A sont déterminés par la méthode des
moindre carrés en utilisant les 7 points suivants et les 7 points précédents du contour. La
projection P′

i de Pi sur le contour est calculée. La force interne est alors égale à :

F⃗B =
−−→
PiP

′
i (2.6)

Enfin, la force de régularisation permet que les points du contour restent proche entre
eux deux à deux. Elle est définie par :

F⃗R = |α|
X⃗

||X⃗||
(2.7)

où

α =
||
−−−−→
Pi−1Pi|| − ||

−−−−→
PiPi+1||

2

X⃗ =


−−−−→
Pi−1Pi, si α > 0
−−−−→
PiPi+1, si α < 0

0 sinon

Contrairement à Borianne et al., les auteurs ne détaillent pas les valeurs des para-
mètres.
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2.6.8 Kennel et al. (2015) [Kennel et al., 2015]

En 2015, Kennel et al. proposent une nouvelle approche pour délimiter les cernes
[Kennel et al., 2015]. Cette approche combine deux autres approches : Q-Shift Dual Tree
Complex Wavelet Transform (DT-CWT) et les contours actifs.

Les images utilisées dans l’article concernent des rondelles poncées. La taille des images
n’est pas fournie, mais semble importante (voir figure 2.16).

La DT-CWT a été proposée par Kingsbury en 2001 [Kingsbury, 2001]. L’idée était de
proposer une transformée en ondelettes complexes ayant des propriétés pour l’extraction
d’informations. Parmi les propriétés il y a : une invariance par rotation, prise en compte
des angles de π

10
, π

4
, 2π

5
, 3π

5
, 3π

4
et 9π

10
contre les angles 0, π

2
et 3π

4
pour la transformée en

ondelettes, une reconstruction parfaite avec une bonne localisation des fréquences. La DT-
CWT serait meilleure que d’autres ensembles de filtres séparables (ondelettes de Gabor
par exemple [De Rivaz, 2001]) car il y a moins de redondances. Le temps d’exécution est
aussi plus rapide.

À partir de cette transformée, les auteurs proposent d’extraire les informations issues
Inter Coefficient Products [Anderson et al., 2005]. Ces dernières sont regroupées en une
carte d’orientation de textures. Une fois les informations extraites, Kennel et al. utilisent
les contours actifs combinés aux cartes d’orientation de textures pour détecter les cernes.

Un contour c est composé n points. À chaque itération, les points Pi sont mis à jour
par la formule :

Pi = Pi + (1− γ)(Pi −P′
i) + αiF⃗int + βiF⃗ext (2.8)

où αi et βi sont des poids pour pondérer les forces internes et externes du contour, γ
un paramètre global pour éviter les oscillations et P′

i est la position du point obtenu à
l’itération précédente.

La force interne, qui régule la position d’un point par rapport à ses voisins, est décrite
par la formule suivante :

F⃗int = εiPi−1 + (1− εi)Pi+1 + L(ri, ϕ∗
i , εi)n⃗i (2.9)

où

• εi permet d’avoir la projection de Pi sur la droite (Pi−1Pi+1) ;

• ri est la demi-distance entre Pi−1 et Pi+1 ;

• ϕ∗
i est un angle qui définit une contrainte sur la continuité de la courbe à partir de

l’angle ϕi entre les deux segments
−−−−→
Pi−1Pi et

−−−−→
PiPi+1 ;

• n⃗i est le vecteur normal local de la courbe orienté vers l’extérieur ;

• L une fonction décrivant l’élasticité interne de la courbe.

La force extérieur F⃗ext du point Pi est une force attractive vers les points dits d’attrac-
tion Ai. Les auteurs utilisent la DT-CWT, notamment le gradient, pour déterminer quels
sont les points d’attractions. La recherche du point d’attraction est fait dans un voisinage
local autour du point Pi en prenant le point ayant la plus forte norme de gradient. Une
fois ces points déterminés, il possible de définir des couples (Pi,Ai) et ainsi de définir la
force extérieure pour ce couple. Elle est égale à :
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Figure 2.16 – Image extraite de [Kennel et al., 2015]. À gauche l’image en entrée, à
droite la superposition avec les cernes détectés.

F⃗ext =
1

2
(∆νi +

|di|
δ

)
−−−→
PiAi (2.10)

où ∆νi est la différence de gradient (basé du la DT-CWT) entre le point Pi et son
attracteur Ai, di est la distance signée entre ces deux points et δ est un paramètre de
régularisation de l’attraction.

L’un des inconvénients de cette méthode est le temps de calcul. L’estimation se fait
en 5 minutes et dépend de la qualité de l’image.

2.6.9 Fabijańska et Danek (2018) [Fabijańska and Danek, 2018]

L’article écrit en 2018 par Fabijańska et Danek ne traite pas directement d’images de
coupes transversales mais de carottes extraites par une tarière de Pressler [Fabijańska and
Danek, 2018]. Une fois la carotte prélevée, elle est scannée avec une résolution de 1200dpi.
Les images sont en RVB et ont une taille allant de 2281× 172 pixels jusqu’à 13975× 172
pixels (voir figure 2.17). Au total 2500 images sont obtenues de cette manière-ci. Les
images sont redécoupés sous formes de petites images de tailles 128× 128 pixels, ce qui a
pour résultat d’avoir 80 000 images servant d’entraînement, de validation et de test.

Les autrices utilisent le réseau de neurones U-Net auquel elles ont apporté quelques
modifications. Le nombre initial de filtres est modifié et le dropout est appliqué à quelques
couches convolutives. Les images d’origine sont décomposées en sous-images de taille
600 × 172 pixels (les sous-images ne se superposent pas), elle-même redécomposée en
petit images de taille 128 × 128 pixels. La taille des images en entrée du réseau est de
128× 128 pixels. Les 80000 images qui servent d’entraînement sont reparties à 80% pour
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Figure 2.17 – Image extraite de [Fabijańska and Danek, 2018]. Le trait indique la largeur
de cerne. De gauche à droite, les essences sont sapin blanc européen, épicéa commun,
chêne, frêne européen, hêtre européen et tilleul à petites feuilles orme.

Figure 2.18 – Image extraite de [Fabijańska and Danek, 2018]. En a) la sortie du réseau
de neurones, en b) le seuillage appliqué, en c) résultat après la squeletisation et en d) la
superposition du résultat sur l’image d’entrée.

l’entraînement et 20% pour la validation. Les sous-images sont converties dans l’espace
HSV et seule la composante V est gardée en guise d’entrée du réseau.

Un post-traitement est appliqué. En effet, le réseau de neurones donne une image qui
est interprétée comme une carte de probabilité. L’image en sortie est seuillée par une mé-
thode locale et adaptative [Singh et al., 2012]. Une fois le seuillage fait, une squeletisation
est faite afin d’avoir des limites de cernes épaises d’un pixel [Abu-Ain et al., 2013].

Pour montrer les performances, les autrices utilisent la précision et la sensibilité.
D’après leurs résultats, le réseau a une sensibilité de 92% à 97% (dépendant de l’es-
sence du bois) et une précision de 94% à 97% (voir figure 2.18). Aucun détail n’est fourni
sur la taille du jeu de test ayant servi à obtenir ces chiffres.

Bien que leurs images soient de nature différentes des coupes transversales, il est
envisageable d’appliquer le réseau sur une sous-image rectangulaire allant de la moelle
jusqu’à l’écorce (la sous-image étant alors similaire aux leurs).
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2.7 Conclusion
Le tableau 2.1 synthétise brièvement les méthodes vues au cours de ce chapitre.
Pour la segmentation de la grume, la plupart des études n’ont pas la nécessité de le faire

de manière automatique. Souvent la segmentation est manuelle. Les deux articles présentés
ont deux approches différentes. Le premier repose sur l’accroissement de régions combiné
à une analyse de texture et le deuxième utilise des réseaux de neurones. À noter que la
segmentation de la grume est, dans les deux cas, utilisée pour identifier des caractéristiques
afin de procéder à la traçabilité de la grume. Les images sont très similaires à celle du
projet (voir chapitre 3).

Les articles sur l’aubier et le duramen sont très rares. La seule étude, à notre connais-
sance, repose sur une approche par accroissement de régions à laquelle un post-traitement
est appliqué afin d’affiner le résultat. Comme pour la segmentation de la grume, cet article
a des images similaires aux nôtres.

Enfin, toutes les méthodes pour la délimitation des cernes s’inspirent de diverses ap-
proches issues du traitement d’images. Nous pouvons souligner que le seuillage par hys-
térésis a été très utilisé (en combinaison avec d’autres méthodes). De même, le calcul de
l’orientation des cernes semble avoir été très sollicité de la part des chercheuses et des
chercheurs pour délimiter les cernes.

Cependant, une grande partie des articles qui abordent ce dernier sujet le font dans
le cadre de la dendrochronologie. Cela implique que les images de coupes transversales ne
sont pas de même qualité que celles capturées en scierie, sur le parc à grumes ou en forêt.
L’étude qui est très proche de nos conditions d’acquisition (et de type d’images) est celle
proposée par Norell [Norell, 2011]. Mais le temps de calcul est coûteux et cela peut être
un frein pour une réelle application.
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Techniques
principales

Types
d’images

Résolution
(en pixels) Avantages Inconvénients

Grume

[Schraml
and Uhl,
2014]

Accroissement
régions

RVB
APN 1024× 768 Rapide Faible

résolution

[Wimmer
et al., 2021]

Réseaux
de neurones

RVB
APN

Non
communiqué

Bons
résultats

Apprentissage
à faire

Duramen

[Raatevaara
et al., 2020]

Accroissement
de régions

RVB
APN

2400× 1344
6000× 3368

Temps fournis
Moelle

Cernes

[Conner
et al., 1998]

Seuillage Scanner Non fournis Simple
Rapide

Haute qualité
d’image

[Soille and
Misson,
2001]

Morphologie
mathématique Scanner 7625× 7531

Traitement
manuel

[Laggoune
et al., 2005] Filtre

détection contour

Non fourni Non fournie Simple Peu de détails

[Cerda
et al., 2007]

Simulation
de cernes RVB 700× 700 Rapide Sections

circulaires

[Norell,
2011] Transformée

polaire des distances

RVB
APN 1800× 1536

Très bons
résultats Temps

[Zhou et al.,
2012]

Seuillage RGB
Scanner 600× 600

Simple
Rapide

Traitement
manuel

[Sundari
and Kumar,
2014]

Contours
actifs 512× 512

Cernes complets
Temps

[Kennel
et al., 2015]

Contours
actifs Non fourni Non fournie Cernes

complets Temps

[Fabijańska
and Danek,
2018]

Réseaux
de neurones

RVB
Scanner

2281× 172
13975× 172

Précis
Robuste

Limité à leur
images

Table 2.1 – Résumé des méthodes vues au cours de ce chapitre avec des avantages et
limites pour notre cas d’études.
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

3.1 Introduction

Nous venons de voir un ensemble de méthodes issues du traitement d’images qui ont
été mises en œuvre pour détecter des éléments visibles sur une coupe transversale d’une
grume de bois. Rappelons que les principaux éléments visibles sur ce type de coupe, qui
peuvent servir à avoir des informations sur la qualité du bois, sont : la position de la
moelle et du centre géométrique de la grume, la quantité d’aubier et de duramen et les
informations relatives aux cernes (notamment leur largeur). Les applications présentées
ont été conçues principalement dans le cadre de la dendrochronologie, à l’exception de
quelques unes qui ont été appliquées dans un cadre industriel sur des images brutes de
coupes transversales, comme dans notre cas. Puisque les conditions, dans le cadre du
projet, ne sont pas similaires à celles du cadre de la dendrochronologie, il est nécessaire de
développer des méthodes, ou d’adapter les méthodes existantes, afin d’obtenir les résultats
escomptés.

Dans ce chapitre nous proposons des nouvelles méthodes pour le traitement d’images
du bois. Nous présenterons tout d’abord, dans la section 3.2, les jeux d’images qui ont été
acquis durant le projet ANR TreeTrace. Ces images ont été capturées directement sur le
terrain, aussi bien en forêt qu’en scierie (parc à grumes et avant la découpe). Ces images
sont brutes, c’est-à-dire qu’elles ont été directement après la découpe sans traitement
postérieur (présence d’autres grumes, de l’abatteuse, . . .), il faut retirer les éléments non
pertinents pour la suite de notre étude. Ainsi, nous présenterons les travaux proposés pour
la segmentation de la grume dans la section 3.3. Cette segmentation permettra aussi d’en
déduire la position du centre géométrique. Une fois la segmentation faite, les éléments vi-
sibles et utiles pour estimer la qualité du bois peuvent être analysés plus aisément. Dans la
section 3.4, nous aborderons les méthodes développées pour la segmentation du duramen.
En combinant la première segmentation, nous en déduisons la quantité d’aubier. Enfin,
nous détaillerons les approches proposées pour détecter les cernes dans la section 3.5.

3.2 Jeux de données

Les images utilisées dans ce manuscrit et acquises durant le projet TreeTrace ont été
prises avec différents appareils, principalement des smartphones. Ces images sont toutes
des coupes transversales de grumes de Douglas, mais également d’épicéa suite à la de-
mande de nos partenaires autrichiens du projet. Les images ont été prises dans différents
environnements : en forêt, sur le parc à grumes et en scierie. L’intérêt est double. D’abord,
celui d’avoir des conditions réelles d’acquisition afin d’avoir des images au plus proche de
celles observables dans un cadre industriel. Ces conditions empêchent de faire des traite-
ments, comme c’est le cas dans de nombreuses études (voir le chapitre 2), afin d’améliorer
la qualité des images. Il n’y a donc pas eu de ponçage de la grume, de traitement chimique,
etc. L’autre intérêt d’être dans ces conditions, est de tester la robustesse des méthodes
développées. L’inconvénient est d’ajouter une difficulté supplémentaire aux traitements.

Nous décrirons d’abord les capteurs employés pour l’acquisition. Finalement, les dif-
férents jeux d’images, triés par type de capteur, seront présentés.

Toutes les données qui sont présentées dans ce chapitre font l’objet de deux articles
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3.2. Jeux de données

Capteur Capteur Hauteur × Largeur (en pixel)

Huawei PRA-LX1 CMOS 3968× 2976
Huawei ANE-LX1 CMOS 4608× 3456
Iphone X CMOS 3024× 4032
Panasonic Lumix DMC-FZ45 CMOS 4320× 3240
Sony IMX183 CMOS 5472× 3648

Table 3.1 – Spécifications des capteurs utilisés pour les jeux de données

Jeu d’images Type de capteur Nombre d’images

Corcieux Huawei PRA-LX1 & Panasonic Lumix DMC-FZ45 1013 & 1009
FVA Huawei PRA-LX1 760
Besle Panasonic Lumix DMC-FZ45 65
BBF Huawei 45 ANE-LX1 45
Logyard Iphone X 208
Sawmill Sony IMX183 150

Table 3.2 – Jeux de données, capteurs correspondant et nombre d’images.

dont je suis co-auteur : un sur l’épicéa et l’autre sur le Douglas (voir section 6.2). L’objectif
de ces articles est de mettre les données à disposition de la communauté scientifique qui
développe des méthodes pour le traitement des images de bois.

3.2.1 Capteurs utilisés

Les images acquises pour le projet TreeTrace, et qui seront utilisées dans la suite de
ce manuscrit, ont été prises avec différents appareils, principalement des smartphones. La
diversité des appareils de capture implique une taille et une résolution d’images différentes
pour les jeux de données. La tableau 3.1 résume les différents capteurs qui ont été utilisés.
Les trois premiers sont des capteurs issus de smartphones (Huawei et IphoneX). L’avant-
dernier est issu d’un appareil photo numérique et le dernier est une caméra de type
industrielle.

Les images composant les jeux ont été prises dans différents lieux et à des dates diffé-
rentes. Les images représentent des coupes transversales d’extrémités de grumes, acquises
dans des conditions réelles : en forêt, sur le parc à grumes et en scierie. De telles images
permettront également de déterminer la robustesse des outils de traitement d’images mis
en œuvre. Un sommaire des jeux de données est visible dans la tableau 3.2. Le jeu de
données Corcieux est divisé en deux parties. En effet, pour ce jeu d’images, les images ont
été acquises deux fois. La première fois avec le capteur Huawei PRA-LX1 et la deuxième
fois avec le capteur Panasonic LumixDMC-FZ45. Chaque jeu d’images va être détaillé un
par un afin de préciser la méthode d’acquisition et d’exposer le type d’images acquises. Si
aucune méthode d’acquisition n’est donnée, alors s’il s’agit simplement d’une photo prise
à la main.
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Figure 3.1 – Exemples issus du jeu de données Corcieux avec le capteur Huawei PRA-
LX1.

Figure 3.2 – Exemples issus du jeu de données Corcieux avec le capteur Panasonic
Lumix DMC-FZ45.

3.2.2 Corcieux

Ce jeu d’images est uniquement composé de coupes transversales d’épicéa. Les images
ont été acquises en septembre 2018. Les images ont été prises à l’aide de l’appareil Huawei
PRA-LX1, directement après l’abattage des arbres en forêt. Afin de savoir s’il y avait une
différence entre capteurs, les images ont aussi été prises par le capteur Panasonic Lumix
DMC-FZ45. Avec le premier capteur, les images ont une taille de 3968×2976 pixels. Alors
qu’avec le second capteur, les images ont une taille de 4320× 3240 pixels.

Le jeu de données est composé de 100 grumes. Les deux extrémités de chaque grume
ont été photographiées. Chaque extrémité a été prise en photo quatre fois en inclinant
légèrement l’appareil de quelques degrés entre chaque. L’objectif de ces rotations est
d’augmenter le volume de données et de tester la robustesse des algorithmes. À cela
s’ajoute une image avec le numéro de la grume agrafé dessus. Cela donne 5 images par
extrémité, soit 10 images par grume. Au total, 1013 images ont été prises avec l’appareil
Huawei et 1009 images avec l’appareil Panasonic. Il y a plus d’images que prévu, car
certaines extrémités ont été prises plus de 4 fois.

Sur chaque image, un damier a été posé au-dessus de la grume. Chaque carreau du
damier fait 1 cm. Il a pour but de calibrer spatialement les images. Cela servira pour
estimer la précision des algorithmes par rapport aux vérités terrains faites, comme les
largeurs de cernes mesurées sur le bois. La figure 3.1 montre quelques exemples issus de
ce jeu avec l’appareil Huawei, et la figure 3.2 montre les mêmes grumes prises avec le
Panasonic.
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3.2. Jeux de données

Figure 3.3 – Exemples issus du jeu de données FVA. Il s’agit des mêmes grumes qu’aux
figure 3.1 et figure 3.2.

3.2.3 FVA

Tout comme le jeu de données précédent, celui-ci a vu le jour à la demande des
partenaires autrichiens. Ce jeu de données a été fait quelques jours après le précédent. Les
images sont celles des mêmes grumes que le jeu de données de Corcieux, à la différence
qu’une rondelle d’environ 5 cm a été prélevée à chaque extrémité. Autre différence, les
images ont été prises sur un parc à grumes et non en forêt. Les photos ont été prises à
l’aide du capteur Huawei PRA-LX1. Les images sont de taille 3968×2976 pixels. Les deux
extrémités ont été prises 4 fois : la première photo a été prise avec une étiquette puis la
rondelle a été sciée et 3 photos ont ensuite été prise de la face rafraîchie (avec une légère
inclinaison entre chaque prise). Le jeu possède 760 images. Certaines extrémités ont été
prises moins de quatre fois, ce qui explique un nombre plus bas qu’attendu.

Comme pour le jeu d’images précédent, un damier est présent afin calibrer spatialement
les images. La figure 3.3 montre quelques exemples de ce jeu de données. Ce sont les mêmes
grumes qu’aux figure 3.1 et figure 3.2 afin de visualiser le rafraîchissement qui a été opéré.

3.2.4 Besle

Dans le cadre du projet Treetrace, des photos de douglas ont été prises. Ce jeu a été
fait en novembre 2018. Les photos ont été faites en forêt directement après la découpe
de l’arbre par l’abatteuse. Toutes les images ont été acquises par le capteur Panasonic
Lumix DMC-FZ45, ce qui implique que les images ont une taille de 4320×3240 pixels. Le
jeu est composé de 3 grumes, qui ont été sectionnées plusieurs fois. Pour chaque nouvelle
coupe, plusieurs images ont été photographiées avec des angles différents, toujours dans
l’objectif d’augmenter le jeu de données et de mesurer la robustesse des méthodes. De
plus, des photos de la souche ont été faites. En effet, un objectif du projet est de pouvoir
effectuer une traçabilité de la grume de la forêt à la scierie. Ainsi, il a été question de
savoir s’il était possible d’identifier une grume à partir de l’image de la souche et celle de la
première section. Au total, le jeu comporte 65 images. Dans la même démarche, un damier
est présent sur chaque photo afin de pouvoir effectuer la conversion pixel/millimètre. La
figure 3.4 montre des exemples issus de ce jeu d’images.

3.2.5 BBF

Ce jeu de données est composé des mêmes grumes que le jeu Besle, seulement les photos
ont été prises sur le parc à grumes quelques semaines plus tard (le temps de transférer les
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Figure 3.4 – Exemples issus du jeu de données Besle. La dernière image est celle de la
souche.

Figure 3.5 – Exemples issus du jeu de données BBF. Les mêmes grumes que celles
montrées pour le jeu Besle (à l’exception de la dernière).

grumes de la forêt au parc). Les images ont été acquises par le capteur Huawei ANE-LX1
et ont une taille de 4608 × 3456 pixels. Ces images ont le même objectif que celles des
souches : est-il possible d’identifier la grume quelques semaines après leur découpe à partir
d’une photo d’une coupe transversale ? Le damier est toujours présent sur ces images. La
figure 3.5 montre quelques photos du jeu de données. Nous pouvons voir des problèmes
que posent ce type d’images : salissures sur la section durant le transport, présence de
résine qui a coulé au niveau de l’aubier, . . .

3.2.6 Logyard

En janvier 2020, une campagne a été faite afin d’acquérir davantage de photos de
douglas. Les photos sont celles de 52 arbres provenant de 4 sites différents (soit 13 arbres
par site). Les images ont été acquises avec un iPhone X et ont une taille de 3024× 4032
pixels. Les photos ont été prises sur le parc à grumes d’une scierie. Pour chaque grume,
plusieurs images ont été prises a des hauteurs différentes dans la grume lors de la découpe
de celle-ci en 3 billons de 4 m de longueur. Les sections sont identifiées à partir du site
(une lettre : A, B, C ou D), du numéro de la grume (1 à 13) et de la hauteur dans l’arbre
(a,b,c ou d, avec a proche du sol et d proche de la cime par tranche de 4 mètres). La
figure 3.6 synthétise la méthode de prise des photos pour un arbre. La provenance des
arbres est la suivante :

• Sémelay : A

• Chaulgnes Bertranges : B

• Iboy le pré : C

• Anost : D
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3.2. Jeux de données

Figure 3.6 – Schéma représentant les parties de la grume prises en photo aussi bien pour
le jeu Logyard que pour le jeu Sawmill.

Figure 3.7 – Exemples issus du jeu de données Logyard. Il s’agit des quatre section la
même grume : D02a, D02b, D02c et D02d.

Au total 208 images ont été acquises. La figure 3.7 montre des exemples de ce jeu de
données. Les images ont pour identifiant : D02a, D02b, D02c et D02d. Autrement dit, il
s’agit des images de la grume numéro 2 (02) provenant du site Anost (D) et des 4 hauteurs
(a, b, c et d) de la grume. Nous pouvons constater qu’en général plus la coupe est proche
de la souche, moins elle est circulaire. Comme pour les jeux précédents, un damier est
présent sur les photos pour effectuer la conversion pixel/millimètre.

3.2.7 Sawmill

Dans la campagne de janvier 2020, les mêmes arbres ont été photographiés en scierie
sur la chaîne de traitement juste avant la découpe. Sur la chaîne de traitement de la scierie
une caméra a été installée de façon à prendre une photo des billons gros bout uniquement
(i.e. le côté ayant le plus gros diamètre, principalement celui le plus proche de la souche).
Il s’agit des mêmes 52 arbres que pour le jeu d’images précédent. Un rafraîchissement
a été opéré pour chaque billon. Pour chaque site, deux billons ont été retirés pour faire
des mesures de résistance physique. De même la hauteur d ne peut être prise en photo
s’agissant de la fin de l’arbre. Le jeu est donc composé de 150 images, deux images n’ont
pas été prises (bien qu’il soit possible d’apercevoir le gros bout du billon sur d’autres
images). Le capteur est Sony IMX183, les images ont une taille de 5472 × 3648 pixels.
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Figure 3.8 – Schéma représentant l’installation du capteur en scierie pour le jeu de
données de la scierie.

Figure 3.9 – Exemples issus du jeu de données Sawmill. De gauche à droite : D02a,
D02b, D02c et A01b.

La figure 3.8 montre l’installation de la caméra qui a servi pour la capture des images en
scierie.

En scierie, aucun damier n’a pu être placé pour des raisons de sécurité. Néanmoins, un
télémètre a été positionné afin de connaître la distance entre la caméra et la grume. Cela
permet de faire la conversion pixel/millimètre étant donné que l’on connaît la résolution
des images et la focale de l’appareil. La figure 3.9 montre quelques exemples d’images de
ce jeu de données. Les images ont pour identifiant : D02a, D02b, D02c et A01b.

3.3 Segmentation de la grume

La présentation des jeux d’images permet de se rendre compte que les images ne sont
pas similaires à celles fréquemment utilisées dans l’état de l’art (voir chapitre 2). En ef-
fet, de nombreux éléments viennent rendre difficile l’analyse de ces images. Parmi ces
éléments, nous pouvons citer la présence de salissures dû au transport, la résine qui a
coulé entre l’abattage de l’arbre et son passage sur la chaîne de traitement en scierie, les
coups de sciages, . . . Tous ces éléments ne sont pas présents lorsque le contexte est la den-
drochronologie puisque le contexte permet d’effectuer un certain nombre de traitements
physiques (ponçage) et/ou chimiques.

Dans cette section, nous abordons les méthodes mises en œuvre pour segmenter la
section transversale de bois. Cette segmentation est une étape importante, elle permet
de simplifier la détection des autres éléments importants dans l’estimation de la qualité
du bois. Elle permet également de déduire le centre géométrique de la grume (i.e. le
barycentre des points composants la grume). Toute cette section a fait l’objet d’un article
publié [Decelle and Jalilian, 2020] (voir section 6.2).
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3.3. Segmentation de la grume

Figure 3.10 – Image d’exemple et les trois composantes de l’espace CieLAB dans l’ordre
L, a∗ et b∗.

3.3.1 K-means

À la vue des images des différents jeux de données, il semble normal de se demander s’il
n’existerait pas une méthode rapide pour segmenter la grume dans l’image. En effet, deux
caractéristiques des grumes sont à souligner. La première est la colorimétrie de la grume
qui se démarque souvent du reste de l’image, quand celle-ci est seule. La deuxième est
que la grume est proche d’un cercle. Il est pertinent de regarder dans ces deux directions.

La première approche proposée se base sur l’algorithme K-Means. Celui-ci va permettre
de regrouper les pixels de couleurs similaires dans un même cluster, le nombre de clusters
n étant un paramètre. L’idée est d’avoir un cluster formé uniquement des pixels de la
section transversale de la grume. Le K-Means est une méthode proche de l’algorithme
SLIC détaillé au chapitre 1, à ce détail près que les coordonnées (x, y) des centres des
clusters ne sont pas prises en compte. Nous avons utilisé la version proposée par Arthur
et al. [Arthur and Vassilvitskii, 2006] qui développent un algorithme plus performant que
l’algorithme initial : la solution optimale est trouvée et le temps de calcul est réduit.

La méthode est appliquée sur l’espace de couleur CieLAB (voir figure 3.10). Le choix
s’est porté sur cette représentation car les pixels de section transversale sont souvent dans
des teintes proches (Hue). De plus, le bord de la section est généralement foncé, ce qui se
transcrit bien dans cet espace (faible saturation, teinte unie, faible brillance). De plus, la
taille de l’image est divisée par 4 afin de réduire le bruit et limiter le temps de calcul.

En appliquant K-Means avec n = 6 (le nombre de clusters), nous obtenons les clusters
visibles sur la figure 3.11. Le choix de n s’est fait de manière empirique sur un ensemble
d’images. Nous avons observé que pour n = 6, la grume semble appartenir à un unique
cluster tout en se distinguant des éléments non pertinents pour cette segmentation. Le
regroupement des pixels ne se fait pas spatialement ; c’est-à-dire, que deux pixels à l’opposé
l’un de l’autre peuvent appartenir au même cluster même s’ils ne définissent pas la même
chose. Dans la figure 3.11, nous pouvons observer que le blanc de la mire appartient au
même cluster que le sol. Pour limiter ce problème, nous avons décomposé chaque cluster
en plus petits groupes en cherchant les composantes connexes. Ces composantes connexes
sont illustrées pour chaque cluster dans les figure 3.11.

Une fois les pixels regroupés, il faut sélectionner la composante correspondant à la
section transversale de la grume. Nous allons utiliser la deuxième caractéristique de la
grume que nous avons mentionnée, à savoir la circularité de la grume. Nous définissons la
circularité, notée C, comme un rapport entre l’aire A, c’est-à-dire le nombre de pixels, et
le périmètre P , i.e. le nombre de pixels appartenant au contour, d’une composante :
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Figure 3.11 – Les 6 clusters (image en noir et blanc) trouvés par la méthode du K-
Means [Arthur and Vassilvitskii, 2006] et les composantes connexes associées (sous chaque
clusters, une couleur par composante).
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3.3. Segmentation de la grume

Figure 3.12 – Exemple de l’algorithme proposée pour la segmentation de la grume en
utilisant l’algorithme de KMeans [Arthur and Vassilvitskii, 2006]

C =
4πA
P2

(3.1)

Par exemple, pour un cercle parfait C = 1 et pour un rectangle de largeur 1 et longueur
2 la circularité vaut environ 0, 698.

Pour sélectionner la composante connexe qui représente la section transversale, nous
avons tout d’abord choisi de sélectionner la composante connexe la plus grande pour
chaque cluster (ce qui donne 6 composantes connexes). Puis, parmi ces composantes,
nous prenons celle ayant la circularité la plus proche de 1. La figure 3.12 montre l’image
d’origine, le regroupement par cluster, c’est-à-dire que pour chaque pixel d’un cluster nous
lui associons la couleur du barycentre, et enfin la composante connexe retenue selon les
critères ci-dessus. Nous pouvons observer que la grume est bien segmentée malgré la pré-
sence de trous dans la segmentation. Ces défauts peuvent être corrigés par un traitement
a posteriori.

Les avantages de cette méthode sont sa rapidité et sa simplicité. Par ailleurs, elle est
facilement adaptable ; c’est-à-dire que si l’espace de couleur CieLAB n’est pas le plus
pertinent pour effectuer l’algorithme K-Means, il est possible d’utiliser une autre repré-
sentation de couleur. De même, que le critère C de sélection peut-être ajusté aux données
à traiter.

Le défaut majeur de cette méthode est principalement dans le critère de sélection de
la composante connexe. En effet, le critère de circularité n’est pas toujours pertinent.
Par exemple, dans la figure 3.13 la grume ne semble pas très circulaire. Si l’on calcule la
circularité C pour cette grume, dont la vérité terrain est montrée à droite dans la figure, on
obtient une valeur d’environ 0, 506, plus petite que celle d’un carré. C’est la taille qui fait,
dans ce cas précis, le premier critère de sélection et non la circularité. Autre limite, nous
avons décidé de prendre la plus circulaire des plus grandes des composantes connexes. Ce
choix s’explique par le fait que le grume est notre centre d’intérêt et que l’on suppose que
l’élément est le plus visible dans l’image (si d’autres extrémités de grumes sont présentes
dans l’image).

Des détails sur les performances de cette méthode, ainsi qu’une discussion vis-à-vis des
autres méthodes détaillées dans les sections suivantes, sont présentés dans le tableau 3.3.
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Figure 3.13 – Contre-exemple montrant une limite du calcul de circularité.

3.3.2 Contours actifs

Nous avons vu dans le chapitre 2 que les contours actifs ont été plusieurs fois utilisés
pour à l’analyse d’images de coupes transversales.

Cependant, l’utilisation du contour telle que décrite dans le chapitre 1 présente un
inconvénient dans la segmentation de la coupe transversale. En effet, les cernes présentent
une norme du gradient potentiellement élevée, conduisant l’une des forces à être très
importante. Une façon de résoudre cet inconvénient est de ne pas prendre en compte la
norme du gradient dans le contour actif.

La formulation s’inspire du modèle de Mumford-Shah [Mumford and Shah, 1989].
Mumford et Shah approximent l’image I par une fonction continue par morceaux U ,
l’objectif est de trouver le minimum l’équation :

E(U,C) = µP(C) + λ

∫
E

(I(x)− U(x))2dx+
∫
E\C
||∇U(x)||2dx

où C est le contour actif, P(C) est la longueur du contour qui permet sa régularité, et µ
et λ deux paramètres. Le deuxième terme permet de s’assurer que U s’approche de I et le
troisième terme assure que U est différentiable en tout point du domaine E à l’exception
des points du contour (due à l’approximation par une fonction continue par morceaux).
Malheureusement, cette formulation est coûteuse en terme de calcul.

Chan et Vese proposent de simplifier la fonction U [Chan and Vese, 2001a]. Cette
dernière ne peut avoir que deux valeurs possibles qui sont les suivantes :

∀x ∈ E, U(x) =

{
c1 quand x est à l’intérieur de C
c2 quand x est à l’extérieur de C

Le deuxième apport de Chan et Vese est d’ajouter une contrainte supplémentaire sur
le contour C qui prends en compte l’aire qu’occupe l’intérieur de la courbe. La formule à
minimiser est :

µP(C) + νA(C) + λ1

∫
intrieur

|I(x)− c1|2dx+ λ2

∫
extrieur

|I(x)− c2|2dx
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3.3. Segmentation de la grume

où A(C) est l’aire contenue à l’intérieur du contour et ν un nouveau paramètre.
La paramètre ν définit une contrainte sur la zone couverte par le contour C. Ce

paramètre n’a de sens que si le contour doit atteindre les bords de l’image [Getreuer,
2012]. En effet, pour un contour fermé si l’on cherche à minimiser l’aire avec ν > 0, alors
le contour vide minimise l’aire.

Dans le cadre de l’application à la segmentation de la coupe transversale, l’algorithme
du contour actif avec la formulation ci-dessous, a été appliqué sur la composante L de l’es-
pace CieLAB. Puis, les images ont été re-dimensionnées avec une taille de 512×512 pixels
par interpolation bilinéaire afin de réduire le temps de calcul. Les paramètres ont été fixés
aux valeurs suivantes : µ = 0.5, ν = 0 et λ1 = λ2 = 1. Le contour initial était un cercle
centré sur l’image d’un rayon de 128 pixels. Le nombre d’itérations a été fixé à 400. Les
images résultats sont présentés dans les figure 3.15h et figure 3.16h. Les résultats quanti-
tatifs sont présentés dans la tableau 3.3. Brièvement, les résultats sont moyens. Bien que
les contours actifs arrivent à localiser la coupe et à avoir une forme approximatif, la seg-
mentation reste très imprécise avec parfois des éléments non souhaités qui sont segmentés.

Les avantages des contours actifs résident dans les forces utilisées. Elles sont intuitives
à comprendre et il est facile d’ajouter des forces pour s’adapter aux problèmes.

Néanmoins, la convergence vers le minimum peut être longue et n’est pas forcément
garantie. Le temps de calcul peut varier de quelques secondes avec un contour avec des
forces simples à quelques minutes dès que l’on ajoute des forces plus précises et adaptées
au problème. Ce dernier point est essentiel, car le temps est un facteur important dans le
cadre industriel.

3.3.3 Réseaux de neurones convolutifs

Il existe beaucoup de réseaux de neurones convolutifs pour la segmentation d’images.
Dans le cadre du projet, nous avons évalué 4 réseaux qui offrent de bons résultats pour la
segmentation de manière générale. Ces quatre réseaux sont : U-Net [Ronneberger et al.,
2015], SegNet [Badrinarayanan et al., 2017], RefineNet [Lin et al., 2017] et Mask R-CNN
[He et al., 2017]. L’architecture de chacun de ces réseaux a été décrite dans la sous-
section 1.7.1.

Nous avons proposé un modèle légèrement différent pour U-Net qui s’inspire de celui
proposé par [Fabijanska et al., 2017]. En effet, depuis l’architecture proposée de U-Net en
2015, de nombreux apports ont été faits. Celui qui a retenu notre attention concerne la
régularisation des réseaux : le dropout (voir le chapitre 1). L’architecture proposée est la
suivante.

La partie encodeur, la première convolution est de taille 11 × 11 avec dropout, suivi
d’une seconde convolution de taille 11× 11. Chaque convolution est suivie par la fonction
d’activation ReLU (voir la section 1.7). L’échantillonnage est de taille 2×2 avec un stride
de 2 et en prenant le maximum. Le premier bloc est composé de 16 filtres. À chaque
réduction, le nombre de filtres est doublé et la taille des filtres est diminuée de 2 jusqu’à
la taille minimiale de 3×3, c’est-à-dire que l’on commence par des filtres de taille 11×11,
puis 9 × 9, 7 × 7, 5 × 5 et finalement 3 × 3. La partie décodeur est identique au réseau
d’origine (U-Net [Ronneberger et al., 2015]), avec simplement l’ajout de couche de dropout
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Figure 3.14 – Architecture de U-Net proposée pour la segmentation de la coupe trans-
versale. La taille des convolutions est marquée au-dessus des flèches correspondantes.

après la première convolution. La figure 3.14 synthétise la description de l’architecture.
L’entraînement a été fait par la méthode ADAM, avec les paramètres par défaut et un
coefficient d’apprentissage de 10−4. La fonction de perte est l’entropie croisée binaire.

Pour Mask R-CNN le réseau squelette est le réseau ResNet-101-FPN avec un pré-
entraînement sur le jeu de données MS COCO. Les mêmes paramètres que pour le réseau
U-Net précédemment présenté ont été choisis : ADAM avec paramètres par défaut, coef-
ficient d’apprentissage de 10−4 et l’entropie croisée binaire pour la fonction de perte.

Pour le réseau RefineNet aucune modification n’a été faite. L’entraînement s’est fait
avec ADAM (paramètres par défaut) et un coefficient d’apprentissage de α = 10−4. Le
nombre d’époques est de 40000.

Pour SegNet aucune modification n’a été faite. L’entraînement s’est fait avec la des-
cente de gradient stochastique et un coefficient d’apprentissage de α = 0, 003 sur un total
de 30000 époques d’entraînement.

Une augmentation de données a été faite afin d’améliorer les performances des ré-
seaux. Cette augmentation de données consiste en un certain nombre de déformations :
des rotations, des décalages verticaux et horizontaux, des zooms et des transvections.
L’augmentation se fait à la volée, c’est-à-dire qu’à chaque batch les images subissent ces
transformations de manières aléatoires.

3.3.4 Résultats

Pour l’évaluation des méthodes proposées, nous comparons les valeurs du MCC (voir
le chapitre 1). Cet indicateur est l’un des meilleurs car il prend en compte la répartition
des différentes classes. Pour chaque jeu, chaque réseau a été entraîné et a fait l’objet
d’une validation croisée en 2 groupes. La moitié des images servent d’entraînement, avec
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MCC U-Net Mask-RCNN RefineNet SegNet K-means Contours Actifs

BBF 0.864 0.892 0.958 0.897 0.801 0.788
Corcieux 0.917 0.930 0.894 0.869 0.827 0.826

Besle 0.911 0.910 0.773 0.689 0.902 0.879
Sawmill 0.832 0.946 0.961 0.944 0.352 0.246
sbgTS3 0.916 0.784 0.968 0.909 0.668 0.698
sbgTS12 0.873 0.912 0.960 0.938 0.753 0.781

Table 3.3 – MCC pour les différents modèles sur les jeux de données utilisés. En carac-
tères gras, le MCC le plus élevé.

(a) image d’entrée (b) Vérité terrain (c) UNet (d) Mask-RCNN

(e) RefineNet (f) SegNet (g) K-means (h) Snake

Figure 3.15 – Prédictions des modèles sur une image du jeu Corcieux. En vert, les pixels
TP. En bleu, les pixels FN et en rouge les pixels FP.

60% pour l’apprentissage et 4O% pour la validation, et l’autre moitié pour le jeu de test.
Un deuxième entraînement est fait en inversant les jeux ; la moitié du jeu ayant servi
de test devient la moitié d’entraînement (avec 60% pour l’apprentissage et 40% pour la
validatoin) et la moitié ayant servi d’entraînement devient celle de test. Le MCC présenté
est la moyenne obtenue pour chaque groupe. Ce score est calculé pour chaque jeu d’images
suivant : BBF, Corcieux (Huawei), Besle, Sawmill ainsi que deux autres jeux de données
(sbgTS3 et sbgT12) issus des données collectées par les collaborateurs autrichiens du
projet TreeTrace. La figure 3.15 montre les sorties des différentes méthodes pour une
image issue du jeu Corcieux. De même, la figure 3.16 montre les sorties des différentes
méthodes pour une image issue du jeu sbgTS3.

Le tableau 3.3 montre les scores MCC obtenus. Les valeurs en caractères gras sont
le résultat le plus élevé, et donc le meilleur, pour chaque jeu d’images. Tout d’abord, le
MCC indique que RefineNet est le plus performant pour les jeux BBF, Sawmill, sbgTS12
et sbgTS3, U-Net est plus le plus performant sur le jeu Besle et Mask R-CNN est le plus
approprié pour le jeu Corcieux. Les méthodes n’utilisant pas de réseaux donnent de bons
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(a) Image d’entrée (b) Vérité terrain (c) UNet (d) MRCNN

(e) RefineNet (f) SegNet (g) K-means (h) Contour actif

Figure 3.16 – Prédictions des modèles sur une image du jeu sbgTS3. En vert, les pixels
TP. En bleu, les pixels FN et en rouge les pixels FP.

résultats pour les jeux BBF, Corcieux et Besle. Mais, elles ont des défauts notamment
lorsqu’il y a d’autres grumes présentes dans l’image (voir figure 3.15 et figure 3.16). De
plus, elles sont moins performantes pour le jeu d’images Sawmill. Ces moins bonnes per-
formances peuvent s’expliquer par plusieurs raisons. D’abord, la section transversale est
petite dans ces images. Ce qui implique que la recherche de la plus grande composante
circulaire, dans le cas de la méthode K-Means, n’est pas probante. De plus, les images
sont peu contrastées et puisque ces deux méthodes utilisent l’espace de couleur CieLAB
cela implique une moins bonne valeur de MCC. En effet, dans certaines images la présence
d’autres grumes doit induire en erreur les méthodes de détection. Ceci est un inconvé-
nient supplémentaire pour la méthode K-Means, et dans une moindre mesure la méthode
des contours actifs. La figure 3.17 illustre, à travers une image issue de l’ensemble, ces
problèmes liés à ce jeu d’images. Dans l’image la présence d’une deuxième grume est
visible, les composantes a∗ et b∗ de l’espace CieLAB ne permettent pas de démarquer
suffisamment les grumes. Mais l’espace CieLAB semble être meilleur pour les autres jeux
d’images. Il faudrait, pour ce jeu d’images, changer de représentation des couleurs.

Mask-RCNN est plus performant que U-Net dans tous les jeux à l’exception du jeu
sbgTS3. U-Net a un score très faible sur le sous-ensemble Sawmill. Cela peut s’expliquer
par le fait d’avoir utilisé l’entropie croisée binaire pour la fonction de perte, alors que les
grumes sont très petites entraînant un déséquilibre dans les classes. Ce déséquilibre peut
fausser l’entraînement du réseau. U-Net obtient de meilleurs résultats lorsque les coupes
transversales sont plus grandes dans les images, comme dans le sous-ensemble Besle.

RefineNet donne en général les meilleurs résultats. Il surpasse les autres pour les jeux
sbgTS3 et sbgTS12. Néanmoins, lorsque le jeu de données est plus petit, RefineNet a du
mal à fournir une segmentation précise. Cela peut expliquer les faibles résultats pour le
jeu Besle composé de 65 images.

SegNet n’est jamais le meilleur réseau, mais il n’est jamais non plus le pire. Tout
comme pour SegNet, le réseau a probablement trop de paramètres pour les petits jeux de
données, notamment Besle, ce qui peu expliquer les faibles résultats pour ce jeu d’images.

104



3.3. Segmentation de la grume

Figure 3.17 – Image issue du jeu d’images Sawmill montrant les limites liées à l’image :
présence d’une deuxième grume, en première ligne les composantes de l’espace CieLAB
et en deuxième ligne les composantes de l’espace HSV.

U-Net MRCNN RefineNet SegNet K-means Contour Actif

466 1245 1143 911 341 2052

Table 3.4 – Temps de calcul moyen (en ms) pour une image pour les différents modèles.

En plus du score MCC, les temps de calcul moyen pour une image à l’exécution ont été
pris en compte. En effet, il est possible de sacrifier un peu de performance pour un gain
de temps de calcul, car l’objectif est d’avoir un outil applicable dans un cadre industriel.
Si une méthode possède un temps de calcul plus rapide, mais avec une faible perte de per-
formance, par rapport à la méthode la plus performante, alors il est possible de considérer
cette méthode. Le tableau 3.4 montre le temps de calcul pour toutes les méthodes. Pour le
benchmarking, nous avons utilisé 16GB de RAM à 2133 MHz (LPDDR3), un processeur
Intel Core i7 et une carte graphique Intel Iris Plus Graphics 640 1536 Mo. Aucun GPU n’a
été utilisé. La première chose que l’on remarque est que K-Means est la méthode la plus
rapide. A contrario, le contour actif est le plus lent. Nous pouvons, au vu des résultats
sur le MCC du contour actif, considérer que ce n’est pas la méthode offrant les meilleurs
résultats. U-Net a un temps d’exécution (466 ms) à peine plus important que K-Means
(341 ms), mais avec un MCC plus élevé. U-Net semble donc être une bonne approche.
MRCNN est le réseau de neurones le plus lent avec une exécution en 1245 ms. Les résul-
tats de ce réseau sont très légèrement meilleurs que U-Net. Enfin, bien que SegNet ait un
temps d’exécution inférieur à une seconde, ses performances sont les moins bonnes des
réseaux. Pour à peine 200 ms de plus, le choix de RefineNet est plus pertinent.

Cela étant dit, il est nécessaire de souligner quelques points. Tout d’abord, l’utilisation
de l’entropie croisée binaire peut induire des erreurs au niveau de l’apprentissage des ré-
seaux de neurones. Il est envisageable de refaire un entraînement, mais avec la fonction de
perte MCC (voir l’équation 1.12). Autre point à noter, certains jeux ont très peu d’images.
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Or, certains réseaux ont beaucoup de paramètres nécessitant soit un jeu d’apprentissage
très grand, soit d’effectuer un transfer learning, soit d’apprendre une partie de manière
non supervisée, avec les Barlow Twins par exemple [Zbontar et al., 2021]. Nous n’avons
pas testé cette méthode, ou d’autres réseaux de neurones plus récents car les travaux sur
la segmentation de la grume ont été en 2020. Il est envisageable de faire apprendre sur
des réseaux de neurones pour la segmentation de la grume. Bien que l’augmentation de
données, à travers des transformations des images, ait été faite, il est possible que cela
ait un effet sur l’apprentissage des réseaux. Notamment MRCNN est un réseau qui a été
conçu pour la segmentation sémantique multi-classe. Pourtant, il a été utilisé pour une
segmentation avec une seule classe. Cet usage peut limiter ses performances.

Il serait possible de concevoir des contours actifs plus adaptés à la segmentation de la
grume. Par exemple, il serait pertinent d’inclure des critères de régularité supplémentaires
afin de prendre en compte la forme très régulière des grumes (dans la grande majorité des
cas). Toutefois, le temps de calcul, déjà important par rapport aux autres méthodes, du
contour actif n’incite pas à approfondir cette méthode dans un cadre applicatif. Pour la
méthode K-Means, il faudrait adapter la méthode de sélection afin de pallier au problème
de la taille de la grume. Effectuer des pré-traitements et des post-traitements avant de
faire la sélection de la plus grande composante circulaire pourrait augmenter les perfor-
mances. Par exemple, l’utilisation de morphologie mathématique permettrait d’avoir des
composantes plus circulaires. L’utilisation de la composante S de l’espace HSV peut être,
dans certains cas, plus adéquate.

Dans la suite du manuscrit, afin de ne pas induire davantage d’erreurs dans les autres
méthodes, nous avons décidé de prendre la segmentation manuelle de la coupe transversale
et non l’une des segmentations présentées ci-dessus.

3.4 Segmentation de l’aubier et du duramen
Une fois la segmentation de la grume effectuée, l’étude des autres éléments clefs dans

l’estimation de la qualité du bois devient plus aisée. Parmi ces éléments, la quantité de
duramen par rapport à la quantité d’aubier est un indicateur de qualité du bois. Afin d’évi-
ter d’induire davantage d’erreurs dans la segmentation du duramen, les images qui sont
utilisées dans cette section sont celles des coupes transversales segmentées manuellement.

Nous avons présenté, dans le chapitre précédent, la seule étude [Raatevaara et al.,
2020], à notre connaissance, portant sur la segmentation du duramen sur des images RVB
brutes de coupes transversales de grumes. L’étude traite des images de même nature que
les nôtres. Cependant, les résultats de l’étude sont très disparates : l’indice de Jaccard
allant de 0.3 à 0.9 [Raatevaara et al., 2020]. Nous proposons d’effectuer la segmentation
du duramen à l’aide de réseaux de neurones convolutifs avec peu de paramètres.

Toute cette section a fait l’objet d’un article qui a été soumis (voir section 6.2). Le
code source est disponible 10.

10. https://gitlab.com/Ryukhaan/treetrace
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3.4. Segmentation de l’aubier et du duramen

3.4.1 Réseaux de neurones convolutifs

La deuxième approche pour effectuer la segmentation du duramen est l’utilisation de
réseaux de neurones ayant peu de paramètres. En effet, nous avons souligné quelques
défauts des réseaux pour la segmentation de la grume. Notamment, nous avons utilisé
des réseaux de neurones avec beaucoup de paramètres alors que nos jeux d’images sont
restreints. Autre point, le Douglas possède un duramen très coloré (rose/rouge) dans la
majorité des cas. Étant donné qu’il s’agit d’identifier ces pixels colorés, il semble pertinent
de réduire les nombres de paramètres des réseaux de neurones.

Une opération que l’on peut faire pour diminuer le nombre de paramètres est de
remplacer les convolutions d’un CNN par des convolutions séparables en profondeur, ou
en anglais depthwise separable convolutions (DSC) [Mamalet and Garcia, 2012]. L’idée
d’une convolution séparable est de remplacer la matrice de convolution par le produit de
deux vecteurs. Par exemple, une matrice de taille 5 × 5, soit 25 paramètres, peut être
remplacée par le produit de deux vecteurs de taille 5, soit 10 paramètres. La notion de
profondeur permet d’éviter de multiplier le nombre de paramètres de la convolution par
le nombre de composantes couleurs, il s’agit d’une addition pondérée des résultats de
la convolution sur chaque composante. Avec une image RVB, soit 3 composantes, une
convolution classique avec un filtre de taille 5× 5 donne 75 paramètres. Avec une couche
DSC, nous avons 5 + 5 + 3 = 13 paramètres.

Malheureusement, réduire le nombre de paramètres va avoir une conséquence sur l’ap-
prentissage. Celui-ci sera plus long et la possibilité de tomber dans un minimum local
est plus importante. Afin de compenser cet effet, nous proposons d’ajouter des couches
d’attention, avec peu de paramètres, définies dans les sous-sections suivantes.

3.4.1.1 Couche d’attention morphologique

Nous proposons une nouvelle couche d’attention. Nous allons d’abord rappeler l’objec-
tif des couches d’attention. Ces couches utilisent des opérateurs qui mettent en évidence les
caractéristiques importantes. L’idée étant de diminuer les informations peu utiles pour la
segmentation et d’augmenter l’importance des informations pertinentes. Les outils de mor-
phologie mathématique (MM) permettent d’effectuer opérations spécifiques aux images
pour récupérer ou filtrer différentes structures. Ils utilisés dans de nombreuses tâches de
vision par ordinateur et/ou traitement d’images, telles que le filtrage, la segmentation,
l’extraction de caractéristiques, etc. C’est la raison pour laquelle nous avons introduit une
couche d’attention qui utilise les outils de MM.

Les opérations de base de la MM sont la dilatation et l’érosion. D’autres filtrages
morphologiques peuvent être définis par une combinaison de ces deux opérateurs. Dans
ce travail, nous empruntons les couches morphologiques introduites dans [Mondal et al.,
2019].

Les couches introduites sont présentées de la manière suivante. Soit I une image avec
une seule composante. Les opérations de dilatation ⊕ et d’érosion ⊖ sur un pixel (i, j)
sont définies comme :
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(I ⊕Wd)(i, j) = max
x∈U,y∈V

(I(i− x, j − y) +Wd(x, y)) (3.2)

(I ⊖We)(i, j) = min
x∈U,y∈V

(I(i− x, j − y) +We(x, y)) (3.3)

où Wd ∈ Ra×b, We ∈ Ra×b, U = {1, 2, . . . , a}, V = {1, 2, . . . , b} et a, b ∈ N. Les deux ma-
trices Wd et We sont les éléments structurants (matrice) de la dilatation et de l’érosion
et sont de taille a× b.

La couche d’attention proposée (MAG) va utiliser ces couches morphologique. Elle
se focalise sur l’information spatiale et non sur l’information des composantes, c’est-à-
dire sur les composantes couleur. Redisons-le, le duramen pour le Douglas est dans les
teintes rouge/rose. Ainsi, d’une image à l’autre nous cherchons à segmenter cette partie
de la grume. Ainsi, se focaliser sur les composantes ne semble pas très pertinent, car cela
n’apportera pas davantage d’informations.

La couche d’attention morphologique (MAG) que nous proposons est la suivante. Soit
la carte de caractéristiques d’entrée F ∈ RH×W×C , où H, W et C sont des entiers. Notre
couche effectue un premier calcul spatial dont la carte 2D F′ ∈ RH×W×1 en est le résultat.
Cette carte est donnée par la formule :

F ′ = Ws ∗ F

où Ws contient les poids d’une convolution 1× 1.
Pour la suite, nous avons considéré deux chemins à l’intérieur de la couche. Le premier

chemin utilise k ∈ N couches de dilatation, et le second chemin utilise k couches d’érosion.
Nous avons introduit une séquence d’érosion (ou de dilatation) avec différents éléments
structurants afin d’éliminer le bruit ou d’améliorer l’information. Cette séquence est utile,
car une seule opération n’est pas nécessairement suffisante pour effectuer les tâches voulues
(réduction du bruit et augmentation de l’information pertinente).

Le chemin de dilatations se résume de la manière suivante :

∀i ∈ J0, . . . , k − 1K,
{
D0 = F′

Di = (Di−1 ⊕Wi
d) + F′ (3.4)

De la même façon, le chemin d’érosions s’écrit :

∀i ∈ J0, . . . , k − 1K,
{
E0 = F′

Ei = (Ei−1 ⊖Wi
d) + F′ (3.5)

Comme nous ne pouvons pas savoir quel chemin est le plus efficace pour la suppression
du bruit dans un cas particulier, nous combinons les deux sorties en une seule carte de
caractéristiques en utilisant une addition pixel par pixel suivie d’une fonction d’activation
(sigmoïde) σ. Le résultat est une carte 2D α. Ensuite, cette dernière est multipliée pixel
par pixel (⊙) par la carte d’entrée F canal par canal :

F′′ = σ(Dk−1 + Ek−1)︸ ︷︷ ︸
α

⊙F

La figure 3.18 résume la couche d’attention morphologique présentée ci-dessus.
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Figure 3.18 – Couche d’attention morphologique proposée.

3.4.1.2 Architecture proposée

L’architecture proposée afin de réduire les paramètres est une architecture similaire à
U-Net. Mais, au lieu de procéder deux fois à des convolutions (à chaque niveau du réseau),
nous décidons de ne faire qu’une seule convolution. Cela permet de diminuer de moitié le
nombre de paramètres. De plus, chaque convolution est remplacée par une DSC. Comme
nous l’avons vu, ce type de convolution permet de réduire le nombre de paramètres. Les
fonctions d’activations ReLU sont remplacées par Leaky ReLU. Nous ajoutons à chaque
convolution une couche de shakeout. La description de cette architecture est illustrée dans
la figure 3.19. Ce réseau est intitulé LU-Net (pour Light U-Net).

Figure 3.19 – Architecture du réseau LU-Net proposée.
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3.4.2 Résultats

En plus du réseau LU-NET tel que nous l’avons présenté, nous avons entraîné d’autres
CNN pour comparer. Notamment, nous avons entraîné le modèle U-Net sans modifications
et le modèle LU-Net sans couches d’attention. Nous avons entraîné LU-Net avec la couche
d’attention proposée (MAG). Nous avons comparé notre couche d’attention avec deux
autres couches d’attention : CBAM et AAG (voir chapitre 1). Tous les réseaux ont 8
filtres pour la première convolution.

Tous les modèles ont été entraînés sur 100 époques. La taille d’entrée a été fixée
à 304 × 304 pixels (interpolation bilinéaire pour le sous-échantillonnage) et les images
sont restées dans l’espace RVB. Nos jeux de données étant réduits, nous avons appliqué
l’augmentation de données. Les transformations appliquées ont été les mêmes que pour
la segmentation de la grume : rotation, transvection, décalage horizontal ou vertical et
le zoom. Le taux d’apprentissage initial a été fixé à 0.001. Nous avons utilisé la méthode
Adam pour l’apprentissage avec les paramètres suivants β1 = 0.9, β2 = 0.999 et ϵ = 10−7.
Les paramètres des couches de shakeout ont été fixés à τ = 0.1 et c = 0.1. La fonction de
coût choisie a été le MCC (voir sous-section 1.7.3) pour tous les réseaux.

L’apprentissage s’est fait sur une validation croisée avec 8 groupes. Les meilleurs ré-
sultats ont été obtenus avec k = 3, le nombre d’érosions/dilatations effectué (voir équa-
tion 3.4), et un élément structurant de taille 7×7 aussi bien pour le chemin de dilatations
que le chemin d’érosions. La comparaison entre modèles s’est faite en utilisant le MCC.

Contrairement à la segmentation de la grume, il ne nous est pas possible d’utiliser
les jeux de données avec de l’épicéa (voir la figure 3.1 ou la figure 3.3). Cette essence
est un bois blanc, c’est-à-dire que le duramen n’est pas visible à l’œil nu, contrairement
au Douglas. Par ailleurs, les deux jeux d’images Besle et BBF ayant très peu d’images
ont été exclus de l’apprentissage. Les deux jeux d’images qui ont été utilisés sont le jeu
Sawmill et Logyard. Chaque jeu d’images est traité séparément, afin de prendre en compte
la spécificité des jeux. Rappelons également que les images d’entrée ne sont pas les images
brutes, mais les images préalablement segmentées manuellement et recadrées. Cela permet
de réduire l’influence d’une potentielle mauvaise segmentation de la coupe transversale.

Les résultats des différentes validations croisées pour les deux jeux d’images et chaque
réseau sont dans la tableau 3.5. Quelques exemples des contours de la segmentation, pour
les deux jeux d’images, sont présentés dans la figure 3.20. Pour le jeu de données Logyard,
le LU-Net est moins précis que U-Net. Cependant, lorsque des couches d’attention sont
ajoutées, le LU-Net montre de meilleurs résultats. U-Net est plus stable que les autres
modèles, il fournit l’écart-type le plus faible. Notre couche d’attention donne le meilleur
score moyen et a les meilleures performances sur 3 des validations croisées.

Pour le jeu de données Sawmill, nous observons que U-Net donne de faibles perfor-
mances (voir figure 3.20). LU-Net est plus performant que U-Net. Une explication possible
de ces résultats est que les images sont très peu contrastées (voir figure 3.20). De plus,
dans les images RVB, chaque canal est corrélé à l’autre. Par conséquent, les filtres de
convolution ne parviennent pas à mettre en évidence le duramen. Au lieu de cela, les
DSCs appliquent un filtre de convolution sur chaque canal puis les fusionnent. Ils agissent
comme une déconvolution des couleurs [Ruifrok et al., 2001].

Tout comme pour la détection de la grume, nous avons calculé le temps moyen d’exé-
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Modèle # Taille relative F1 F2 F3 F4 F5 F6 F7 F8 Moyenne Écart-type
lo

gy
ar

d

U-Net 378, 321 1 × 0.931 0.911 0.932 0.926 0.915 0.900 0.933 0.925 0.921 0.011
LU-Net 33, 428 0.08 × 0.883 0.906 0.926 0.881 0.927 0.926 0.888 0.920 0.907 0.019
LU-Net+AAG 99, 672 0.26 × 0.903 0.930 0.939 0.911 0.906 0.942 0.936 0.911 0.922 0.015
LU-Net+CBAM 44, 940 0.12 × 0.897 0.913 0.949 0.915 0.899 0.941 0.904 0.916 0.917 0.018
LU-Net+MAG 34, 332 0.09 × 0.936 0.923 0.924 0.925 0.939 0.952 0.934 0.907 0.930 0.013

sa
w
m

ill

U-Net 378, 321 1 × 0.892 0.882 0.907 0.943 0.790 0.699 0.888 0.894 0.862 0.074
LU-Net 33, 428 0.08 × 0.932 0.928 0.926 0.931 0.890 0.931 0.929 0.939 0.926 0.014
LU-Net+AAG 99, 672 0.26 × 0.934 0.925 0.920 0.929 0.931 0.917 0.941 0.938 0.929 0.008
LU-Net+CBAM 44, 940 0.12 × 0.932 0.932 0.916 0.931 0.928 0.932 0.945 0.920 0.930 0.008
LU-Net+MAG 34, 332 0.09 × 0.941 0.925 0.921 0.946 0.926 0.928 0.942 0.940 0.934 0.009

Table 3.5 – Valeur du MCC sur une validation croisée avec 8 groupes pour chaque modèle
et les deux jeux d’images utilisés. La deuxième colonne (#) est le nombre de paramètres
du réseau.

U-Net LU-Net LU-Net+AAG LU-Net+CBAM LU-Net+MAG

88 67 76 97 89

Table 3.6 – Temps de calcul moyen pour une image pour les différents modèles en ms.

cution pour image (hors temps d’apprentissage). En effet, les couches de convolutions
ajoutent des paramètres, mais également du temps de calcul. Ainsi, il est nécessaire de
savoir si les bons résultats de notre couche d’attention ne se font pas au détriment d’un
temps de calcul trop élevé.

Le tableau 3.6 montre le temps de calcul pour toutes les méthodes. Pour le bench-
marking, nous avons utilisé 16GB de RAM à 2133 MHz (LPDDR3), un processeur Intel
Core i7 et une carte graphique Intel Iris Plus Graphics 640 1536 Mo. Aucun GPU n’a été
utilisé.

La première chose que l’on remarque, c’est que la version allégée de U-Net (LU-Net) est
plus rapide. Cela est normal puisque que le nombre de paramètres a diminué. A contrario,
le temps de calcul augmente lorsqu’une couche d’attention est ajoutée. C’est le réseau
LU-Net avec la couche d’attention CBAM qui prend le plus de temps d’exécution. Notre
couche d’attention a le même temps que la version classique de U-Net. Au final, en prenant
en compte les résultats précédents, notre couche d’attention offre de meilleurs résultats,
pour un ajout minime de paramètres et un temps de calcul très faiblement augmenté.

3.5 Détection des cernes

Nous venons de segmenter le duramen et nous avons segmenté la grume, nous pouvons
en déduire la zone d’aubier. La zone d’aubier et de duramen ne sont pas les seuls éléments
utiles pour déterminer la qualité du bois. Les informations concernant les cernes jouent
un rôle dans la qualité du bois. Nous avons vu dans le chapitre 2 que la détection des
cernes a été très étudiée. Particulièrement, de nombreuses méthodes ont été réalisées dans
le cadre de la dendrochronologie. Or, soulignons-le encore une fois, le projet TreeTrace se
place dans un cadre industriel et avec des images capturées, en scierie ou en forêt, à partir
de surfaces brutes non préparées. Aucun traitement, physique ou chimique, ne peut être
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Vérité terrain U-Net LU-Net +AAG +CBAM +MAG

Figure 3.20 – Contour de la segmentation du duramen par les différents réseaux de
neurones proposés.

réalisé à la différence de la dendrochronologie. Cela implique, comme nous l’avons montré
dans les différents jeux d’images acquis (voir section 3.2), que les images ne mettent pas
nécessairement en valeur les cernes. La présence de coups de scies, ou d’arrachements
de bois sont encore très présents dans les images rendant l’analyse sur ce type d’image
plus difficile (voir figure 3.21). Avant de procéder à tester dans des conditions réelles nous
abordons la détection des cernes dans un cadre plus idéal pour développer de nouvelles
approches. C’est la raison pour laquelle, dans la suite de cette section, nous utiliserons les
images de grumes segmentées manuellement (par un expert).

Dans la suite de cette section, nous allons détailler la méthode proposée afin de seg-

112



3.5. Détection des cernes

Figure 3.21 – Zoom d’images montrant les difficultés liées au type d’images acquises.

menter les cernes. Notre méthode se décompose en trois parties : un filtrage, un seuillage
et un affinement de l’image seuillée.

3.5.1 Filtrage directionnel

Avant tout chose, les premières expérimentations qui ont été menées ont été faites sur
des images segmentées manuellement. L’idée derrière ça est de simplifier, dans un premier
temps, le cadre de travail afin de construire un outil de détection des cernes pour ce type
d’images. En effet, la segmentation de la grume pourrait donner des images où les cernes
visibles seraient manquantes. Une position de la moelle légèrement décalée pourraient
entraîner un filtrage directionnel non opérationnel. Cette segmentation est un cadre plus
idéal pour tester un nouvel outil. D’autant plus que les images possèdent déjà beaucoup
d’informations qui ne sont pas nécessaires à l’analyse, parfois même peuvent gêner cette
analyse.

En effet, la présence de coups de scie, d’arrachements de bois et tout autre forme de
bruit, posent un problème dans l’analyse de cernes. La figure 3.21 illustre ce problème.
Afin de réduire les erreurs induites par ces défauts, nous proposons d’effectuer un filtrage.
Afin d’être le meilleur possible, le filtrage doit se faire dans la direction des tangentes aux
cernes. Cela devrait permettre de réduire le bruit tout en rehaussant les limites de cernes.
C’est pourquoi, nous proposons d’utiliser des filtres orientables. L’objectif d’un tel filtre
est d’appliquer le même filtre mais avec des orientations différentes selon l’orientation des
tangentes aux cernes.

Dans la suite du manuscrit, nous parlerons de l’orientation des cernes pour
désigner l’orientation des tangentes aux cernes.

Le lissage proposé est celui du filtre gaussien orientable [Freeman et al., 1991] (steerable
filters). La fonction gaussienne en 2D d’écart-type σ s’écrit :

G(x, y) = e−
x2+y2

2σ2 (3.6)

l’écart-type est fixé à 1 pour des raisons de simplicité. Notons Gθ la fonction gaussienne
2D dépendant d’un angle θ donnée et notons Gn la dérivée n-ième de la fonction G. Nous
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(a) G0
1 (b) G

π
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1 (c) G

π
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1 (d) G
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1

Figure 3.22 – Illustration des masques pour un filtre dérivatif gaussien orientable.

(a) G2a (b) G2b (c) G2c (d) G
π
6
2 (e) G

π
3
2

Figure 3.23 – Illustration de masques pour un filtre orientable de la dérivée seconde
d’une gaussienne.

avons :

G0
1 =

∂

∂x
G(x, y) = −2xG(x, y) (3.7)

G
π
2
1 =

∂

∂y
G(x, y) = −2yG(x, y) (3.8)

La figure 3.22 montre deux masques de taille 100× 100 pixels représentant la fonction
gaussienne 2D orientable. Il est facile de montrer que pour un angle θ quelconque, la
fonction Gθ

1 est une combinaison linéaire des deux fonctions ci-dessus (voir l’équation 3.7).
Ainsi,

Gθ
1 = cos(θ)G0

1 + sin(θ)G
π
2
1 (3.9)

En utilisant la linéarité de l’opérateur de convolution, il est possible d’effectuer un
lissage et une détection de contour directionnel :

I ∗Gθ
1 = cos(θ)(I ∗G0

1) + sin(θ)(I ∗G
π
2
1 ) (3.10)

Il est possible de généraliser cela à d’autres fonctions. C’est le cas de la dérivée seconde
de la fonction gaussienne. Pour un angle θ le filtre orientable s’écrit :

Gθ
2 = ka(θ)G2a + kb(θ)G2b + kc(θ)G2c (3.11)

avec
ka(θ) = cos2(θ), kb(θ) = −2 cos(θ) sin(θ), kc(θ) = sin2(θ)
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et

G2a = (2x2 − 1)e−(x2+y2), G2b = 2xye−(x2+y2), G2c = (2y2 − 1)e−(x2+y2)

Les fonctions G2a, G2b et G2c sont illustrées dans la figure 3.23 ainsi que deux exemples
de la fonction Gθ

2 pour les angles π
6

et π
3
. De la même façon que précédemment, la linéarité

de l’opérateur de convolution permet de convoluer l’image de manière efficiente.

3.5.2 Filtrage directionnel : application au bois

Le filtre présenté ci-dessus est appliqué pour rehausser les cernes et réduire le bruit
intracerne. En effet, un cerne est un changement de transition haute intensité (bois de
printemps), faible intensité (bois d’été), puis de nouveau de haute intensité (bois de prin-
temps de l’année suivante). La dérivée seconde de la gaussienne approxime ces transitions.

Cependant, le filtrage par une dérivée seconde de la gaussienne risque de ne pas préser-
ver les contours. Cela va poser un soucis dans la détection des cernes, puisque ces derniers
sont des contours : transition de faible intensité vers une forte intensité. Pour corriger
cela, nous nous inspirons des filtres bilatéraux [Tomasi and Manduchi, 1998, Paris et al.,
2009]. Un filtre bilatéral est un filtre qui suggèrent de pondérer la valeur d’un pixel par
rapport à des distances à ses voisins : d’un point de vue spatiale et d’un point de vue
colorimétrique (distance entre les couleurs ou niveaux de gris). Des recherches ont été
faites pour faire en sorte que les filtres bilatéraux soient orientables [Hu and Li, 2012, Le
et al., 2014, Venkatesh and Seelamantula, 2015]. Nous proposons ici notre propre filtre
bilatéral directionnel.

La valeur d’une image I au pixel p après application d’un filtre bilatéral s’exprime de
la manière suivante :

Ifiltrée(p) =
1

Wp

∑
q∈V

Gσs(||p− q||)Gσr(|I(p)− I(q)|)I(q) (3.12)

Wp =
∑
q∈V

Gσs(||p− q||)Gσr(|I(p)− I(q)|) (3.13)

où V désigne un voisinage du pixel p (souvent un masque carré de taille fixé), σs désigne
l’écart-type de la gaussienne spatiale et σr désigne l’écart-type de la gaussienne colorimé-
trique (distance en terme de couleurs). Nous décidons de changer la formulation ci-dessus
en remplaçant le filtre gaussien spatial par le filtre directionnel de la dérivée seconde d’une
gaussienne 2D (voir l’équation 3.11). Autrement dit, Gσs est remplacé par :

Gσs(||p− q||) = ka(θ(p))G2a(||p− q||) + kb(θ(p))G2b(||p− q||) + kc(θ(p))G2c(||p− q||)
(3.14)

la pondération Wp est mise à jour selon la modification apportée et θ(p) est l’orientation
au pixel p.

Pour appliquer le filtre, il est nécessaire de connaître en chaque point l’orientation
θ. Nous pourrions calculer l’orientation à l’aide d’outil spécialement conçu pour cela,
cependant le bruit intracerne risque de fausser le calcul (voir le chapitre 4). Nous avons
décidé de choisir une orientation théorique. Notre hypothèse est la suivante : on suppose
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que les cernes décrivent des cercles concentriques dont la moelle est le centre (pour le
calcul de la moelle voir le chapitre 4). Le calcul de l’orientation au point p = (x, y) vaut :

θ(x, y) = arctan(
y

x
) (3.15)

où les coordonnées x et y sont exprimées dans le repère dont la moelle est l’origine.
Une fois l’orientation θ calculée en tout point de l’image, nous pouvons appliquer le

filtre bilatéral orienté. L’image résultante est le résultat de la convolution par le filtre
appliqué sur l’image convertie en niveaux de gris.

Figure 3.24 – Deux exemples du filtrage bilatéral directionnel. À gauche, l’image en
niveaux de gris. À droite, l’image filtrée. En haut à gauche de chaque image, un zoom du
rectangle rouge.
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La figure 3.24 illustre le résultat du filtre bilatéral directionnel proposé avec σs = 4.0,
σr = 15.0 et la taille du masque de convolution fixé à 21. Un zoom du rectangle rouge
a été fait et est mis en haut à gauche de l’image. Nous pouvons voir que le lissage a
bien été fait, que les cernes sont rehaussés. Cependant, un effet de bord est visible. Des
artefacts, semblable à un bruit impulsionnel, apparaissent après l’application du filtre.
Pour le moment, nous ne savons pas encore la raison de leur apparition. Nous avons
remarqué que cela dépendait principalement de la valeur de σs (le filtrage spatial). Notre
explication actuelle est que le bruit est du à l’utilisation de la dérivée seconde de la
gaussienne. Malgré tout, ce bruit est moins gênant, car il a été étudié plus largement, et
des solutions ont été proposées pour le supprimer [Chan et al., 2005, Gonzalez-Hidalgo
et al., 2018]. Ceci étant dit, nous proposons, par la suite, d’effectuer un seuillage adapté
afin de ne pas tenir compte du bruit (voir la sous-section 3.5.3). C’est-à-dire que le seuillage
va être en adéquation avec le fait qu’il y ait potentiellement un bruit poivre et sel dans
l’image.

3.5.3 Seuillage

Une fois l’image filtrée, nous seuillons l’image. Pour le seuillage, nous avons choisi un
seuillage adaptatif. Le seuillage adaptatif est une méthode dans laquelle la valeur du seuil
est calculée dans un voisinage local du pixel et, par conséquent, la valeur sera différente
pour chaque pixel. L’utilisation d’un filtrage adaptif et local est pertinent, car il permet
de prendre en compte d’éventuels changements d’intensité présents dans l’image.

Le seuillage est celui utilisant la moyenne [Glasbey, 1993]. Ce seuillage a été choisi,
car il va nous permettre de ne pas tenir compte du bruit poivre et sel présent à cause
du filtre bilatéral directionnel. La moyenne est calculée en un voisinage carré ω× ω, avec
ω ∈ N. Si l’intensité du pixel est supérieure à la moyenne moins une constante C ∈ R,
alors le pixel est mis à 1 sinon il est mis à 0.

En appliquant le seuillage sur l’image filtrée, avec C = −4 et ω = 31, nous obtenons
les images illustrées dans la figure 3.25.

Nous pouvons remarquer que certaines composantes connexes sont de très petites taille.
Il est impossible de savoir s’il s’agit de cernes ou du bruit. Nous avons choisi de supprimer
celles ayant une taille inférieure à un seuil M . La suppression des petites composantes
connexe est faite en fixant M à 100. À droite de la figure 3.25, nous observons l’effet de
la suppression des petites composantes connexes.

3.5.4 Affinement du seuillage

Notre objectif est de trouver la limite des cernes, nous devons amincir les zones qui ont
été seuillées précédemment. Pour se faire, nous utilisons l’information suivante : lorsque
l’on se déplace de la moelle vers l’écorce, le passage d’un cerne au suivant se traduit par
une transition de faible intensité (pixel noir) vers une haute intensité (pixel blanc). Le
but est de trouver ces transitions. Pour cela, des rayons partant de la moelle vers l’écorce,
c’est-à-dire le bord de l’image, sont tracés. Puis, le long de chaque rayon, s’il y a un
transition blanc vers noir entre un pixel et le suivant, alors le pixel reste à 1. Sinon le
pixel est mis à 0. Afin d’avoir connecter les limites cernes, nous appliquons une fermeture
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morphologique (dilatation suivie d’une érosion). L’élément structurant choisi a été un
élément structurant simple : 0 1 0

1 1 1
0 1 0


La figure 3.26 montre les résultats de cet affinement. La figure 3.27 et la figure 3.28

montrent deux exemples des limites de cernes segmentées. Nous pouvons observer que la
segmentation des limites de cernes n’est pas homogène, c’est-à-dire qu’il y a des zones où
la segmentation semble très bonne et d’autres zones où la segmentation est soit mauvaise,

Figure 3.25 – Deux exemples du seuillage. À gauche, le seuillage adaptatif local avec la
moyenne. À droite, le seuillage avec le suppression des petites composantes connexes. En
haut à gauche de chaque image, un zoom du rectangle rouge.
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soit le nombre de limites est très faible.

Figure 3.26 – Deux exemples de l’affinement du seuillage. À gauche, l’image seuillée.
À droite, le seuillage affinée avec uniquement les transition noir/blanc le long d’un rayon
partant de la moelle vers l’écorce. En haut à gauche de chaque image, un zoom du rectangle
rouge.

119



Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Figure 3.27 – Résultat final de la segmentation des limites de cernes. En haut à gauche
de chaque image, un zoom du rectangle rouge.
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Figure 3.28 – Résultat final de la segmentation des limites de cernes. En haut à gauche
de chaque image, un zoom du rectangle rouge.

121



Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

3.5.5 Calcul de la largeur moyenne

Afin d’éviter de prendre en compte, dans le calcul de la largeur moyenne, les zones où
la segmentation n’est pas bonne, nous proposons une méthode basée sur la décomposition
de l’image combinée à un calcul de qualité. La décomposition va définir des zones où la
qualité sera estimée. Cette qualité doit répondre à la question : pouvons-nous nous fier à la
largeur calculée dans cette zone ? La qualité est évaluée selon un calcul d’orientation avec
un filtre directionnel discret, basé sur des outils de géométries discrètes (voir le chapitre 5).
En effet, si la segmentation est bonne, alors l’orientation dans cette zone doit être la même
en tout point.

3.5.5.1 Décomposition en quadtree

L’idée est de décomposer l’image en sous-images. Chaque sous-image doit-être suffi-
samment petite de façon à ce que le calcul de qualité soit précis, mais pas trop petite pour
éviter trop de calcul. Nous avons choisi de faire une décomposition en quadtree[Samet,
1984].

Le découpage d’un nœud se fait de la manière suivante. Un nœud est représenté par un
rectangle dans l’image. Tant que nous n’avons pas atteint une profondeur minimum dmin

dans l’arbre, nous découpons le nœud de l’arbre en 4. Si nous avons dépassé une profondeur
maximale dmax, nous arrêtons de découper le nœud. Dans le cas où la profondeur est entre
dmin et dmax, nous appliquons le découpage suivant :

1. Si le nombre de points (pixels blancs) dans le nœud est inférieur à un certain nombre
(25% de la taille), alors nous ne découpons pas davantage le nœud. En effet, cela
indique qu’il y a trop peu de cernes bien segmentés, il n’y a donc pas raison de se
fier au calcul de la largeur dans ce nœud ;

2. Dans l’autre cas, le nœud est suffisamment petit pour faire un calcul de qualité.
Si la qualité est inférieure à ϵ, alors le nœud n’est pas de bonne qualité, nous le
découpons à nouveau (en 4). Sinon nous arrêtons la découpe du nœud.

Chaque nouveau nœud est évalué et découpé de manière similaire. L’algorithme s’arrête
quand plus aucun nœud n’a été découpé. Tout est résumé dans l’algorithme 2.

3.5.5.2 Calcul de la qualité

Le calcul de la qualité d’un nœud est fait à partir de l’orientation en utilisant un
filtre directionnel discret (voir le chapitre 5). En effet, si les limites des cernes ont bien
étaient segmentées, alors l’orientation dans une petite fenêtre doit être la même en tout
point. Cependant, la méthode présentée au chapitre 5 est très coûteuse en temps de calcul.
C’est pourquoi nous faisons le choix d’appliquer la méthode sur un nombre m restreint de
point. Les m points sont choisis de manière aléatoire. Pour chaque point, un ensemble de
segments de droites discrètes est calculé. Au final, nous avons, pour un nœud, un ensemble
de segments de droites discrètes d’angle θi. Nous calculons l’orientation moyenne ainsi que
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Algorithme 2 : Pseudo-code de la création du quadtree
Entrées : Une image I

dmin la profondeur minimale de découpe
dmax la profondeur maximale avant l’arrêt du découpage
ϵ critère de qualité
F une file

Sorties : Un quadtree T
1 T ← ajouter l’image en tant que racine
2 F ← filevide
3 F ← ajouter la racine de T
4 tant que F ̸= ∅ faire
5 n← retirer F
6 Décomposer le noeud en quatre rectangles
7 si profondeur(n) < dmin alors
8 F ← ajouter les quatre rectangles de n
9 T ← ajouter les quatre rectangles de n en tant que fils du nœud n

10 sinon si dmin ≤ profondeur(n) ≤ dmax alors
11 si Nombre de pixels blancs dans n > 0, 25 ∗ taille(n) alors
12 si qualite(n) < ϵ alors
13 F ← ajouter les quatre rectangles de n
14 T ← ajouter les quatre rectangles de n en tant que fils du nœud n

15 sinon
16 si Nombre de pixels blancs dans n > 0, 25 ∗ taille(n) alors
17 Calculer la qualité du nœud n

18 Retourner T

la variance [Jammalamadaka and Sengupta, 2001]. Posons :

S̄ =
∑
i

sin(2θi) (3.16)

C̄ =
∑
i

cos(2θi) (3.17)

alors l’orientation moyenne est donnée par :

θ̄ = π +
1

2
atan2(

S̄

C̄
) (3.18)

et la variance par :

R =
√
S̄2 + C̄2 (3.19)

Ainsi, si un nœud a une variance R inférieure à ϵ, ce nœud ne sera pas pris en compte
pour le calcul de la largeur moyenne des cernes.

123



Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Les figure 3.29 et figure 3.30 montrent la décomposition en quadtree des deux images
résultantes du seuillage non affiné (voir figure 3.25). Le choix de cette image est de pou-
voir appliquer l’outil de géométrie discrète développé (voir le chapitre 5). Si possible,
l’orientation moyenne et la qualité du nœud sont affichées. Plus un nœud est vert, plus
sa qualité est proche de 1. Plus un nœud est rouge, plus sa qualité est proche de 0. Les
nœuds en bleus sont les nœuds pour lesquels le calcul de la qualité n’a pu être faite, soit
parce qu’il n’y pas assez de pixels blancs, soit parce que le nœud aurait du être découpé
mais la profondeur maximale dmax a été atteinte.
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3.5. Détection des cernes

Figure 3.29 – Décomposition en quadtree avec ϵ = 0, 99, dmin = 4,dmax = 5. La couleur
du nœud indique la qualité du nœud. L’orientation moyenne est représentée par le trait
au centre d’un nœud. Les nœuds bleus sont ceux pour lesquels il n’y a pas eu de qualité
estimée.
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Figure 3.30 – Décomposition en quadtree avec ϵ = 0, 99, dmin = 4,dmax = 5. La couleur
du nœud indique la qualité du nœud. L’orientation moyenne est représentée par le trait
au centre d’un nœud. Les nœuds bleus sont ceux pour lesquels il n’y a pas eu de qualité
estimée.
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3.5. Détection des cernes

3.5.5.3 Largeur moyenne des cernes

Une fois la décomposition quadtree de l’image, nous avons pu déterminer les zones de
qualité, où nous pouvons nous fier à la segmentation et donc au calcul de la largeur.

Le calcul de la largeur se fait en traçant des rayons partant de la moelle vers le bord de
l’image (comme pour l’affinement du seuillage). Nous calculons la distance moyenne entre
deux pixels blancs le long de ce rayon. Si le rayon passe par un nœud de faible qualité
(i.e. inférieure à ϵ), alors nous passons au rayon suivant.

3.5.6 Résultats

Malheureusement, nous n’avons pas de vérités terrain des cernes segmentés. Cela im-
plique qu’il n’est pas possible, pour le moment, de vérifier la qualité des limites de cernes
détectées de manière similaire aux autres segmentations (grume et duramen). Nous devons
passer par un calcul intermédiaire pour vérifier notre approche.

Figure 3.31 – Largeur moyenne estimée en fonction de la largeur moyenne de la vérité
terrain. La droite représente y = x.
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Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

Les informations dont nous disposons sont : le nombre de cernes et la largeur de cerne
pour 4 directions orthogonales. Il s’agit de la seule façon pour nous d’estimer la qualité
de notre approche.

En appliquant la méthode proposée dans les paragraphes précédents, nous obtenons,
pour le jeu Sawmill, les résultats présentés dans la figure 3.31. Les croix ayant une es-
timation à 0 mm sont les images pour lesquels aucun rayon traversant uniquement des
nœuds de qualité n’a pu être trouvé. Pour ces images, les 4 nœuds proches de la moelle
ont une faible qualité (i.e. inférieure à ϵ), ce qui implique que l’ensemble des rayons ne
sont pas pris en compte, puisqu’ils passent forcément par l’un de ces nœuds. Il n’y a pas
de largeur moyenne calculée pour ces images.

Le biais est de −1, 49 mm, le RSME obtenu est de 2, 01 mm et la valeur moyenne (des
largeurs de cernes) des vérités terrains est de 5, 60 mm. Nous en déduisons que la variance
(RMSE) de nos prédictions correspond à environ 36% de la moyenne des vérités terrains.
Cet écart est à mettre en perspective. D’une part, la vérité terrain a été obtenue à partir
de 4 directions orthogonales, alors que dans notre méthode nous prenons potentiellement
toutes les directions possibles. D’autre part, la résolution des images traitées n’est pas la
même que celle utilisée pour les vérités terrain. Puisque nous ne pouvons être plus précis
qu’une certaine distance, à savoir 0, 21 mm, nous ne pouvons être plus précis que 3, 75%.
Cela étant, il reste à mieux paramétrer et ajuster notre modèle pour descendre jusqu’à ce
seuil.

D’après les résultats, vu le biais négatif, nous en déduisons que nous sous-estimons
la largeur moyenne des cernes. Cette sous-estimation peut s’expliquer par rapport à la
détection des limites de cernes. En effet, dans les figure 3.27 et figure 3.28 nous pouvons
remarquer que certains cernes sont parfois dédoublés, c’est-à-dire que nous avons pris le
milieu d’un cerne pour une limite de cerne. Ce phénomène fait que la largeur moyenne
est réduite.

3.6 Synthèse

Dans ce chapitre, nous avons présenté les images qui ont été acquises durant le projet.
Différentes méthodes de segmentation d’images brutes de coupes transversales de grumes
ont été présentées.

Ces méthodes ont permis de segmenter : la grume afin de faciliter l’estimation d’autres
indicateurs de qualité du bois, le duramen et les cernes de croissances.

Pour la segmentation de la grume, deux méthodes n’impliquant pas de réseaux de
neurones convolutifs ont été testées et quatre réseaux, fréquemment utilisés, ont été en-
traînés sur plusieurs jeux d’images acquis (6 jeux). Les deux méthodes sans apprentissage
ont montré de bons résultats avec des scores de MCC de l’ordre de 0,7 pour les deux
méthodes (K-Means et contours actifs). Mais, elles sont très limitées pour une généralisa-
tion. En effet, beaucoup d’hypothèses ont été faites et peuvent ne pas convenir à toutes
les situations. Notamment, les images sur les parcs à grumes sont différentes des images
acquises dans la scierie. Cependant, K-Means est la plus rapide et les contours actifs la
plus lente. Les réseaux de neurones convolutifs ont montré de meilleurs résultats pour
cette tâche. Notamment, RefineNet a des scores de MCC variant de 0,773 à 0,968, alors
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3.6. Synthèse

que la méthode K-Mean varie entre 0,352 et 0,902 et le contour actif varie entre 0,246 et
0,826. Les autres réseaux offrent des scores légèrement inférieurs à 0,9.

Pour la segmentation du duramen, nous avons proposé une nouvelle couche d’atten-
tion utilisant de la morphologie mathématique. Cela a permis de mettre en place une
architecture de réseau, basée sur U-Net, plus petite en nombre de paramètres et donc
plus adaptée à nos jeux d’images réduits. Cette architecture légère (LU-Net) combinée à
notre couche d’attention offre des scores de MCC de l’ordre de 0,93 avec peu de variabilité
(un écart-type de 0,009). De plus, l’utilisation de cette couche n’augmente pas significati-
vement le temps de calcul. Ce dernier est du même ordre de grandeur que l’architecture
classique de U-Net et à peine supérieur de 20 ms à LU-Net sans couche d’attention.

Enfin, nous avons mis en place une méthode de segmentation des cernes qui repose sur
un filtrage bilatéral directionnel. Ce filtrage permet de lisser l’image dans la direction des
tangentes aux cernes, réduisant l’intensité des pixels entre les cernes tout en conservant au
mieux les contours (et donc les limites des cernes). En effet, à cause du sciage de la grume,
les cernes présentent un bruit (une texture) qui rend plus difficile leur analyse. Suite à
ce filtrage, nous avons fait un seuillage adaptatif afin d’avoir une première segmentation.
Celle-ci est affinée par un traitement afin de n’avoir que les limites des cernes. Nous
avons par la suite proposé de décomposer l’image en bloc, en utilisant la décomposition
en quadtree, afin d’identifier les zones dans lesquels nous pouvons effectuer le calcul de
largeur des cernes. Ces zones sont identifiées selon un calcul de la variance de l’orientation,
puisqu’à une échelle locale, les cernes ont la même direction. Cette décomposition nous
permet d’omettre certaines largeurs moyennes qui sont calculées à l’aide de rayons partant
de la moelle vers l’écorce. Une première estimation de la largeur moyenne des cernes
montre que notre méthode sous-estime la largeur moyenne et montre que nous avons
une variance par rapport à la moyenne d’environ 36%. Ces résultats peuvent faire l’objet
d’amélioration, aussi bien dans la détection des limites de cernes que dans la décomposition
et l’estimation de la qualité.

129



Chapitre 3. Nouvelles approches du traitement d’images appliquées au bois

130



4
Détection de la moelle dans l’image
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Chapitre 4. Détection de la moelle dans l’image

Nous venons de voir dans les chapitres précédents des méthodes de segmentation,
puis leur application au bois à travers la segmentation de la grume, du duramen et des
cernes de croissance. Nous avons également présenté de nouvelles méthodes pour ces
différentes tâches. Au cours de ces chapitres, nous avons évoqué régulièrement la position
de la moelle, aussi bien en tant qu’indicateur de qualité du bois, qu’en tant que point
de l’image permettant d’effectuer des traitements plus adaptés. Pourtant, nous n’avons
jamais abordé la question de sa localisation. Ce chapitre s’intéresse à cette question.

Nous allons aborder, dans la section 4.1, les études qui se sont penchées sur la détection
de la moelle sur des images brutes de coupes transversales de grumes de bois, c’est-à-dire
une image d’une coupe fraîchement sciée sans traitement additionnel (tel que le ponçage
ou polissage). Ces études sont présentées ici car elles n’utilisent pas de techniques de
segmentation contrairement aux études présentées précédemment. Puis, nous proposerons
une nouvelle approche, basée sur l’algorithme des colonies de fourmis, pour détecter la
position de la moelle. Cette nouvelle approche est décrite dans la section 4.2. Les résultats
de la méthode sont présentés dans la section 4.3. Puis, nous analyserons plus en détail
le temps de calcul et la convergence de notre méthode dans la section 4.4. Enfin, nous
conclurons le chapitre dans la section 4.5.

4.1 État de l’art
Une hypothèse régulièrement faite, dans le traitement d’image de coupe transversale de

grume de bois, est de considérer que proche de la moelle les cernes décrivent des cercles
concentriques. La position de la moelle est le centre de ces cercles. Cette hypothèse a
été faite régulièrement dans l’état de l’art traitant le même type d’images que celles
présentées, mais également lorsqu’il s’agit d’images tomodensitométriques. Les méthodes
pour la détection de la moelle peuvent être décrites de la manière suivante :
• calculer de l’orientation des cernes (c’est-à-dire l’orientation des tangentes aux li-

mites de cernes) ;
• accumuler les normales aux cernes dans un espace d’accumulation similaire à la

transformée de Hough [Hough, 1962] (voir figure 4.1) ;
• récupérer la position de la moelle selon l’espace d’accumulation.
La différence majeure entre les études est dans la manière de calculer l’orientation.

Détaillons maintenant les approches qui ont été proposées.

4.1.1 Norell et Borgefors (2008) [Norell and Borgefors, 2008]

Dans cette étude deux méthodes pour calculer l’orientation sont présentées. Une fois
l’orientation calculée, l’accumulation des es normales des tangentes aux cernes est fait de
manière différente selon la méthode. L’extraction de la position se fait à partir de l’espace
d’accumulation. Ce processus est itéré une ou plusieurs fois sur des fenêtres centré sur
l’estimation courante.

Les images utilisées dans cette étude ont été prises par une caméra industrielle. Elles
ont une taille de 2046 × 1534 pixels. Plusieurs jeux de données sont faits : un jeu ex-
clusivement d’épicéa commun (Picea abies), un jeu exclusivement de pin sylvestre (Pinus
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4.1. État de l’art

Figure 4.1 – Création d’un espace d’accumulation à l’aide des normales aux tangentes
des cernes.

sylvestris) et le dernier jeu mélangeant les deux essences. Au total, 53 images sont traitées.
Les vérités terrains ont été faites manuellement. L’une des images a dû être retirée, car la
moelle n’était pas visible. Deux exemples sont montrés dans la figure 4.2.

La méthode proposée est la suivante [Norell and Borgefors, 2008]. Les images sont
converties en niveaux de gris avec le même poids pour les 3 composantes. Puis, l’orientation
est calculée de deux manières différentes. Cela amène les autrices à développer de deux
manières différentes l’estimation de la localisation de la moelle.

Le résumé de ces deux méthodes est illustré dans la figure 4.3.

4.1.1.1 Filtres en quadrature

Calcul de l’orientation

La première méthode pour calculer l’orientation est faite avec les filtres en quadrature
[Granlund and Knutsson, 1994]. Le calcul est effectué dans le domaine de Fourier car ces
filtres sont séparables en deux, une composante radiale et une composante angulaire :

F (u) = R(ρ)D(û) (4.1)

où u est la coordonnée fréquentielle, ρ = ||u|| et û le vecteur u normalisé. La composante
radiale est calculée par la formule :

R(ρ) = exp(− 4

B ln(2)
ln2(

ρ

ρi
)) (4.2)

où ρi est la fréquence centrale et B la bande-passante relative (i.e. la plage des fréquences
à détecter). La composante angulaire est calculée par la formule :

D(û) =

{
(ûT n̂)2 si ûT n̂ > 0

0 sinon (4.3)

où n̂ est le vecteur unitaire de j directions. Pour une image 2D, j vaut 3 [Knutsson, 1982].
Le résultat des filtres en quadrature permet de calculer un tenseur d’orientation de taille
2× 2. Ce tenseur possède deux valeurs propres λ1 ≥ λ2 associés à deux vecteurs propres
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Figure 4.2 – Images utilisées dans [Norell and Borgefors, 2008]. La première montre
l’estimation de la première étape puis le résultat de la seconde étape. Dans les deux, il
s’agit de la méthode utilisant la pyramide Laplacienne.

Figure 4.3 – Résumé des deux méthodes proposées par [Norell, 2011]

e1 et e2. Le premier vecteur propre représente la direction dominante dans le voisinage
du pixel. Il est possible d’attribuer à ce pixel un valeur de confiance :

c =
λ1 − λ2
λ1

qui varie entre 0 et 1.
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Création de l’espace d’accumulation

Pour le calcul de l’espace d’accumulation, afin de ne pas accumuler l’intégralité des
orientations possibles qui serait très onéreux en temps de calcul, les autrices proposent
d’effectuer le calcul sur des blocs carrés d’une certaine taille (paramètre de leur méthode).

Dans cette première méthode, les autrices utilisent une valeur de confiance c permet-
tant de savoir si l’orientation calculée est fiable. Ainsi, si la confiance en l’orientation est
trop faible pour un bloc, alors aucune droite n’est accumulée (pour ce bloc-ci).

Estimation de la position de la moelle

La première estimation de la position de la moelle est faite en calculant le barycentre
des points ayant une valeur d’accumulation supérieure à T ×M , où T est un seuil et M
le nombre maximum d’accumulations.

Pour cette première méthode (celle utilisant les filtres en quadrature), lors de la
deuxième estimation, les autrices corrigent le calcul de l’orientation. Pour cela un produit
scalaire est calculé entre l’orientation et un champ de vecteurs de taille 2m + 1 centrée
sur le pixel (i, j) . Le résultat de ce filtrage est mis à la puissance 20, puis filtré par une
gaussienne d’écart-type 0, 67. La position de moelle est la moyenne des pixels ayant une
valeur supérieure à 0, 99 fois la valeur maximale.

Si la distance entre la première estimation et la deuxième est supérieure à un seuil,
alors une nouvelle estimation est faite (à partir de la deuxième estimation avec la seconde
étape). Ce processus est itéré un certain nombre de fois (10 au maximum).

4.1.1.2 Pyramide Laplacienne

Les autrices proposent une seconde méthode pour estimer la position de la moelle.

Calcul de l’orientation

La deuxième méthode employée utilise une pyramide Laplacienne, c’est-à-dire le calcul
de l’orientation est fait sur plusieurs échelles de l’image et la symétrie linéaire. Cette pyra-
mide se construit en calculant la différence entre deux images filtrées par une gaussienne
avec différents écart-types σ (fixé à 2, 5). L’orientation est calculée de la manière suivante,
posons :

z =
(∇f)2 ∗m
|∇f |2 ∗m

(4.4)

où ∇f est la dérivée de l’image, m un filtre et ∗ le produit de convolution. z est interprété
comme la confiance dans cette deuxième méthode. L’orientation est égale à l’argument
du nombre complexe z. La dérivée est calculée par convolution avec le filtre Gaussien
suivant :

D = (x+ iy)e−β(x2+y2)

où le calcul est effectué dans le plan complexe (i désigne l’unité imaginaire ici).
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Création de l’espace d’accumulation

Pour la pyramide Laplacienne, l’écart-type de l’espace d’accumulation est calculé afin
de savoir s’il l’on procède à l’accumulation dans le niveau suivant dans la pyramide ou
non. Le niveau ayant le petit écart-type est choisi comme première estimation.

Estimation de la position de la moelle

La première estimation de la position de la moelle est faite en calculant le barycentre
des points ayant une valeur d’accumulation supérieure à T ×M , où T est un seuil et M
le nombre maximum d’accumulations.

Pour cette seconde méthode, une fois la première estimation calculée, une deuxième
estimation est faite sur une fenêtre centrée sur la première estimation. La deuxième esti-
mation est faite avec de nouvelles valeurs pour chaque paramètre.

4.1.1.3 Résultats

Leurs méthodes ont de bons résultats. Sur les jeux d’images, composés de 12 images
d’épicéa commun, de 21 images de pin sylvestre et de 20 images des deux essences (ayant
été laissées environ 5 semaines à l’air libre), la position de la moelle est inférieure à
une distance de 10 mm par rapport à leurs vérités terrains. Leurs méthodes permettent
de prendre en compte des grumes non-circulaires, mais aussi le cas d’une moelle très
excentrée. La présence de bruits (nœuds, coups de scie) semble n’avoir que très peu d’effet
sur les résultats, à l’exception des cas où ces bruits sont très présents au point qu’il est
difficile à l’œil de savoir où se situe la moelle.

Les défauts de leurs méthodes reposent sur le temps de calcul, notamment pour les
filtres en quadrature. En effet, la correction de l’orientation est très coûteuse en temps.
La pyramide Laplacienne est beaucoup plus rapide d’après les autrices. Il serait de l’ordre
de 2 à 3 secondes, mais aucun benchmark n’est fourni.

4.1.2 Schraml et Uhl (2013) [Schraml and Uhl, 2013]

La méthode proposée repose sur le même principe que celui de l’entête de la section.
Les auteurs calcule l’orientation des cernes, puis les normales sont accumulés pour finale-
ment estimer la position de la moelle à partir de cet espace d’accumulation. Les auteurs
proposent d’analyse la transformée de Fourier pour déduire l’orientation locale des cernes.
Plusieurs méthodes d’accumulations sont également proposées.

Les images de l’article de Schraml et Uhl [Schraml and Uhl, 2013] ont été présentées
dans le chapitre 2. Il s’agit d’images d’épicéa commun. La figure 4.4 montrent deux images
issues de leur jeu de données.

4.1.2.1 Calcul de l’orientation

Le calcul de l’orientation se base sur l’analyse de la transformée de Fourier dans une
fenêtre de taille carré. À une échelle locale, les cernes peuvent être vus comme des droites
parallèles. Ainsi, dans le domaine fréquentiel, une droite perpendiculaire aux cernes devrait

136



4.1. État de l’art

Figure 4.4 – Deux exemples du type d’images traitées par [Schraml and Uhl, 2013].

Figure 4.5 – Exemples de couples image d’origine/FFT pour des blocs montrant des
cernes de croissances.

être visible. La figure 4.5 montre quelques exemples de la transformée de Fourier appliquée
sur les cernes. Après avoir effectué la transformée de Fourier, les auteurs appliquent un
filtre passe-bande pour éliminer les fréquences ne contenant pas d’informations relatives
à l’orientation des cernes. Puis, un seuillage est fait dépendant des maxima. À partir de
cette transformée de Fourier seuillée, les auteurs proposent plusieurs façons d’effectuer
une analyse de l’orientation :
• une analyse des pics ;
• une régression (méthode des moindres carrés) ;
• une régression pondérée (méthode des moindres carrés) ;
• une analyse par composantes principales.

4.1.2.2 Création de l’espace d’accumulation

Pour le calcul de l’espace d’accumulation, l’analyse de la transformée de Fourier est
faite sur des blocs. Les auteurs ne font l’accumulation que d’un certain nombre de blocs.

Par blocs

Ces blocs sont disposés autour du centre géométrique de l’image de façon soit rec-
tangulaire soit circulaire. La superposition des blocs est aussi testée. Pour chaque bloc,
l’orientation est estimée, puis une droite est tracée selon la direction calculée. L’espace
d’accumulation est ainsi obtenu.
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Point Block Selection (PBS)

Une autre méthode est proposée [Österberg et al., 2004]. Il s’agit d’une approche
similaire à la méthode RANSAC [Fischler and Bolles, 1981]. Plusieurs points de l’image
sont choisis de manière aléatoires, sur un cercle de rayon prédéfini autour d’un point de
référence (initialement le centre de l’image). Chaque point est le centre d’un ou plusieurs
blocs disposés de manière rectangulaire. L’orientation est calculée pour chacun de ces
blocs. Le barycentre des intersections des droites (issues de l’analyse de la transformée de
Fourier) devient le nouveau point de référence. Les droites ne sont prises en compte que si
l’orientation estimée est fiable. Il doit y avoir au minimum deux blocs valident afin d’avoir
au moins une intersection. L’algorithme s’arrête lorsque le nouveau point de référence est
proche de l’ancien ou au bout d’un certain nombre d’itérations.

4.1.2.3 Estimation de la position de la moelle

Dans le cas où l’espace d’accumulation serait obtenu par l’ensemble des blocs disposés
dans l’image, les auteurs effectuent un filtrage de ce dernier. Le filtrage est une convo-
lution par un filtre gaussien. La moelle est localisée au niveau du pixel ayant le plus
d’accumulations.

Dans la méthode PBS, la nouvelle estimation est le barycentre des intersections.

4.1.2.4 Résulats

Quelle que soit la méthode pour estimer l’orientation, les auteurs obtiennent une dis-
tance moyenne à la moelle d’environ 10 mm. Dans ce cas, le temps de calcul est de l’ordre
d’une seconde.

Par blocs

Si les blocs sont autorisés à se superposer, alors la distance moyenne se voit réduite à
environ 6,8 mm. Mais le temps de calcul est doublé.

PBS

Dans le cas de la méthode PBS, les résultats sont plus disparates. En moyenne, la
distance à la vérité terrain est de 11,9 mm. De plus, la variation autour de cette moyenne
est plus élevée (13,6 mm d’écart-type). Autrement dit, la méthode, en plus d’être moins
précise, est moins robuste. Cependant, cette approche permet d’effectuer l’estimation de
la moelle en moins de 200 ms.

4.1.3 Kurdthongmee et al. (2018) [Kurdthongmee et al., 2018]

Cet article propose d’utiliser une autre approche pour calculer l’orientation des cernes.
L’orientation est estimée à l’aide d’histogrammes des gradients orientés (HOGs).

L’essence de bois étudiée est de l’hévéa. La figure 4.6 montrent deux images issues de
leur jeu de données. Nous pouvons y voir des cernes très peu marqués par rapport aux
bois européens des études précédentes.
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4.1. État de l’art

Figure 4.6 – Deux images issues du jeu d’images utilisé par [Kurdthongmee et al., 2018]
et [Kurdthongmee and Suwannarat, 2019].

4.1.3.1 Calcul de l’orientation

Le calcul de l’orientation se fait à l’aide l’histogramme des gradients orientés [Dalal
and Triggs, 2005] (HOGs). L’idée est de faire un histogramme des orientations, obtenu
selon le gradient, pour un ensemble de blocs disposés dans l’image . Les blocs ne se
superposent pas entre eux. La première étape consiste à calculer le gradient (masque de
Sobel-Feldmann de taille 3× 3 par exemple).

La seconde étape est la création des HOGs. Ceci est fait dans des blocs carrés de petite
taille (typiquement 4 × 4 ou 12 × 12 pixels). Chaque pixel du bloc vote pour une classe
de l’histogramme, en fonction de l’orientation de son gradient. La valeur ajoutée dans
l’histogramme est pondérée par l’intensité du gradient.

La troisième étape est la normalisation afin d’éviter les disparités dues aux variations.
Cette étape introduit également de la redondance. Pour cela, les blocs sont aggrégés entre
eux (en général 2× 2 blocs ou plus si besoin). C’est sur cette agrégation de blocs que la
normalisation est faite (norme-1, norme euclidienne, etc.).

Dalal et Triggs font remarquer qu’une quantification fine de l’histogramme est néces-
saire, et ils obtiennent leurs meilleurs résultats avec un histogramme à 9 classes. Prendre
en compte le signe du gradient n’améliore pas les performances pour la détection de per-
sonnes, mais peut être significatif pour d’autres types d’objets.

4.1.3.2 Création de l’espace d’accumulation

Pour chaque bloc résultant du calcul des HOGs, une droite est tracée dans la direc-
tion perpendiculaire. Mais les directions sont sélectionnées selon la position du bloc dans
l’image. En effet, les auteurs considèrent que certaines directions ne sont pas pertinentes à
accumuler selon la position du bloc. La figure 4.7 montre ces possibilités selon la position
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Chapitre 4. Détection de la moelle dans l’image

Figure 4.7 – Illustration des directions possibles en utilisant les HOGs avec un paramètre
de 9 possibilités. À droite, en rouge les directions uniquement possibles selon la position
dans l’image.

dans l’image. Cette restriction sous-entend que la moelle est proche du centre de l’image.
L’espace d’accumulation n’est pas de la taille de l’image. Les auteurs, pour réduire

le temps de calcul, proposent d’avoir un espace d’accumulation plus petit. C’est-à-dire
qu’un pixel de l’espace représente k × k pixels de l’image.

4.1.3.3 Estimation de la position de la moelle

Une fois l’espace d’accumulation créé, la position de la moelle est considérée comme
étant la position du point ayant le plus d’accumulations.

Dans une version plus récente de leur travaux [Kurdthongmee and Suwannarat, 2019],
les auteurs proposent une autre façon d’estimer la position de la moelle à partir de l’espace
d’accumulation créé. En effet, les auteurs constatent qu’estimer la position de la moelle
avec le point ayant le maximum d’accumulations donne des résultats médiocres dès que les
cernes ne décrivent pas des cercles concentriques. La position de la moelle est le barycentre,
pondéré par le nombre d’accumulations, des points ayant au moins un certain nombre
d’accumulations. Ce seuil est fixé comme T fois la valeur maximale (T variant entre 0 et
1).

4.1.3.4 Résultats

Les auteurs comparent leur méthode [Kurdthongmee and Suwannarat, 2019] à leur
implémentation de la méthode proposée par Norell et Borgefors [Norell and Borgefors,
2008]. Néanmoins, rien n’est dit sur le choix de la méthode implémentée, à savoir les
filtres en quadrature ou la pyramide Laplacienne.
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La première chose à noter est le temps de calcul donné pour la méthode [Norell and
Borgefors, 2008] qui dépasse les 5000 secondes. Cette valeur est considérablement élevée,
alors que les autrices [Norell and Borgefors, 2008] évoquaient un temps de calcul de l’ordre
de quelques secondes pour la pyramide Laplacienne. Le temps de calcul est d’autant plus
surprenant, que la puissance des ordinateurs a considérablement augmenté entre 2008 et
2018.

Ceci étant, leur méthode est quant à elle beaucoup plus rapide est prend environ 32
secondes pour des HOGs sur de fenêtres de taille 8× 8 pixels. Ce temps reste important
dans le cadre d’une application en temps réel. Le temps de calcul descend à 2 secondes
pour des fenêtres de taille 16× 16 pixels et une seconde pour des fenêtres de taille 32× 32
pixels.

Cependant, le gain en temps de calcul a un effet sur la performance de leur méthode.
La distance moyenne entre la vérité terrain et l’estimation est d’environ 7 mm lorsque
les blocs sont de taille 8 × 8 pixels (avec un temps de calcul 32 secondes). La distance
moyenne passe à 10 mm pour des blocs de taille 16× 16 pixels. Enfin, elle passe a plus 17
mm pour des blocs de taille 32× 32 pixels.

L’avantage de leur méthode est de pouvoir estimer la moelle même si les cernes sont
très peu présents. Néanmoins, leur méthode a le défaut de considérer que la moelle est
forcément proche du centre de l’image ; ce qui n’est pas forcément le cas (voir la figure 4.2).

4.1.4 Kurdthongmee (2020) [Kurdthongmee, 2020]

Kurdthongmee propose en 2020 [Kurdthongmee, 2020] d’utiliser des réseaux de neu-
rones afin d’estimer la position de la moelle. Les images sont les mêmes que celles de
l’article [Kurdthongmee and Suwannarat, 2019]. Les deux réseaux utilisés sont YOLO v3
[Redmon and Farhadi, 2018] et SDD MobileNet [Howard et al., 2017]. La sortie de ces
deux réseaux est une boîte englobante. La moelle est le centre de cette boîte. Les auteurs
ne proposent pas de modifications des réseaux.

Les auteurs utilisent une augmentation de données, ce qui amène leur jeu d’images à
avoir 1380 images. L’augmentation est faite en effectuant des rotations, en changeant la
saturation, la teinte et l’exposition.

La fonction de coût est l’erreur quadratique :

L =
∑
i

(yi − ŷi)2

Après l’apprentissage des deux réseaux, les auteurs obtiennent les résultats présentés
dans la tableau 4.1. Les auteurs calculent, dans cet article, la distance en pixels (en non
en millimètres) entre la vérité terrain et l’estimation.

Les résultats présentés sont meilleurs que ceux de la méthode basée sur les HOGs. Nous
pouvons remarquer que les réseaux ne garantissent pas une estimation précise pour chaque
image. D’une part, l’écart-type est élevé. En effet, en considérant qu’un pixel vaut 0,3 mm
(l’ordre de grandeur pour nos jeux d’images), alors un écart-type de 15,32 pixels donne
un écart-type de 4,596 mm. D’autre part, des valeurs maximales de 96,71 (pour YOLO
v3) et 193,19 (pour SSD MobileNet) illustre la variabilité des résultats. De tels écarts ne
peuvent pas être envisagés, puisqu’il s’agit d’un élément important dans l’estimation de la
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Moyenne Écart-type Min Max Temps (en ms)

YOLO v3 7,61 13,8 0,05 96,71 1050
SSD MobileNet 7,04 15,32 0,11 193,19 780

Table 4.1 – Moyenne, écart-type, minimum et maximum entre les vérités de terrain et
l’estimation de la position de la moelle en pixels d’après [Kurdthongmee, 2020].

Figure 4.8 – Craquelures présentes proches de la moelle. Ces craquelures apparaissent
lors du séchage du bois.

qualité du bois (nécessaire pour estimer l’écart avec le centroïde de la grume). La moelle
est aussi importante dans la suite, puisque, comme nous l’avons vu dans le chapitre 3, elle
peut être utilisée pour faciliter l’estimation d’autres caractéristiques (largeur de cernes).
Enfin, soulignons que la tache rouge au niveau de la moelle a potentiellement un effet sur
l’apprentissage des réseaux. Ce biais potentiel n’est pas mentionné par les auteurs.

Malgré tout, les réseaux de neurones arrivent à estimer la position de la moelle sur des
cas très difficiles, là où des méthodes se basant sur le calcul de l’orientation ne pourraient
être performantes. Notamment, les auteurs soulignent que les réseaux peuvent apprendre
à détecter des caractéristiques souvent omises, comme la présence de craquelures partant
de la moelle (voir la figure 4.8).

4.2 Approche proposée
Contrairement aux méthodes de l’état de l’art qui se sont focalisées principalement sur

le calcul de l’orientation, nous proposons de nous concentrer sur la manière de construire
l’espace d’accumulations. En effet, les méthodes de l’état de l’art possèdent des temps
d’inférence (hors réseaux de neurones) qui peuvent être un frein dans mise en application
en temps-réel. Ce temps de calcul peut-être lié soit à la méthode d’estimation de l’orien-
tation, soit à la manière d’effectuer l’accumulation. C’est sur ce dernier point que nous
nous focalisons.

Si nous essayons de formaliser le problème de recherche de la moelle, nous pouvons
définir l’orientation comme une fonction θ qui en tout point de l’image associe l’angle des
tangentes aux cernes (voir la figure 4.9b). Il est possible de définir un champ de vecteurs
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(a) Zone proche de la moelle (b) Champ d’orientation (c) Champ de vecteurs

Figure 4.9 – Image illustrant la notion de champ d’orientation et de champs de vecteurs
dans le cas de la détection de la moelle. L’étoile verte représente le point fixe recherché.

V qui en tout point de l’image associe un vecteur, V : (x, y) 7→ (f(x), g(x)). Ce champ de
vecteurs est illustré dans la figure 4.9c. On définit point fixe s∗, un point tel que V(s∗) = 0.
L’objectif est alors de trouver le point fixe correspondant à la moelle (voir l’étoile vers sur
la figure 4.9c).

Pour trouver ce point fixe, nous avons choisi d’utiliser l’algorithme des colonies de
fourmis [Dorigo et al., 1996] que nous avons adapté à la détection de la moelle. Ce choix
d’algorithme tiens d’abord du fait que nous avons décidé d’améliorer de la méthode [Ös-
terberg et al., 2004, Schraml and Uhl, 2013]. Lors de nos recherches, nous nous sommes
rendus compte que notre proposition était très similaire à l’algorithme des colonies de
fourmis. Nous avons formalisé notre approche en suivant cet algorithme d’optimisation et
nous l’avons mis en œuvre.

Dans cette section, nous présenterons les principales étapes de notre méthode pour
estimer la position de la moelle. La figure 4.10 montre les trois étapes de notre méthode : un
pré-traitement qui vise à la fois à supprimer les marques de sciage et à rehausser les cernes,
le calcul de l’orientation des cernes et enfin notre implémentation, pour la détection de la
moelle, de l’algorithme des colonies de fourmis. À noter que la segmentation de l’image
n’est pas obligatoire. En effet, l’approche proposée a comme objectif d’être efficace même
si l’image n’est pas segmentée ou que la segmentation n’est pas précise.

Toute cette partie a fait l’objet de deux articles, dont l’un a été publié [Decelle et al.,
2021b] et l’autre a été accepté (voir section 6.2), mais n’est pas encore publié 11 (en
pre-print) (dont une démonstration de la méthode est disponible 12). Le code source est
disponible 13.

11. https://www.ipol.im/pub/pre/338/
12. https://ipolcore.ipol.im/demo/clientApp/demo.html?id=338
13. https://gitlab.com/Ryukhaan/treetrace
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Chapitre 4. Détection de la moelle dans l’image

Figure 4.10 – Les trois étapes de la méthode proposée.

4.2.1 Pré-traitement

La première étape consiste à appliquer un pré-traitement. Il vise à réduire à la fois le
temps de calcul et le bruit pour mieux calculer leur orientation. Le pré-traitement consiste
à :

• convertir l’image en niveaux de gris ;

• réduire la taille de l’image ;

• supprimer les marques du sciage, principal facteur rendant difficile le calcul de
l’orientation des cernes.

4.2.1.1 Conversion en niveaux de gris

L’image RVB est convertie en niveaux de gris (la formule usuelle utilisée). La conver-
sion en niveaux de gris est effectuée en utilisant la formule suivante :

0, 299R + 0, 114V + 0, 587B

où R, V et B sont respectivement les composantes rouge, vert et bleu. Ensuite, un sous-
échantillonnage est effectué en utilisant un facteur δ et l’interpolation bilinéaire. Utiliser
un facteur permet de conserver le rapport entre hauteur et largeur de l’image. Cela évite de
déformer les cernes. Ce sous-échantillonnage vise à réduire à la fois le temps de calcul et le
bruit entre les cernes causé à la fois par les outils de sciage (non aiguisés) mais également
par notre dispositif d’acquisition qui prend des images de haute résolution permettant
d’avoir beaucoup plus d’informations que nécessaire.

4.2.1.2 Suppression de coups de scies

Insistons encore une fois, l’une des principales perturbations pour la détection de la
moelle sur des images brutes de coupes transversales de grumes est la présence des coups
de scies (voir la figure 4.11a). Comme la détection de la moelle repose sur le calcul de
l’orientation des cernes, ces coups de scies interfèrent avec les cernes dans le calcul de
l’orientation. Nous proposons une méthode pour réduire leur influence. Celle-ci est simi-
laire à celle proposée par Norell [Norell, 2011].

Voici notre solution pour supprimer les coups des scies. Tout d’abord, nous pouvons
observer que les coups de scies sont généralement alignés dans un secteur circulaire, c’est-
à-dire une plage d’angles possibles, mais sont toujours uniformément espacés (voir la
figure 4.11a). Ce motif répétitif suggère qu’un filtrage dans le domaine de Fourier est
approprié. En effet, dans le domaine de Fourier, ce motif correspond à une ligne passant
par le centre avec une direction perpendiculaire à sa direction. Le long de cette ligne,
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l’énergie sera élevée. En réduisant cette énergie et en reconvertissant le spectre filtré dans
le domaine spatial, les coups de scies peuvent être supprimés ou du moins réduits (voir la
figure 4.11f).

Nous calculons dans un premier temps la transformée de Fourier (FFT). Si la grume
n’est pas segmentée, il est possible d’appliquer un filtre pour réduire le bruit dû à l’arrière-
plan ou d’appliquer la méthode dans des sous-images. Puis, un filtre passe-bande est
appliqué. Nous supprimons les lignes horizontales et verticales qui sont des régions à
haute énergie (voir les figure 4.11b et figure 4.11c).

La transformée de Fourier est seuillée. Seules les valeurs supérieures à λ fois la valeur
maximale sont conservées (voir la figure 4.11d) . Un nuage de points est obtenu sur
lequel nous effectuons une analyse par composantes principales (ACP) pour estimer deux
directions orthogonales. Une fois le vecteur propre principal estimé, un filtre défini par
une ligne dans la direction obtenue et passant par le centre de la transformée est créé. Ce
filtre est convolué par une gaussienne d’écart-type σ (voir figure 4.11e). Les coups de scies
ne sont pas des lignes strictement parallèles, c’est pourquoi le paramètre σ est introduit.
Il agit comme marge d’erreur. Cela permet d’épaissir la ligne à supprimer.

Enfin, le filtre est multiplié (pixel par pixel) avec la FFT initiale. L’image finale est
obtenue dans le domaine spatial avec la FFT inverse (voir figure 4.11f).

Parfois, les directions principales du nuage de points ne sont pas orthogonales. Cela
conduit l’ACP à mal estimer les directions souhaitées (la méthode recherche des directions
orthogonales entre elles). La figure 4.12a et la figure 4.12b illustrent ce problème. Les
flèches rouges indiquent les directions souhaitées, et les flèches bleues celles estimées par
l’ACP. Pour limiter l’impact de ce problème, nous appliquons la suppression si :

ν1 − ν2
ν1

> 0, 66

où ν1 est la valeur propre de la composante principale et ν2 la valeur propre de la deuxième
composante. Si la valeur est inférieure à ce seuil, il peut y avoir une autre direction à
supprimer. Comme nous ne pouvons pas savoir laquelle supprimer, nous n’appliquons pas
la suppression. Cela peut aussi indiquer que les marques de sciage sont peu prononcées,
elles ne devraient pas perturber la suite des calculs. La valeur de 0, 66 a été choisie
empiriquement.

4.2.1.3 Calcul de l’orientation

Rappelons l’hypothèse qui est souvent faite : les cernes peuvent être décrits par des
cercles concentriques dont la moelle en est le centre. Le point clef de notre méthode est
d’accumuler les normales aux tangentes des cernes. C’est la raison pour laquelle, après
avoir supprimé les coups de scies, nous devons déterminer l’orientation des tangentes aux
cernes.

Nous utilisons une méthode basée sur le gradient ∇I = (∂x(I), ∂y(I)) de l’image. Pour
rappel, l’orientation est calculée avec la formule :

θ = arctan(
∂y(I)

∂x(I)
)
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(a) Image niveaux de gris (b) FFT (c) FFT filtré

(d) FFT après seuillage (e) Droite de l’ACP (f) Image pre-traitée

Figure 4.11 – Étapes du pré-traitement : (a) Niveaux de gris, (b) FFT, (c) FFT filtré,
(d) FFT après seuillage, (e) droite détectée par l’ACP, (f) l’image de sortie.

Nous avions vu que le gradient de ce type n’est pas nécessairement probant (voir le
chapitre 1). Mais il existe des manières plus robuste d’estimer l’orientation en utilisant le
gradient.

L’orientation est calculée à l’aide d’un tenseur [Hong et al., 1998]. Ce type de structure
donne une estimation de l’orientation et permet de faire des mesures locales d’anisotropie
dans un voisinage local du pixel. Le gradient est calculé par convolution avec la dérivée
(masque de Sobel-Feldmann) d’un filtre gaussien F d’écart-type σg et de taille 6σg + 1.
L’utilisation d’une gaussienne réduit l’influence du bruit sur le calcul du gradient. Le
tenseur 2-D J est une version lissée de la matrice du second moment (∇I)(∇I)T . Le
tenseur est :

Jσg =

[
∂x(I)

2 ∗ F ∂x(I)∂y(I) ∗ F
∂y(I)∂x(I) ∗ F ∂y(I)

2 ∗ F

]
=

[
J11 J12
J21 J22

]
(4.5)

Par construction J est une matrice symétrique, positive et semi-définie. Les informa-
tions d’anisotropie et d’orientation sont données par la décomposition en valeurs propres
de cette matrice. L’orientation est calculée par la formule :

θ =
π

2
+

1

2
arctan

( 2J12
J22 − J11

)
(4.6)

La covariance du tenseur est aussi lissée par un filtre gaussien G, d’écart-type σb et de
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(a) Image en niveaux de gris (b) Nuage de points (c) Orientation estimée

Figure 4.12 – Image d’entrée (à gauche) et le nuage de points correspondant lors du pré-
traitement (au milieu) où les deux directions principales (flèches rouges) dans le domaine
de Fourier sont non-orthogonales. L’ACP ne peut estimer ces deux directions. À droite,
le résultat du calcul de l’orientation des cernes (segments rouges). Quelques orientations
ne sont pas correctes, cela est dû à la suppression des coups de scies.

taille 6σb + 1, afin de réduire les erreurs de calcul.
Enfin, il est possible d’effectuer un filtrage post-calcul afin d’homogénéiser l’orientation

et d’éviter des sauts de valeurs trop importants. Pour cela, un dernier filtre gaussien H,
d’écart-type σs et de taille 6σs + 1 ,est appliqué.

La figure 4.12c montre l’image pré-traitée et l’orientation des cernes. En raison de l’éli-
mination des coups de sciage, quelques orientations de cernes sont mal calculées. Malgré
tout, cela ne sera pas gênant pour la suite de la méthode proposée.

À noter que le calcul de l’orientation utilisé est le même que celui fait par [Norell and
Borgefors, 2008] mais effectué dans le domaine spatial.

4.2.2 Application à la détection de la moelle

Une fois que les orientations des cernes ont été calculées, nous devons accumuler les
normales. Près de la moelle, les cernes peuvent être décrits par des cercles concentriques
dont la moelle est le centre. Ainsi, les normales devraient s’accumuler de manière à ce
que la moelle soit à la position avec le plus d’accumulations. Au lieu de concevoir une
heuristique pour accumuler les normales de manière robuste (c’est-à-dire en rejetant les
normales mal calculées ou ne prenant que l’orientation défini par un bloc), nous nous
appuyons sur les algorithmes des colonies de fourmis (ACO) pour le faire [Dorigo et al.,
1996, Tian et al., 2008].

L’idée de la méthode proposée est la suivante. Une fourmi a une position dans l’image
à partir de laquelle des normales seront accumulées. Chaque fourmi effectue deux actions :
se déplacer selon une carte de phéromones τ et déposer des phéromones qui augmentent
les valeurs de τ . Cette carte sera notre espace d’accumulation. Ensuite, les fourmis se
déplaceront plus souvent vers les points avec une grande quantité de phéromones, qui
devraient être les zones proches de la moelle. En effet, les normales près de la moelle
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vont se couper plus souvent entre elles, augmentant la quantité de phéromones dans
cette zone. Les fourmis se déplaceront moins souvent vers les zones éloignées de la moelle
(c’est-à-dire les zones avec une faible quantité de phéromones) et accumuleront moins
souvent des normales loin de la moelle. Autrement dit, il devrait y avoir convergence vers
un point d’accumulation qui devrait être la moelle. Décrivons maintenant en détail le
fonctionnement de l’algorithme.

Soit K2 le nombre de fourmis et τ (t) la carte de phéromones à un instant t. Les
deux questions principales de l’algorithme sont : comment établir la matrice de transition
probabiliste, dénotée par p(t), servant aux déplacements des fourmis et comment mettre
à jour la carte de phéromones τ (t) ? Nos choix pour chacune des questions sont présentés
ci-dessous.

4.2.2.1 Initialisation

Nous avonsK2 fourmis placées dans une grille uniforme sur l’image pré-traitée. Chaque
fourmi peut se déplacer librement. Initialement, la valeur de chaque élément de la carte de
phéromones τ (0) est fixée à un nombre aléatoire entre 0 et 1 par une distribution normale.
Une distribution normale semble accélérer la convergence de l’algorithme.

Un élément de la matrice τ (t) représente m × m pixels dans l’image pré-traitée. En
d’autres termes, si l’image pré-traitée I est de taille H ×W alors τ (t) est de taille H

m
× W

m
.

Dans la suite, nous dénoterons les coordonnées de la matrice τ (t) par (u, v) et ceux de
l’image par (x, y). La relation entre un pixel (x, y) et un élément (u, v) est :

(u, v) = (
⌊ x
m

⌋
,
⌊ y
m

⌋
)

Une valeur élevée pour m réduit le temps de calcul mais cela implique de perdre en
précision. A contrario, une valeur faible de m augmente le temps de calcul, mais améliore
la précision.

4.2.2.2 Construction de la matrice de transition probabiliste

Une fourmi se déplace de manière aléatoire avec une certaine probabilité. La probabilité
pu,v pour une fourmi de se déplacer vers l’élément (u, v) est définie par :

pu,v =
(τu,v)

α(ηu,v)
β∑

i,j(τi,j)
α(ηi,j)β

(4.7)

où τu,v est la quantité de phéromones à la position (u, v), ηu,v est la désirabilité de l’élément
(u, v), α et β sont respectivement des paramètres pour contrôler l’influence de τu,v et ηu,v.

La désirabilité de la position (u, v) est égale à l’inverse de la distance entre cette
position et la position (a, b) où se trouve la fourmi. Ainsi, la désirabilité est égale à

ηu,v(a, b) =
1√

(u− a)2 + (v − b)2 + 1
.

La désirabilité peut être vue comme une pondération de la carte des phéromones.
Elle vise à s’assurer que les fourmis ont une probabilité plus élevée de se déplacer vers des
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4.2. Approche proposée

Figure 4.13 – D’après [Decelle et al., 2021b], exemple du calcul de la matrice de transition
probabiliste p. Le carré rouge représente la position actuelle de la fourmi. Après le calcul,
la fourmi a une probabilité de 36, 2% de se déplacer vers la position contenant le plus de
phéromones (carrés verts). Le résultat est obtenu avec α = 2 et β = 1.

maxima locaux et non vers un maximum global qui pourrait être une mauvaise estimation
de la moelle. Autrement dit, les fourmis doivent privilégier des petits déplacements.

Le ratio α
β

permet de modifier le comportement des fourmis. Une valeur élevée conduit
les fourmis à se déplacer plus rapidement vers les pics de phéromones. Une valeur faible
conduit les fourmis à continuer à explorer les zones en image.

4.2.2.3 Mise à jour de la carte de phéromones

La carte de phéromones est mise à jour de la manière suivante :

τ (t+1) = (1− γ)τ (t) +
∑

k∈{0,...,K2−1}

ρ
(t)
k (4.8)

où ρ
(t)
k est la matrice des phéromones déposées par la kieme fourmi à l’instant t et γ

est le taux d’évaporation des phéromones. Le taux d’évaporation permet d’éliminer les
accumulations erronées au fur et à mesure du processus. Il vise à supprimer les pics locaux
de phéromones. Plus la valeur γ est élevée, plus les phéromones sont éliminées rapidement.
La mise à jour n’intervient qu’une fois que toutes les fourmis se sont déplacées.

La figure 4.13 montre comment calculer p pour une fourmi en fonction de τ (carte de
phéromones) et de η (matrice de désirabilité).

4.2.3 Dépôt des phéromones

Détaillons maintenant comment une fourmi dépose des phéromones. Pour chaque
fourmi k, la matrice ρ(t)k est calculée avant de faire le déplacement. Mais, elle n’est pas
ajoutée tout de suite à la matrice des phéromones τ (t). L’ajout ne se fait qu’après avoir
déplacé toutes les fourmis. Le calcul de ρ(t)k est le suivant.

Chaque fourmi est le centre d’un ensemble de blocs d’images. Cet ensemble est consti-
tué de n × n blocs et chaque bloc a une taille de ω × ω pixels. En effet, pour chaque
bloc, la valeur médiane de l’orientation est prise comme orientation pour le bloc. Ainsi,
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Chapitre 4. Détection de la moelle dans l’image

Figure 4.14 – À gauche, image d’origine avec les fourmis en croix jaunes, l’estimation
courante de la moelle en rouge et un ensemble de n = 3 blocs de taille ω = 8 (grille
rouge). Les normales servant d’accumulation sont les lignes vertes. En haut à droite, un
zoom sur le rectangle rouge. À droite, la matrice de phéromones. Une position (u, v) est
égal à m = 5 pixels en coordonnées image.

le paramètre ω agit comme un lissage car l’orientation locale a pu être mal calculée. Une
petite valeur revient à considérer que l’orientation a été correctement calculée. Toutes ces
étapes sont effectuées en coordonnées (x, y) de l’image. La position (x, y) du centre du
bloc est convertie en coordonnées (u, v). Pour rappel, la relation entre (x, y) et (u, v) est :

(u, v) = (
⌊ x
m

⌋
,
⌊ y
m

⌋
)

où m est un paramètre. Ensuite, une ligne est tracée selon l’orientation et passant par
(u, v). Tous les indices de ρ

(t)
k le long de la droite sont incrémentés de 1 (en utilisant

l’algorithme de Bresenham pour tracer la droite).
La figure 4.14 montre, à gauche, une fourmi (croix jaune) avec son ensemble de blocs (la

grille rouge). Pour chaque bloc, une ligne est tracée en vert en fonction de son orientation.
L’estimation actuelle de la position de la moelle est le point rouge. À droite, les mêmes
objets (avec la même couleur) sont représentés en coordonnées (u, v). L’estimation de
la position de la moelle est le point rouge. L’image de droite représente la matrice des
phéromones τ , avec la fourmi en jaune, les droites selon l’orientation des blocs en vert
(comme sur l’image de gauche). Plus la quantité de phéromones en un pixel est grande,
plus l’intensité est élevée (pixel blanc).

4.2.4 Extraction de la position de la moelle

Il ne reste plus qu’à détailler comment la position de la moelle est estimée. Pour
extraire de la matrice τ la position de la moelle, nous prenons le barycentre de tous les
pixels situés au-dessus de κ ∗ max(τ). Prendre le maximum est trop risqué et est moins
robuste que le barycentre des valeurs les plus élevées. Plus κ est élevé, plus l’estimation
de la moelle est sensible aux petites variations.
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4.3. Résultats

Besle Moyenne Écart-type Min Max Temps (en ms)

[Schraml and Uhl, 2013] 2,29 0,98 0,39 4,96 8344
[Kurdthongmee et al., 2018] 25,06 21,23 2,15 92,44 667
YOLO v3 [Kurdthongmee, 2020] 2,88 1,67 0,87 7,68 138
Notre méthode 2,34 1,02 0,46 5,04 910

BBF

[Schraml and Uhl, 2013] 2,39 1,48 0,49 7,59 8660
[Kurdthongmee et al., 2018] 38,38 38,91 3,14 232,74 721
YOLO v3 [Kurdthongmee, 2020] 12,69 53,55 0,50 341,92 186
Notre méthode 2,26 1,32 0,44 4,63 1055

Table 4.2 – Moyenne, écart-type, minimum et maximum entre les vérités de terrain et
l’estimation de la position de la moelle pour notre méthode et les méthodes de [Schraml
and Uhl, 2013, Kurdthongmee et al., 2018, Kurdthongmee, 2020] (en mm) et temps moyen
pour traiter une image (en ms).

Nous introduisons un critère d’arrêt. À chaque itération, nous calculons la distance
entre l’estimation actuelle et la dernière estimation de la moelle. L’algorithme s’arrête dès
que la moyenne des cinq dernières distances tombe sous une valeur ε. Quoiqu’il arrive,
l’algorithme s’arrête après un maximum de N itérations.

4.3 Résultats

Les résultats ont été fait en 2019 sur les jeux de données acquis à ce moment là.
Les deux jeux d’images utilisés sont Besle et BBF (voir le chapitre 2). La méthode de
[Kurdthongmee, 2020] utilise des réseaux de neurones, nous avons utilisé YOLO v3 car
ce dernier avait les meilleurs résultats. Nous avons repris le réseaux entraîné sur leur jeux
d’images et nous avons sélectionnées 10% des images de chaque jeu afin d’effectuer un
apprentissage sur nos images (soit 6 images pour le jeu Besle et 4 images du jeu BBF).
Ces 10 images ne sont pas prises en compte dans les résultats présentés.

Le tableau 4.2 présente une comparaison sur nos jeux de données entre notre méthode
et trois algorithmes présentés : [Schraml and Uhl, 2013] (la méthode avec les meilleures
résultats), [Kurdthongmee et al., 2018] et [Kurdthongmee, 2020] (YOLO v3). La méthode
d’apprentissage profond est la plus rapide. Les inconvénients sont le temps d’apprentis-
sage et la nécessité de créer d’énormes jeux de données avec des vérités terrain de base.
Notre méthode est en moyenne 5 fois plus rapide que [Schraml and Uhl, 2013] et peut
être facilement parallélisée. Nous pouvons observer que notre méthode et [Schraml and
Uhl, 2013] sont plus précises que [Kurdthongmee, 2020, Kurdthongmee et al., 2018]. Les
résultats de [Kurdthongmee, 2020] sont moins bons sur le jeu d’images BBF, cela peut
être dû au petit nombre d’images qu’il contient.

La figure 4.15 montre les boîtes à moustaches pour comparer notre méthode, celle de
[Schraml and Uhl, 2013] et celle de [Kurdthongmee, 2020]. Cela permet de mieux illustrer
les différences entre ces méthodes. Nous avons exclu [Kurdthongmee et al., 2018] car leurs
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Chapitre 4. Détection de la moelle dans l’image

(a) Besle (b) BBF

Figure 4.15 – Boîtes à moustaches représentant la distance entre l’estimation et la
vérité terrain (en mm) pour les méthodes [Schraml and Uhl, 2013, Kurdthongmee et al.,
2018, Kurdthongmee, 2020] et notre méthode.

résultats sont beaucoup moins précis que les trois autres.

Pour le jeu d’images Besle, notre méthode est un peu moins précise que [Schraml and
Uhl, 2013]. La méthode de [Kurdthongmee, 2020] est un peu moins précise de manière
générale. La méthode donne une estimation très imprécise pour une image (7, 61 mm). Le
premier quartile et le troisième quartile sont plus élevés pour cette méthode par rapport
à la notre et celle de [Schraml and Uhl, 2013].

Pour le jeu d’images BBF, [Schraml and Uhl, 2013] présente une valeur peu précise
(7, 60 mm) et [Kurdthongmee, 2020] quatre valeurs très imprécises (supérieures à 10 mm).
Hormis ces cas, les réseaux de neurones sont proches de nos résultats et de ceux de [Schraml
and Uhl, 2013].

La figure 4.16 montre un exemple de chaque jeux de données de l’estimation de la
moelle pour chacune méthode comparée. Ces deux images sont les pires cas pour notre
méthode. La croix blanche est la vérité terrain. La croix verte est l’estimation par la mé-
thode [Kurdthongmee, 2020] (YOLO v3), la croix bleu est l’estimation par la méthode
[Schraml and Uhl, 2013] et la croix rouge est l’estimation de notre méthode. Nous consta-
tons que, même dans le pire pour notre méthode, l’estimation reste proche de la vérité
terrain. Nous pouvons observer que la méthode avec les réseaux de neurones a détecté la
moelle de la deuxième grume (à droite de l’image de gauche). Malheureusement ce n’est
pas la moelle souhaitée (celle-ci n’est pas cadrée).
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4.4. Analyse de la méthode proposée

Figure 4.16 – Deux exemples où notre méthode n’arrive pas à moins de 5 mm de la
vérité terrain. La vérité terrain est la croix blanche, la croix verte est le résultat du réseau
YOLO v3 [Kurdthongmee, 2020], celle en bleue montre la moelle détectée par [Schraml
and Uhl, 2013], et notre méthode est représentée par la croix rouge.

4.4 Analyse de la méthode proposée

Dans cette section, nous proposons de montrer l’influence de certains paramètres de
notre méthode sur le temps de calcul. Nous en profitons pour présenter un calcul de la
complexité.

4.4.1 Analyse de la complexité

Bien que notre méthode paraisse complexe et donc potentiellement coûteuse en temps
de calcul, sa complexité dépend fortement de deux facteurs : le nombre de fourmis et la
taille de l’image. Pour rappel, le nombre de fourmis est K2 et la taille de l’image H ×W
pixels. D’abord, la matrice de désirabilité η et la matrice de transition probabiliste p
associé à la fourmi k se calcul en O(HW

m2 ).
Puis, pour le dépôt de phéromones nous devons nous rappeler que chaque fourmi est

le centre d’un ensemble de blocs d’image qui consiste en n×n blocs et chaque bloc est de
taille ω × ω pixels. Par conséquent, pour estimer l’orientation du bloc, nous calculons n2

fois la médiane d’un bloc de ω2 pixels. Cette opération est effectuée en triant le tableau
en O(n2ω2 logω). Nous mettons à jours n2 fois la matrice de phéromones ρtk pour chaque
bloc. Le nombre de pixels à mettre à jour est O(max(H

m
, W
m
)). En d’autres termes, la mise

à jour de la matrice de phéromones est effectuée en O(n2max(H
m
, W
m
)).

Enfin, la position de la fourmi est mise à jour en O(1). Une fois que chaque fourmi
s’est déplacée, la matrice des phéromones ρ est mise à jour en O(HW

m2 ). Par conséquent,
la complexité temporelle totale pour une itération est :

O

(
K2

[
n2ω2 logω + n2max(

H

m
,
W

m
) +

1

m2
HW + 1

]
+

1

m2
HW

)
(4.9)
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Chapitre 4. Détection de la moelle dans l’image

Figure 4.17 – Temps de calcul pour une itération selon la taille (nombre de pixels) de
l’image.

En supposant que H > W et en ne gardant que les paramètres principaux à savoir
K,H et W , nous pouvons simplifier la formule par :

O
(
K2
[
H +H2 + 1

]
+H2

)
= O(K2H2) (4.10)

Validons maintenant cette complexité théorique par les expériences. Tout d’abord,
nous pouvons voir dans l’équation 4.10 que la méthode est linéaire par rapport à la taille
de l’image d’entrée I. La figure 4.17 ne montre cependant pas cette linéarité. Nous avons
le temps d’exécution pour une itération en fonction de la taille de I = H×W . Cette non-
linéarité est potentiellement due à la simplification de la complexité, notamment vis-à-vis
de la taille de l’image. L’équation 4.9 montre la complexité plus détaillée.

D’après l’équation 4.9, la méthode a une complexité temporelle linéaire par rapport
au nombre de fourmis K2. En effet, la figure 4.18 montre le temps de calcul en fonction de
K. Le nombre de fourmis K×K augmente quadratiquement. C’est la raison pour laquelle
le temps de calcul augmente également de façon quadratique.

Toujours dans l’équation 4.9, le temps de calcul diminue lorsque m augmente. Et ceci
est proportionnel à l’inverse du carré de m. La figure 4.18 montre le temps de calcul en
fonction de m. Nous constatons qu’avoir une valeur de m supérieure à 1 est très utile
pour réduire le temps de calcul. En effet, la matrice τ est largement utilisée au cours du
processus, lors du dépôt de phéromones, de la mise à jour des phéromones. Ainsi diminuer
m réduit la taille de η, τ et ρ. Examinons maintenant les deux paramètres suivants : la
taille du bloc ω × ω et le nombre de blocs n× n.

Le temps de calcul en fonction de la taille des blocs est montré dans la figure 4.18.
Comme le nombre de blocs est au moins égal à un, le temps de calcul ne commence pas
à 0. Pour une taille de bloc de 3× 3 il faut en moyenne 243 ms, alors que pour une taille
de bloc de 11× 11 il est de 259 ms. Notons que le temps de calcul dépend de la taille de
l’image. Pour n, il devrait être quadratique. Comme n doit être au moins égal à un, le
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4.4. Analyse de la méthode proposée

Figure 4.18 – Temps de calcul pour une itération selon (a) le nombre de fourmis K, (b)
la taille de τ , (c) la taille ω d’un bloc et (d) le taille n du nombre de blocs.

temps de calcul ne commence pas à 0. La figure 4.18 montre le temps de calcul en fonction
de n, et il est proche d’être quadratique.

4.4.2 Effet des paramètres sur la convergence de l’algorithme

Les algorithmes des colonies de fourmis sont probabilistes, il est donc nécessaire de
montrer qu’il y a bien convergence vers une solution (qu’elle soit celle attendue ou non)
[Dorigo and Blum, 2005]. C’est pourquoi, dans cette sous-section, nous analysons l’in-
fluence des paramètres sur la convergence de l’algorithme. Nous n’avons pas de preuve
formelle de la convergence de notre algorithme. Ainsi, pour savoir s’il y a convergence,
nous avons fait des tests empiriques.

Plus précisément, l’algorithme converge si la distance euclidienne entre deux estima-
tions successives ne varie plus. Nous calculons les variations moyennes à chaque itération
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Chapitre 4. Détection de la moelle dans l’image

Figure 4.19 – Variations selon le paramètre K entre la position de la moelle à l’instant
t et celle à l’instant t+ 1.

Figure 4.20 – Variations selon le paramètre n entre la position de la moelle à l’instant
t et celle à l’instant t+ 1.

sur l’ensemble des images. Afin de mieux visualiser la convergence, nous ajustons une
courbe de la forme aebx + c, où x est la distance calculer, a,b et c sont les paramètres

156



4.4. Analyse de la méthode proposée

Figure 4.21 – Variations selon le paramètre ω entre la position de la moelle à l’instant
t et celle à l’instant t+ 1.

Figure 4.22 – Variations selon le paramètre m entre la position de la moelle à l’instant
t et celle à l’instant t+ 1.

à ajuster et e désigne la fonction exponentielle. L’ajustement est fait en utilisant les
moindres carrés non-linéaires avec l’algorithme des régions de confiance (Trust Region
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Chapitre 4. Détection de la moelle dans l’image

Methods en anglais) dont les valeurs initiales sont a = max−min
2

, b = 0 et c = 0, où max
(resp. min) est la distance la plus grande (resp. la plus petite). Cet ajustement permet de
mettre en évidence le comportement de l’algorithme.

Tout d’abord, nous regardons la convergence en fonction du nombre de fourmis K×K.
La figure 4.19 montre la vitesse de convergence en fonction de K. On peut voir que plus
le nombre de fourmis est élevé, plus l’algorithme converge rapidement. Avec seulement
quatre fourmis, l’algorithme fluctue entre certaines positions. Cependant, un nombre élevé
de fourmis n’accélère pas la convergence, mais rend le point de convergence plus stable
(le paramètre c est plus faible avec une valeur élevée de K).

Regardons maintenant la convergence selon la taille des bloc ω. La figure 4.21 montre la
vitesse de convergence en fonction de ω. Il semble qu’un grand bloc accélère la convergence,
mais pas aussi fortement que K. On observe qu’une forte augmentation de ω semble
ralentir la convergence. Ceci est dû à une augmentation des phéromones déposées. En effet,
plus ω est élevé, plus il y a de mauvaises phéromones (n’indiquant pas la position de la
moelle). Par conséquent, il faut plus d’itérations pour éliminer ces mauvaises phéromones.

Observons maintenant la convergence en fonction du nombre de blocs n. La figure 4.20
montre la vitesse de convergence en fonction de n. Contrairement à ce que nous pourrions
penser, un grand nombre de blocs ne conduit pas à une convergence plus rapide, mais il
ralentit l’algorithme. Cela pourrait être dû à une orientation locale moins précise avec des
blocs plus grands.

Enfin, nous regardons l’influence de m. Pour rappel, plus m est élevé, plus τ est petit.
La figure 4.22 montre la vitesse de convergence en fonction dem. Il apparaît quem accélère
légèrement la convergence. Augmenter la valeur de m provoque un léger ralentissement
de la convergence. Cela pourrait s’expliquer par le fait qu’avec un petit τ les petites
variations de l’orientation locale ne sont pas prises en compte lorsque les fourmis déposent
des phéromones.

4.5 Synthèse

Tout d’abord, nous avons résumé les méthodes existantes, traitant le même type
d’image que celles du projet TreeTrace, qui estiment la position de la moelle. Nous avons
vu que les méthodes peuvent se synthétiser par trois grandes étapes : calcul de l’orienta-
tion des cernes, création d’un espace d’accumulations et extraction de la position selon cet
espace. Une seule étude [Kurdthongmee, 2020] propose d’utiliser des réseaux de neurones
convolutifs pour estimer la position de la moelle. Cette méthode a une précision de l’ordre
de quelques millimètres, environ 4 mm (les résultats sont exprimés en pixels). Le temps
d’exécution (hors apprentissage) est de 1 seconde.

Les autres méthodes se sont principalement concentrées sur différentes méthodes exis-
tantes pour calculer l’orientation : pyramide laplacienne, filtre en quadrature, analyse de
la transformée de Fourier ou histogramme des gradients orientés. Le tableau 4.3 récapitule
les informations concernant ces méthodes.

Nous avons proposé une nouvelle approche. Notre calcul de l’orientation est proche de
celui de [Norell and Borgefors, 2008] (filtre en quadrature). Mais là où se distingue notre
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[Norell and Borgefors, 2008] [Schraml and Uhl, 2013] [Kurdthongmee and Suwannarat, 2019] Notre méthode

Orientation • Filtre en quadrature
• Pyramide Laplacienne Analyse FFT HOGs Tenseur

Accumulation Blocs de confiance
• Tous les blocs
• RANSAC
[Österberg et al., 2004]

Tous les blocs Algorithme des
colonies de fourmis

Extraction
Barycentre des
points de forte
accumulations

Barycentre des
points de forte
accumulations

• Barycentre pondéré des
points de forte accumulations
• Point avec le maximum
d’accumulations
([Kurdthongmee et al., 2018])

Barycentre des
points de forte
accumulations

Précision
(moyenne) de 1 à 10 mm de 3 à 8 mm de 6 à 17 mm de 1 à 6 mm

Temps Estimé à 3 secondes
(sans benchmark) de 1 à 2 secondes de 1 à 32 secondes de 1 à 2 secondes

Table 4.3 – Résumé des différentes méthodes pour estimer la moelle

méthode, c’est qu’elle se focalise sur la manière d’accumuler les droites. Cette accumula-
tion s’inspire des algorithmes des colonies de fourmis. Notre méthode a montré de bons
résultats. Nous obtenons la même précision que la méthode de [Schraml and Uhl, 2013]
et elle plus précise qu’un des réseaux de [Kurdthongmee, 2020]. De plus, nous avons un
temps de calcul réduit. En effet, la méthode [Schraml and Uhl, 2013] se fait en 8 secondes
sur nos images, alors que notre approche effectue le calcul en 1 seconde, c’est-à-dire le
même temps que le réseau de neurones.
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Chapitre 5. Filtre directionnel discret

5.1 Introduction

Nous avons proposé, dans les chapitres précédents, un ensemble d’outils pour l’esti-
mation de caractéristiques nécessaire pour évaluer la qualité d’une grume de bois. Nous
avons vu que les cernes de croissance sont importants puisqu’il existe un lien de corré-
lation entre leur largeur et la densité. La densité influence les propriétés physiques de la
grume qui a pour conséquences de modifier la qualité de la grume. La figure 5.1 montre
une façon de procéder pour estimer les caractéristiques liées aux cernes. La première étape
est de délimiter leurs limites (changement entre bois d’été et bois de printemps). Nous
avons aborder cette question dans le chapitre 3. À partir de cette détection, il est possible
de de récupérer les cernes un à un. Si l’on prends un cerne en particulier, nous pouvons
le voir comme un objet discret composé de pixels. Sur cet objet, notre objectif est d’es-
timer un certain nombre de caractéristiques : la largeur, la longueur, l’orientation, etc.
Ces caractéristiques peuvent être estimer en chaque point de l’objet, ici le cerne. C’est
dans ce cadre-ci que nous abordons la problématique de l’estimation de longueur, largeur
et d’orientation des cernes. Pour cela, nous aborderons la question à travers l’utilisation
d’outils issus de la géométrie discrète et de la morphologie mathématique.

Ainsi, ce chapitre s’intéresse aux notions de droites discrètes. Nous avons évoqué,
dans le chapitre 3 sur la détection des cernes, une méthode avec des outils de géométries
discrètes. Cette méthode permet d’estimer l’orientation locale des cernes. Nous avons
utilisé une information relative à cela, à savoir la variance, pour en déduire une qualité
de la détection des limites de cernes. Cette qualité nous a permis d’omettre certaine
estimation dans le calcul de la largeur moyenne des cernes.

Nous avons montré, à travers cet exemple, l’intérêt des outils de géométrie discrète
dans l’analyse de coupe transversale de grume de bois. Au-delà de l’orientation, ces outils
peuvent également estimer d’autres caractéristiques, comme l’épaisseur, la longueur, etc.
Formulé autrement, ces outils vont nous permettre d’analyser minutieusement les cernes,
et ainsi nous fournir davantage d’informations concernant les cernes. In fine, nous allons
pouvoir extraire plus d’informations sur la qualité de la grume.

Il s’agit maintenant d’entrer dans les détails des outils de géométrie discrète proposés.

Figure 5.1 – Processus d’estimation des caractéristiques d’un cerne de croissance : dé-
tection des limites de cernes, labellisation, analyse d’un cerne en tant qu’objet discret,
estimation de la longueur, de l’épaisseur et de l’orientation θ.
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5.1. Introduction

Dans le domaine de la géométrie discrète [Klette and Rosenfeld, 2004], de nouvelles dé-
finitions mathématiques des objets géométriques de base ont été introduites pour mieux
s’adapter à ces données discrètes, en particulier la notion de segments de droites dis-
crètes (DSS) [Reveillès, 1991, Klette and Rosenfeld, 2004]. Les DSS ont été utilisés dans
de nombreux contextes différents pour étudier et analyser les caractéristiques géomé-
triques de courbes extraites à partir du contour d’objets d’une image [Dorksen-Reiter and
Debled-Rennesson, 2006, Lachaud et al., 2007, Provençal and Lachaud, 2009, Lachaud,
2010, Nasser et al., 2018], comme la détection des parties convexes et concaves de l’objet,
les estimateurs géométriques discrets : longueur, tangente, courbure, . . ..

Dans le cadre des filtres directionnels utilisant des outils de géométrie discrète et de
morphologie mathématique, plusieurs travaux ont été proposés : [van Herk, 1992, Soille
et al., 1996, Soille and Talbot, 2001, Merveille et al., 2017, Merveille et al., 2018]. Van
Herk a présenté un algorithme efficace pour les filtres locaux min / max utilisant un élé-
ment structurant linéaire.

Soille et al. [Soille et al., 1996] ont proposé par la suite une implémentation généralisée
de cette méthode pour l’érosion et la dilatation le long d’une ligne discrète à des angles
arbitraires.

De plus, selon la position de l’élément structurant le long de la ligne, les résultats
obtenus peuvent varier légèrement d’une position à l’autre. La figure 5.2 montre l’effet du
choix de l’élément structurant, ici un DSS, sur le résultat après une opération de mor-
phologie mathématique (l’ouverture). Nous pouvons voir que pour un même segment de
droite le choix du paramètre µ (voir la Définition 5.2.0.1) change radicalement le résultat.
Les auteurs ont proposé une solution face à se problème : utiliser les opérateurs rank-max
et rank-min. Ils ont aussi proposé une méthode permettant de calculer efficacement les
différentes opérations morphologiques des images en niveaux de gris. Cette optimisation
se fonde sur la périodicité de la structure des droites discrètes. Toujours dans l’article,
une application pour calculer l’orientation est présentée. Le calcul de l’orientation est fait
en considérant qu’il existe, dans les images en niveaux de gris, deux types de structures :
les structures claires et les structures sombres. Selon le type de structures, l’opération
d’ouverture ou de fermeture morphologique est employée. L’élément structurant utilisé
est un DSS. Ce segment est de longueur fixe, c’est-à-dire que la longueur est un para-
mètre d’entrée de la méthode proposée. L’outil développé permet, en plus du calcul de
l’orientation locale, d’effectuer un lissage directionnel et de calculer de la granulométrie
[Matheron, 1967, Serra, 1982]. Cependant, les résultats obtenus dépendent fortement de
ce paramètre de longueur.

En utilisant l’opérateur de chemin issu de la morphologie mathématique, Merveille et
ses collègues [Merveille et al., 2017, Merveille et al., 2018] ont introduit un opérateur non
linéaire, appelé Ranking the Orientation Responses of Path Operators (RORPO), pour
l’analyse de structures curvilignes en 2D et 3D. RORPO est bien adapté pour extraire
différentes caractéristiques (orientation, etc.) des objets qui ont une anisotropie intrin-
sèque. Il a été appliqué comme un filtre curviligne dans le cadre de segmentation des
vaisseaux sanguins en imagerie médicale. L’outil a deux grandes applications : l’estima-
tion de l’orientation et le filtrage. Bien que l’outil offre des résultats convaincants, nous
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Figure 5.2 – Images issues de l’article [Soille et al., 1996]. Ouverture morphologique par
des segments de droite discrète de 15 pixels. (a) Image d’origine (de taille 66× 56 pixels).
Résultat de l’ouverture par l’élément structurant : (b) DSS(5,−1, 0), (c) DSS(5,−1,−1),
(d) DSS(5,−1,−2), (e) DSS(5,−1,−3) et (f) DSS(5,−1,−4).

nous plaçons d’une part dans un cadre où l’outil principal est le segment de droite dis-
crète et non d’objet curviligne. D’autre part, les temps de calcul présentés ne sont pas
compatibles avec le cadre de temps réel qui l’un des objectifs du projet (application aussi
bien en scierie qu’en forêt). C’est pourquoi, nous ne ferons pas de comparaisons avec cet
outil dans la suite du chapitre.

Nous verrons dans un premier temps, dans la section 5.2 les définitions de bases né-
cessaires pour la suite. Puis, nous présenterons, dans la section 5.3, un nouveau filtre
directionnel discret afin d’extraire des informations locales d’un pixel dans une image
binaire. Enfin, la section 5.4 nous permettra de présenter des pistes d’adaptation pour
étendre l’outil dans le cas d’images en niveaux de gris. Cette piste d’adaptation s’inspire
des travaux de [Soille and Talbot, 2001] mais dans laquelle nous allons étendre leur mé-
thode afin de prendre en considération des variations de longueur des DSS mais aussi des
variations d’épaisseur.
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Figure 5.3 – Segment naïf de taille 15 (pixels) pour x ∈ [0, 14] et les segments de droites
DSS(4, 11, 0) (blanc), DSS(4, 11, 11)(gris clair), DSS(4, 11,−11)(gris foncé). Le segment
épais TDSS1,1(4, 11) contient tous les pixels pour x ∈ [0, 14]. La valeur 4x − 11y est
indiquée pour chaque pixel (x, y).

5.2 Notions de base
Nous nous intéressons, dans ce chapitre, au calcul de caractéristique géométriques à

l’échelle locale d’un pixel d’une image, et pas uniquement du contour des objets. Nous
rappellons ci-dessous des notions de bases de la géométrie discrète.

5.2.1 Droites et segments discrets

La première notion qui sera utile dans la suite est la notion de droite discrète et de
segment discret.

Définition 5.2.0.1 (Droite discrète [Reveillès, 1991]) Une droite discrète, ou DSL
pour Digital Straight Line, dénotée par D(a, b, µ, ω), avec a,b, µ et ω des nombres entiers
et pgcd(a, b) = 1, est l’ensemble de points (x, y) ∈ Z2 vérifiant les inégalités :

µ ≤ ax− by < µ+ ω

L’entier µ est appelée le décalage et l’entier ω est appelé épaisseur de la droite. Si ω =
max(|a|, |b|), la droite est 8-connexe est appelée naïve et notée D(a, b, µ). Si ω > |a|+ |b|,
alors la droite est dite épaisse. Un segment de droite naïve (DSS) est un ensemble fini
connexe d’une droite naïve. Nous dénoterons le segment de droite naïve de caractéristiques
a, b et µ par DSS(a, b, µ).

Un segment naïf est dit symétrique pour un point (x, y) si et seulement si (x, y)
appartient au segment et le segment contient autant de point des deux côtés de (x, y).
Nous pouvons souligner que pour des valeurs de a, b et µ fixées, l’ensemble de droites
naïves :

{i ∈ Z, D(a, b, µ+ imax(|a|, |b|))}

pave le plan Z2 (voir la figure 5.3).
Dans la suite du manuscrit, nous nous intéressons aux segments naïfs dans un voisinage

d’un point (x, y) donné. Nous étendons les segments naïfs en empilant les segments naïfs
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les plus proches (d’après la notion de pavage du plan). Ainsi, nous définissons la notion
de segment naïf épais.

Définition 5.2.0.2 (Segment naïf épais) Soit [0, l] × [0, L] ⊂ Z2, un segment naïf
épais d’indices k, j et de caractéristiques (a, b), dénoté TDSSk,j(a, b), est l’ensemble des
points (x, y) ∈ [0, l]× [0, L] appartenant à la droite :

D(a, b,−kmax(|a|, |b|), (1 + k + j)max(|a|, |b|))

avec k et j dans N.

Nous pouvons voir k et j comme le nombre d’empilements (dans un sens et dans
l’autre) de segments naïfs de caractéristiques (a, b). La droite D(a, b, 0) est appelée la
graine du segment épais.

5.2.2 Arbre de Stern-Brocot et suite de Farey [G. Hardy, 1989,
Stern, 1858]

La construction de l’ensemble des fractions irréductibles a
b

comprises entre 0 et 1 peut
se faire de manière itérative. En partant de deux fractions successives a

b
et a′

b′
, nous pouvons

ajouter la nouvelle fraction a+a′

b+b′
. L’arbre de Stern-Brocot est crée en commençant par les

fractions 0 = 0
1

et 1 = 1
1
.

Définition 5.2.0.3 (Suite de Farey) La suite de Farey d’ordre n ∈ N∗, dénotée par Fn,
est l’ensemble des fractions irréductibles comprises entre 0 et 1 et telle que le dénominateur
est inférieur ou égal à n.

Les suites suivantes sont des suites de Farey :

F2 = {
0

1
,
1

2
,
1

1
}

F3 = {
0

1
,
1

3
,
1

2
,
2

3
,
1

1
}

Le nombre de segments naïfs dans le premier octant dans une grille carré de taille
N × N pixels est exactement le nombre d’éléments dans la suite de Farey d’ordre N
[Berenstein and Lavine, 1988, Koplowitz et al., 1990]. La suite de Farey d’ordre N est un
sous-arbre de l’arbre de Stern-Brocot (voir la figure 5.5).

La figure 5.4 montre les angles obtenus en utilisant la suite de Farey. Nous observons
que la répartition des angles n’est pas uniforme, peu d’angles sont représentés autour des
angles séparant deux octants successifs.
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Figure 5.4 – Répartition des directions obtenues par les suite de Farey (arctan a
b
).

5.3 Filtre directionnel : le cas binaire
Nous avons vu que le filtre proposé par [Soille and Talbot, 2001] se limite à l’orien-

tation : la longueur est fixée. Inspirés par leur travail, nous proposons de surmonter les
limitations de leur méthode. Ce travail a fait l’objet d’un article publié [Decelle et al.,
2021a] (voir section 6.2).

Nous introduisons un nouveau filtre directionnel utilisant les DSS afin d’étendre le
filtre avec des variations de longueurs, mais également des variations d’épaisseurs. En
plus d’offrir un filtrage directionnel, les DSS sont utilisés pour estimer des caractéris-
tiques de géométrie de l’image. Parmi ces caractéristiques, nous pouvons citer la longueur,
l’épaisseur ou bien encore l’orientation. Plus précisément, nous récupérons les segments
les plus longs qui passent par ce pixel. L’épaisseur des DSS récupérés est également prise
en compte dans notre proposition d’extension. La longueur et l’épaisseur des segments
sont utilisées pour extraire les caractéristiques géométriques locales des pixels, car elles
contiennent des informations pertinentes pour la description du pixel.

5.3.1 Calcul des segments naïfs symétriques

Soit l’ensemble S décrivant un objet 8-connexe. Nous pouvons, sans perte de généralité,
considérer le premier octant. Dans ce cas, l’arbre de Stern-Brocot va de 0/1 jusqu’à 1/1. La
méthode consiste à étendre d’abord à droite puis à gauche les segments jusqu’aux bords
de S.

Soit i ∈ N, nous notons Li l’ensemble des segments naïfs de longueur i + 1 (nombre
de pixels) passant par p et inclus dans S. Nous initialisons l’ensemble Li+1 à l’ensemble
vide. Pour chaque segment dans Li, nous ajoutons les points suivants q = (xq, yq) du
segment. Nous ajoutons à droite puis à gauche du segment si possible, c’est-à-dire que
nous ajoutons (si possible) le point en xq = xp+(i+1) et le point en xq = xp− (i+1). Si
ce segment étendu est dans S nous l’ajoutons à Li+1, sinon il ne l’est pas. De plus, pour
chacun des points ajoutés, s’il s’agit d’un point d’appui, il est possible de déplacer soit en
(xq, yq−1) (point d’appui supérieur) soit en (xq, yq+1) (point d’appui inférieur). Chacune
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Figure 5.5 – Exemple des segments naïfs symétriques construits pendant l’algorithme.

des combinaisons possibles est dans S alors nous l’ajoutons dans l’ensemble des segments
potentiels. Nous continuons ce processus tant qu’il est possible d’étendre au moins un
segment.

La méthode est résumée dans algorithme 3. La figure 5.5 montre les segments de droites
naïfs construits durant l’algorithme. Nous pouvons remarquer qu’à chaque itération, pour
un n donné, l’ensemble des caractéristiques (a, b) issues des segments naïfs de Ln est égale
à la suite de Farey d’ordre n.

La figure 5.6 illustre certaines étapes de la méthode pour les segments symétriques
(pour un pixel donné en orange). Sur le côté gauche des quatre figures, la couleur rouge
montre la zone couverte par les DSS à différentes étapes. À chaque étape, les DSS exten-
sibles sont conservés. Sur le côté droit, nous montrons les fractions et l’orientation associée
des DSS. En vert, les DSS extensibles avec les fractions correspondantes. En rouge, Les
DSS non-extensibles. En bleu, les DSS non-extensibles mais nécessaires pour construire de
nouveaux DSS. Nous commençons par le pixel i = 0. Puis, nous passons au niveau i = 2.
À ce stade, certains DSS ne sont pas extensibles, nous les supprimons et nous passons au
niveau i = 4, et ainsi de suite. L’algorithme s’arrête au niveau i = 12 (c’est-à-dire aux
DSS de longueur 13 pixels) où seul DSS(5, 4,−4) est encore extensible. Une animation
de l’algorithme est disponible 14

5.3.2 Complexité en temps

Les opérations de base, en O(1) sont : la comparaison (le point suivant appartient-il à
l’ensemble ?), la mise à jour des paramètres (a, b, µ) du segment, vérifier si le point d’appui
est inférieur ou supérieur. Considérons le pire cas de notre méthode : un carré blanc de
taille N ×N avec N ∈ N. Regardons le cas du pixel au centre du carré (pour N impair).
Notons que tous les segments naïfs passant par le centre et de taille N sont des segments
maximaux. Le nombre de segments passant par l’origine [Berenstein and Lavine, 1988]

14. Vers la vidéo : https://www.youtube.com/embed/tnDHB10lQjU?start=316. Ou bien vers la présen-
tation : https://gdmm2020.sciencesconf.org/data/MM1_DECELLE.pdf
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5.3. Filtre directionnel : le cas binaire

Algorithme 3 : Calcul des segments naïfs symétriques les plus longs (cas du
premier octant)
Entrées : Un ensemble S connexe et un pixel p(x, y) ∈ S
Sorties : L’ensemble Li des segments maximaux de longueurs i passant par p et

inclus dans S
1 L0 ← {DSS(0, 1, 0)}
2 i← 0
3 tant que Li ̸= ∅ faire
4 Li+1 ← ∅
5 pour chaque DSS(a, b, µ) ∈ Li faire

si DSS(a, b, µ) peut s’étendre à droite alors
7 DSS(a′, b′, µ′)← incrementer(DSS(a, b, µ), i+ 1)

si DSS(a′, b′, µ′) ∈ S alors
9 Li+1 ← Li+1 ∪DSS(a′, b′, µ′)

10 i← i+ 1
11 Li+1 ← ∅
12 pour chaque DSS(a, b, µ) ∈ Li faire

si DSS(a, b, µ) peut s’étendre à gauche alors
14 DSS(a′, b′, µ′)← incrementer(DSS(a, b, µ), i+ 1)

si DSS(a′, b′, µ′) ∈ S alors
16 Li+1 ← Li+1 ∪DSS(a′, b′, µ′)

17 i← i+ 1

18 retourner Li−2

est de l’ordre de :
N3

π2
+O(N2 log(N))

Autrement dit, le nombre de segments est O(N3). Il faut N calculs pour trouver ces
segments : faire le calcul pour les segments de taille 1, puis ceux de taille 2 et ainsi de
suite qu’aux segments de taille N . Ce qui nous amène à avoir O(N4) opérations. Or,
nous devons effectuer ces opérations pour N2 pixels, cela revient, dans le pire cas, à une
complexité de l’ordre de

O(N6)

par rapport au nombre de pixels M = N2, la complexité est de :

O(M3)

5.3.3 Application à l’estimation de caractéristiques

Nous avons, malgré une complexité en temps non-négligeable, appliqué notre outil sur
des images simples. Notre outil permet d’obtenir un ensemble d’informations à l’échelle
local d’un pixel. Nous avons pour chaque pixel de l’image calculé :
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i = 2,L2 i = 4,L4 \ {−2
1
, −1

1
, −1
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i = 6 i = 12, {5
4
}

Figure 5.6 – Exemple, pas à pas, du cas particulier de segment naïf symétrique. En vert,
les fractions (a, b) des segments pouvant être étendus. En rouge, celles ne pouvant plus
être étendus.

• la longueur L (des segments naïfs symétriques les plus longs) ;
• l’orientation θ moyenne (des segments naïfs symétriques les plus longs) ;
• l’épaisseur directionnel ED (des segments naïfs symétriques les plus longs) que nous

allons détailler juste après.
La longueur L au pixel p est la longueur du plus long segment naïf symétrique. Pour

calculer cette longueur, nous utilisons un estimateur simple : Ne +
√
2No, avec Ne et

No le nombre de chiffres pairs et impairs dans le code Freeman associé au DSS. Cette
caractéristique indique si localement l’objet est allongé. Une valeur élevée indique une
forme droite et longue.

L’orientation θ au pixel p est la moyenne des orientations des DSS, qui est calculée de
la manière suivante [Jammalamadaka and Sengupta, 2001]. Posons :

S̄ =
∑

DSS(a,b,µ)∈Li

sin(2 ∗ atan2(
a

b
)) =

∑
DSS(a,b,µ)∈Li

2ab

a2 + b2
(5.1)

C̄ =
∑

DSS(a,b,µ)∈Li

cos(2 ∗ atan2(
a

b
)) =

∑
DSS(a,b,µ)∈Li

b2 − a2

a2 + b2
(5.2)

alors l’orientation est donnée par :

θ(I)(x, y) = π +
1

2
atan2(

S̄

C̄
) (5.3)
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Figure 5.7 – En vert clair le segment symétrique DSS(5, 4,−4) le plus long passant par
le pixel en bleu. Le segment en vert foncé est le segment TDSS5,4(1, 0)

Pour obtenir la caractéristique d’épaisseur directionnelle, nous épaississons chaque
DSS final obtenu selon notre définition de TDSSk,j(a, b) (voir la section 5.2). L’épaisseur
directionnelle ED est alors définie comme la somme du maximum de j et k pour lesquels le
TDSS est inclus dans I ; c’est-à-dire de combien de fois nous pouvons paver au maximum
le segment dans les deux sens. Nous avons fait le choix d’effectuer l’élongation du segment
puis de faire son épaississement. En faisant ce choix, nous pouvons plus facilement estimer
la longueur et l’orientation. De plus, nous pensons que ce choix est moins onéreux en
mémoire, dans le sens où l’on ne manipule pas la longueur et l’épaisseur en même temps
ce qui augmenterait le nombre de segments à garder en mémoire. Néanmoins, cela implique
que l’épaisseur obtenue est contrainte par la largeur. En effet, plus le segment sera long,
plus il sera difficile de l’épaissir. D’autres choix pourront faire l’objet de recherches plus
approfondies. Par exemple, nous pourrions décider d’alterner l’élongation du segment et
son épaississement.

La figure 5.7 montre le segment symétrique DSS(5, 4,−4) le plus long obtenu suite à
l’algorithme (en vert clair). Ce segment possède 13 pixels. La longueur euclidienne L est
de 15, 7 pixels, l’orientation est θ = tan−1(5

4
) ≈ 51◦, enfin l’épaisseur directionnelle est

ED = j + k = 0 + 1 = 1. C’est-à-dire que nous pouvons le paver au plus une fois. Ce
pavage possible est montré par le segment en vert foncé.

Le tableau 5.1 montre les images des caractéristiques de longueur, d’orientation et
d’épaisseur directionnelle obtenues après application de l’algorithme sur l’ensemble des
pixels d’une image en entrée.

Nous pouvons voir que la notion de longueur est différente que l’objet soit localement
convexe ou non. Dans le cas d’une convexité locale, alors la longueur sera plus petite.
En effet, le bord de l’objet va limiter la possibilité de l’étendre. Dans le cas d’une non-
convexité locale, le segment de droite a plus de liberté pour s’étendre, ce qui implique
des longueurs plus grandes. Autrement dit, le calcul de longueur renseigne aussi sur la
convexité locale de l’objet.

Dans le cas du calcul de l’orientation, nous pouvons voir que l’orientation fait un
dégradé radial du noir (angle de 0◦) vers le blanc (angle de 180◦). Cela correspond à
l’orientation d’un cercle.

Nous pouvons voir une corrélation entre la longueur et l’épaisseur directionnelle. Un
segment court est potentiellement un segment que nous pouvons plus facilement épaissir.
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Image Longueur Orientation ED

Table 5.1 – Extraction des caractéristiques géométriques à partir des segments symé-
triques

Ceci n’est pas incohérent : un segment court est moins contraint par l’espace autour de
lui et ainsi l’épaississement (selon notre définition) se fait plus aisément. Autre point, les
segments DSS(1, 1, ∗) ou DSS(−1, 1, ∗) sont plus épais. Cela s’explique simplement par
le fait que ces segments appartiennent à deux octants, il est possible de les paver non pas
dans deux directions mais quatre directions. Cela implique d’augmenter potentiellement
la valeur de l’épaisseur directionnelle.

5.4 Filtre directionnel : image en niveaux de gris

Dans cette section, nous nous focalisons sur une approche afin d’étendre l’outil qui
vient d’être présenté pour les images en niveaux de gris. La caractéristique sur laquelle
nous nous focalisons est l’orientation. Nous nous intéressons à l’orientation locale des
structures de l’image. Pour cela, nous avons décidé d’effectuer l’analyse en utilisant des
outils de la morphologie mathématique. Nous allons nous inspirés le méthode de [Soille
and Talbot, 2001], mais nous allons l’étendre, comme pour le cas binaire, en faisant varier
la longueur des segments et leur épaisseur.
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5.4.1 Première approche

Dans les images en niveaux de gris, nous pouvons différencier les structures claires
formés de pixels de forte intensité et les structures sombres formés de pixels de faible in-
tensité. Afin de pouvoir différencier ces deux types de structures, nous proposons d’utiliser
deux outils de la morphologie mathématique : l’érosion et la dilatation. Ainsi, les deux
outils seront utilisés de la manière suivante :
• l’érosion morphologique ε pour analyser les structures claires ;
• la dilatation morphologique δ pour analyser les structures sombres.
Soit k ∈ N, nous posons C(a, b, c) le segment naïf symétrique de paramètres a, b, µ = 0

et ω = max(|a|, |b|) et de longueur c. Pour un couple (i, j) ∈ Z2, nous posons également
g = pgcd(|i|, |j|), ce qui nous permet de définir la taille du segment (i.e. le nombre de
pixels) qui est égale à :

c(i, j) =

{
max(| i

g
|, | j

g
|) + 1 + 2(g − 1) si ω est pair

max(| i
g
|, | j

g
|) + 2 + 2(g − 1) sinon

Cela revient à calculer la longueur selon la profondeur dans l’arbre de Stern-Brocot (voir la
figure 5.5). Nous commençons par le premier niveau de l’arbre de Stern-Brocot, c’est-à-dire
L2, et des segments de 3 pixels. Les segments suivants seront composés de 5 pixels (L4),
et ainsi de suite. Chaque segment défini un élément structurant qui permet de calculer
l’érosion de l’image par celui-ci. La taille maximale des segments est fixée à k.

Nous introduisons deux images E (pour l’érosion) et D (pour la dilatation) de taille
k×k obtenues pour un pixel (x, y) de l’image d’entrée. Ainsi, pour le pixel (x, y) de l’image,
chaque point (a, b) d’une de ces deux images est le résultat de l’opérateur morphologique
associé à la transformée appliquée à l’image I (dont nous prenons la valeur au pixel (x, y)).
Le pixel central (k

2
, k
2
) est la valeur en I(x, y). La figure 5.8 montre les éléments structurant

pour les coordonnées (a, b) de l’image. Le pixel central est celui de coordonnées (0, 0). D’un
point de vue mathématique, nous pouvons écrire les images de la manière suivante :

Ea,b(x, y) = εC(b,a,c(a,b)(I)(x, y) (5.4)
Da,b(x, y) = δC(b,a,c(a,b))(I)(x, y) (5.5)

La figure 5.9 montre des exemples concrets des images obtenues. Le pixel sur lequel
sont appliqués ces images est le pixel rouge. Nous pouvons voir que selon si le pixel
est clair alors l’image E donne le plus d’information. Et à l’inverse, l’image D donne plus
d’information si le pixel est sombre. Nous pouvons également remarquer que les directions
qui appartiennent à deux octants (par exemple (1, 1) ou (0, 1)) sont très marquées.

Une analyse approfondie des transformées pourrait permettre d’estimer des caracté-
ristiques locales comme la longueur, la largeur ou bien l’orientation.

5.4.2 Inclusion de l’épaisseur

Nous venons de voir que ces transformées ont quelques inconvénients. Par exemple,
nous pouvons voir que certaines directions, comme par exemple 0◦ et 45◦ (de manière
générale les segments appartenant à deux octants), perturbent l’analyse des transformées.
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Figure 5.8 – Éléments structurants pour obtenir la transformée E selon les coordonnées
(i, j) (de la transformée).

Dans cette section, nous proposons d’inclure des segments naïfs épais afin de poten-
tiellement estimer une épaisseur, mais également de limiter les perturbations des segments
qui appartient à deux octants.

Nous épaississons le segment si possible, et calculons à nouveau l’érosion par celui-
ci. Contrairement aux transformées précédentes, nous allons additionner les résultats de
chaque érosion si les caractéristiques du segment sont les mêmes. C’est-à-dire que le ré-
sultat du point (0, 2) sera additionné au résultat du point (0, 1) (malgré la longueur plus
longue de l’élément structurant en (0, 2)). L’algorithme 4 résume la méthode.

Pour chaque fraction a/b, nous notons Bi,j,k le TDSSk,j(b, a) pour lequel le DSS de
départ contient 2i+ 1 pixels, nous calculons la transformée Ya,b(x, y) égale à :

Ya,b(x, y) =
1

n− α + 1

n∑
i=0

[
i−1∑
k=0

εBi,k,0
(I)(x, y) +

i−1∑
j=1

εBi,0,j
(I)(x, y)

]
(5.6)

et α = max(max(|a|, |b|)− 1, 1). Nous introduisons un coefficient de normalisation α afin
de tenir compte du fait que le nombre de DSS dépend de a/b. Nous additionnons sur le
même indice (a, b) des segments de différentes longueurs, ce qui peut biaiser la valeur en ce
point. La normalisation est là pour réduire cet effet. De fait, si le segment DSS(a, b, 0) est
défini à un instant donné, il le sera pour les itérations suivantes. Par exemple, la fraction
1/2 apparaîtra n fois pour un élément structurant (segment de longueur 3, 5, 7, . . . , 2n+ 1
pixels), la fraction 1/3 apparaîtra n− 1 fois (segment de longueur 5, 7, . . . , 2n+ 1 pixels),
et ainsi de suite.

La figure 5.10 présente, pour un pixel de l’image d’entrée (image en bas à droite dans
la figure), les différentes étapes du processus proposé si on ne considère que les variations
de longueur. Le pixel considéré est celui situé au centre de l’image (croix verte).

Les dix premières images de la figure 5.10 mettent en valeur les résultats obtenus pour
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Figure 5.9 – Exemples des transformées en niveaux de gris. Un point rouge sur les images
indique où la transformée a été appliquée.
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Algorithme 4 : Méthode de filtrage en niveaux de gris (premier octant).
Entrées : Une image I, n le nombre maximum de pixels dans un segment
Sorties : Une matrice d’images Y

1 Y ← matrice de taille (2n+1,2n+1) // L’élément à l’indice (a, b) est
l’image Ya,b

2 A← (0, 1, 1)T

3 pour i = 0 à n faire // Itération sur la longueur jusque n
4 pour chaque a/b ∈ Fi+2 faire // Itération sur la suite de Farey

d’ordre i+ 2
5 B ← TDSS0,0(a, b) with 2i+1 points
6 E ← εB(I) // Érosion de I par le DSS Bi,0

7 E+ ← E
8 E− ← E
9 Ya,b ← Ya,b + E

10 pour k ← 1 to i faire // Itération sur l’épaisseur
11 E+ ← εA(E

+) // Érosion par TDSS0,k(a, b)
12 E− ← εĂ(E

−) // Érosion par TDSSk,0(a, b)
13 Ya,b ← Ya,b + E+

14 Ya,b ← Ya,b + E−

15 Return Y

chaque érosion, c’est-à-dire l’érosion de I par Bi,0,0 avec i variant de 1 à 10. Les axes sont
les paramètres a et b du segment naïf symétrique. Pour chaque couple (a, b), nous mettons
la valeur de gris résultant de l’érosion de I par Bi,0,0. Dans chaque image, le pixel ayant
la valeur la plus élevée est encadré de la couleur rouge.

L’image précédant la dernière montre pour chaque couple (a, b) la somme de chaque
érosion pour les différentes longueurs. On suppose que l’orientation est celle qui a la valeur
de gris la plus élevée (pixel rouge).

Nous constatons que la fraction a/b pour laquelle le maximum est atteint change plu-
sieurs fois en fonction de la valeur de i, c’est-à-dire du nombre de points du segment.
En choisissant i = 9 (soit 19 pixels), l’orientation semble correcte, mais en choisissant
i = 10 (soit 21 pixels), la direction n’est pas celle souhaitée (le segment correspondant est
représenté en rouge sur la dernière image). Par contre, la direction résultant de la somme
est correcte (le segment correspondant est représenté en vert dans la dernière image).

5.4.3 Simplification du calcul pour l’épaisseur

Il n’est pas nécessaire de construire spécifiquement les éléments TDSS pour prendre
en compte la variation d’épaisseur. En effet, pour le premier octant, avec :

A =

1
1
0


176



5.4. Filtre directionnel : image en niveaux de gris

Figure 5.10 – Illustration de l’approche proposée avec des variations de longueurs.

nous avons la relation suivante :

Bi,j,k+1 = Bi,j,k ⊕ A

où ⊕ est la dilatation morphologique. Un exemple de cette relation est mis en évidence
dans la figure 5.11 avec B6,0,0 ⊂ B6,0,1 et (a, b) = (3, 7). De plus, nous avons la propriété :

εA⊕B(I) = εA(εB(I))

qui dans notre cas d’élément structurant devient la relation :

εBi,j,k+1
(I) = εA(εBi,j,k

(I))

La relation reste valable pour Bi,j,k ⊂ Bi,j+1,k en prenant le symétrique de A, c’est-à-

dire

0
1
1

. Cette relation est illustrée par la ligne 10 de l’algorithme 4. A est à modifier

en fonction de l’octant.
De plus, pour les éléments Bi,0,0 nous pouvons utiliser l’algorithme développé par Soille

et Talbot [Soille and Talbot, 2001] (voir ligne 6 de l’algorithme 4).
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Figure 5.11 – Relation en dilatation morphologique et segment épais.

5.4.4 Estimation de l’orientation

Dans cette section, nous faisons une proposition afin d’estimer l’orientation à partir
des images intermédiaires obtenues par l’équation 5.6.

5.4.4.1 Principe du calcul

Nous pouvons considérer trois variantes vis-à-vis de la méthode proposée :

• considérer toutes les longueurs et épaisseurs possibles (voir l’équation 5.6) ;

• considérer toutes les épaisseurs et la longueur est fixée à n (voir l’équation 5.7) ;

• considère toutes les longueurs et l’épaisseur est fixée à 0 (voir l’équation 5.8).

Nous avons vu la première variante avec l’équation 5.6. Cette équation se simplifie pour
les deux autres variantes. Cela donne respectivement pour la deuxième et la troisième
variante :

Ya,b =
n−1∑
k=0

εBn,k,0
(I) +

n−1∑
j=1

εBn,0,j
(I) (5.7)

Ya,b =
1

n− α + 1

n∑
i=0

εBi,0,0
(I) (5.8)

Dans les trois cas, nous nous retrouvons à estimer uniquement l’orientation dominante
pour chaque pixel p puisque les images ne reposent que sur a/b. Inspiré par la méthode
[Soille and Talbot, 2001], nous définissons à chaque point x l’orientation claire comme :

Dir+(p) = {tan−1(
ai
bi
), | ∀(ai, bi) ̸= (aj, bj)Yai,bi(p) ≥ Yaj ,bj(p) } (5.9)

C’est-à-dire que l’orientation claire est celle de l’élément structurant pour lequel le
résultat est le plus élevée pour l’érosion.

Nous introduisons une valeur supplémentaire pour nous permettre de déterminer les
orientations à choisir.

G+(p) = max
a,b

(Ya,b(p))−min
a,b

(Ya,b(p)) (5.10)

La valeur de G+(p) peut être interprétée comme une intensité des structures claires
au pixel p. L’orientation Dir− des structures sombres et leur intensité G− sont calculées
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(a) (b) (c)

(d) (e) (f)

Figure 5.12 – Résultats de notre méthode et celle de [Soille and Talbot, 2001]. (a) Image
de cercles concentriques (b) Vérité terrain. (c) [Soille and Talbot, 2001]. (d) Variations
d’épaisseur. (e) Variations de longueur. (f) Les deux variations.

sur le même principe que G+ mais en utilisant J = 255 − I au lieu de I. Finalement,
l’orientation au pixel p est obtenue par la formule :

θ(p) =

{
Dir+(p) , if G+(x) ≥ G−(p)
Dir−(p) , sinon

5.4.4.2 Résultats préliminaires

Une analyse approfondie de la méthode pour les images en niveaux de gris n’a pas
encore été faite. Néanmoins, nous proposons une première comparaison avec la méthode
proposée par Soille et Talbot [Soille and Talbot, 2001]. Pour ce faire, nous considérons
d’abord des objets circulaires (voir la figure 5.12) puisque la vérité terrain (orientation)
peut être facilement déterminée. Cette information est utile pour démontrer l’efficacité de
la méthode. Ainsi, nous avons créé des images de cercles concentriques auxquelles nous
avons ajouté un peu de bruit. Ces cercles sont illustrés dans la figure 5.12. Pour comparer
les méthodes avec la vérité terrain, nous proposons d’utiliser la formule proposée par
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[Soille and Talbot, 2001] Épaisseur Longueur Épaisseur+Longueur

RMSD 0,2809 0,3111 0,2436 0,2317

Table 5.2 – RMSD calculé pour les différentes méthodes.

Turroni et al. [Turroni et al., 2011] :

RMSD =

√ ∑
x d

2(θ̂x, θx)

Nombre de pixels
, d(θ1, θ2) =


θ1 − θ2 if −π

2
≤ θ1 − θ2 < π

2

π + θ1 − θ2 if θ1 − θ2 < −π
2

π − θ1 + θ2 if θ1 − θ2 ≥ π
2

avec θ̂x l’orientation estimée en x et θx l’orientation théorique estimée en x.
Le tableau 5.2 montre les valeurs du RMSD pour les différentes méthodes : [Soille and

Talbot, 2001], notre méthode avec uniquement la variation d’épaisseur (longueur fixée),
notre méthode avec uniquement la variation de longueur (épaisseur fixée à 0) et notre mé-
thode avec la variations de l’épaisseur et de la longueur. Pour chaque méthode, nous avons
fixé la taille des segments à 21 (i.e. λ = 21 pour la méthode [Soille and Talbot, 2001]).
Nous pouvons constater qu’inclure de l’épaisseur n’améliore pas les résultats, mais prendre
en compte des variations de longueur (avec ou sans épaisseur) améliore l’estimation de
l’orientation.

5.4.5 Application pour le filtrage d’images

Dans le cas d’images en niveaux de gris, en plus estimer des caractéristiques géomé-
triques locales, notre outil permet également d’effectuer des filtrages de l’image.

En effet, nous pouvons remarquer qu’au cours du processus, il est possible d’extraire
des images filtrées. Il s’agit des images résultantes du calcul de maxa,b(Ya,b(x)) pour I et
J = 255− I.

Le tableau 5.3 montre un exemple d’application de filtre. De gauche à droite, nous
pouvons voir l’image originale, les images résultantes après le filtre par [Soille and Talbot,
2001] (λ = 21) et par notre filtre avec uniquement la variation de longueur (i = 21).
Puisque notre méthode prend en compte différents éléments structurants, nous pouvons
constater qu’il préserve mieux les structures de petite taille.

La deuxième ligne du tableau 5.3 montre les cercles de la figure 5.12 auxquels nous
avons ajouté du bruit gaussien additif de moyenne 0 et d’écart-type 0, 1 afin d’obtenir
une image en niveaux de gris. En haut à droite un zoom sur la partie centrale de l’image.
Comme Soille et Talbot fixent le paramètre de longueur, leur approche ne parvient pas à
filtrer les zones où cette longueur ne convient pas.

La dernière ligne du tableau 5.3 montre un dernier exemple. Nous pouvons voir que
notre filtre préserve mieux les structures circulaires et est plus lisse aux niveaux des
intersections.

180



5.5. Conclusion

Image d’entrée [Soille and Talbot, 2001] Notre méthode (épaisseur fixe)

Table 5.3 – Image d’entrée (les images de vaisseaux de fond d’œil proviennent de [Hoover
et al., 2000]), le filtrage selon [Soille and Talbot, 2001] et le filtrage avec notre méthode
uniquement des variations de longueurs (épaisseur fixée à 1).

5.5 Conclusion

Dans ce chapitre, nous avons présenté un outil fondé sur la géométrie discrète et la
morphologie mathématique afin d’estimer des caractéristiques locales d’un objet. Les prin-
cipales caractéristiques que l’outil proposé permet d’évaluer sont : la longueur, la largeur
(ou épaisseur selon le contexte) et l’orientation. D’autres caractéristiques pourraient être
calculées.

Cet outil a d’abord été développé pour des images binaires. Notre outil se déploie en
une panoplie de variantes qui permettent de s’adapter au cadre applicatif. Nous avons
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proposé une variante qui permet de calculer l’orientation de manière plus précise, notam-
ment dans le cas de cercles concentriques. Cependant, aucune évaluation quantitative n’a
encore été faite pour le moment.

Nous avons ensuite essayé d’étendre notre outil aux images en niveaux de gris. Pour
ce faire, nous avons proposé d’utiliser deux opérateurs usuels de la morphologie mathé-
matique : l’érosion et la dilatation. Tout comme pour le cas binaire, cet outil offre la
possibilité se s’adapter et de varier selon le contexte. Dans le cas des images en niveaux
de gris, nous nous sommes intéressés particulièrement au calcul de l’orientation. Cepen-
dant, dans le cas d’image en niveaux de gris l’outil a une fonction supplémentaire : le
filtrage. En effet, en plus de pouvoir estimer des caractéristiques locales, l’outil offre l’op-
portunité d’effectuer un filtrage directionnel. Il faut encore évaluer davantage l’outil pour
les images en niveaux de gris. Mais, les premières évaluations qui ont été faites montrent
des résultats intéressants.

182



6
Conclusion

Sommaire
6.1 Contributions . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 184
6.2 Perspectives . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 186

183



Chapitre 6. Conclusion

Ce chapitre synthétise les principaux résultats développés pendant mes années de
thèse, et met l’accent sur les perspectives de recherche qui apparaissent dans la continuité
directe des contributions présentées dans ce manuscrit.

Les travaux réalisés ont abordé les problématiques de l’analyse d’images RVB brutes
de coupes transversales de grumes de bois pour estimer la qualité du bois. Comme nous
avons pu déjà l’indiquer, le but de cette recherche est de valoriser le matériau bois dans
un contexte plus global qu’est le réchauffement climatique qui accroît la demande de ce
matériau. L’objectif est de réussir à extraire des informations visibles sur ce type d’images,
afin d’estimer la qualité de la grume. Parmi ces informations, nous pouvons citer : les zones
d’aubier et de duramen, la position du centre géométrique de la grume et de la moelle,
ainsi que la détection des cernes de croissance.

Cette analyse est rendue difficile en raison de plusieurs facteurs :

• le choix de l’appareil d’acquisition ;

• les conditions d’acquisition ;

• le temps accordé.

En outre, cette analyse repose sur l’usage d’outils diversifiés issus du traitement
d’images tels que la segmentation, le calcul de l’orientation ou bien de filtrage. Cependant,
les recherches existantes qui abordent ces problématiques dans les mêmes conditions (type
d’images, cadre applicatif, . . .) sont très limitées. Cette thèse a relevé des défis et a fourni
des contributions dans l’extraction d’informations nécessaires à l’évaluation de la qualité
du bois à partir d’images RVB brutes de coupe transversale de grume de bois.

6.1 Contributions

Dans les paragraphes suivants, nous fournissons un bref résumé des travaux effectués
dans cette thèse, avant d’énumérer les perspectives futures dans la section suivante.

Nous avons proposé de nouvelles méthodes pour estimer des caractéristiques néces-
saires à l’estimation de la qualité du bois (voir le chapitre 3). Concernant la segmen-
tation de la coupe transversale dans une image RVB, nous avons proposé d’évaluer
les performances de quelques réseaux de neurones convolutifs [Decelle and Jalilian, 2020].
Nous avons également adapté des méthodes plus classiques, comme la méthode du K-
Means ou celle des contours actifs. Toutes ces méthodes n’avaient pas encore été évaluées
pour effectuer la segmentation des grumes. Les deux dernières méthodes (K-Means et
contour actif) ont montré des résultats moins bons que les quatre réseaux de neurones.
Ces mêmes réseaux ont des disparités entre eux. Certains ont une robustesse quel que soit
le jeu d’images utilisé. D’autres ont des résultats différents selon le jeu d’images utilisé.

Nous avons proposé une méthode innovante pour estimer la localisation de la
moelle dans une coupe transversale [Decelle et al., 2021b] (voir le chapitre 4). Cette
méthode est basée sur l’algorithme des colonies de fourmis. L’avantage d’utiliser une
telle méthode est d’avoir une solution algorithmique quant aux choix de l’accumulation
des normales aux tangentes des cernes. Cette contribution a été comparée à différentes
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méthodes de l’état de l’art ayant été conçues pour le même type d’image. Notre contribu-
tion montre des résultats aussi précis. Mais le point fort de notre méthode est le temps de
calcul. Elle effectue l’estimation de la localisation de la moelle de manière rapide, proche
du réseau de neurones convolutifs de l’état de l’art. Cette contribution prouve également
l’intérêt de prendre en compte le choix des normales aux tangentes à accumuler. L’es-
timation de l’orientation des tangentes aux cernes n’est pas le seul élément clef dans la
détection de la moelle.

Par la suite, nous avons proposé une couche d’attention (voir section 6.2), pour
les réseaux de neurones convolutifs, basée sur des outils morphologiques (cf. chapitre 3).
L’idée d’utiliser des couches d’attention n’est pas nouvelle. Cependant, l’utilisation des
outils de morphologie mathématique dans ce cadre est limité. Notre couche d’attention
a pour objectif d’éliminer les informations peu pertinentes au sein des cartes de carac-
téristiques du réseau, mais aussi de mettre en valeur les informations pertinentes de ces
mêmes cartes. Un autre objectif d’une couche d’attention est de potentiellement réduire
le nombre de paramètres d’un réseau de neurones. Cet objectif répond à l’enjeu de la
rapidité d’évaluation de la qualité du bois. La couche d’attention proposée a été évaluée
dans le cadre de la segmentation du duramen. Les résultats sont très encourageants :
le nombre de paramètres a pu être réduit d’un facteur 10, le temps de calcul a marginale-
ment augmenté (de l’ordre d’une dizaine de millisecondes) et les résultats sont meilleurs
que d’autres couches d’attention qui ont été évaluées.

Après quoi, nous avons proposé une première approche pour identifier les limites de
cernes de croissance (voir le chapitre 3). L’approche présentée permet de répondre à un
enjeu : les conditions d’acquisition. En effet, ces conditions font qu’un certain nombre
d’éléments, principalement dus au sciage, perturbent les outils de traitement d’images.
L’outil développé permet d’effectuer un filtrage bilatéral directionnel tout en gardant
les contours. À la suite de ça, nous avons proposé d’utiliser une décomposition par un
quadtree, combinée avec l’outil de géométrie discrète développé au chapitre 5, afin de me-
surer au mieux la largeur moyenne des cernes dans une image RVB de coupe transversale
de grume de bois. Bien que les résultats ne soient pas encore satisfaisant, ils restent pro-
metteurs en perfectionnant les outils utilisés. En effet, une estimation visuelle des limites
de cernes semble montrer de bons résultats. De plus, la méthode proposée montre que
l’estimation de l’orientation des cernes reste un sujet important pour les problématiques
abordées dans ce manuscrit.

Dans le dernier chapitre de ce manuscrit, nous nous sommes légèrement détachés
des problématiques (voir le chapitre 5). En effet, ce chapitre se concentre sur un filtre
directionnel basé sur la géométrie discrète, à savoir les segments naïfs symétriques,
afin d’estimer des caractéristiques locales d’un ensemble connexe (ou d’une image binaire)
[Decelle et al., 2021a]. Évidemment, cet outil n’est pas sans lien avec le sujet, puisque parmi
les caractéristiques de l’outil développé, il y a le calcul d’une orientation locale utilisée pour
calculer la largeur moyenne des cernes, mais aussi d’une largeur locale. L’outil offre une
panoplie de variations permettant de s’adapter facilement à un contexte particulier. Nous
avons aussi proposé une redéfinition des segments épais. L’outil présenté est pertinent

185



Chapitre 6. Conclusion

pour analyser des cercles concentriques qui rappellent la forme des cernes de croissance.
Dans ce chapitre, nous avons aussi proposé une première extension de l’outil pour les
images en niveaux de gris. Cet outil est encore en cours d’amélioration puisque qu’un
certain nombre de restrictions, par rapport à sa version binaire, ont dû être mises en place
pour traiter ce type d’images. Ceci étant dit, l’outil permet d’estimer une orientation, mais
aussi d’effectuer un lissage d’une image bruitée. Malgré l’absence de résultats quantitatifs,
quelques résultats qualitatifs ont mis en lumière que le fait d’approfondir cet outil pourrait
s’avérer pertinent, aussi bien pour le traitement de coupe transversale, mais aussi dans
un traitement d’images de manière générale.

6.2 Perspectives

Tout d’abord, l’une des pistes à étudier est d’évaluer les performances des différentes
contributions sur d’autres essences de bois : cèdre, if, chêne merisier, pin sylvestre, . . . De
fait, la grande partie des évaluations réalisées ont porté sur le douglas. Nous pouvons donc
espérer que nos méthodes proposées soient tout aussi performantes sur d’autres essences.
Par exemple, le duramen du douglas est rouge/rose alors que celui de l’if est très rouge
et celui du cèdre tend vers le marron. Les réseaux de neurones entraînés sur le douglas
pour détecter le duramen doivent être ré-entraînés afin de prendre en compte ces varia-
tions colorimétriques des essences. Les rayons ligneux, rayon de cellules en direction de
la moelle, sont très marqués sur l’essence du chêne. Ces derniers peuvent perturber les
algorithmes proposés, principalement dans le calcul de l’orientation et dans la suppression
des marques dues au sciage.

Nous pensons aussi que des efforts doivent être mis en œuvre pour améliorer la dé-
tection de la moelle, par exemple en déterminant de manière automatique certains para-
mètres de la méthode. En effet, bien que notre méthode offre de bonnes performances,
elle nécessite un nombre non-négligeable de paramètres, certains ayant un effet marginal,
d’autres étant cruciaux. Ces derniers doivent faire l’objet d’une détermination automa-
tique pour permettre de mieux s’adapter aussi bien au choix de l’appareil d’acquisition
qu’aux conditions d’acquisition, et même au temps qui est accordé pour effectuer le trai-
tement de l’image.

Nous voudrions également voir si l’utilisation de l’algorithme des colonies de four-
mis pour créer un espace d’accumulation, de manière générale, peut être pertinent dans
d’autres cas. C’est-à-dire que le choix des accumulations serait fait avec un algorithme si-
milaire à celui proposé. Par exemple, est-il possible d’effectuer une transformée de Hough
pour la détection des droites en utilisant un tel algorithme ?

La méthode proposée est implémentée en C++ [Decelle et al., 2021b]. Son implémen-
tation est actuellement séquentielle et peu optimisée. Dédiée à l’expérimentation et à la
mise en application avec nos partenaires de l’INRAE, l’optimisation de la mémoire et des
temps de calcul n’a été prise en compte que partiellement. Dans l’objectif d’une utilisation
industrielle, une suite immédiate du travail effectué consiste à étudier les possibilités de
parallélisation qui semblent prometteuses. D’autant plus que cela pourrait permettre de
prendre un peu plus de temps de calcul dans l’estimation de l’orientation ou la suppression
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des marques de sciage.

Concernant la couche d’attention, notre étude n’a porté que sur la segmentation du
duramen, il serait pertinent d’évaluer ses performances sur des jeux de données géné-
riques (par exemple les jeux MNIST ou COCO). Notre couche d’attention, reposant sur
deux outils de morphologie mathématique, à savoir l’érosion et la dilatation, pourrait
aussi faire l’étude d’améliorations via l’utilisation d’autres outils de morphologie mathé-
matique comme l’ouverture ou la fermeture. Une analyse plus approfondie de cette couche
d’attention devrait aussi être à faire : quels sont les éléments structurants que le réseau
de neurones a appris ? D’ailleurs, est-ce que notre couche d’attention est pertinente dans
la segmentation de la grume ? Voici des exemples de questions pour lesquelles il faudrait
porter une attention particulière.

Nous voulons également améliorer l’outil de géométrie discrète que nous avons déve-
loppé, aussi bien dans le cas d’images binaires que d’images en niveaux de gris.

Dans le cas binaire, le sujet qui focalise notre attention est le temps de calcul. Ce
dernier est très coûteux, ce qui limite son usage en pratique. Il faut d’une part étudier
minutieusement les points qui pourraient donner lieu à une diminution de la complexité en
temps. D’autre part, la parallélisation est aussi à regarder de près. Cela a pour but d’avoir
un temps de calcul expérimental beaucoup plus bas, et par la suite avoir une application
sur des images de plus grandes tailles, une mise en œuvre dans un cadre applicatif (calcul
de l’orientation, etc.).

Dans le cas d’images en niveaux de gris, il nous faut essayer de s’approcher plus du
cas binaire. C’est-à-dire qu’il faut réussir à étendre les segments symétriques de droites
discrètes de manière automatique. Il faut aussi voir pour intégrer les segments omis dans
le cas en niveaux de gris. En effet, dans notre cas, nous n’avons que pris en compte les
segments avec µ mis à 0. Pour cela, l’utilisation de nouveaux filtres morphologiques (rank-
max filters) est à envisager. Toujours dans un objectif d’une application industrielle, il
faut implémenter les algorithmes efficients pour calcul de l’érosion et de la dilatation par
des segments de droites discrètes (basé sur les propriétés périodiques de ces segments à
l’aide d’un histogramme par exemple).

Un autre point que nous devons souligner est le suivant. Bien que nous ayons réussi
à détecter un ensemble d’éléments utiles pour l’estimation de la qualité du bois, une
question demeure : est-il possible d’estimer la qualité du bois à partir de ces éléments dé-
tectés ? Autrement dit, il reste à faire un travail de classification de la qualité de la grume
à partir des éléments estimés par les différentes approches présentées. Des méthodes de
classification, comme les machines à vecteurs de support (SVM), les arbres de décisions
ou les forêts d’arbres décisionnels (Random Forest), perceptron multicouche (MLP), . . .
doivent être testées pour faire cette classification.

Enfin, d’un point de vue plus technique, il s’agit aussi de mettre en œuvre un pipeline
complet, de la segmentation de la grume à l’analyse des cernes, afin d’évaluer la qualité
d’une grume en incorporant l’ensemble des contributions.
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Acronymes

ANR Agence Nationale de la Recherche. 15
APN appareil photographique numérique. 16, 18, 19, 25, 72, 87

CieLAB CIELAB color space. 7, 9, 26, 27, 73, 97, 99, 101, 104, 105
CO2 dioxyde de carbone. 21
CT computerized tomography. 21

EMD Earth Mover’s Distance. 70

FWF Fonds zur Förderung der wissenschaftlichen Forschung. 15

GES gaz à effet de serre. 21

HSV Hue Saturate Value. 9, 25, 73, 78, 80, 85, 105, 106

INRAE Institut national de recherche pour l’agriculture, l’alimentation et l’environne-
ment. 15, 186

LIDAR Laser Imaging Detection And Ranging. 7, 16–18
LORIA Laboratoire Lorrain de Recherche en Informatique et ses Applications. 15
LPB Local Binary Patterns. 69

RVB Rouge Vert Bleu. 15, 16, 18, 21, 22, 24, 25
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Glossaire

aubier Partie du tronc la plus proche de l’écorce. C’est la partie tendre, jeune et vivante
du bois qui transporte la sève. 22

binarisation La binarisation est un cas particulier de segmentation où l’on cherche à
décomposer l’image en deux régions.. 28

bois de trituration Le bois de trituration est destiné à la fabrication de panneaux de
fibres, pâtes de cellulose, panneaux de particules, etc.. 21

cerne Le bois qui est formé chaque année. 16, 21, 29, 64, 111

dendrochronologie Science traitant de l’étude et de la datation des cernes de croissance
des arbres. 21, 74, 90, 96, 111

duramen Bois ayant subit une duraminisation. 27, 29

grume Une grume est un tronc coupé, ébranché et encore pourvus de son écorce. 15, 16,
30, 64, 65

moelle Centre biologique du bois. 64, 70, 74
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Résumé
Dans le contexte du changement climatique et de son atténuation, du développement

de la bioéconomie circulaire, et d’une pression accrue qui en découle sur la ressource en
bois, un des axes de recherche prioritaire est l’optimisation de la transformation de cette
ressource qui peut se faire à différents niveaux. L’objectif ici est d’extraire des informations
sur la qualité du bois à partir de l’analyse de sections transversales du grumes ou billons
de bois en forêt ou en scierie. Pour estimer cette qualité, plusieurs caractéristiques visibles
peuvent être extraites : zones d’aubier et de duramen, position de la moelle et du centre
géométrique, le nombre de cernes et leur largeur.

Dans un premier temps, nous nous intéressons à la segmentation de la grume dans
l’image. Cette segmentation rend plus simple l’analyse des autres caractéristiques et per-
met de localiser le centre géométrique. Pour cela, nous proposons plusieurs approches.
D’abord, des méthodes classiques issues du traitement d’images sont abordées, comme
la méthode des K-Means ou les contours actifs. Nous utilisons également des réseaux de
neurones convolutifs. Nous montrons l’avantage des réseaux de neurones par rapport à
ces deux autres méthodes.

La deuxième caractéristique estimée est la zone de duramen (zone centrale plus co-
lorée). Nous proposons une nouvelle couche d’attention pour les réseaux de neurones
utilisant la morphologie mathématique moins souvent utilisée. Les couches d’attention
ont permis aux réseaux d’être plus performants en se focalisant sur les informations les
plus pertinentes. Dans notre cadre, l’objectif de cette couche est double : réduire la quan-
tité de paramètres et augmenter les performances. Notre couche d’attention montre de
meilleures performances par rapport à d’autres couches d’attention.

Dans un troisième temps, nous proposons d’analyser les cernes. Notre méthode est en
trois grandes étapes. D’abord, un lissage directionnel pour rehausser les cernes (tout en
gardant au mieux les contours) et réduire à la fois la texture intracernes et les marques de
sciage. Puis, un seuillage adaptatif pour déterminer les zones de cernes potentiels. Enfin,
un deuxième seuillage afin d’avoir les limites de cernes. À partir de la segmentation finale,
l’analyse des cernes (nombre, largeur moyenne, etc.) est rendue possible.

Enfin, l’estimation de la position de la moelle est abordée. Nous proposons une nouvelle
approche originale basée sur l’algorithme des colonies de fourmis pour estimer la position
de la moelle. L’utilisation de cet algorithme permet de s’abstraire d’une étape habituelle,
à savoir l’accumulation des normales aux tangentes des cernes. Notre méthode montre de
nombreux avantages par rapport aux approches de l’état de l’art, réseaux de neurones
inclus.

Dans une dernière partie, nous présenterons un travail en géométrie discrète : un filtre
directionnel. Il estime les segments les plus longs en tout point d’un ensemble connexe. Ce
travail a pour objectif d’être appliqué dans l’estimation des caractéristiques des cernes.

Mots-clés: Traitement d’images, Segmentation, Algorithmes de colonies de fourmis, Ré-
seaux de neurones, Qualité du bois, Géométrie Discrète
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Abstract

In the context of climate change and its mitigation, the development of the circular
bioeconomy, and the resulting increased pressure on the wood resource, one of the priority
research areas is to optimize the transformation of this resource, which can be done at
different levels. The objective here is to extract information on wood quality from the
analysis of cross-sections of logs, located in the forest or in the sawmill. To estimate this
quality, several visible characteristics can be extracted : sapwood and heartwood areas,
position of the pith and geometric center, number of tree rings and their width.

First, we are interested in the segmentation of the log in the image. This segmentation
makes easier the analysis of other features and allows us to locate the geometric center.
For this, we propose several approaches. First, classical methods from image processing
are discussed, such as the K-Means method or active contours. We also use convolutional
neural networks. We show the advantage of neural networks over the other methods.

The second estimated feature is the duramen area (more colored central area). We
propose a new attention layer for neural networks using the less commonly used math-
ematical morphology. Attention layers have allowed networks to outperform by focusing
on the most relevant information. In our context, this layer has two goals : reduceing
the amount of parameters and increasing performance. Our attention layer shows better
performances compared to other attention layers.

In the third step, we propose to analyze the tree rings. Our method is in three main
steps. First, a directional smoothing to enhance the rings ( keeping the edges as well
as possible) and reduce both the intra tree rings texture and the saw marks. Then, an
adaptive thresholding to segment the areas of potential tree rings. Finally, a second thresh-
olding in order to have the ring limits. From the final segmentation, the analysis of the
rings (number, average width, etc.) is made possible.

Finally, the estimation of the pith position is addressed. We propose a new original
approach based on the ant colony algorithm to estimate the location of the pith. Using
this approach allows to skip a usual step, namely the way to accumulate normals at
the tree ring tangents. Our method shows many advantages compared to state-of-the-art
approaches, including neural networks.

In a last part, we will present a work in discrete geometry : a directional filtering.
It estimates the maximal digital straight segments at any point of a connected set. This
work is intended to be applied to estimate some tree ring features.

Keywords: Image processing, Segmentation, Ant colony algorithms, Neural networks,
Wood quality, Discrete Geometry
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